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Finansowanie prac badawczych

Prezentowane badania nad syntaktyczna i semantyczna analiza danych tekstowych z wyko-
rzystaniem modeli Markowa realizowanych sprzetowo wykonane zostaly przy wsparciu z dotacji
celowej numer: 517-05-023-4781/17, przyznanej przez Ministerstwo Nauki i Szkolnictwa Wyz-
szego.



Rozdzial 1

Wprowadzenie

Analiza syntaktyczna i semantyczna odgrywaja wazna role w automatyzacji przetwarzania da-
nych tekstowych. Przewaznie rozpoznawanie kategorii syntaktycznych dokonywane jest w pierw-
szej kolejnoéci, a na podstawie otrzymanej struktury skladniowej wykonywana jest analiza se-
mantyczna. Podobnie jest réwniez w tej rozprawie, gdzie na podstawie otrzymanej struktury
skladniowej dokonywana jest analiza pola semantycznego wybranego wyrazu (ang. Word of In-
terest) w badanym tekscie. Na przelomie ostatnich dwéch dekad naukowcy zaproponowali wiele
systemow dokonujacych syntaktyczno-semantycznej analizy o réznorodnej specjalizacji tema-
tycznej (Bos 2011, Cambria & White 2014). Wciaz poszukiwane sa coraz nowsze metody wy-
korzystujace techniki uczenia maszynowego zaréwno z nadzorem, jak i bez. Najwiekszy postep
w tej dziedzinie wspolgra z popularnoscia jezyka, dla ktorego dany system jest rozwijany — nie
dziwi wiec fakt, ze dla jezyka angielskiego dostepne sa najbogatsze bazy danych (tj. PropBank
(Palmer i in. 2006), NomBank (Meyers Adam & Macleod 2008), Penn Treebank (Taylor i in.
2003)) odpowiednio oznakowanych tekstéw (syntaktycznie, ale i semantycznie). Dla mniej popu-
larnych jezykéw tworzone sa réwniez podobne bazy danych (np. Skladnica) giéwnie za sprawa
rozwoju technik parsowania i projekcji oznaczeni z innego jezyka (Pado & Lapata 2009). Nadal
jednak oznaczanie danych tekstowych czedciami mowy i czedciami zdania jest skomplikowanym
zadaniem wymagajacym intensywnych obliczenn. Choé nowoczesne techniki czesto pozwalaja
osiagnaé¢ wystarczajaca dokladnosé analizy, to wciaz jest wiele do zrobienia w kierunku optyma-
lizacji stosowanych metod.

Badania z zakresu lingwistyki komputerowej koncentruja sie nad rozwiazaniami pozwala-
jacymi na skuteczne przeprowadzenie wysoce dokladnej analizy tekstéw zapisanych w jezyku
naturalnym. W dynamicznie rozwijajacej si¢ dziedzinie uczenia maszynowego poszukuje si¢ inno-
wacyjnego podejécia wykonujacego obliczenia w najefektywniejszy sposéb. Dobrym przykladem
jest tu dziedzina nauczania sztucznych sieci neuronowych przechodzaca swdj renesans za sprawa
glebokiego uczenia (ang. deep learning), ktére potwierdzilo swoja skutecznoéé w wielu dziedzi-
nach rozpoznawania wzorcéw (Lecun i in. 2015, Schmidhuber 2015). Jednakze nowe podejscie —
cho¢ skuteczne — jest wyjatkowo wymagajace obliczeniowo (obliczanie odpowiedzi wielowarstwo-
wej sieci liczacej czesto tysigce neuronéw w kazdej z warstw, w ktorych przetwarzanie informacji
dokonywane jest na réznych poziomach abstrakcji'). Dlatego tez wiele osrodkéw badawezych
i przemyslowych prowadzi intensywne badania w celu stworzenia nowych wydajnych rozwia-
zah sprzetowych (Gupta i in. 2015a, Zhang i in. 2015, Ovtcharov i in. 2015). Wykorzystujac
dedykowane rozwiazania sprzetowe mozliwe jest osiagniecie wysokiego stopnia zréwnoleglenia
algorytméw uczenia maszynowego (Pietras 2014a). Szczegélne znaczenie ma to dla rozwigzan
stosujacych chmury obliczeniowe (ang. cloud computing). Przykladowo firma Google budowe
zaplecza swoich uslug z zakresu uczenia maszynowego i sztucznej inteligencji oparla na wla-
snym wyspecjalizowanym chipie TPU (ang. Tensorflow Processing Unit) (Yunfei 2017), podczas

!Czesto etapy ekstrakeji i selekeji cech osadza sie w konwolucyjnych sieciach neuronowych (czyli opartych na
operacji mnozenia splotowego znanego z dziedziny przetwarzania obrazéw), gdzie kazdy neuron stanowi pewien
filtr cech, stad wiele cech przeklada si¢ na duza liczbe neuronéw.



gdy firma Microsoft zdecydowala sie na zastosowanie ukladéw FPGA (ang. Field-Programmable
Gate Array — bezposrednio programowalna macierz bramek). Dzigki rekonfigurowalnoéci?® tych
ukladéw — czyli mozliwosci zmiany struktury obliczeniowej w trakcie pracy ukladu — latwo
przelaczy¢ kontekst aplikacji. Oznacza to, ze w jednej chwili mozliwe jest na przyklad przetwa-
rzanie tekstu, a nastepnie rozpoznawanie obrazéw przy wykorzystaniu fizycznie tej samej czesci
zasobow FPGA.

W niniejszej pracy duza uwaga przywigzywana jest do efektywnej sprzetowej realizacyi al-
gorytméw programowania dynamicznego wykorzystywanych w metodach analizy danych tek-
stowych. Nalezy wyjasnié, ze pod pojeciem ,realizacji sprzetowej“ algorytmu rozumiane jest
wykonanie algorytmu przy uzyciu ukladu logicznego (zbiér bramek logicznych) lub obwodu
elektronicznego, nie za$ tradycyjnego programu komputerowego uruchomionego na procesorze
ogblnego przeznaczenia (CPU). W przypadku tej rozprawy wybrane algorytmy zrealizowane sa
przez odpowiednio polaczone bramki logiczne w blokach ukladu cyfrowego FPGA z wykorzysta-
niem jezyka opisu sprzetu VHDL (ang. Very High Speed Integrated Circuit Hardware Description
Language). Chcac dokonaé sprzetowej realizacji pewnych algorytméw trzeba zmierzy¢ si¢ nie
tylko z zagadnieniami zréwnoleglania petli czy ograniczeniami zasobow, ale przede wszystkim
z problemami wynikajacymi z utraty stabilno$ci numerycznej (Pietras 2015, Gupta i in. 2015b,
Hulden 2012). Obliczenia stosowane w réznych podejsciach probabilistycznych (np. w modelach
Markowa, sieciach bayesowskich) maja tendencje do utraty stabilnoéci gléwnie ze wzgledu na
rodzaj wykonywanych obliczen oraz wlasno$ci maszynowych reprezentacji liczb (w szczegélnosci
reprezentacji wg standardu IEEE 754).

Prezentowane w rozprawie metody, wykorzystujace ukryte modele Markowa (ang. Hidden
Markov Models), pozwalaja na pozyskiwanie informacji ze zrédel internetowych w taki sposéb,
ze dla podanego na wejéciu adresu URL (ang. Uniform Resource Locator) strony internetowe;
analizowany jest jej kod HTML, w wyniku czego rozpoznawana jest najpierw tres¢ wlasci-
wa zawartego na stronie artykulu (czyli odfiltrowane zostaja elementy graficzne strony, reklamy,
komentarze, forum dyskusyjne, podpisy rysunkéw, itp.), nastepnie przeprowadzana jest syn-
taktyczna analiza tej tresci (oznaczanie czeSciami mowy i czeSciami zdania), i wreszcie dla
wybranych istotnych informacji tworzony jest opis na réznych poziomach semantyki
leksykalnej.

*Rozréznia sie rekonfiguracje calodciows i czeéciows uktadu FPGA oraz rekonfiguracje statyczna (kiedy uklad
jest nieaktywny) i dynamiczna (podczas pracy ukladu) (Aithal 2016).
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1.1 Cel i teza pracy

Gléwnym celem rozprawy jest zaprojektowanie ukrytych modeli Markowa, ktére pozwo-
la na analize danych tekstowych poprzez algorytmy programowania dynamicznego realizowane
sprzetowo.

W powyzszym celu gléwnym mieszcza si¢ nastepujace cele szczegoélowe:
1. opracowanie metody pozyskiwania istotnych danych tekstowych ze Zrodel HTML,
2. opracowanie metody oznaczania tekstu czeSciami mowy i czesciami zdania,

3. opracowanie metody opisu istotnych informacji w tekscie na réznych poziomach semantyki
leksykalnej,

4. sprzetowa realizacja modeli Markowa z mozliwo$cia redukeji precyzji zmiennoprzecinkowej
przy zachowaniu zalozonej dokladnosci.

Odnoénie drugiego punktu nalezy zaznaczy¢, ze oznaczanie tekstu czeSciami mowy (np. rze-
czownik, czasownik, przymiotnik) i czeSciami zdania (np. podmiot, orzeczenie) nazywane jest
bardziej formalnie odpowiednio anotacja morfosyntaktyczng oraz anotacja typami relacji zalez-
noéciowych.
Teza pracy jest sformulowana nastepujaco:

Sprzetowe realizacje ukrytych modeli Markowa o zredukowanej reprezentacji zmiennoprzecin-
kowej pozwalajg na analize sekwencji tekstowych z zadowalajgcg dokladnosciq wykorzystujgc
logarytmowane wersje algorytmdéw Viterbiego oraz Forward-Backward.

1.2 Struktura pracy

Rozprawa sklada sie z oémiu rozdzialéw, bibliografii, oraz zalacznika. Pelny zakres pracy
sklada si¢ z 151 stron, 58 ilustracji oraz 36 tabel.

W rozdziale pierwszym przedstawione zostaly wyzwania z zakresu lingwistyki komputerowej
oraz przyklady zastosowania dedykowanych rozwiazan sprzetowych w celu akceleracji obliczen
zwigzanych z algorytmami uczenia maszynowego. W ramach wprowadzenia do analizy syntak-
tycznej i semantycznej przedstawiono przeglad opracowanych w tym celu systeméw. Ponadto
pokrétee opisano sposoby przypisywania kategorii syntaktycznych i semantycznych wyrazom
w analizowanym tekscie.

Rozdzial drugi zawiera przeglad algorytméw wykorzystywanych w obliczeniach ukrytych mo-
deli Markowa. Przedstawiona zostala w nim ogélna struktura zaréwno modelu, jak i wykorzy-
stywanych obserwacji. Ze wzgledu na rozwazania dotyczace stabilnosci numerycznej stanowigce
istotny element niniejszej pracy, algorytmy zwiazane z modelami Markowa zostaly podane w tym
rozdziale w dwéch wersjach: tradycyjnej (operujacej na prawdopodobiefstwach) i logarytmowa-
nej (operujacej na logarytmach prawdopodobienstw). Zaprezentowana réwniez zostala metodo-
logia nauczania i reestymacji® parametréw modeli, ponadto pokrétce przedstawiono aplikacje
HMM-Toolbox, utworzong na potrzeby badan i eksperymentéw przeprowadzonych w ramach
niniejszej pracy.

Trzeci rozdzial dotyczy danych tekstowych pochodzacych ze zr6del HTML. Opisane zosta-
ly w nim struktura jezyka HTML oraz sposoby reprezentacji danych. Przedstawiono historie
i przeglad technologii pozyskiwania informacji. Zaprezentowana zostala autorska metoda (nie-
zalezna od jezyka) stuzaca do pozyskiwania istotnych danych tekstowych oraz rozpoznawania
treéci wlasciwej z wykorzystaniem ukrytych modeli Markowa. Obszernie opisana zostala takze

3Pod pojeciem ,reestymacji“ rozumiane jest wielokrotne doszacowywanie parametréw modelu HMM na pod-
stawie danych uczacych zgodnie z procedura Bauma-Welcha znana pod nazwa ,Baum-Welch reestimation (Le-
onard E. Baum & Weiss 1970).



procedura przygotowania i nauczania modelu. Uzyskane wyniki kategoryzacji danych ze Zrédel
HTML podsumowujg te czesé pracy.

Czwarty rozdzial po$wiecony zostal analizie syntaktycznej i semantycznej. Przedstawiono
w nim przeglad metod konstruowania drzew skladniowych. Wykorzystujac techniki nadzorowa-
nego nauczania maszynowego, dokonane zostalo rozpoznawanie kategorii syntaktycznych oraz
typéw relacji zaleznosciowych w tekstach w jezyku polskim, jak i w jezyku angielskim. Do wy-
konania tego zadania wykorzystano zbiory drzew skladniowych, ktérych opis zawarto w tym
rozdziale (wraz z opisem zestawu rozpoznawanych kategorii syntaktycznych). Dodatkowo, z du-
za szczegdlowoscia przedstawione zostaly takze: n-gramowy model obserwacji zorientowanej na
afiksy, sposoby konstruowania drzewa zaleznosci oraz sposoby okreslania podstawowych funk-
cji w strukturze zdania. Z kolei na potrzeby analizy semantycznej utworzone zostaly odrebne
zestawy stanow modelu Markowa, opracowane na podstawie oznaczen drzew zaleznosciowych
4Skladnica“ dla jezyka polskiego (Hajnicz 2014) i ,PropBank“ dla jezyka angielskiego (Palmer
iin. 2006). Wyczerpujaco opisano procedure nauczania warstwowych ukrytych modeli Markowa.
W podsumowaniu rozdzialu, wyniki otrzymane dla prezentowanych ukrytych modeli Markowa
poréwnane zostaly z wynikami raportowanymi w pracach naukowych: (Surdeanu i in. 2008),
(Iwakura & Okamoto 2008) i (Wréblewska 2014, 2018)).

Rozdzial piaty skupia si¢ na opisie istotnych informacji, zawartych w tekscie, na réznych
poziomach semantyki leksykalnej. Pokréotce przedstawione zostaly w nim gléwne cechy sieci
semantycznej i pozioméw semantyki leksykalnej. Zaprezentowano metody disambiguacji i dopa-
sowywania wyrazéw. Korzystajac z zasobéw Slowosieci (ang. Wordnet)? oraz ustrukturyzowanej
formy informacji powstalej w wyniku analizy syntaktycznej i semantycznej opracowana zostala
metoda wielopoziomowego opisu relacji semantycznych wystepujacych w tekécie.

Szosty rozdzial poswiecono okresleniu ram stabilno$ci numerycznej obliczen. Zaprezentowa-
no, a jednoczesnie udowodniano mozliwosé wystepowania warunkéw zapewniajacych bezpieczen-
stwo numeryczne ukrytych modeli Markowa o zredukowanej reprezentacji liczbowej pozwalaja-
cej na analize sekwencji tekstowych z zadowalajaca dokladnoscia, wykorzystujac logarytmowane
wersje algorytméw programowania dynamicznego.

W rozdziale sibdmym zaprezentowana zostala sprzetowa akceleracja algorytméw programo-
wania dynamicznego wykorzystywanych w obliczeniach ukrytych modeli Markowa. Korzystajac
z technik syntezy wysokiego poziomu utworzono w ukladzie FPGA architekture obliczeniows
o wysokim stopniu zréwnoleglenia oparta o jednostki przetwarzania stanéw. Przy sprzetowej
realizacji algorytméw wykorzystano metodologie projektowa ,dziel i zwyciezaj“. Dla wydajnego
dekodowania ukrytych éciezek w ramach modeli Markowa przedstawiono modyfikacje algorytmu
Viterbiego. Szczegblna uwaga poswiecona zostala jednostce aproksymacji wielu funkcji loga-
rytmicznych i wykladniczych ,MLEAU¥, ktéra pozwala na wydajne obliczenia w dziedzinie
logarytmicznej.

Prace konczy podsumowanie zawierajace wnioski na temat dokladnosci oraz skutecznosci
opracowanych metod.

1.3 Analiza syntaktyczna i semantyczna

Wielu badaczy (Lluis & Marquez 2008, Lluis 2008, Dai i in. 2009, Samuelsson i in. 2008, Llus
i in. 2013) uznalo, ze system realizujacy interakcje miedzy analiza skladniowa i semantyczna
umozliwia uzyskanie jakosciowo lepszego wyniku niz w analogicznych systemach, w ktérych te
czynnosci sg wykonywane oddzielnie.

Dzis jest oczywiste, ze z powodu niejasnosci w konstrukeji jezyka naturalnego (Przepiérkow-
ski i in. 2012), budowa drzew skladniowych z duza dokladnoécia nie moze ograniczaé sie tylko do
znajomosci gramatyki jezyka dotyczacej czeSci mowy i cech morfologicznych. Niejednoznacznoéé
jezyka naturalnego wymaga opracowania specjalnych analizatoréw wykorzystujacych metody

#“Wordnet oraz Stowosieé to fizycznie rézne (choé odpowiadajace sobie) zasoby. Warto zaznaczyé, ze twoércy
powstalych péZniej zasobéw polskich — Slowosieci — rowniez postuguja sie angielskim tlumaczeniem ,,Wordnet “.
W zwiazku z powyzszym w niniejszej pracy te terminy uzywane sa zamiennie.




statystyczne i podejscia z uzyciem technik uczenia maszynowego. W szczegodlnosci, Przepior-
kowski i in. (2012, str. 52) stwierdzaja, ze

w(---) W wypadku korpuséw znacznie wiekszych, takich jak naleigcy obecnie do naj-
wiekszych na Swiecie Narodowy Korpus Jezyka Polskiego, jedyng moZliwoscig jest
anotacja automatyczna, za pomocq specjalnie do tego stworzonych programéw kom-
puterowych. Programy takie muszq sie jednak nauczyé znakowac teksty, a do tego
potrzebujg. . . tekstéw znakowanych przez czlowieka. Stad wiladnie potrzeba stworze-
nia recznie anotowanego podkorpusu NKJP (...)“

oraz

»(-..) Bezpodrednie sformalizowanie lingwistycznych regul znakowania okazuje si¢ za-
daniem znacznie trudniejszym niz stworzenie takiego korpusu treningowego (...)“

Dlatego tez w dzisiejszych parserach tekstéw w jezyku naturalnym czesto analizowana jest
nie tylko informacja o czedci mowy, cechach morfologicznych i cechach strukturalnych, ale takze
znaczenie leksykalne wyrazéw, co w pewnym sensie jest forma znajomoéci semantyki jezyka
(Baroni & Zamparelli 2010).

W obszarze przetwarzania tekstu jezyka naturalnego okreslenie semantycznej struktury jest
jednym z gléwnych wyzwafi w analizie sekwencji tekstowych. Zagadnienie znane jest réwniez
jako powierzchniowa analiza semantyczna (ang. shallow semantic parsing), do rozwoju ktorej
przyczynily sie prace D. Jurafsky’ego i D. Gilde’a (Gildea & Jurafsky 2002), ktérzy zastosowali
zasoby PropBank (dla jezyka angielskiego). Model zasobéw PropBank zaklada, ze kazda wartos¢
slowa bazowego posiada zestaw okreslonych funkcji semantycznych. Do dalszego rozwoju metod
analizy syntaktycznej i semantycznej przyczynili sie uczestnicy konkursu CoNLL Shared Task
2008 (Surdeanu i in. 2008) oraz CoNLL Shared Task 2009 (Hajic i in. 2009). W 2008 roku analiza
dotyczyla tylko jezyka angielskiego. W 2009 roku uczestnicy dokonali analizy szesciu kolejnych
jezykow: katalonskiego, chifiskiego, czeskiego, japonskiego, niemieckiego i hiszpanskiego. Sze§¢
druzyn bioracych udzial w konkursie w 2008 roku i cztery zespoly w 2009 roku zastosowaly
metody, ktére w pewien sposob laczyly metody analizy skladniowej i semantycznej.

W pracach (Lluis & Marquez 2008, Lluis 2008) opisano system, ktéry zostal zgloszony do
konkursu w 2008 roku, a w pracy (Lluis i in. 2009) przedstawiono modyfikacje systemu, ktoéry
bral udzial w konkursie rok pézniej. Syntaktyczna i semantyczna analiza w tych systemach byla
realizowana poprzez budowanie drzewa zaleznosci réwnoczeénie z utworzeniem etykiet relacji
semantycznych. Do wstepnego i gléwnego parsera zastosowano algorytm Eisnera (Eisner 1996).
Badania eksperymentalne nad ta metoda wykazaly, ze polaczona analiza nie wplywa na wyni-
ki parsera syntaktycznego, ale poprawia jako§é rozpoznawania semantycznego w stosunku do
systemu, w ktérym analizy syntaktyczna i semantyczna sa wykonywane osobno.

System opisany w pracy (Henderson i in. 2008) przedstawia analizator korzystajacy z meto-
dy ,shift-reduce“® z réwnolegla budowa konstrukcji skladniowej i semantycznej zdania. W celu
predykeji struktury zaleznoéci dla analizatora przeszkolony zostal model oparty o dynamiczng
sie¢ Bayesa — zmieniajaca swoja strukture na podstawie wstepnie okreslonego stanu wyjsciowego
(Titov & Henderson 2007). Doswiadczenia przeprowadzone w badaniach wykazaly, ze w przy-
padku braku wspélpracy pomiedzy analiza syntaktyczna i semantyczng znacznemu pogarszaniu
ulega jakoé¢ analizy semantycznej. W pracach (Gesmundo i in. 2009, Henderson i in. 2013)
autorzy wykazali réwniez, ze integracja analizy syntaktycznej i semantycznej moze nieznacznie
obnizaé jakosé tej pierwszej. W pracy (Samuelsson i in. 2008) zastosowano polaczenie o$miu
parseréw skonstruowanych na podstawie roznych konfiguracji systemu MaltParsera, co pozwo-
lito na znaczne zwiekszenie jakosci analizy w poréwnaniu z wynikami najlepszego pojedynczego

SParser przesuwa (ang. shift) symbole na stos. Jesli symbole ze stosu pasuja do prawidlowej reguly gra-
matyczne] w biezacym kontekscie, wéwczas analizator skladni redukuje (ang. reduce) je zastepujac symbolem
nieterminalnym.



analizatora. W pracy (Dai i in. 2009) wdrozone zostalo podejscie, w ktérym rozpoznawanie kate-
gorii syntaktycznych i semantycznych wykonywane jest sekwencyjnie. Eksperymenty wykazaly,
ze takie podejécie moze réwniez znacznie poprawié¢ efekt analizy. Autorzy sformulowali wniosek,
ze efekt dalszej analizy zalezy od jakoéci wstepnego rozpoznawania kategorii syntaktycznych.
Z kolei Sun i in. (2008) realizowali podejécie, ktére laczy w sobie etapy wstepnej analizy skla-
dniowej i semantyczne poszukiwania argumentéw za pomoca modelu Markowa z wykorzystaniem
maksymalnej entropii (McCallum i in. 2000).

Wiéréd ostatnich publikacji dotyczacych analizy skladniowej i semantycznej, oprocz prac uka-
zujacych rezultaty seminarium CoNLL Shared Task nalezy zauwazy¢ pozycje (Llus i in. 2013),
ktéra proponuje podejscie do maksymalizacji wspolnej oceny struktur skladniowych i semantycz-
nych. Doprowadzilo to do bardziej precyzyjnego okreslenia funkcji semantycznych w poréwnaniu
z ukladem, w ktérym te dwa typy analizy prowadzone sa oddzielnie.

Jak widaé, stosowane przez badaczy metody wykraczajg daleko poza proste techniki zliczania
token6w, kolokacji i semantycznych klas stéw na etapie analizowania. Niektérzy badacze propo-
nuja podejécie alternatywne do tradycyjnego, kiedy to analiza syntaktyczna budujaca drzewo
skladniowe §ciéle poprzedza analize semantyczna (ktéra stanowi reprezentacje znaczenia tekstu)
i lacza te dwa rodzaje analiz w ramy jednej procedury. Istnieja parsery od razu budujace glebo-
kie semantyczne struktury, bez struktur skladniowych posrednich — co catkowicie usuwa granice
miedzy analizg skladniowa i semantyczna (Grefenstette i in. 2014).

W rozprawie jako teoretyczng podstawe do reprezentowania semantyki tekstu zapropono-
wano autorska warstwowa strukture ukrytych modeli Markowa, gdzie na kolejnych poziomach
przetwarzania odbywa sie: pozyskiwanie treSci wlasciwej, a nastepnie anotacja tej tresci przypi-
sujaca wyrazom kategorie syntaktyczne i dalej kategorie zaleznosciowe. Tym samym analiza na
wyzszym poziomie posiltkuje si¢ informacjami uzyskanymi z analizy na nizszym poziomie prze-
twarzania. Model ten znajduje zastosowanie w wielu przypadkach przetwarzania tekstéw jezyka
naturalnego, w tym opisu semantycznego. Jako autorskie elementy opracowanego rozwigzania
nalezy wskazaé¢ przede wszystkim: zaprojektowanie modeli HMM (czyli odpowiedni dla realizo-
wanych zadan dobér przestrzeni stanéw i obserwacji), a takze propozycje technik prowadzenia
obliczen w ramach tych modeli z zachowaniem stabilno$ci numerycznej (w szczeg6lnosci przy
ograniczonej precyzji zmiennoprzecinkowej). Dzieki powyzszym mozliwa jest dalsza — seman-
tyczna — analiza tekstu, ktéra nie zawiera juz elementéw nowatorskich i jest przeprowadzana
z wykorzystaniem zasobéw Slowosieci (Maziarz i in. 2016). Na tym etapie odbywa sie identyfi-
kacja funkcji semantycznej (Fillmore 1968), a w szczegblnoécei badanie pola semantycznego (Gao
& Xu 2013) wybranych wyrazéw. Gromadzony jest opis (synonimy, asocjacje, cechy i dzialania
podmiotu, dzialania wobec podmiotu) z uwzglednieniem réznych relacji semantyki leksykalnej
takich jak np.: hiperonimia, hiponimia i kohiponimia.

1.4 Sposoby przypisywania wyrazom kategorii syntaktycznych
i semantycznych

Niniejszy punkt opisuje dwa gléwne podejscia do problemu okreslenia struktury syntaktycz-
nej i semantycznej: (1) wykorzystujace projekcje oznaczen, (2) wykorzystujace techniki uczenia
maszynowego na odpowiednio oznakowanym zbiorze danych.

1.4.1 Metody oparte o projekcje oznaczen

Wada metod okreslania struktury z wykorzystaniem uczenia maszynowego z nadzorem jest
wysoki poziom uzaleznienia od dostepnosci i jakosci oznaczonych korpuséw (czyli oznakowanych
baz danych jezykowych). W celu zapewnienia odpowiedniej jakos$ci nauczania korpus musi by¢
bardzo starannie przygotowany. Oznakowanie takich zasobéw jest bardzo czasochlonne i kosz-
towne, dlatego w ostatnich latach naukowcy badaja podejscia oparte na nienadzorowanym ucze-
niu maszynowym lub nadzorowanym tylko czeSciowo w celu zmniejszenia koniecznosci recznego
oznaczania korpuséw.



Szereg rozwigzan z czeSciowym udzialem nadzorowanego uczenia wykorzystuje dane uzy-
skane w wyniku projekcji oznaczen. W tych podejsciach semantyczna struktura oznaczonych
zdan z jednego jezyka jest rzutowana na odpowiadajaca fraze przetlumaczong na inny jezyk.
Projekcje oznaczen zostaly przeprowadzone z powodzeniem wychodzgc od korpusu jezyka an-
gielskiego (oznaczonego semantycznie) i ,rzutujac go“ na jezyki: niemiecki (Pado & Lapata
2009), szwedzki (Johansson & Nugues 2006), chifiski (Fung & Chen 2004), francuski (Kaljahi
iin. 2014) i polski (Wréblewska & Przepiorkowski 2014). Do okreslania struktur semantycznych
na podstawie uczenia maszynowego stosuje si¢ posilkowo metody klasteryzacji (Lang & Lapata
2014, 2011). Dokonywany jest podzial wszystkich argumentéw na grupy, do ktérych przypisana
jest odpowiednia funkcja semantyczna. Zestawy kategorii semantycznych charakterystycznych
wlasciwosci sa generowane automatycznie w procesie grupowania.

1.4.2 Metody oparte o uczenie maszynowe z pelnym nadzorem

Metody okreslania struktury semantycznej oparte na nauczaniu w pelni nadzorowanym zo-
staly rozwinigte w wielu pracach badawczych (Pradhan i in. 2004, Young-Sook i in. 2004, To-
utanova i in. 2005, Choi & Palmer 2011). Przeprowadzono liczne eksperymenty dla réznych
schematow rozkladu problemu na podzadania oraz badano rézne podejécia algorytmiczne. Naj-
bardziej powszechnym rozwiazaniem okreslania funkcji semantycznych jest podzial zadania na
kilka etapow:

e wyszukiwanie sléw predykatéw w zdaniu,
e wyszukiwanie slow argumentéw w zdaniu,
e przypisanie funkeji do kazdego z argumentéw niezaleznie od pozostalych,

e ocena i wybdr funkeji semantycznej dla wszystkich argumentéw predykatu.

Rysunek 1.1, wzorowany na diagramach z prac (Wréblewska & Przepiérkowski 2014, str. 27)
1 (Przepiérkowski i in. 2012, str. 124), przedstawia pogladowo skladniowa strukture przykladowe-
go zdania ,Ignacy chetnie opowiada o swojej rodzinie “ z uwzglednieniem zaleznosci i morfologii
wyrazow. W typowym prostym zdaniu predykat jest zwykle czasownikiem, natomiast argument
reprezentuje fraza odrzeczownikowa.

Argument Predykat Argument
L e T Y P e e
3 ; v Wi i v

CZ?SC.' zdania subj adjunct pred adjunc‘t oo,mp Func‘l

(padmiot] {przydawka} orzeczenia) (przydawka)  (dopalnier (kropka

Czesci mowy subst adv : prep, i subst interp

frzaczownik) (przysitwek wiik)  (przyimek) (pr otk rzecrovnik) (mterpunkcia)
Morfologia wyrazu ~ lgnac-y chetn-ie  o-powiad-a 0 Swoj-g rodzin-ie

Ignacy chetnie opowiada o© swojej rodzinie .

Rysunek 1.1: Skladniowa struktura zdania z uwzglednieniem morfologii wyrazow.
(Zrédlo: opracowanie wlasne).

Wyszukiwanie predykatywnych sléw w zdaniu jest zazwyczaj realizowane z wykorzystaniem
slownikéw lub poprzez badanie cech morfologicznych (np. slowa predykatywne stanowia cza-
sowniki). Na tym etapie jako klasyfikator do okreslenia cze$ci mowy, moze byé wykorzystywany
zbiér regul do ujednoznacznienia homoniméw predykatéw (np. niejednoznaczny wyraz ,biegli“
w zdaniu: Oskarzeni biegli do sgdu, aby biegli sqdowi wydali orzeczenie.) (Johansson & Nugues
2008, Bjorkelund i in. 2010). Etap okreslania semantycznego argumentu moze wykorzystywac se-
lekcje na podstawie zbioru prostych heurystyk. Przykladowo heurystyka zaproponowana w pracy
(Thompson i in. 2003) moze znacznie ograniczy¢ liczbe kandydatéw w poszukiwaniu argumentéw
semantycznych w tekstach angielskich, co upraszcza zadanie dla klasyfikatora.



Poczatkowo zadanie identyfikacji argumentu jest traktowane jako problem grupowania ele-
mentéw w kontekécie drzewa skladniowego — grupe kilku wyrazéw trzeba prawidlowo przypo-
rzgdkowaé jako argument. Dla kazdego wybranego wyrazu i dla danego slowa bazowego klasyfika-
tor przewiduje obecnos¢ relacji argument-predykat. W jezykach z dobrze rozwinieta morfologia
— takich jak slowianskie — dodatkowo nalezy uwzgledni¢ fleksyjne dopasowanie wyrazow, jak
rowniez funkcje zwigzane z okreSleniem szyku wyrazéw. Wyznaczanie argumentéw i przypisy-
wanie im semantycznej funkcji np. agent, obiekt, narzedzie (Fillmore 1968) moze by¢ laczone
w jednym modelu uczenia maszynowego. Na etapie caloSciowej oceny dozwolonej semantycznej
struktury sprawdzana jest zgodno$¢ z ograniczeniami modelu. Kazdy argument moze posiadac
tylko jedna semantyczng funkcje i jednoczesnie funkcja ta nie moze byé przypisana do innych
argumentow bedacych w relacji z danym predykatem. Poszukiwana jest zatem taka struktura,
ktéra jest zgodna z okreslonym kryterium.

Warto zauwazy¢, ze wiele metod okres$lania funkcji semantycznej korzysta z analizy syntak-
tycznej. Wykazano, ze jakos¢ wynikéw analizy syntaktycznej ma duzy wplyw na prawidlowe
okreslenie funkcji semantycznej (Punyakanok i in. 2008, Ge & Mooney 2005). W pracy (Meza-
Ruiz & Riedel 2009) wykorzystano model, oparty na logice Markowa, do identyfikacji stéw ba-
zowych, argumentéw i predykatéow. Istnieja rowniez modele statystyczne uzywane do wspoélnej
oceny calej semantycznej struktury zdania. Model opisany w pracy (Cohn & Blunsom 2005),
oparty na warunkowych polach losowych, dokonuje identyfikacji argumentéw i przypisania im
funkeji semantycznych. W pracy (Abney & Light 1999) do okreélenia predykatéw i ich argumen-
tow wykorzystano ukryty model Markowa.

Metody uczenia maszynowego z pelnym nadzorem potwierdzily w wielu réznych opracowa-
niach swoja skutecznos¢ w wykonywaniu zadan zwigzanych z rozpoznawaniem funkcji seman-
tycznej. Prowadzenie prac dotyczacych zastosowania metod uczenia maszynowego w celu okre-
slania semantyki dla tekstow w jezyku polskim jest utrudnione przez brak odpowiednio duzych
oznaczonych korpusoéw, ktore moglyby stanowié material uczacy. Stad i badan poswieconych
problemowi automatycznego okreslania struktury semantycznej w tekstach w jezyku polskim jest
niewiele. Do rozwoju tej dziedziny przyczynili sie tworcy zasobéw Skladnicy Treebank (Hajnicz
2014) jak i Stowosieci (Maziarz i in. 2016), ktére to zasoby wykorzystane zostaly réwniez w tej
rozprawie do maszynowego nauczenia modeli i analizy semantycznej tekstéw w jezyku polskim.



Rozdzial 2

Ukryte modele Markowa

Rozwazajac sprzetows akceleracje algorytméw programowania dynamicznego wykorzystywanych
w obliczeniach ukrytych modeli Markowa wprowadza sie bardziej restrykcyjne ograniczenia co
do reprezentacji liczbowej modelu. Jak juz stwierdzil Rabiner (1989), wykonywanie obliczen ty-
powych dla HMM szybko wyczerpuje precyzje (nawet podwéjna) reprezentacji liczbowej. Jest to
zwiazane z koniecznoscig wykonywania dlugich sekwencji mnozenia wartoéci prawdopodobiefistw
(w poblizu zera) dla przejé¢ stanéw i emisji obserwacji. W efekcie moze dojéé do sytuacji, gdzie
pewien interesujacy nas iloczyn prawdopodobiefistw (matematycznie niezerowy) zeruje si¢ nume-
rycznie i w konsekwencji nie pozwala na prawidlowe poréwnania z innymi iloczynami. Mozna co
prawda dokonaé znaczacej poprawy stabilnosdci przez wprowadzenie wspoélezynnikéw skalujacych
dla metody Forward-Backward jak to pokazano w tutorialu (Rabiner 1989), jednakze zabieg ten
okresli¢ mozna forma lagodzenia objawdéw, a nie przyczyn niestabilnosci obliczeniowej. Istnieje
jeszcze inne podejécie — polegajace na logarytmowaniu wielkosci indukeyjnych wystepujacych
w algorytmach programowania dynamicznego dla modeli Markowa. Z uwagi na przeciwdzie-
dzine funkcji logarytm oraz na fakt, ze iloczyn zamieniamy na sume, wyczerpywanie precyzji
zmiennoprzecinkowej przebiega znacznie wolniej i w praktyce (przy podwdéjnej precyzji) elimi-
nuje grozbe utraty stabilno$ci numerycznej. Rabiner (1989) zaproponowal realizacje algorytmu
Viterbiego w dziedzinie logarytmicznej. Z kolei logarytmowane wersje pozostalych algorytmoéw
(Forward-Backward oraz reestymacja Bauma-Welcha) zostaly wyczerpujaco oméwione w pracy
(Mann 2006). Stabilna numerycznie realizacja tych algorytméw mozliwa jest réwniez w warian-
cie sprzetowym, dlatego tez w niniejszej rozprawie od samego poczatku wszystkie algorytmy
zwigzane z HMM przedstawione zostana réwniez w wersji rozszerzonej, opracowanej dla dzie-
dziny logarytméw. Stosowana notacja oznaczen we wzorach matematycznych jest zgodna z ta
przedstawiong w tutorialu Rabinera.

2.1 Struktura modelu

W ogélnym przypadku model Markowa przedstawi¢ mozna jako graf skierowany, ktorego
wierzcholki (w liczbie V) reprezentuja zbiér stanéw modelu S = {S;, Sa,...,Sn}, a krawedzie
sg skojarzone z prawdopodobienstwami a;; przej$¢ pomiedzy stanami (dla 1 < ¢,j < N). Tym
samym wszystkie prawdopodobienstwa przej$¢ mozna przechowywa¢ w macierzy N x N w postaci
tradycyjnej lub zlogarytmowane;j:

A1l Bis . sehie GIN loga;; logaj;s ... logain
azy Gz ... AN logaz logaz; ... logaan

A i e R R Do g 1 : gl . 0 ki)
G+ R T SN logany: loganz ... logann

W rozwazaniach podstawa logarytmu jest pomijana, poniewaz wszystkie logarytmy sa propor-
cjonalne do siebie z dokladnoscia do stalego czynnika, natomiast na poziomie implementacji
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mozna sie postugiwaé np. logarytmem o podstawie 2. W ukrytym modelu Markowa poza sta-
nami wyrézniamy takze obserwacje!, ktére sa emitowane (generowane) przez stany i tym sa-
mym obserwowalne na zewnatrz. W tym czasie same stany pozostaja nieznane — ukryte. Niech
V = {V,...,Van} oznacza zbiér wszystkich mozliwych obserwacji. Prawdopodobiefistwo wy-
stapienia obserwacji Vi (dla 1 < k < M) pod warunkiem, ze system przebywa w stanie S;
bedzie oznaczane jako b;j(k) (zapis bi(k) jest utozsamiany z b;(Vi)). Zestaw wszystkich takich
prawdopodobienstw reprezentuje macierz B, ktéra (podobnie jak w przypadku macierzy A) na
potrzeby implementacji mozna przechowywa¢ w formie zlogarytmowane;j: :

By (1) b l2) s By (M) logbi(1) loghi(2) ... loghi(M)
Ba(l) . baf(2) ... . ibalM) logha(1) logha(2) ... loghe(M)

B= : 5 Gy : , logB = : | 5 : (2:2)
bn(1) bw(2) ... bn(M) logbn(1) logbn(2) ... logbn(M)

Uzupelnienie modelu Markowa stanowi informacja o rozkladzie prawdopodobienstwa dla chwili
poczatkowej:

7r=(‘rr1 Mg - TFN), log:rr:(log:rrl logmy ... log‘:rN). (2.3)

Zestaw tych parametrow w pelni opisuje ukryty model Markowa zaréwno w postaci tradycyjnej
A= (A, B,r), jak i logarytmicznej A, = (log A, log B,log ).

Model HMM wykorzystywany jest w celu znalezienia wyjasnienia dla sekwencji obserwacji
O = (01,02,...,0r), gdzie o, € V, za pomoca przypisania ciaggu stanéw Q = (q1,q2,...,97),
gdzie q, € S.

W celu lepszego przyblizenia Czytelnikowi przedstawionych wielkoéci oraz przyjetej notacji
rozwazmy nastepujacy szkolny przykiad. Powiedzmy, ze rozpatrujemy pewien model zaje¢ wa-
kacyjnych wyimaginowanego Jasia Nowaka, w ktérym wyrézniamy trzy stany pogody (N = 3):

S = {slofice, chmury, deszcz

{ 51 Sz y S3 J G (2.4)

a ,na tle” tychze stanéw rozpatrujemy nastepujacy zbiér pieciu mozliwych zaje¢ — obserwacji
(M = 5) - ktére Jas wykonuje:

V = {wedkowanie, rower, bieganie, krzyzéwki, szachy} (2.5)

Vl Vz V3 V4 VE % =
Przypusémy dalej, ze ukryty model Markowa dla zaje¢ wakacyjnych Jasia zostal zidentyfi-
kowany i ma postac:

06 03 0.1 02 05 02 00 0.1
A=| 01 05 04 |, B=| 01 03 00 02 04 |, #=(06 02 02). (26)

03 03 04 01 01 00 03 05

Model ten wykazuje naturalng tendencje polegajacym na tym, ze w dni sloneczne Ja$ prefe-
ruje zajecia na dworze, zas w dni deszczowe zajecia domowe. Z drugiej strony model w uprosz-
czeniu odzwierciedla uwarunkowania pogodowe w miejscu zamieszkania Jasia, gdzie, jak mozna
zauwazy¢, wystepuje dosé¢ czesto pogoda deszczowa. Niemniej, powyzsze stwierdzenie to tylko
pewne ogélne tendencje procesu losowego, a szczegdly tkwia w konkretnych rozkladach praw-
dopodobienstwa. Jak wspomniano w poprzednim akapicie taki model moze by¢ wykorzystany
w celu wyjasnienia pewnej sekwencji obserwacji. I tak, przykladowe zadanie obliczeniowe przy
znanym modelu HMM moze wyglada¢ nastepujaco. Powiedzmy, ze podano nam zaobserwowana
sekwencje zaje¢ Jasia z kolejnych siedmiu dni wakacji (' = 7):

O = (krzyzéwki, wedkowanie, rower, rower, szachy, krzyzéwki, bieganie) (2.7)
01 02 o3 04 o5 06 o7 1

'W przypadku jawnego (a nie ukrytego) modelu Markowa obserwacje sa utozsamiane ze stanami.
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i postawiono pytanie: jaka jest najbardziej prawdopodobna sekwencja stanéw pogodowych towa-
rzyszgca powyzszej sekwencji obserwacji? W sensie matematycznym jest to pytanie o tzw. Sciezke
Viterbiego, a sposéb wyznaczania jej z wykorzystaniem programowania dynamicznego jest opi-
sany w podrozdziale 2.5.1. Dla powyzszego zadania okazuje sie, ze Sciezka ta ma postac:

Q = (deszcz, slonce, slonce, slofice, chmury, deszcz, slonce) (2.8)
a1 q2 qs q4 gs g6 qr % &

a jej prawdopodobiefistwo wynosi: 9.24%. Liczba ta moze zdawaé sie mala wartoscig prawdo-
podobiefistwa. Nalezy jednak uswiadomié sobie, ze jest to maksymalna wartoé¢ wsréd prawdo-
podobienstw wszystkich wchodzacych do konkurencji mozliwych Sciezek o dlugosci T = 7, ktére
mogly wygenerowa¢ dana sekwencje obserwacji. Dla jasnosci notacyjnej warto takze zwrdcié
uwage, ze S 1 V reprezentuja zbiory odpowiednio stanéw oraz obserwacji (i moga by¢ rozumiane
jako stowniki unikalnych mozliwoéci), podczas gdy @ i O oznaczaja sekwencje (lub réwnowaznie
ciagi) nad dyskretnym czasem reprezentujace konkretne realizacje kolejnych wyrazéw generowa-
nych zgodnie z okre$lonymi przez HMM rozkladami prawdopodobiefistw. Innymi stowy, dziedzi-
na dla kazdego z wyrazéw w ciagu g jest zbior S, zas dziedzing dla kazdego z wyrazéw w ciggu
oy jest zhior V.

2.1.1 mn-gramowa struktura obserwacji

Powszechnie stosowane w bioinformatyce i lingwistyce obliczeniowej n-gramy okreélaja pe-
wien model stochastyczny spelniajacy wlasciwosé Markowa, sluzacy do prognozowania kolej-
nych elementéw lancucha. Dla zadanej obserwowanej sekwencji O = (01,09, ...,0r) mozliwe
jest utworzenie n-gramowej struktury przez uwzglednienie n przesziych obserwacji. Najprostsza
1-gramowa (unigramowa) struktura traktuje wszystkie elementy sekwencji rozlacznie:

On:l = (015 02,03,..., OT) ’ (29)

Natomiast kazda n-gramowa struktura dla n > 2 dokonuje lgczenia obserwacji w coraz to dluzsze
sekwencje, co przedstawiajg ponizsze zapisy.

e Obserwacja 2-gramowa:

Op=2 = (0102, 0203, 0304, . ..,07_10T) . (2.10)

e Obserwacja 3-gramowa:
Op=3 = (010203, 020304, 030405, . .., 07_207_10T) . (2.11)

e Obserwacja n-gramowa:
Oy = (0102 540y 0308 « s » Ofri41)4 O304 v.o + Of3)s v + 3 O{Tmipl) + » » OT) i (2.12)

Wraz z zwiekszaniem rzedu n-gramowe;j struktury rosnie liczba rozréznialnych elementéw pozy-
skanych z obserwowanej sekwencji. W wielu aplikacjach takie podejscie potwierdzilo pozytyw-
ny wplyw na skutecznoé¢ modelowania zlozonych ciagéw czasowych (Zi6tko & Skurzok 2010).
W ukrytym modelu Markowa warstwa obserwacji jest odseparowana od modelu, wiec n-gramowa
struktura obserwacji modyfikuje wylacznie macierz emisji B. Dla przykladu stosujac w analizie
tekstu obserwacje 1-, 2- i 3-gramowa wyrazenia ,pickne kwiaty“ bylby reprezentowany poprzez

nastepujace ciagi:
e obserwacja l-gramowa (p, i, ¢, k, n, e, _, k, w, i, a, t, y),

e obserwacja 2-gramowa (pi, ig, €k, kn, ne, e_, k, kw, wi, ia, at, ty, y.),
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e obserwacja 3-gramowa (pie, igk, ekn, kne, ne_, e k, kw, kwi, wia, iat, aty, ty_, y_).

Rysunek 2.1 prezentuje w sposéb pogladowy ukryty model Markowa operujacy n-gramows struk-
turg obserwacji.

1-gram
0, Os 2-gram
[ O | 02 | 0: | O5 3-gram

Rysunek 2.1: Ukryty model Markowa z n-gramowa struktura obserwacji.
(Zrédlo: opracowanie wlasne).

2.1.2 Warstwowa struktura ukrytych modeli Markowa

Ukryto$¢ modeli Markowa moze przybiera¢ charakter warstwowy, szczegélnie kiedy z kazdym
kolejnym poziomem reprezentowane sa przez model coraz bardziej abstrakcyjne cechy. W litera-
turze przedmiotu spotka¢ mozna definicje i przyklady wykorzystania warstwowej (hierarchicznej)
struktury ukrytych modeli Markowa. Nie ma jednak ograniczen co do rodzaju obserwacji. Ogol-
nie zalozy¢ mozna, ze warstwowa topologia stosowana jest, aby wyodrebni¢ pewne cechy, stad
w sklad obserwacji modelu na poziomie [+ 1 bedzie wchodzila Sciezka stanéw odkryta przez mo-
del na poziomie [. Oznacza to, ze model na wyzszym poziomie jest zalezny od wynikéw modelu
na nizszym poziomie. Mimo tej relacji model na poziomie wyzszym nadal moze korzystac z tych
samych obserwacji (lub w pewien sposéb zredukowanych), co model na poziomie nizszym. Rysu-
nek 2.2 wizualizuje warstwowa strukture przetwarzania ukrytych modeli Markowa na potrzeby
syntaktycznej 1 semantycznej analizy. Na rysunku wyrézni¢ mozna trzy rézne modele Marko-
wa (A1, A2 i A\3) operujace na trzech kolejnych poziomach przetwarzania. Sciezka obserwacji dla
kazdego poziomu wyrézniona zostala przez dolny indeks (na pierwszym poziomie obserwacji Oy,
na drugim O, na trzecim O3). Obserwacja na wyzszym poziomie wzbogacona jest informacja
o stanach zdekodowanych przez konkretny model dla Sciezki obserwacji z poziomu nizszego.
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informacja wejsciowa:
03 03z | O: O34 035 | Oar A:(02), A(0y), O

informacja wejsciowa: o o & o 5 | >
A)(0y), O; 21 22 23 24 25 21

011 012 013 Q14 015 011

Rysunek 2.2: Warstwowa struktura przetwarzania ukrytych modeli Markowa.
(Zrédlo: opracowanie wlasne).

W wyniku badania sekwencji obserwacji, model na pierwszym poziomie rozpoznaje dla kazdego
wyrazu kategorie syntaktyczna reprezentowana w zdaniu. Informacja ta wilaczana jest do obser-
wacji na poziomie drugim, gdzie w wyniku dekodowania odkrywane sa typy zaleznosci zacho-
dzgce pomiedzy wyrazami w zdaniu. Na kolejnych poziomach mozliwe jest zastosowanie modeli
Markowa do rozpoznawania coraz to bardziej abstrakcyjnych znaczefi analizowanego tekstu.

2.2 Rozszerzona arytmetyka w dziedzinie logarytmicznej

Jak latwo zauwazy¢ parametry ukrytego modelu Markowa okreslone tradycyjnie jako praw-
dopodobienstwa moga przybiera¢ wartosci réwne zeru. Stad, tak jak to pokazal Mann (2006),
do obliczen nalezy wprowadzi¢ specjalna obsluge operacji logarytmu z zera, jak i rozszerzong
arytmetyke liczb w dziedzinie logarytmicznej. W niniejszej pracy przyjeta zostala nomenklatura
zgodna z ta wykorzystywana przez Manna, dlatego tez rozszerzone operacje logarytmiczne beda
oznaczane prefiksem e (ang. extended), a specjalna obstluga logarytmu z zera oznaczona bedzie
mnemonikiem LOGZERO. W docelowej implementacji symbol LOGZERO mozna zastapi¢ pew-
na szczegdlng wartoscig przewidziana przez dany typ liczbowy, np. ujemng nieskoniczonoécig lub
symbolem ,NaN “ okreslajacym wartos¢ niereprezentowalna. Warto podkreslié, ze w prezentowa-
nych wzorach, aby poprawi¢ czytelnosé, pomijane sa nawiasy dla funkcji jednoargumentowych,
np. elog x zamiast elog(xz). W algorytmach programowania dynamicznego powiagzanych z mode-
lami Markowa mozna zdefiniowaé nastepujace cztery przydatne funkcje:

e eexpx — rozszerzona funkcja wykladnicza:

T R.
eexpz = et S (2.13)
0, z=LOGZERO.

e clog r — rozszerzona funkcja logarytmujaca:

log x, o>

(2.14)
LOGZERO, z =0.

elogr = {
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e elogP (elog z, elog y) — rozszerzony logarytm iloczynu dzialajacy na argumentach bedacych

logarytmami:
1 1 R R;
elogP (elog z, elog y) = gegrtrogy, tSRIEW (2.15)
LOGZERO, z=0luby=0.
o elogS (elog z,elogy) — rozszerzony logarytm sumy:
elogS (elog z,elogy) =
elogz + elog(l + eexp (elogy —elogz)), elogz >elogyiz,y>0,
elogy + elog (1 + eexp (elogz — elogy)), elogz <elogyiz,y>0, (2.16)
elog x, y=0iz >0,
elog y, z=0iy>0.

Rozszerzony logarytm iloczynu elogP (elog z, elog y) przeksztalcony jest na sume rozszerzo-
nych logarytméw, natomiast logarytm sumy elog$ (elog z, elog y) wymaga okreslenia, ktéry z ar-
gumentow jest wiekszy, aby ich réznica dala wartosé ujemna. Funkcja wykladnicza duzych war-
tosci ujemnych dazy do zera, a po przekroczeniu precyzji reprezentacji liczbowej wystepuje
niedomiar i zwracanym wynikiem jest zero. Zabieg ten odgrywa wazna role w utrzymaniu sta-
bilnosci numerycznej obliczen.

O ile logarytm iloczynu (w szczegblnoéci iloczynu prawdopodobienstw) jest do§é powszechnie
spotykany i zamieniany na sume logarytméw, tak logarytm sumy jest spotykany raczej rzadko.
W kontekscie modeli Markowa pojawi sie¢ on w sytuacji, gdy potrzebne bedzie obliczenie su-
my dwoch prawdopodobienstw, przy czym argumenty nie beda dane bezposrednio a za pomoca
logarytméw. Innymi slowy chcemy obliczyé¢ = + y, gdzie z = P(A) i y = P(B) (prawdopodo-
bienstwa pewnych zdarzen), majac do dyspozycji log z oraz logy. Co wiecej, chcieliby$my, aby
zwréconym wynikiem byl takze logarytm tzn. log(z + y). Ponizsze wyprowadzenie uzasadnia
posta¢ wzoru (2.16):

log(z + y) = log (x%—@)

=logz + log (1 + %)
= logx + log (1 + exp(logy — log x)) . (2.17)

2.3 Zadania w modelach Markowa i przebieg obliczen

Jednym z zadan stawianych w ramach modeli HMM jest obliczenie calkowitego prawdopo-
dobienstwa danej sekwencji obserwacji O = (0y,...,0r) dla znanego modelu, tj. znanej tréjki
A = (A, B, 7). Stosujac metode bezposrednia, gdzie wyznaczane jest prawdopodobiefistwo dla
wszystkich mozliwych éciezek stanéw realizowanych przez zadany HMM dla badanej sekwencji
obserwacji, mozna wyrazi¢ to prawdopodobienstwo catkowite wzorem:

P(O|X) = Y P(QINP(0[Q, N, (2.18)
Q

gdzie Q = (q1,...,qr) oznacza $ciezke stanéw (g; € S), a suma odbywa si¢ po wszystkich moz-
liwych éciezkach. Dla ustalonych N i T liczba skladnikéw tej sumy wynosi N7, a zatem roénie
wykladniczo ze wzgledu na dlugosé sekwencji. Przebieganie wszystkich Sciezek w wyczerpujacy
sposOb — cho¢ skuteczne — jest doé¢ malo efektywne i posiada wykladniczg zlozonosé oblicze-
niowa, dlatego tez w praktycznych obliczeniach wykorzystywany jest bardziej wyrafinowany
algorytm o nazwie Forward-Backward.
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2.3.1 Algorytm Forward-Backward

Algorytm Forward-Backward ma zlozonosé O(N>T), czyli liniowa ze wzgledu na dlugoéé
sekwencji T'. Definiowane sa dwie wielkosci indukcyjne e i 3, ktérych sens probabilistyczny jest
nastepujacy:

ay(i) = P01y . 5060 = Si|A)s (2.19)
Bi(i) = P(op+1, - - -, orlge = Si, A). (2:20)
Wielkoéci te sa nastepnie wyznaczane wedlug nastepujacego algorytmu.

1. Inicjalizacja

ai1(i) = mibi(o1), (2.21)
Br(i) = 1. (2.22)
2. Indukcja
i =28 X
N
ai(§) = Y en-1(i)aizh;(or), (2.23)
i=1
P g W S
N
Bi(i) = Y aijbj(oes1)Bis1 (7). (2.24)
j=1
3. Zakonczenie
N
P(O|N) = ar(i). (2.25)
i=1
N
P(O[A) =) mip(i). (2.26)
i=1

W postaci tradycyjnej kolejne wartosci i 3 dla badanej sekwencji obserwacji otrzymywane
sg w wyniku mnozenia parametréw HMM z wartosciami uzyskanymi w kroku poprzedzajacym.
Dla dlugich sekwencji dzialanie to moze prowadzi¢ do wyczerpania precyzji reprezentacji licz-
bowej, tym samym do utraty stabilnosci numerycznej obliczen.

W postaci logarytmowanej uzyty zostanie zapis elogS z indeksowaniem analogicznym do no-
tacji ¥ dla sumy. Zapis ten nalezy rozumie¢ jako sekwencyjne wykonanie funkeji elogS wg wzoru
(2.16) — najpierw zsumowanie dwdch pierwszych skladnikéw, a nastepnie dodawanie skladnikéw
trzeciego, czwartego, itd. do biezacej sumy.
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Logarytmowana wersja algorytmu Forward-Backward moze by¢ zapisana nastepujaco:

1. Inicjalizacja

elogai(i) = elogP(elog i, elog bi(ol)), (2.27)
elogai(t) = LOGZERO,1<t<T, (2.28)
elogfr(i) = 0, (2.29)
elog Bi(i) = LOGZERO, 1<t<T. (2.30)
2. Indukcja
dlat=1,2 . @
N
elog ay(i) = elogP (e]og bi(oy), elogS elogP (elog ai—1(j), elog a,,-j) ), (2.31)
i=1
dladt =T =1,T=2....,1:
. N .
elog (i) = el_ong elogP (elog a;j, elogP (elog bi(0¢+1), elog Biy1( ]))) . (2.32)
J:
3. Zakonczenie
N
P(O|A) = eexp(elogs elog aT(z')). (2.33)
=1

Wyliczanie logarytmowanych wielkosci a i 3 dokonywane jest z wykorzystaniem rozszerzonej
arytmetyki logarytméw. Wraz z kazdym kolejnym krokiem indukcji wartosci kolejnych wielkosci
a i ( otrzymywane sa w wyniku akumulacji poprzednich obliczen. Szczegélnie pomocna jest tu
funkcja elogS wykonujaca logarytm sumy. Sumowanie w przeciwiefistwie do wymnazania wy-
czerpuje dostepng bitowa precyzje reprezentacji liczbowej znacznie wolniej, dzieki czemu wynik
pozostaje znacznie dluzej stabilny numerycznie.

2.4 Uczenie modelu

Podczas wyliczania modelu okreslane jest prawdopodobienstwo, z jakim HMM o znanych
parametrach A = (A, B, ) realizuje badana sekwencje obserwacji O = (01,09,...,07r). W wielu
zadaniach parametry HMM nie sa jednak znane od razu. W niektérych przypadkach mozna
je latwo estymowaé (w sposéb nadzorowany), jezeli dysponuje si¢ odpowiednio duzym zbiorem
danych, w ktérym sekwencje obserwacji podane sa wraz z towarzyszacymi stanami. Gdy taka
komfortowa sytuacja nie ma miejsca, wowczas konieczne jest iteracyjne uczenie modelu HMM,
ktére znane jest pod nazwg reestymacji Bauma—Welcha. Procedure mozna rozpoczac¢ od modelu
losowego (spelniajacego probabilistyczny warunek sumowania si¢ wierszy macierzy do jednosci).
Nastepnie w ramach reestymacji, aktualny model zostaje zaktualizowany do nowego w taki
sposob, aby maksymalizowa¢ prawdopodobienstwo wygenerowania rozwazanej sekwencji.

$
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2.4.1 Reestymacja Bauma-Welcha

Algorytm przez Bauma-Welcha korzysta z wynikéw algorytmu Forward-Backward
i definiuje kolejne dwie wielkoéci indukeyjne. Pierwsza z nich jest v4(i), ktéra reprezentuje dla
badanej sekwencji obserwacji prawdopodobiefistwo P (¢: = S; |O, A), czyli prawdopodobiefistwo
zdarzenia, ze system w chwili ¢ byl w stanie S; pod warunkiem zaistnialej obserwacji.

(i) = ALU—N“‘ -,

% s 234
Druga wielkos¢ & (i, j) dla badanej sekwencji obserwacji reprezentuje P (q; = Si, gt+1 = Sj |0, )
czyli prawdopodobienstwo zdarzenia, ze z chwili ¢ na chwile ¢t + 1 nastgpilo przejécie ze stanu S;
do stanu S; w $wietle zaistnialej obserwacji.

0 7) = ai(j)aizb;(ot+1)Bi+1(4)
) N
X

Aktualizacja parametréw odbywa sie na podstawie wartosci oczekiwanych. Mozna przyjaé, ze
prawdopodobiefistwo a;; pozwala si¢ oszacowaé poprzez stosunek oczekiwanej liczby przejsé
S; — §; do oczekiwanej liczby pobytéw w S;. W terminach wielkoéci v i £ mozna powyiszy
stosunek przedstawié¢ jako

(2.35)

5 M‘z

at(z)azyby(0r4+1)Be+1(y)

T-1
3 &lig)
aij = F—, (2.36)
3 1)
t=1
z kolei prawdopodobiefistwo emisji mozna oszacowac jako
T
Z:l R716))]
=
bj(k) = Ot?Vk i (2.37)
3 7eld)
t=1

Dla dziedziny logarytméw wielkosé « wyliczana jest z wykorzystaniem rozszerzonej arytmetyki
logarytméw, stad okreslona bedzie przedrostkiem ,elog“ jako elog~:

elog v (i) = elogP (elogP (elog oy (i), elog ﬁt(z)) - e]ogS elogP (at( i), elog B (7 ))) (2.38)

Analogicznie, z wykorzystaniem rozszerzonej arytmetyki logarytméw, wyliczana jest wielkos¢ &
okreslona jako elog é:

elog&(i,j) = elogP (elogP (elogP (elogP (elog ay(i), elog a; j) ,elogbj(op41 )) ,elog Bi41(j )) :
N N
— elogS elogS elogP (elogP (elogP (elog at(z), elog amy) ,elog by (041 )) ,elog Bi41 (y)) ) :
z=1 p=1
(2.39)

Wartosé poczatkowa dla vy i £ wynosi zero, zatem w dziedzinie logarytméw wartoscia poczatkowa

zar6éwno dla elogv,(i), jak i dla elog&:(i,j) jest odpowiednik logarytmu z zera okreslony przez
LOGZERO.
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Nastepnym krokiem jest aktualizacja parametréw wg wzoréw przedstawionych ponizej.

e Poczatkowe prawdopodobienstwo wystgpienia stanu:

mi = eexpelogy(i). (2.40)
e Prawdopodobiefistwo przejécia:
T=1
numeratorA(i,j) = elogSelogé:i(i,7), (2.41)
i=1
T-1
denominatorA(i) = elogSelog~:(i), (2.42)
t=1
aij = eexpelogP (numeratorA(z’ b —denominatorA(z’)) ; (2.43)
e Prawdopodobienstwo emisji:
X
numeratorB(j, k) =  elogS elog(j), (2.44)
t=1, o=V}
&
denominatorB(j) = elogSelog:(j), (2.45)
t=1
b;(k) = eexpelogP (numeratorB (7, k), —denominatorB(j )) . (2.46)

Na tym etapie warto podkresli¢, ze logarytmowane prawdopodobienstwa macierzy przejsé
i emisji wyliczane sg jednorazowo przed przystapieniem do kroku indukcji. Powrét z dziedziny
logarytmoéw (jezeli zajdzie taka potrzeba) dokonywany jest przez przeksztalcenie wykladnicze
(2.43) i (2.46).

2.5 Dekodowanie sciezki stanow

Dla badanej sekwencji obserwacji O = (01, 09,...,0r) i HMM o znanych parametrach A =
(A, B, m) nalezy okresli¢ optymalna sekwencje stanéw Q = (¢i1,¢qa, - . .,qr). Wynik dekodowania
sciezki w duzym stopniu zalezy od wybranego kryterium optymalnosci. Mozliwe jest podejscie
zorientowane na pojedyncze stany, gdzie kazdej obserwacji w badanej sekwencji przypisany jest
ten stan, ktéry generuje ja z najwiekszym prawdopodobienstwem statycznym w danej chwili
t. Biorac jednak pod uwage relacje przejs¢ miedzy stanami, optymalne zdekodowanie Sciezki
stanéw sprowadza si¢ do maksymalizacji prawdopodobienistwa kolejnych prefikséw (z algorytmu
Forward), co moze by¢ realizowane za pomoca algorytmu Viterbiego.

2.5.1 Algorytm Viterbiego

Algorytm programowania dynamicznego zaproponowany przez Andrew Viterbiego jest szero-
ko stosowany w systemach telekomunikacji (Seshadri & Sundberg 1994), przetwarzaniu i syntezie
mowy, bioinformatyce i lingwistyce komputerowej. Algorytm ten w swej implementacji podobny
jest do algorytmu Forward, z ta réznica ze w przypadku Viterbiego szukana jest warto$¢ mak-
symalizujaca prawdopodobienstwo P(Q|O, A), ze model przy wyemitowaniu o; przeby! Sciezke
stanéw qi,...,q. W tym celu definiowana jest zmienna indukcyjna 4, ktorej sens probabilistycz-
ny jest nastepujacy:

6(i) = max P(qi,...,q =1,01,...,0A). (2.47)
q]""‘qt_l
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Dla odtworzenia (przy koficowym nawracaniu) przebytej Sciezki stanéw stosowana jest pomoc-
nicza tablica v, ktéra przechowuje indeksy stanéw otrzymanych w algorytmie droga induk-
c¢ji (indeksy zwracane przez operator argmax). Algorytm Viterbiego daje sie wyrazi¢ zaréwno
w postaci tradycyjnej lub zlogarytmowanej.

Algorytm Viterbiego w postaci tradycyjnej ma ponizsza postaé.

1. Inicjalizacja:

51 (’2) = :rribg-(ol). (2.48)

2. Indukcjadla2 <t <T:
) = | max, (G- ()aus) by o), (249)
w(j) = arg max (d;—1(2)aq;) . (2.50)

1<i <N
3. Zakonczenie:

P = max (6r(3)), (2.51)
¢y =arg max (6r(1)). (2.52)

4. Nawracaniedlat=T-1,T-2,...,1:

@ = Yer1(qiyr)- (2.53)

Natomiast w postaci zlogarytmowanej algorytm Viterbiego ma ponizsza postac.

1. Inicjalizacja:

elog 6 (i) = elog m; + elog b;(o1). (2.54)
2. Indukcjadla2 <t<T:
elog 8:(7) = max (elog d;—1 (i) + elog a;j) + elog b;(oy), (2.55)
Y1(j) = arg max (elog 6;—1(i) + elog aij) . (2.56)
1<i N
3. Zakonczenie:
P* = eexp (X (elog d7 (7)), (2.57)
q'p = arg Jme s (elog dr(7)) . (2.58)

4. Nawracaniedlat=7-1,T-2,...,1:
4 = Ye11(qe41)- (2.59)

Jak juz zauwazyl to Rabiner, algorytm Viterbiego pracujacy w dziedzinie logarytmicznej
wymaga mniej obliczen (ze wzgledu na mozliwosé wezedniejszego jednorazowego wyliczenia lo-
garytmowanych odpowiednikéw parametréw dla ukrytego modelu Markowa oraz liczenia sum
zamiast iloczynéw, co jest mniej kosztowna operacja), przy jednoczesnym zachowaniu wysokiej
stabilnosci numeryczne;j.
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2.6 Reestymacja parametrow

Wykorzystujac nauczanie nadzorowane, mozliwe jest empiryczne okreslenie parametréw ukry-
tego modelu Markowa, dla ktérego zadana sekwencja obserwacji zostala wygenerowana. W ucze-
niu nadzorowanym wymagana jest baza danych zawierajaca oznakowanie — takie, ze kazdej ob-
serwacji (w sekwencji obserwacji O = (01, 09,...,0r)) przyporzadkowany jest okreslony stan (w
sekwencji stanéw @ = (q1,492,...,qr)), tworzac dwie réwnoliczne sekwencje. Warto podkreslié,
ze dobrze jest, kiedy znaczniki przypisane sa dla kompletnej, w dodatku obszernej bazy danych.
Nie jest to jednak warunek konieczny. Uczenie nadzorowane mozna przeprowadzi¢ dla czeSciowo
oznakowanej bazy tak jak to przedstawiono w pracy (Hovy & Hovy. 2012) otrzymujac wstepnie
wyuczony model, ktérego douczanie moze byé przeprowadzone na wiele sposobéw np. dokonujgc
treningu Viterbiego, lub stosujac algorytm Bauma-Welcha.

2.6.1 Szacowanie prawdopodobienstw poprzez czestosci

Czestod¢ zdarzenia okredli¢ mozna na podstawie licznosci jego wystapien (zapisywane] dalej
poprzez L) wzgledem licznosci wszystkich zdarzen w rozpatrywanej bazie danych. Na potrzeby
rozwazan symbol — oznaczaé¢ bedzie przejScie miedzy stanami, natomiast symbol ~» oznaczad
bedzie emisje obserwacji z danego stanu. Dokonujac zliczania wystapien kazdej obserwacji wzgle-
dem wystapien wybranego stanu, mozliwe jest przyblizenie rozkladu prawdopodobienstwa emisji
dla tego stanu.

L(S; ~ V
bi(k) = M (2.60)
? L(Sj~ Vi)

Analogicznie, aby odtworzy¢ prawdopodobiefistwa przej$¢ miedzy stanami w modelu Mar-
kowa, nalezy dokonaé zliczania liczby przejs¢ pomiedzy wybranymi stanami.
v _ _L(Si— S55)

a..

i = %ﬁ(Si s ) (2.61)

Powodzenie prawidlowego odtworzenia parametréw HMM w duzej mierze zalezy od jakosci
danych uczacych. W praktyce rzadko zdarza sie, ze baza danych w pelni pokrywa wszystkie
mozliwe kombinacje wystapiein standéw i obserwacji. Moze si¢ zdarzy¢, ze dana obserwacja czy
tez przejscie miedzy danymi stanami nie wystapilo podczas nauczania modelu, model nie jest
wiec w stanie prawidlowo obstuzy¢ podobnego zdarzenia w przyszlosci i juz podczas testowania
moze objawia¢ niedostatki w uczeniu. Takiej sytuacji mozna zaradzié stosujac odpowiedni algo-
rytm wygladzania, jak to pokazano w pracy (Hazem & Morin 2013). Ponadto zachowujac sumy
normalizujace, mozliwe jest douczenie modelu w przyszlosci poprzez przeprowadzenie zliczania
tylko dla nowej porcji danych.

2.6.2 Algorytmy wygladzania

Skutecznos$¢ estymacji parametréw przez zliczanie czestotliwosci wystapien zdarzefi wzgle-
dem okreslonych stanéw silnie zalezy od jakoéci danych uczacych, a przede wszystkim od licz-
nosci wystapien obserwacji. Szczegélnym przypadkiem jest estymacja prawdopodobiefnistwa dla
zdarzen, ktore nie wystapily podczas nauczania. Prawdopodobiefistwo wystgpienia takiej ob-
serwacji wynosi wiec zero, co przy wyliczaniu $ciezki stanéw (gdzie wystepuje mnozenie praw-
dopodobiefistw) utrudnia prawidlowe okreslenie prawdopodobienstwa na podstawie wynikéw
doswiadczenia (przez wyzerowanie wartosci pojedynczego kroku). Réwnie uciazliwa jest estyma-
cja prawdopodobienstwa dla zdarzen, ktére wystepowaly zawsze podczas nauczania i pozornie
wydaja si¢ zdarzeniem pewnym. Stosowanie algorytméw wygladzania wprowadza odpowiednia
poprawke przy estymacji parametréw modelu, taka ze niedostatek danych uczacych w mniejszym
stopniu wplywa na jakos¢ uczenia modelu.
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Poprawka Laplace’a

Jednym z najczesciej stosowanych algorytméw wygladzania jest algorytm Laplace’a zwa-
ny réwniez ,,Add-One“, polegajacy na dodaniu jedynki. Wygladzanie Laplace’a zapobiega ze-
rowaniu prawdopodobienstwa dla zdarzen, ktére nie zostaly zaobserwowane podczas procesu
nauczania i jednoczeénie eliminuje mozliwosé osiggniecia zdarzen pewnych.

e E(Si—*Sj)-l‘l B E(Sj«»Vk)+1

LR A S A 7 (FE I E S G
k I

Absolutne dyskontowanie

Wygtladzanie przy wykorzystaniu masy prawdopodobienstwa uzyskanej metoda najwigkszej
wiarygodnosci dokonywane jest przez algorytm absolutnego dyskontowania. Z kazdego nieze-
rowego prawdopodobiefistwa wystapienia zdarzenia zabierana jest jego niewielka czesé i réwno
dystrybuowana na zdarzenia o zerowym prawdopodobienstwie wystgpienia. Wygladzenie dla
estymacji prawdopodobiefistw przejsé i emisji wyrazi¢ mozna wzorem:

L(8;—8;)—a; . . 1. ' _ ) ot Uyelel o : .
g m, jezeli L(S; — S;) > 0; s ml, jezeli L(S; ~ Vi) > 0;
A i(k) = VY (5)0;
N-vs@y? e M=vv )’ W.p.T.

(2.63)
Wspolezynniki vg i vy okreslaja odpowiednio liczbe przej$é oraz liczbe emisji z niezerowym
prawdopodobiefnistwem (czyli niezerowe wartosci z macierzy przej$¢ i emisji) dla danego stanu.
Wspélezynnik dyskontowania o wynika z liczby niezerowych prawdopodobiefistw i wynosi —1%

Promowanie poprawnych i lagodzenie blednych (trening Viterbiego)

Zakladajac, ze pierwotnym Zrédlem badanej sekwencji obserwacji jest pewien proces Mar-
kowa oraz ze sekwencja obserwacji pozbawiona jest anomalii mogacych negatywnie wplynaé na
wynik dekodowania, to posiadajac model HMM nauczony na tej sekwencji, powinno by¢ mozli-
we zdekodowanie $ciezki stanéw — odpowiadajacej sciezce, na podstawie ktorej model Markowa
zostal nauczony — z bardzo wysoka dokladnoscia (blisko 100%). Innymi slowy, prawidlowo na-
uczony model powinien by¢ w stanie odwzorowaé sekwencje uczaca. W przeciwnym wypadku
nalezy zalozy¢, ze uczenie modelu nie powiodlo sie. Przyczyna tej sytuacji moze by¢ niedostatek
danych uczacych, wadliwie dobrany rodzaj obserwacji lub Zle dobrany algorytm uczenia.

Poprawe tej sytuacji osiagna¢ mozna wprowadzajac wariant treningu Viterbiego (Lember
& Koloydenko 2008). Znajac prawidlowa sekwencje stanéw dla badanej sekwencji obserwacji
oraz najbardziej prawdopodobng sekwencje stanéw otrzymana w wyniku dekodowania modelu
HMM algorytmem Viterbiego, wskaza¢ mozna miejsca blednie zdekodowanych stanéw w Sciezce.
Na tej podstawie mozna przeprowadzi¢ dopasowanie modelu w sposéb iteracyjny np. przez
wypromowanie poprawnych tudziez lagodzenie blednych parametréw w modelu. Jezeli dana
obserwacja w danym momencie czasowym t doprowadzila do blednego stanu, to przy kolejnej
iteracji estymacji prawdopodobienstwo tej obserwacji pod warunkiem blednego stanu zostanie
pomniejszone. Analogiczna sytuacja wystepuje przy ponownej estymacji macierzy przejsé¢. Przy
okreslaniu licznodci wystapieni danego zdarzenia (w celu okreélenia jego czestosci) zwyczajowo
suma wystapien zwiekszana jest o 1.00 za kazdym razem kiedy dane zdarzenie zostalo wykryte.
Idea promowania lub lagodzenia wybranych parametréow polega na odpowiedniej modyfikacji
(np. o 10%) wartosci sumowanej, takiej ze dla promowania 1.10, a dla lagodzenia 0.90. Wartosé
odchylenia parametréw powinna by¢ relatywnie mala, pozwalajac na dokonanie licznych iteracji
i stopniowe dopasowywanie modelu. Nalezy ustali¢ granice iteracji np. na podstawie procentowej
zawartosci blednie zdekodowanych standéw w Sciezce. W wyniku takiego treningu Viterbiego
wymuszone zostanie dopasowanie modelu wzgledem danych, co jest jedynie lokalnie optymalne,
a wiec kolejne iteracje nie musza prowadzi¢ do osiagniecia globalnie optymalnego rozwigzania.
Dlatego tez wynik kazdej kolejnej iteracji nalezy Sledzic¢, a trening przerwac, jezeli dalsza poprawa
modelu nie wystepuje.
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2.7 Aplikacja HMM-Toolbox

Gléwnym celem niniejszej pracy jest zaprojektowanie takich ukrytych modeli Markowa, ktére
pozwolg na analize danych tekstowych poprzez algorytmy programowania dynamicznego, reali-
zowane sprzetowo. Stad tez jednym z produktéw koncowych niniejszej rozprawy stal sie zestaw
opracowanych modeli Markowa, przygotowanych w formacie XML z wykorzystaniem autorskiej
aplikacji. Wyprodukowanie pelnowartosciowego modelu wymagana pewnej infrastruktury infor-
matycznej, pozwalajgcej na tworzenie, zarzadzanie, nauczanie, weryfikacje i wizualizacje modeli.
Ze wzgledu na réznorodnosé realizowanych celéw szczegéltowych, ktérymi sa:

e pozyskiwanie istotnych danych tekstowych ze zrodel HTML,
e oznaczanie tekstu czesciami mowy i czeSciami zdania,
e opis istotnych informacji w teksécie na réznych poziomach semantyki leksykalnej,

na potrzeby prac badawczych utworzona zostala w pelni samodzielna aplikacja HMM-Toolbox.
Aplikacja ta zawiera niezbedne zestawy narzedzi programistycznych w postaci przygotowanych
funkeji i algorytméw oraz graficzny interfejs uzytkownika usprawniajacy realizacje poszczegol-
nych zadan projektowych. Do obslugi modeli HMM aplikacja wykorzystuje biblioteki JAHMM
(Francois 2006). Ze wzgledu na operacje na obszernych strukturach baz danych (takich jak baza
WordNet, sparsowane banki drzew frazowych i zaleznodciowych, Zrédia HTML) aplikacja ma
dos¢ wysokie zapotrzebowanie na pamiegé robocza. Zalecane parametry sprzetowe (PC) to: sys-
tem operacyjny: 64-bitowy Windows 10; procesor: Core i3 lub Phenom II X4, lub lepszy; pamiec
RAM: 4 GB; monitor: HD 1920 x 1080.

2.7.1 Tworzenie i zarzadzanie modelami

Aplikacja HMM-Toolbox zapewnia obstuge standardowym ukrytym modelom Markowa, dla
ktérych zaréwno przestrzen stanéw, jak i zbiér obserwacji sa dyskretne. Struktura tworzonego
modelu (tj. liczba stanéw i obserwacji) jest w pelni konfigurowalna. Dodatkowe informacje opi-
sujace model (takie jak nazwa i typ modelu, nazwy stanéw i obserwacji) réwniez sa dostepne
i edytowalne z poziomu GUI (Graficznego Interfejsu Uzytkownika), co pokazuje Rysunek 2.3.
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Rysunek 2.3: Przykladowa zawarto$¢ zakladki ,Creation® do tworzenia nowych modeli HMM
w aplikacji HMM-Toolbox.
(Zrédlo: opracowanie wlasne).
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Utworzony model domyslnie posiada jednostajne rozklady prawdopodobiefistw, niemniej w za-
leznosci od potrzeb rozklady te moga by¢ recznie modyfikowane dla kazdego ze stanéw. Ponad-
to HMM-Toolbox obsluguje n-gramowy konfigurator obserwacji pozwalajacy na zdefiniowanie
dlugosci afikséw i prefiksow oraz rzedu gramowosci. Przechowywanie modeli w HMM-Toolbox
odbywa sie za pomoca reprezentacji XML, a skonfigurowany model mozna zapisac¢ i odczytad
w strukturyzowanyy sposéb do/z pliku XML.

Kolejne zakladki aplikacji HMM-Toolbox prezentowane na dalszych rysunkach odpowiadaja
typowemu przebiegowi pracy uzytkownika z aplikacja:

e tworzenie modelu (zakladka Creation — Rysunek 2.3),

e uczenie nadzorowane modelu (zakladka Supervising - Rysunek 2.4),

e graficzna wizualizacja struktury drzewa (zakladka Treebank — Rysunek 2.6),

e zbiorczego oznaczania treéci (zakladka Tagging — Rysunek 3.6),

e podglad pozyskiwanej informacji (zakladka Supervising — Rysunek 3.8),

e wpisywanie i rozpoznawanie nowego tekstu (zakladka Typing — Rysunek 4.16),

e opis informacji na réznych poziomach semantyki (zakladka Wordnet — Rysunek 5.3),

e redukcja reprezentacji liczbowej (zakladka Precision — Rysunek 6.2).

Ponadto w zakladce Extraction znajduja si¢ przydatne funkcje importu, eksportu i konwersji
réznych struktur danych wykorzystanych podczas realizacji prac badawczych.

2.7.2 Uczenie modeli HMM na podstawie zbioréw danych

Zgodnie z wezesniejszymi uwagami uczenie modelu HMM moze by¢ przeprowadzane w spo-
s6b nadzorowany. Do tego celu potrzebny jest zbiér sekwencji obserwacji wraz z towarzyszacymi
im &ciezkami stanéw. Podstawowe uczenie sprowadza si¢ woéwczas do estymowania rozkladéw
prawdopodobienstw poprzez zliczanie czestosci (z ewentualnymi zabiegami wygladzania). Stad,
najczeéciej procedura nauczania ukrytych modeli Markowa wymaga dwéch okreslonych sekwen-
cji (obserwacji i stanéw), bedacych w liniowym porzadku, dla ktérych przeprowadzana jest pa-
rametryzacja modelu. Obie te sekwencje pozyskiwane sa z danych tekstowych, ktore nastepnie
moga by¢ zapisane, jak i wezytane do/z pliku XML. Rysunek 2.4 przedstawia HMM-Toolbox
w trybie nadzorowania. W gléwnym oknie aplikacji widoczny jest tekst w jezyku angielskim. Dla
kazdego wyrazu okreslona jest pewna kategoria syntaktyczna (przypisana do stanu w modelu),
co jest zobrazowane przez podswietlenie wyrazu odpowiednim kolorem.

Aplikacja HMM-Toolbox w trybie nadzorowania zawiera zestaw narzedzi do:

e ekstrakcji i sortowania obserwacji,

e estymacji i wygladzania parametréw modelu,
e dekodowania Sciezki stanéw,

e modyfikacji blednie oznaczonej tresci,

e wizualizacji wybranych statystyk.

Rysunek 2.5 obrazuje przykladowe zdanie z wyréznionymi kategoriami syntaktycznymi.
Strzalkami przedstawiono kategorie reprezentowane przez dany wyraz. Podswietlanie wyrazu
kolorem pozwala na szybka ocene prawidlowego przypisania kategorii do wyrazu. Nieprawidlo-
wo przypisane kategorie mozna poprawi¢ recznie lub przez metody douczania modelu. Aplikacja
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HMM-Toolbox posiada dodatkowy tryb podswietlania dla wyrazéw blednie oznaczonych oraz
tryb podswietlania jedynie wybranych kategorii.
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Rysunek 2.4: Nauczanie i weryfikacja modelu w HMM-Toolbox.
(Zrédlo: opracowanie wiasne).
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Rysunek 2.5: Przyklad zdania w HMM-Toolbox z przypisanymi kategoriami syntaktycznymi do
poszezegolnych wyrazow.
(Zrédlo: opracowanie wlasne).
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Rysunek 2.6 przedstawia zakladke Treebank w aplikacji HMM-Toolbox, ktéra to zawiera
wizualizacje pojedynczego zdania w formie struktury drzewa. W zakladce dostepne jest kilka
réznych typéw wizualizacji dostosowanych do poszezegdlnych struktur drzew (tj. drzew frazo-
wych i drzew zaleznoéciowych).
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Rysunek 2.6: Zakladka wizualizacji struktury drzewa dla pojedynczego zdania w HMM-
Toolbox.
(Zrédlo: opracowanie wiasne).

W zadaniach pozyskiwania informacji ze Zrédet HTML wymagane jest nieco odmienne po-
dejécie niz przy oznaczaniu tekstu czesciami mowy, dlatego aplikacja HMM-Toolbox posiada
dedykowany tryb znakowania, umozliwiajac zaawansowane zbiorowe nadawanie znaczenia dla
danych tekstowych zapisanych w formacie HTML.
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Rozdziat 3

Pozyskiwanie informacji z danych
w formacie HTML

Roéznego typu informacje o charakterze nieustrukturyzowanym lub tylko czeSciowo ustruktury-
zowanym sg trudno dostepne ze wzgledu na brak skutecznych metod ich wydobycia. Internet jest
coraz czeScie] wykorzystywany w celu pozyskania informacji przez dziennikarzy, blogeréw, jak
rowniez agencje wywiadowcze specjalizujace sie w bialym wywiadzie (Saramak 2015). W celu
sprostania wymaganiom uzytkownikéw dokonano licznych usprawnien metod filtrowania uzywa-
nych przez wyszukiwarki (Madhu i in. 2011). Choé¢ wyszukiwane informacje sa coraz bardziej
istotne dla zapytania, to nadal istnieje potrzeba semantycznej identyfikacji tresci w celu sku-
tecznego nakierowywania na pozadane informacje. Przewaznie jednak uzytkownik zainteresowa-
ny jest jedynie czeScia otrzymanej tresci, a ,skonsumowa¢” musi cala. Jest to sytuacja typowa
zwlaszcza dla serwiséw internetowych, ktérych strategia biznesowa polega na jednoczesnym
dostarczeniu tresci wlasciwej bedacej w polu zainteresowania uzytkownika, oraz tresci dodat-
kowej, ktorag uzytkownik obserwuje (czesto mimowolnie) generujac zysk dla serwisu. Wszystkie
dodatkowe tresci niebedace w polu zainteresowania uzytkownika stanowia szum informacyjny
i utrudniaja pozyskanie tresci wlasciwej, dlatego w zadaniu pozyskiwania informacji z danych
zapisanych w formacie HTML wazne jest odseparowanie tresci wiasciwej od tresci niechcianej
tj.: reklam, komentarzy, forum dyskusyjnego, linkéw zewnetrznych, podpiséw pod rysunkami,
itp. Dodatkowym celem moze by¢ semantyczna kategoryzacja wszystkich rozpoznanych tresci.
To tres¢ wlasciwa danego artykulu stanowi motywacje, dla ktérej uzytkownik odwiedzil da-
na strone internetowa i obejrzal prezentowane na niej tre$ci. W zaleznosci od kategorii serwisu
internetowego odmienna jest forma i rodzaj prezentowanej tresci. Wyr6zni¢ tu mozna miedzy
innymi: portale, wortale, wyszukiwarki, sklepy internetowe, serwisy informacyjne, serwisy spo-
lecznosciowe itd. Kategorie te definiuja gléwne cechy i funkcjonalnosé serwisu. Natomiast kazda
witryna internetowa posiada wlasna indywidualna strategie biznesowa dla zaspokajania potrzeb
uzytkownika, dlatego klasyfikacja tresci jako wlasciwa bedzie odmienna w zaleznoéci od rodza-
ju serwisu. Przykladowo dla sklepu internetowego trescia wlasciwa bedzie nazwa, opis i cena
produktu, natomiast dla serwisu informacji gietdowych bedzie to miejsce, czas, kategoria oraz
tekst komentarza gieldowego. Tak wiec klasyfikacja danych tekstowych jako wlasciwych wyko-
nywana jest indywidualnie w zaleznoéci od potrzeb uzytkownika. Tresci dodatkowe takie jak:
reklamy, komponenty menu, elementy szkieletowe, hiperlacza, grafiki itp. stanowig szum, ale
i tlo informacyjne niebedace w zainteresowaniu uzytkownika, ale mogace poméc w efektywnosci
segregacji informacji. Rysunek 3.1 oraz 3.2 wizualizuja kolorami (tytul — kolor z6ity, opis — kolor
niebieski, tre$¢ — kolor zielony) klasyfikacje danych tekstowych jako tresci wlasciwych jak i tresci
dodatkowych (reklama — kolor czerwony) dla artykuléw z przykladowych witryn internetowych.
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(Zrédlo: opracowanie wlasne).
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Nalezy pamietac, ze przeszukiwanie zasobéw internetowych w celu pozyskania informacji to
nie tylko domena ludzi. Zajmuja sie tym réwniez systemy agentowe, ktére na zadanie serwi-
s6w lub uzytkownikéw zbieraja informacje z wielu Zrédel internetowych, a nastepnie poddaja
je odpowiedniej konwersji i filtrowaniu tak, aby wydoby¢ informacje bedaca w polu zaintereso-
wania (przykladowe rozwiazania pozyskiwania rekomendacji na podstawie zrédel stron serwisu
informacji gieldowych przedstawiono w (Wilifiski i in. 2015)).

Prace badawczo-rozwojowe nad sieciami semantycznymi aktywnie prowadzone m.in. przez
konsorcjum W3C, majg na celu poprawe skutecznosci pozyskiwania informacji z internetu. Z po-
wodzeniem stosowane w obecnych serwisach informacyjnych sa sieci semantyczne wspierajace
format RSS (ang. Really Simple Syndication, Rich Site Summary) oraz Atom (Stolz & Hepp
2013), specjalnie zaprojektowany do latwej i szybkiej wymiany zawartosci witryn internetowych.
Wyszukiwanie, filtrowanie, zbieranie informacji w internecie jest czasochlonne i nierzadko wyma-
ga zaangazowania wysoko wykwalifikowanych specjalistéw. W wiekszosci przypadkow specjalisci
zaangazowani w zbieranie i analize informacji ze Zzrodel internetowych maja dos¢ jasne wyobra-
zenie, jakie sa informacje i Zrédla w kregu ich zainteresowania, stad tematyczna kategoryzacja
informacji tekstowych jest warunkiem wstepnym dla automatyzacji pozyskiwania wiedzy.

Jednakze ze wzgledu na zréznicowany charakter opisu zasobéw internetowych trudno jest
precyzyjnie zlokalizowaé pozadane informacje. Skladnia formatu HTML pozwala na duza swo-
bode w opisie informacji, nie posiada jednoznacznej semantyki, a dodatkowo kod zawiera za-
gniezdzone skrypty (np. JavaScript). Tresci internetowe tworzone sa, wiec tak, aby byly czytelne
dla czlowieka, co nie musi i$¢ w parze ze staranna i dobrze zorganizowana struktura na poziomie
kodu Zrédlowego. To sprawia, ze opis zasobéw strony internetowej jest dlugi i skomplikowany
do tego stopnia, ze przydatna informacja jest trudna do zlokalizowania. Nie dziwi wigc, ze kon-
wencjonalne metody wydobywania informacji ze stron z zapisanych w formacie HTML sa malo
skuteczne gléwnie dlatego, ze tworcy stron maja nieograniczona swobode w doborze skladni.
Wynikiem tego jest réznorodnosé¢ metod nadawania struktury danych na stronie — tak, ze dwa
identyczne pola informacji mogg byé sformatowane w catkowicie r6zny sposéb. Ponadto forma-
towanie moze zawiera¢ bledy, to znaczy cze$é kodu moze by¢ nie w pelni zgodna z gramatyka
HTML (brak tagéw zamknigcia jest tego typowym przykladem). Dlatego tez przegladarki inter-
netowe muszg w duzym stopniu tolerowaé bledy i luzna skladni¢ formatu HTML. Reasumujac —
system pozyskiwania informacji z zrédel HTML réwniez powinien wykazywac tolerancje co do
struktury skladniowej, stad wydobywanie informacji w oparciu o znaczniki HTML zdaje si¢ by¢
prawidlowym kierunkiem badan.

Przedstawiona w tym rozdziale tematyka pozyskiwania informacji z Zrédel HTML stanowi
etap w analizie danych tekstowych, niemniej przedstawiona procedura moze by¢ réwnie dobrze
wykorzystana samodzielnie udostepniajac opis semantyczny na poziomie warstwy prezentacji
danych na przyklad dla wyspecjalizowanej aplikacji syntezatora mowy (Tokuda i in. 2013) za-
mieniajac tekst pisany artykulu w mowe. W tego typu aplikacjach wymagana jest wysoka do-
kladnoéé¢ separacji treSci wlasciwej od tresci niechcianej. Mimo, ze analizowane sa tu serwisy
internetowe, to pozyskiwanie informacji z Zrodet HTML ma szerokie zastosowanie rowniez poza
domena internetu. W zasadzie kazdy dokument moze zosta¢ przedstawiony w formie HTML,
a co za tym idzie mozliwy jest opis semantyczny danych na poziomie prezentacji, a tym samym
okreslenie tresci wlasciwe;j.

W niniejszej rozprawie pokazana jest metoda pozyskiwania informacji z serwiséw informacy;j-
nych, stad tres¢ wlasciwa pozyskiwana z serwisu dotyczy¢ bedzie artykulu, tj. tematu, autora.
daty, komentarza itp. Rozpoznawanie i klasyfikacja informacji dokonana zostala przy pomocy
nauczonego ukrytego modelu Markowa, operujacego na odpowiednio przygotowanych danych
zapisanych w formacie HTML.
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3.1 Aktualne trendy w pozyskiwaniu informacji ze zrédet inter-
netowych

Dla bardziej efektywnego manipulowania danymi internetowymi niektérzy badacze zwréci-
li sie do idei zaczerpnietych z dziedziny baz danych. Tradycyjne algorytmy przetwarzania baz
danych operuja na regularnie uporzadkowanych Zrédlach informacji i dlatego takie technologie
nie moga by¢ bezpodrednio zastosowane do wydobywania informacji z sieci. Jednakze w sieci
dostepnych jest wiele informacji, ktére posiadaja specyficzng strukture (np. katalog elektronicz-
ny, elektroniczne media, itd.), co zacheca do prowadzenia badan w zakresie dostepu do tych
informacji, ktére nazywa sie zwykle czeSciowo ustrukturyzowanymi.

Tradycyjne podejscie zaklada pozyskiwanie danych z sieci WWW i przeksztalcenie ich do
formy poéredniej, a nastepnie wykonanie klasyfikacji. Podejscie to jest realizowane przy pomocy
programow posredniczacych (ang. wrapper), ktére identyfikuja wymagane informacje w doku-
mencie zrodlowym i przeksztalcaja je do formy posredniej, na przyklad XML. Zgodnie z przyjeta
nomenklaturag taki program posredniczacy do wydobywania informacji z czeSciowo ustruktury-
zowanych danych nosi nazwe ,wrapper“(Kushmerick i in. 1997).

Reczne tworzenie i rozwijanie programéw posredniczacych jest czasochlonnym procesem (w
szezegolnosci ze wzgledu na réznorodnosé i nieprawidlowosci przetwarzanych informacji), dlatego
rézne grupy specjalistow w wielu oérodkach badawczych pracujg nad automatyzacja tego zada-
nia. W tym celu dokonuje si¢ analizy zbioru dokumentéw, z ktérych planowane jest pozyskiwanie
wybranych informacji. Na tej podstawie przygotowuje sie przyklady szkoleniowe dla algorytméw
uczenia maszynowego. Tworzenie programéw posrednich jest wige zlozonym zadaniem, ponie-
waz wymaga nie tylko wyodrebnienia rodzaju danych, ale takze zwiazanych z nimi informacji
semantycznych (np. elementy strukturalne, reklama, menu, itp.). Jedna z gléwnych trudnoéci
napotykanych przez twércéw takich systeméw jest nieregularnosé przetwarzanych informacji.

3.1.1 Rozwdj technik pozyskiwania informacji ze Zrédetl internetowych

Badania w dziedzinie ekstrakcji informacji (ang. Information Extraction) siegaja polowy XX
wieku, jednak pierwsze systemy operujace na duza skale pojawily sie w latach siedemdziesiagtych,
np. Lockheed Dialog System. Niedlugo powstaly réwniez komercyjne systemy takie jak JASPER
- wydobywajacy wazne dane finansowe (Andersen i in. 1992). Do rozwoju problematyki z pewno-
Scig przyczynila sie seria konferencji MUC (ang. Message Understanding Conference) w duzym
stopniu wspierana przez agencje DARPA (Piskorski & Yangarber 2013). Z inicjatywy DAR-
PA w latach 90-tych prowadzony byl réwniez program TIPSTER, ktérego celem byla poprawa
maszynowego przetwarzania i rozumienia tekstu gléwnie w celach wywiadowczych. Wraz z poja-
wieniem sie i popularyzacja internetu badania naukowcéw skoncentrowaly sie na pozyskiwaniu
informacji zagniezdzonej w czesciowo ustrukturyzowanym formacie HTML.

Tradycyjny system pozyskiwania informacji wykorzystuje technike przetwarzania jezyka na-
turalnego w oparciu o skladniowe i semantyczne ograniczenia, jednakze taki system nie przyno-
si pozadanych wynikéw. Dokument internetowy jest przekazem cze$ciowo ustrukturyzowanym,
ktory posiada dwie istotne cechy:

1. zawiera duza iloé¢ tekstu oraz liczne hipertacza;
2. tekst rzadko operuje pelnymi zdaniami.

Z powodu tych dwéch cech technika przetwarzania jezyka naturalnego nie jest w pelni stoso-
wana do pozyskiwaniu informacji bezposrednio z Zr6del HTML. Niniejszy rozdzial opisuje, wiec
metody pozyskiwania informacji ze Zzrédel internetowych i kryteria oceny stosowane w typowych
rozwiazaniach.
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1

3.1.2 Sposéb pozyskiwania informacji ze zZrédel internetowych

Zestaw procedur i filtréw wykorzystywany przez program posredniczacy czesto oparty jest na
systemie ekspertyzowym wykorzystujac inzynierie wiedzy, gdzie eksperci dokonuja konfiguracji
regul klasyfikacji (przykladowy system klasyfikacji na podstawie regul decyzyjnych pokazano
w (Pietras 2013)). Jakoé¢ okreslonych regul jest zalezna od umiejetnosci specjalistéw w da-
nej dziedzinie. Niestety strony internetowe sg zréznicowane w formie i stale aktualizowane, co
sprawia, ze reczna dlugotrwala konfiguracja jest uciazliwa, a wrecz czasem niemozliwa do prze-
prowadzenia. Samo oznakowanie nawet duzej liczby dokumentéw przez czlowieka jest zwykle
zadaniem mniej czasochlonnym niz opracowanie skutecznych filtréw i regul (ktére mialyby sku-
tecznie wyluskiwaé tres¢) do tychze dokumentéw. Aktywnosé badawcza w dziedzinie przetwarza-
nia informacji czeSciowo strukturalnych doprowadzila do powstania duzej liczby alternatywnych
narzedzi wykorzystywanych do tworzenia programéw posredniczacych. Proponowane podejscia
wydobywania danych ze stron internetowych wykorzystuja techniki zapozyczone z dziedzin ta-
kich jak: przetwarzanie jezyka naturalnego, indukcja regul gramatyki, uczenie maszynowe, tech-
nologie baz danych, oraz ontologii. Istnieje wiele innych podejé¢ do problemu wydobywania
informacji czesciowo ustrukturyzowanej ze Zrédet internetowych. Korzystaja one z drzew logiki
pierwszego i drugiego rzedu (Crescenzi & Mecca 2004, Gottlob & Koch 2001, Michael Benedikt
& Neven 2007, Courcelle 2006). Techniki te sa obiecujace, jednakze skuteczna ich realizacja
wymaga opracowania nowych sposobéw prezentacji i przechowywania dokumentéw w postaci
struktury drzewa ze zintegrowanym jezykiem zapytan, co wymaga duzego wysitku w fazie roz-
wojowej. W rezultacie zapewniaja rézne mozliwosci, wiec surowe kryteria poréwnania nie daja
jednoznacznych wnioskéw.

Dzigki wykorzystaniu uczenia maszynowego reguly klasyfikacji dla programéw posrednicza-
cych dobierane sa automatycznie. Algorytm uczenia bazujac na odpowiednio otagowanej tresci
tworzy model reprezentacji wiedzy. Zrédla stron internetowych poddawane sa wstepnemu prze-
twarzaniu w celu pozyskania odpowiedniej reprezentacji danych wymaganej przez algorytm.
Na podstawie algorytmu nauczonego maszynowo dokonywana jest klasyfikacja danych. W wy-
niku tego procesu otrzymywana jest odpowiednio skategoryzowana informacja.

3.1.3 Reprezentacja danych uzyskanych z formatu HTML

Dla celéw pozyskiwania informacji z danych zapisanych w formacie HTML pod uwage moga
by¢ brane dowolne oznaczenia i symbole tekstowe zawarte w kodzie HTML. WyraZnie rozréznial-
ne i odseparowane wybrane sekwencje symboli, znakéw czy liter nosza nazwe tokenéw. Tokeny
wstepnie identyfikuja dane tekstowe i w zaleznosci od potrzeb dalszego przetwarzania moga by¢
grupowane na rézne sposoby.

Koncepcja sekwencji tokenow

Sekwencja tokenéw z zrédel zapisanych w formacie HTML tworzona jest przez separacje
tekstu zapisanego w jezyku naturalnym od znacznikéw HTML. Pojedynczy token okresla cechy
charakterystyczne reprezentowanego przez siebie wycinka danych tekstowych.

Przykladowy fragment kodu HTML:

<h1> Wybory 2017 </hil>

moze by¢ zamieniony na ciag tokendéw opisujacych kolejne wyrazenia:

1. token (type = html open, tag = hl),
2. token (type = text, txt = "Wybory 2017"),

3. token (type = html close, tag = h1).
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Ze wzgledu na szczegdlne znaczenie funkcjonalne w tokenie wyrdzniona jest informacja, czy
dany znacznik jest znacznikiem otwierajacym, czy tez zamykajacym. Ponadto przestrzen miedzy
znacznikami moze by¢ okreslona jako zawierajaca tekst napisany w jezyku naturalnym lub tez
inny cigg znakéw. Cigg tokenéw nie posiada jednak struktury hierarchicznej i wszystkie jego
elementy rozpatrywane sa na jednym poziomie.

Koncepcja drzewa DOM

Ze struktury plikéw formatu HTML mozna wygenerowaé obiektowy model dokumentu DOM
(ang. Document Object Model) i na tej podstawie mozna uzyé interfejsu aplikacji W3C, ktéry
pozwala na dostep i latwe manipulowanie elementami struktury DOM. Koncepcja drzewa HTML
zaproponowana w pracy (Dipasquo 1998), ze wzgledu na przejrzystoéé struktury (patrz Rysunek
3.3) jest czesto wykorzystywana w algorytmach pozyskiwania informacji, jak to zaprezentowano
w pracy (Embley i in. 1999), gdzie uzyta zostala struktura DOM oraz uczenie indukcyjne do
generowania regul klasyfikacji. Przeszukiwanie drzewa, jak i stosowanie regul przedstawione
zostalo w pracy (Embley i in. 1998).

( html
e s
head ( body )
IR e e, Y Dol i . v e
( ttte ) ( style [ meta div h1 h2 section
el —. SR
table L, Saul ( p
e 7,4L e il } i A 4 A
tr { tr ) ( p R p ) span span span
— o - P o= by
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Rysunek 3.3: Przyklad hierarchii w obiektowym modelu dokumentu HTML.
(Zrédlo: opracowane na podstawie (Embley i in. 1998)).

Korzeniem drzewa DOM dla strony HTML jest tag <html>. W drzewie DOM zachowana
jest hierarchia znacznikow HTML odwzorowana za pomoca kolejnych coraz do glebiej osadzo-
nych wezléw drzewa. Liscie drzewa reprezentuja pola tekstowe. Dla ksigzkowo napisanego pliku
w czystym formacie HTML reprezentacja DOM powinna w pelni odwzorowaé hierarchie obiek-
téw. Jednakze jezyk HTML nie posiada standardowej nawigacji ani standardowej struktury,
a pliki Zrodlowe nie sa jednolicie zorganizowane, posiadaja wiele elementéw dodatkowych takich
jak zagniezdzone skrypty. Dlatego tez mozna zalozy¢, ze aby uzyska¢ informacje z dokumentéw
HTML - nalezny zaakceptowaé niejednolito$é struktury oraz réznorodnosé skladni.

3.1.4 Typowa struktura stron internetowych

Réznorodnosé witryn i stron internetowych jest wynikiem kreatywnej pracy ich projektan-
tow. Jedyna rzecza, ktora je laczy jest jezyk HTML, kt6ry definiuje wyglad zasobéw internetu,
ale nie opis jego zawartosci. Hipertekstowy jezyk znacznikéw (ang. Hypertext Markup Language)
wykorzystywany jest powszechnie przez serwisy sieciowe do modelowania struktury jak i wygla-
du przekazywanej informacji. Format HTML wykorzystuje znaczniki opisowe (zwane tagami),
aby wskaza¢ rézne elementy zawarto$ci dokumentu. Znaczniki maja zwykle dwie role: pierw-
szorzedng — zdefiniowaé strukture dokumentu, dzieki czemu przegladarka moze go wyswietli¢
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i drugorzedna — umozliwiajaca (np. systemom agentowym) przeszukiwanie tresci tak, aby na-
kierowad¢ na giéwny obszar dokumentu. Format HTML5 jako piata odslona jezyka wzbogacony
zostal o nowe znaczniki, w tym semantyczne rozwigzania XML znane z formatu XHTML. Dzie-
ki standaryzacji, informacja zawarta w formacie HTML5 jest prawidlowo prezentowana przez
przegladarki na dowolnym sprzecie komputerowym. W zamysle format HIT'ML pozwala na pre-
zentacje informacji niezaleznie od jej rodzaju, formy czy jezyka, a koncowym odbiorca informacji
jest czlowiek. Dzigki rozbudowanej warstwie prezentacji mozliwe jest przedstawienie informacji
na urzadzeniu uzytkownika, ktory ja interpretuje i konsumuje zadane tresci. Wizualizacja infor-
macji w postaci tekstu, elementéw grafiki, obiektéw multimedialnych takich jak obrazy i filmy
wzbogaca przekaz i sprawia, ze tre$¢ moze by¢ subiektywnie przyjemniejsza w odbiorze.

Pomimo braku podobiefistwa wizualnego pomiedzy réznymi stronami internetowymi, wy-
rézni¢ mozna pewne cechy grupujace tematycznie witryny internetowe, na przyklad jako por-
tale informacyjne, portale spolecznosciowe czy wyszukiwarki. Analizujgc przykladowe portale
informacyjne mozna zauwazy¢, ze wiekszos¢ z nich stosuje pewien ogdélnie przyjety schemat pre-
zentacji artykulu. Wizualnie wyrézni¢ mozna tytul artykulu zwykle pisany wigksza czcionka
w gdrnej czedci strony, opis artykutu zwykle znajdujacy sie w bliskim sasiedztwie pod tytulem,
oraz tres¢ artykulu jako znaczny blok tekstu znajdujacy sie pod opisem. Blok ten zawiera¢ moze
takie informacje jak data i miejsce publikacji, nazwisko autora, tekst artykulu; jak réwniez in-
formacje ,niechciane” takie jak linki do stron zewnetrznych, wstawki powigzanych wypowiedzi
pochodzacych z portali spolecznosciowych, czy wbudowane reklamy, ktore nie sa istotne dla
tresci artykulu i powinny zostaé odfiltrowane. Nizej pod artykulem czesto zawarta jest sekcja
komentarzy, gdzie uzytkownicy pozostawiaja wiadomosci. Warto podkresli¢, ze kazdy komen-
tarz opatrzony jest tytulem, danymi o autorze i o czasie publikacji. Analiza gléwnych serwisow
informacyjnych w polskim internecie wykazala, ze zdecydowana wigkszos¢ z nich wykorzystuje
strukture tabeli, aby wyéwietli¢ informacje. Mozna wiec stwierdzi¢, ze Zrodla wiadomosci, mi-
mo zewnetrznych réznic wizualnych maja jednak pewien okreslony schemat, ktéry moze pomébc
w rozpoznawaniu i wydobywaniu informacji.

3.1.5 Proponowana metoda opisu informacji ze zZzrédel czesciowo ustruktury-
zowanych

Przykladem wykonania automatycznego systemu pozyskiwania informacji jest utworzenie
programu pofredniczacego korzystajacego z osobnych modeli dedykowanych dla kazdego Zrédla
informacji. W tej metodzie realizacji dla kazdego Zrédla informacji trzeba utworzy¢ osobny mo-
del zapewniajacy wydobywanie informacji, a logika programu posredniczacego decyduje, ktory
model najtrafniej wedlug przyjetego kryterium wydobedzie informacje ze strony internetowe;j.
Mozna wyobrazi¢ sobie np. oprogramowanie, ktére bedzie dysponowaé zestawem poszczegolnych
modeli HMM np. dla polskich stron informacyjnych: onet.pl, wp.pl, tvn24.pl, itp. Jako dalszy
rozwdéj systemu mozna sobie wyobrazi¢ rozrost bazy modeli pozwalajacy na rozpoznawanie sze-
rokiej gamy réznych witryn internetowych.

Proponowanym modelem dokonujacym klasyfikacji danych tekstowych zapisanych w forma-
cie HTML jest ukryty model Markowa, ktéry na podstawie sekwencji obserwacji przypisuje do
danych odpowiednie kategorie. Ponadto, dla danego ukrytego modelu Markowa mozliwe jest
okredlenie jakie byloby prawdopodobienstwo wygenerowania badanej Sciezki obserwacji. Praw-
dopodobienstwo to mozna poréwnywaé¢ miedzy poszczegdlnymi modelami w celu znalezienia
modelu dokonujacego najtrafniejszej kategoryzacji danych z formatu HTML. Warto podkresli¢,
ze zaprojektowany system informatyczny, ma pozwoli¢ uzytkownikowi bez specjalnego przeszko-
lenia (nie bedacemu programista) na odpowiednie oznakowanie treéci witryny internetowej i na
tej podstawie zostanie wygenerowany model.

Przykladem realizacji takiego edytora wizualnego jest zakladka ,Tagging“ w aplikacji HMM-
Toolbox. Tresci sg w niej znakowane wedlug wezesniej zdefiniowanej przestrzeni stanéw modelu
(kategorii semantycznych). Gléwna zaleta edytora wizualnego jest sprawne oznakowywanie tre-
§ci. Czynnoéé ta wykonywana jest recznie (ewentualnie pélautomatycznie), stad zadanie to jest
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czasochlonne i to od ergonomicznodci i przyjaznosci edytora zalezy efektywnosé procesu oznacza-
nia. Zagadnienia ergonomicznego projektowania interfejsu uzytkownika — cho¢ sa poza zakresem
tematycznym niniejszej rozprawy — stanowia wazny aspekt tworzenia aplikacji. Zostaly one ob-
szernie opisane w pracy (Ghaoui 2005). Tak wiec — przy korzystaniu z graficznego edytora —
mozliwe jest okreslenie gléwnych etapéw przygotowania danych z nowego Zrédla internetowego
w nastepujacy sposéb; najpierw nalezy okresli¢ kategorie wydobywanych informacji (tj. tytul,
tres¢, data, autor, itd.), nastepnie nalezy zaladowaé przykladowe zr6dia HTML dla wybranych
stron internetowych. Na tej podstawie ekspert dokonuje przypisania kategorii znaczeniowych do
elementéw strony internetowej. Ostatnim krokiem jest juz tylko nauczenie modelu. Prawidlowo
nauczony model moze by¢ od razu stosowany przez ,wrapper”“, a w razie potrzeby moze zo-
sta¢ douczony. Douczanie nie tylko wplywa na polepszenie skutecznosci klasyfikacji, ale przede
wszystkim pozwala na dostosowanie modelu w przypadku aktualizacji lub modyfikacji kodu
HTML strony internetowej.

3.2 Dane w formacie HTML jako sekwencja obserwacji dla ukry-
tego modelu Markowa
3.2.1 Wstepny parser formatu HTML

Pliki Zr6dlowe serwiséw internetowych zapisane w formacie HTML stanowia ciag znakéw,
z ktorych wyr6zni¢ mozna trzy glowne kategorie:

e znaczniki otwierajace,

e tresc tekstowa,

e znaczniki zamykajace.

Wstepny parser przy uzyciu prostych wyrazen regularnych sprowadza dowolny ciag zna-
kéw HTML do sekwencji gléwnych kategorii. Na Rysunku 3.4 znaczniki otwierajace oznaczone
s roznymi kolorami (w zaleznosci od rozpoznanego rodzaju znacznika). Znaczniki zamykajace
oznaczone sa kolorem szarym, poniewaz informacja o rozpoznanym rodzaju znacznika zamyka-
jacego nie jest brana przy tworzeniu obserwacji dla ukrytego modelu Markowa.

11 lut, 21:11
Problemy sektora turystyki w Egipcie

Jacek Gadek

Rysunek 3.4: Wstepna sekwencja gléwnych kategorii w formacie HTML.
(Zrédlo: opracowanie wlasne).

Lacznie rozpoznawane sg 124 znaczniki HTML. Kiedy napotkany ciag znakéw wskazuje cechy
znacznika, ale nie daje si¢ sklasyfikowa¢ do zadnego znanego rodzaju, to klasyfikowany jest jako
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znacznik rodzaju nieznanego. W wyniku wstepnego sparsowania zrédla HTML otrzymywana
jest sekwencja tokenéw, ktora to poddana zostaje odpowiedniemu podzialowi na zbiory toke-
noéw, wystepujace w osobnych przestrzeniach miedzytekstowych. Na tym etapie wstepny parser
przypisuje napotkanym ciggom znakéw pasujaca kategorie. Tak wiec w tokenie przechowywana
jest jedynie informacja o wykrytej kategorii i rodzaju znacznika, reszta informacji (cigg znakéw,
zawarto$¢ znacznika, itp.) jest tracona. W ten sposéb unikane sa niejednoznacznosci i bledy
wystepujace w formacie HTML.

3.2.2 Przestrzen miedzytekstowa w formacie HTML

Tekstem zapisanym w jezyku naturalnym, wystepujacy pomiedzy znacznikami w formacie
HTML nazywaé bedziemy przestrzenia tekstowa, ktéra oddziela kolejne przedzialy przestrzeni
miedzytekstowej. Wystapienie kazdego przedzialu przypisane jest do dyskretnej chwili czasu t,
ponadto przyjmuje si¢, ze dane zapisane w formacie HTML rozpatrywane sa chronologicznie od
gory do dotu; pierwszy rozpoznany zbiér wystepuje w chwili £t = 1, a ostatni t = T. W kazdym
przedziale zawarte sa okreslone znaczniki otwierajace, co przedstawia Rysunek 3.5.

11 lut, 21:11 * Data

Problemy sektora

turystyki w Egipcie } Temat

Jacek Gadek e | Autor

Rysunek 3.5: Grupowanie informacji z przestrzeni miedzytekstowe;.
(Zrédlo: opracowanie wlasne).

W niniejszej rozprawie przyjeto, ze wystapienie znacznikéw jest cecha charakterystyczna dla
danego przedziatu, dlatego zbiér znacznikéw w przestrzeni miedzytekstowej moze by¢ uzyty
jako obserwacja (w rozumieniu obserwacji HMM). Grupowanie znacznikéw w danym przedziale
rozpatrywana jest na dwa sposoby:

e binarne — na zasadzie czy dany znacznik w ogole wystapil w danym przedziale miedzy-
tekstowym, bez wzgledu na kolejnosé czy liczno$é wystapien;

e w wyrazenia — znaczniki wystepujace w przedziale miedzytekstowym tworza unikatowe
wyrazenia, z uwzglednieniem ich kolejnosci, jak i licznosci wystapien.

Oba warianty poddane zostaly ocenie w celu okreslenia, ktory z nich statystycznie lepiej grupuje
istotne informacje dla zadania pozyskiwania informacji.

3.2.3 Mierzalne cechy przestrzeni tekstowej

Tekst w przestrzeni tekstowej otoczony znacznikami HTML posiada pewne cechy mierzalne,
ktore dopelniaja obserwacje uzyskana z przestrzeni miedzytekstowej. Wybrane progi parame-
tryzujace cechy, wykorzystywane w rozprawie w ramach prac badawczych, okreslone zostaly
w sposob empiryczny. Tabela 3.1 przedstawia zestaw cech mierzalnych dopelniajacych obserwa-
cje uzyskana z przestrzeni miedzytekstowej danych zapisanych w formacie HTML.
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Opis cechy Realizacja cechy

Diugoéé tekstu w polu tekstowym 1, jezeli tekst > 50 znakow,

2, jezeli tekst > 200 znakéw,
L=
0, w.p.r.

, jezeli pozycja > 20% pliku;
Bl

2, jezeli pozycja > 80% pliku;
Pozycja pola tekstowego w pliku HTML P= 1
0

: = 1: |. wielkich liter ¥
Wspélczynnik wystapienia wielkich liter w po- | U = { (1)’ L wyrazdw  ~ o
lu tekstowym o

s oo1: L. znakéw specjalnych i
Wspélezynnik wystapienia znakéw specjal- | S ={ L. Jemelt e fcind Y
nych (+, =, -,#,-, itp.) w polu tekstowym i

R T l. znakéw przestankowych .
Wspélezynnik wystapienia znakéw przestan- = { [];’ jobeli-} Ak i

R g b

kowych w polu tekstowym

Tabela 3.1: Zestaw mierzalnych cech w przestrzeni tekstowej.
(Zrédlo: opracowanie wlasne).

W zamysle cechy mierzalne stanowia dodatkowe informacje pozwalajace lepiej zidentyfikowac ob-
serwowany obiekt. Przykladowo wysoki wspélezynnik wielkich liter wskazuje, ze dana przestrzen
tekstowa moze mieé pewne specjalne przeznaczenie jako tytul czy temat artykulu. Z drugiej stro-
ny nadzwyczaj dlugi tekst w przestrzeni tekstowej polaczony z krafnicowa pozycja w pliku HTML
raczej wyklucza klasyfikacje obserwacji jako tytul.

3.3 Przygotowanie modelu HMM

W celu pozyskania tresci wlasciwej (takiej jak temat, tekst artykulu, autorstwo itp.) z portali
informacyjnych przygotowany zostal ukryty model Markowa. Kategorie, ktére utozsamiane ze
stanami w ukrytym modelu Markowa przedstawia Tabela 3.2.

Numer | Nazwa stanu Opis

1 Inny elementy nieoznakowane

4] Link hiperlacza i odnogniki do innych stron

3 Menu elementy umozliwiajace poruszanie si¢ na stronie internetowej
4 Element szkieletowy | powtarzalne elementy tj, przyciski, etykiety, ramki, itd.

5 Temat temat artykuiu

6 Podtemat temat rozdzialu w artykule

if Tekst wlasciwy tekst wlasciwy artykulu

8 Autor autor artykulu

9 Obraz wystepujgce obrazy i grafiki

10 Tytul tytul strony internetowej

11 Miejsce i Czas czasoprzestrzenna informacja odnosnie artykulu

12 Opis opis tresci zawartej w artykule

13 Komentarz komentarze pozostawione przez uzytkownikéw

14 Reklama kazda wykryta forma reklamy

15 Udostepnianie elementy umozliwiajace udostepnianie artykulu w innych serwisach
16 Koniec strony stan wazny z punktu widzenia nauczania modelu

Tabela 3.2: Zestaw kategorii przypisanych do stanéw modelu.
(Zrédlo: opracowanie wtasne).
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Prezentowany w Tabeli 3.2 zbiér stanéw okreslony zostal w sposéb empiryczny na podstawie prac
eksperymentalnych z wykorzystaniem réznych (mniejszych, wigkszych) konfiguracji zbioréw.

3.4 Uczenie nadzorowane — znakowanie tresci

W trybie zbiorowego znakowania tresci (patrz Rysunek 3.6) wyrézni¢ mozna trzy gléwne
okna usprawniajace reczne znakowanie. Srodkowe okno wyswietla zbiér wybranych przestrzeni
tekstowych, dla ktérych obserwacje spelniaja zadane kryteria. Kryteria dla przestrzeni teksto-
wej dotycza parametréw mierzalnych, takich jak liczba wyrazéw w tekscie czy tez wystapie-
nie zadanej sekwencji liter. Okno po prawej stronie sygnalizuje wystapienie znacznikéw HTML
w przestrzeni miedzytekstowej przypisanej do aktualnie rozpatrywanej przestrzeni tekstowej.
Okno lewe zawiera kompletna sekwencje kolejnych przestrzeni tekstowych pozyskanych z pliku
w formacie HTML. Okno to ukazuje otoczenie elementu wybranego z okna érodkowego. Zbiorowe
tagowanie odbywa sie w oknie srodkowym.

3 Hvt Toolbox - o b

Cresfion Supervising T300NG Preview Typing TresBack Wordnet Precision Exiraction

I~ Show Brower I Custon Text  Search for word, .

H LR TR IR R BRIl €]

Rl T SRV =75 T ST ) WL ™ wrong

Rysunek 3.6: Funkcja zbiorczego oznaczania tresci w HMM-Toolbox.
(Zrédlo: opracowanie wlasne).

3.4.1 Etykietowanie danych i procedura nauczania

Material do danych uczacych pozyskany zostal dzigki wykorzystaniu prostego robota inter-
netowego (wbudowanego w HMM-Toolbox), ktéry pobral Zrédla stron internetowych z okre-
lonych odnoénikéw znalezionych w zadanym portalu internetowym (procedure pozyskiwania
danych z witryn internetowych oraz nauczanie i weryfikacje modelu przedstawia Rysunek 3.7).
Chceac uzyskaé¢ odpowiedni stopiefi uogélnienia wiedzy w modelu wymagane jest dostarczenie
licznych przykladow uczacych, a treéci w materiale uczacym nalezy odpowiednio oznaczy¢.
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Rysunek 3.7: Procedura pozyskiwania danych z witryn internetowych oraz nauczanie i weryfi-
kacja modelu HMM.
(Zrédlo: opracowanie wlasne).

Reczne tagowanie wielu stron internetowych jest procesem zmudnym, wiec aby usprawnié
i przyspieszy¢ tagowanie tresci procedura nauczania podzielona zostala na trzy fazy — wstepna,

- posrednig i konicowa. W ramach wstepnego uczenia baza uczaca obejmuje kilka stron z prawi-

dlowo oznaczong trescia. Na tej podstawie wykonywane jest pierwsze szacowanie parametrow
ukrytego modelu Markowa. Ten niedoskonaly model zostanie wykorzystany w fazie posredniej do
tagowania tredci 10-50 stron internetowych. Na tym etapie automatycznie otagowana tres¢ zawie-

- ra¢ moze bledy. Wszelkie niedociagniecia nalezy recznie poprawié¢ wykorzystujac HMM-Toolbox

w trybie tagowania. Posiadajac kompletna baze prawidlowo otagowanych tresci dla wybranego
portalu informacyjnego, przystapi¢ mozna do nauczania koficowego. W nauczaniu koiicowym

- dokonywana jest estymacja i dopasowywanie parametréw modelu, inspirowane treningiem Vi-

terbiego (Lember & Koloydenko 2008). W ramach weryfikacji nauczony model sprawdzany jest
na grupie 10 stron referencyjnych. Sprawdzona zostaje takze klasyfikacja informacji z zadane-

- go adresu strony internetowej, wykorzystujac tryb podgladu wbudowany w HMM-Toolbox, co
- przedstawia Rysunek 3.8.
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Rysunek 3.8: Tryb podgladu pozyskiwanej informacji z witryny internetowej w HMM-Toolbox.
(Zrédto: opracowanie wiasne).

Procedura nauczania modelu do pozyskiwania informacji z witryn internetowych zaklada
nastepujace etapy.

1. Faza wstepna:

1.1. reczne oznakowanie 2-5 stron;

1.2. dokonanie pierwszego szacowania parametréw modelu.
2. Faza poérednia:

2.1. automatyczne otagowanie 10-50 stron wykorzystujac model z punktu 1.2;

2.2. reczna poprawa i uzupelnienie niedociagnie¢ tagowania.
3. Faza koncowa:

| 3.1. ponowne dokonanie estymacji parametréw modelu wraz z wygladzeniem (poprawka
| Laplace’a);

| 3.2. zdekodowanie Sciezki stanéw algorytmem Viterbiego dla treéci z punktu 2.2;

\

3.3. dokonanie korekty modelu przez wypromowanie poprawnych tudziez lagodzenie bled-
nych stanéw w $ciezce;

3.4. zainicjalizowanie prawdopodobienstw poczatkowych m wartosciami na podstawie sta-
nu ,Koniec strony*“.

Faza koficowa realizuje szczegdlny przypadek nauczania podobny do treningu Viterbiego (Lem-
ber & Koloydenko 2008). Poprawnos¢ parametréw modelu uzyskanych przy kazdej ponownej
estymacji zostaje zweryfikowana przez zdekodowanie $ciezki Viterbiego. Zakladajac, ze Zrédlo
obserwacji spelnia proces Markowa oraz ze dane sa prawidlowo oznaczone, nalezy oczekiwac, ze
sciezka stanéw dekodowana algorytmem Viterbiego bedzie zbiezna z ta otrzymana przy recz-
nym oznaczaniu tresci (bliska 100%). W stawianym zadaniu pozyskiwania informacji ze Zrédet
HTML, oznakowanie danych uczacych pochodzacych z fazy posredniej jest recznie poprawiane
i na tyle dobrej jakosci, ze przeprowadzona faza koncowa za kazdym razem skutkowala poprawa
precyzji rozpoznawania tresci nawet o kilka punktéw procentowych.
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3.5 Wiyniki

Eksperymenty z prototypem systemu wykazaly mozliwos¢ praktycznego zastosowania pro-
ponowanej metody pozyskiwania informacji. Precyzje ukrytego modelu Markowa sprawdzono
na zbiorze testowym zlozonym z 10 witryn z portalu www.onet.pl, dla ktérych lacznie ziden-
tyfikowano 5050 przestrzeni miedzytekstowych. Dla kazdej przestrzeni miedzytekstowej system
wyznaczyl odpowiednia obserwacje (wektor cech), do ktérej recznie przyporzadkowano odpo-
wiednia kategorie (bedaca stanem w modelu Markowa). Wszystkie rezultaty liczbowe raportu-
jace precyzje modelu nalezy rozumiec jako stosunek liczby prawidlowo rozpoznanych kategorii
wzgledem calkowitej liczby wystapien tej kategorii w badanej sekwencji obserwacji.

Tabela 3.3 przedstawia wyniki precyzji klasyfikacji informacji z witryn portalu internetowego
www.onet.pl z wykorzystaniem obserwacji grupowanej w wyrazenia. Tego typu rodzaj obser-
wacji dokladnie odzwierciedla pozycje znacznikéw w przestrzeni miedzytekstowej w formacie
HTML. W wyniku uczenia okreslonych zostalo 530 réznych obserwacji wyrazeniowych. Ocena
modelu na zestawie testowym wykazalta, ze dla ponad 10% (tj. 572) spoéréd ponad 5 tysiecy
przestrzeni miedzytekstowych nie udalo sie zidentyfikowaé pasujacej obserwacji, stad zostaly one
przypisane do kategorii ,nieznana“. Precyzja identyfikacji dla obserwacji nieznanych wyniosla
65.27% natomiast dla znanych obserwacji precyzja wyniosta juz 99.77%, Tym samym catkowita
precyzja klasyfikacji dla wszystkich obserwacji wyniosta 98.49%.

Numer Nazwa stanu Precyzja dla zna- | Precyzja dla nie- | Precyzja
nych (%] znanych (%] catkowita (%]

1 Inny 98.53 69.23 97.59

2 Link 100 - 100

3 Menu 98.80 10.42 83.48

4 Element szkieletowy 100 86.11 98.40

5 Temat 100 - 100

6 Podtemat 100 - 100

7 Tekst wlasciwy 100 50 08.86

8 Autor 100 - 100

9 Obraz 100 - 100

10 Miejsce i czas 100 - 100

1 Tytul 100 - 100

12 Opis 100 - 100

13 Komentarz 99.04 99.04 98.56

14 Reklama 100 - 100

15 Udostepnienie 100 0 98.92

16 Koniec strony 100 - 100
Razem 99.77 65.27 98.49

Tabela 3.3: Precyzja klasyfikacji informacji z artykuléw portalu www.onet.pl z wykorzystaniem
obserwacji grupowanej w wyrazenia.
(Zrédlo: opracowanie wlasne).

Tabela 3.4 przedstawia wyniki precyzji dla pozyskiwania informacji z witryn portalu inter-
netowego wwuw.onet.pl z wykorzystaniem obserwacji grupowanej binarnie. W wyniku uczenia
okreslonych zostalo 341 réznych obserwacji binarnych (a wigc mniej niz dla obserwacji wyraze-
niowych). Ocena modelu na zestawie testowym wykazala, ze tylko 3% (tj. 185) sposréd ponad
5 tysiecy przestrzeni miedzytekstowych nie udalo si¢ zidentyfikowaé, stad otrzymaly one kate-
gorie obserwacji ,nieznana“. Precyzja identyfikacji dla obserwacji nieznanych wyniosta 74.42%
natomiast dla znanych obserwacji precyzja wyniosta juz 99.54%, tym samym catkowita precyzja
klasyfikacji dla wszystkich obserwacji wyniosta 99.09%.
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Numer Nazwa stanu Precyzja dla zna- | Precyzja dla nie- | Precyzja
nych (%] znanych [%] calkowita [%)]

1 Inne 97.69 76.24 96.45

2 Link 100 - 100

3 Menu 98.80 35.09 95.07

4 Element szkieletowy 98.72 86.36 98.54

5 Temat 100 - 100

6 Podtemat 100 - 100

i Tekst wlasciwy 98.85 100 98.86

8 Autor 100 - 100

9 Obraz 100 - 100

10 Miejsce i czas 100 - 100

11 Tytul 100 - 100

12 Opis 100 - 100

13 Komentarz 98.97 0.00 97.96

14 Reklama 99.68 - 99.68

15 Udostepnienie 100 - 98.95

16 Koniec strony 100 - 100
Razem 99.54 74.42 99.09

Tabela 3.4: Precyzja klasyfikacji informacji z artykuléw portalu www.onet.pl z wykorzystaniem
obserwacji grupowanej binarnie.
(Zrédlo: opracowanie wlasne).

W procesie nauczania modelu wektor obserwacji posortowany zostal poczawszy od najcze-
Sciej wystepujacej. Rysunek 3.9 i Rysunek 3.10 przedstawiaja wizualizacje rozkladu prawdo-
podobienstwa wystapienia obserwacji wzgledem stanu w modelu. Kolor slupkéw w diagramie
przypisany jest do danego stanu. Cho¢ wizualizacje te maja charakter pogladowy, to wartym
zauwazenia jest fakt, ze na obu diagramach pewna decydujaca grupa obserwacji skupia znacza-
co wieksza mase prawdopodobiefistwa od pozostalych (dominujacy slupek dla danego koloru).
Pomimo réznej metody grupowania znacznikéw w przestrzeni miedzytekstowej pewne zesta-
wy obserwacji w obu prezentowanych rozwigzaniach (tj. dla obserwacji grupowanej binarnie
i w wyrazenia) wykazuja podobna wrazliwoé¢ podczas zaobserwowania zadanej przestrzeni
miedzytekstowej.

0.5] T T T} T T T

| .
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04 -Elam-nty szkieletowe
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Podtemat

B ekt wiasewy

B opcazy
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Rysunek 3.9: Wizualizacja rozkladu prawdopodobienstwa dla obserwacji grupowanej binarnie
wzgledem kazdego stanu w modelu do klasyfikacji artykuléw z portalu www.onet.pl.
(Zrédlo: opracowanie wlasne).
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Rysunek 3.10: Wizualizacja rozkladu prawdopodobienstwa dla obserwacji grupowanej w wyra-
zenia wzgledem kazdego stanu w modelu do klasyfikacji artykuléw z portalu www.onet.pl.
(Zrédlo: opracowanie wlasne).

Zaprezentowane dwa ukryte modele Markowa nauczone zostaly na tym samym zbiorze da-
nych uczacych. Réznia sie one wiec od siebie jedynie zestawem obserwacji (znaczniki grupowane
binarnie lub grupowane w wyrazenia). Natomiast macierz prawdopodobienistw przejsé jest iden-
tyczna dla obu modeli Markowa, poniewaz odtworzona zostala na podstawie tej samej Sciezki
- stanéw. Rysunek 3.11 ukazuje model Markowa uzyskany dla portalu www.onet.pl. Widoczne na
rysunku przej$cia miedzy stanami maja okreslony kierunek wyrazony strzalka oraz okreslone
prawdopodobienstwo wyrazone wartoscia procentowa. W kazdym stanie widoczne jest poczat-
kowe prawdopodobienstwo wystapienia oznaczone jako Pi. Stany pomocnicze (np. EndOfFile)
oraz stany ktére nie wystapily w procesie uczenia sg w modelu nieosiagalne i przedstawione jako
niepolaczone.

Rysunek 3.11: Model Markowa dla klasyfikacji artykuléw z portalu www.onet.pl.
(Zrédlo: opracowanie wlasne).

Wazystkie prezentowane w rozprawie grafy wizualizujace modele Markowa zostaly utworzone
- z uzyciem oprogramowania Graphviz (Ellson i in. 2001) bazujac na opisie struktury (w formacie
- DOT) nauczonych modeli wygenerowanym przez aplikacje HMM-Toolbox.
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Rozdzial 4

Syntaktyczna analiza tresci

W tekscie zapisanym w jezyku naturalnym wyrézni¢ mozna podstawowe znaki graficzne okresla-
jace pewna funkcje fonetyczna (litery) lub strukturalng (przecinek, kropka). Sekwencja kombina-
cji liter tworzy wyrazy. Dla uproszczenia mozna przyjac, ze kazdy wyraz oddzielony jest znakiem
specjalnym (spacja), jednakze kombinacja wyrazéw i znakéw interpunkcji nie jest dowolna. Jak
powszechnie wiadomo, kazdy jezyk posiada pewien zestaw regul opisujacy jego strukture. Reguly
te narzucaja kategorie syntaktyczna i miejsce w szyku zdania kazdemu wyrazowi. Stad wyrazy
o podobnym zachowaniu i funkcji w zdaniu sa grupowane w te same kategorie (rzeczowniki, cza-
sowniki, itd.). Do kazdego wyrazu przypisana jest przynajmniej jedna kategoria syntaktyczna.
Innymi stowy sekwencja liter moze by¢ interpretowana na przyklad jako czasownik jak i rzeczow-
nik w zaleznosci od kontekstu zdania (np. ,biegli (rzeczownik) sadowi zostali powolani® vs.
~chlopcy biegli (czasownik) przez pole®). Dokladne rozpoznanie kategorii syntaktycznej jest
warunkiem koniecznym do okreslenia znaczenia wyrazu. W wyniku analizy syntaktycznej do
kazdego wyrazu w teksécie zostanie przypisana tylko jedna kategoria syntaktyczna odslaniajaca
znaczenie wyrazu uzytego w zdaniu.

Analiza syntaktyczna znajduje zastosowanie w aplikacjach wyszukiwania i klasyfikacji infor-
macji tekstowych. Do tej pory prowadzone sa aktywne badania w tej dziedzinie, coraz czeiciej
z wykorzystaniem lingwistyki komputerowej. Zaréwno w dziedzinie przetwarzania jezyka natu-
ralnego, jak i ogélnie w informatyce analiza syntaktyczna odnosi sie do zadania okreslenia regul
rzadzacych generowaniem wyrazéw i zdan w tekScie. W wyniku analizy syntaktycznej mozna
tez odpowiedzie¢ na pytanie, czy dane zdanie jest poprawne gramatycznie (zgodne z gramatyka
danego jezyka). Pozwala to na tworzenie edytoréw tekstowych automatycznie sprawdzajacych
jakos¢ tekstéw wlasnie na poziomie syntaktycznym. Natomiast od strony komputerowego rozu-
mienia tekstow przez analize syntaktyczna tworzone sa struktury, ktore pozwalaja sie zblizy¢ do
sformalizowanego opisu, dajac wyraZna reprezentacje regul rzadzacych tekstem. Taki wstepnie
ustrukturyzowany tekst stanowi material wejsciowy dla regul klasyfikacji informacji, jednakze,
aby uzyska¢ ,gleboka“ strukture dajaca bardziej abstrakcyjny opis zdarzen w ciggu tekstowym
nalezy przeprowadzi¢ analize semantyczna.

Duzym powodzeniem w analizie sekwencji wyrazéw (rozpatrywanej jako dyskretny proces
stochastyczny), ciesza sie metody probabilistyczne, w tym ukryte modele Markowa (Gao & John-
son 2008, Brants 2000, Collins 2002). Nauczanie modelu najlepiej wykonaé¢ w oparciu o liczny
zbiér prawidlowo oznakowanych danych tekstowych. Takimi wlasnie zbiorami sa banki drzew
(ang. treebank), ktére opisuja strukture zdania i cze$ci mowy.

W niniejszej rozprawie analiza syntaktyczna przeprowadzona jest zaréwno dla jezyka angiel-
skiego, jak i polskiego, stad prezentowane sa tu dwa banki drzew: Penn Treebank dla jezyka
angielskiego oraz Skladnica frazowa dla jezyka polskiego.

4.1 Bank drzew skladniowych

Bank drzew jako sparsowany i oznakowany korpus danych tekstowych stanowi doskonaly
material do nauczania ukrytych modeli Markowa, jak réwniez ich pézZniejszej weryfikacji. Frazo-
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" (Zrédlo: opracowane na podstawie (Taylor i in. 2003)).

wa struktura banku drzew okresla sposéb oznaczania wyrazéw, a dokladniej rodzaj realizowanej
gramatyki wg Chomsky’ego (Chomsky 1956, 1957), ktérej dewiza jest gramatyka bezkontekstowa
CFG (ang. Context-Free Grammar). Naukowcy generalnie zgadzaja sie, ze jezyki naturalne nie
sa regularne, na przyklad w pracy (Partee i in. 1993) wskazano, ze w jezyku angielskim trudno
jest rozpoznaé gramatyka regularna. Naukowcy odkryli réwniez, ze istnieja jezyki zawierajace
konstrukty, ktére moga by¢ uznane tylko stosujac gramatyke kontekstowa. W pracy (Shieber
1987) wykazano, ze istnieja w projekty, ktore nie sa uznane przez CFG. Cho¢ jezyki naturalne
moga wykraczac¢ poza klase jezykéw bezkontekstowych, to zasady modelowania skladni z wy-
korzystaniem gramatyk bezkontekstowych daja dobre przyblizenie rzeczywistosci wystarczajace
w wiekszoSci zastosowan.

4.1.1 Penn Treebank

W ramach projektu OntoNotes Relese 5.0 (Ralph Weischedel 2013) dokonano oznaczenia i in-
tegracji réznorodnych zbioréw tematycznych zapisanych w gléwnych jezykach (angielski, chinski
iarabski). W sklad korpusu wchodzi miedzy innymi bank drzew Penn Treebank. Baza ta zawiera
lacznie okolo 800 tys. wyrazéw w jezyku angielskim, zapisanych w formie drzew skladniowych.
Dla przypomnienia struktury drzewa skladniowego z zasobéw Penn Treebank rozpatrzmy zdanie:

LIt was raining at the time. “
(TOP (S (NP-SBJ (PRP It))
(VP (VBD was)
(VP (VBG raining)
(PP-TMP (IN at)
(NP (DT the)
(NN time)))))

NP-SBJ ~elnet

)S4— 1w

| i
PRP VBD VBG IN DT NN
It was raining at the time

Rysunek 4.1: Przyklad drzewa skladniowego dla jezyka angielskiego.

Rozklad zdania wizualizuje Rysunek 4.1. Latwo zauwazy¢, ze zdanie reprezentowane jest

W spos6b hierarchiczny. Taka struktura hierarchiczna nazywana jest drzewem. Na najnizszym

|

poziomie okreslana jest cze$¢ mowy przypisana bezposrednio do danego wyrazu, a na poziomie
wyzszym syntaktyczne znaczenie wystepujacych fraz. Na poczatkowym etapie badan w dziedzi-
nie lingwistyki duzy nacisk kladziono na skladniki gramatyczne. Zalozono, ze zapisy w jezyku
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naturalnym mozna przedstawié¢ na zasadzie hierarchii pogrupowanych komponentéw skladnio-
wych. Grupy te moga sie czeSciowo pokrywaé oraz zawiera¢ kolejne zagniezdzone grupy, az do
elementéw atomowych — wyrazéw zdania.

4.1.2 Skladnica frazowa

W ramach projektu N-N104-224735 utworzony zostal bank drzew skladniowych dla jezy-
ka polskiego z wykorzystaniem automatycznej analizy skladniowej. Do okreslenia skiadni zda-
nia zastosowano parser skladniowy Swigra z whbudowanym stownikiem walencyjnym (Woliniski
2004). Dodatkowo wygenerowane drzewa skladniowe zostaly przeanalizowane i zatwierdzone
przez zespol specjalistow zwanych lingwistycznymi dendrologami. Baza ta zawiera ponad 200
tys. wyrazéw w jezyku polskim zapisanych w formie drzew sktadniowych.

Dla przypomnienia struktury drzewa skladniowego z zasobéw Skladnicy frazowej rozpatrzmy
zdanie:

,Spig w noclegowni kolo lokomotyw.

# trees/NKJP_1M_1303900001 /morph_41-p/morph_41.12-s.xml.tree

1 Spia spa¢ fin fin pliterfimperf 0 _ _ _

w w prep prep locjowok 1 _ _ _

noclegowni noclegownia subst subst sglloclf 2 _ _ _

kolo kolo prep prep gen 1 _ _ _

lokomotyw  lokomotywa subst subst pllgen|/f 4 _ _ _
punct  punct o S B

D U W

wypowiedzenie

zdanie zhﬁkonca
A& A
formaczas formarzecz form__arzecz
| 4 | [ 2 4
Fin: pl: ter: imperf  Prep: loc: nwok Subst: sg:loc:f Prep:gen Subst: pl: pl: gen: f
$Spia w  noclegowni  koto lokomotyw

Rysunek 4.2: Przyklad drzewa skladniowego dla jezyka polskiego.
(Zrodlo: opracowane na podstawie (Hajnicz 2014)).

W rozkladzie zdania zaprezentowanym na Rysunku 4.2 zauwazy¢ mozna réwniez hierar-
chicznag strukture. W Skladnicy frazowej, podobnie jak dla drzew skladniowych w zasobach
Penn Treebank, na najnizszym poziomie do wyrazéw przypisywana jest odpowiadajaca czesé
mowy wyrozniajac dodatkowo szeroksg grupe modyfikator6w m.in. rodzajnik, przypadek, czas
itp. Na poziomie wyzszym okreslane sa frazy (np. formaczas - fraza odczasownikowa, forma-
rzecz — fraza odrzeczownikowa) biorace udzial w formowaniu zdania.

4.1.3 Metody konstruowania drzew skladniowych

Ta sekcja opisuje problemy napotykane podczas analizowania tekstu w jezyku naturalnym,
z powodu ktorych klasyczne algorytmy analizy dla gramatyk bezkontekstowych nie sa stoso-
wane, oraz kréotko opisuje efektywne algorytmy konstruowania drzew skladniowych. Zakladajac
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odpowiedni stopien przyblizenia i stosujac odpowiednie algorytmy rzutowania, gramatyka bez-
kontekstowa moze by¢ wykorzystana zaréwno dla jezykéw naturalnych, jak i formalnych. Jed-
nakze dla formalnych jezykéw — takich jak jezyki programowania — zazwyczaj analiza mozliwa
jest do efektywnego przeprowadzenia w czasie liniowym zaleznym od dlugoéci lancucha wejécio-
wego. Analiza jezykéw naturalnych ze wzgledu na ich wysoki stopiefi niejasnoéci jest bardziej
wymagajaca (Jurafsky & Martin 2000).

Dokonujac rozbioru morfologicznego analizowanych wyrazéw, mozliwe jest rozréznienie cech
morfologicznych (leksykalnych i fleksyjnych). Automaty przetwarzania gramatyki bezkonteksto-
wej zazwycza]j zawieraja duza liczbe niedeterministycznych regul, co w polaczeniu z klasyczny-
mi algorytmami rzutowania prowadzi do licznych zapetlen, a w konsekwencji niskiej sprawnoéci
analizy. Dodatkowo gramatyka jezykéw naturalnych zazwyczaj dopuszceza kilka mozliwych repre-
zentacji skladni. Nalezy pamietaé, ze istnieja przypadki zdan, ktére sa poprawne pod wzgledem
syntaktyki, a mimo to semantycznie bledne. Prostym przykladem jest zdanie: , Twarde niebo
spadio na mleko w dominujgcej poszewce.“. Choé syntaktycznie zdanie wydaje sie prawidiowo
skonstruowane, to jego abstrakcyjna tresé¢ jest pozbawiona sensu i nie wnosi zadnej pragmatycz-
nej informac;ji.

Przez odpowiednia analize zaleznosci jezykowych i znajomosci semantyki stéw dokonaé moz-
na ujednoznacznienia homoniméw. Natomiast odkrycie znaczenia homoniméw czesto wymaga
znajomosci pragmatyki tekstu lub jego pozajezykowego kontekstu (Ciecierski 2011). W przypad-
ku braku wiedzy na temat semantyki i pragmatyki parser syntaktyczny w oparciu o wbudowane
morfologiczne reguly lub struktury skladniowe zdania albo przedstawi wszelkie mozliwe rozwig-
zania, lub tez jedno najlepsze wedlug jakiego$ kryterium.

Ze wzgledu na problemy, ktére pojawiaja sie w trakcie analizy tekstéw metods gramatyk
bezkontekstowych (duza liczba zwrotéw i konieczno$é przechowywania wielu opcji analizy), na-
ukowcy zaproponowali szereg algorytméw, ktére uzywaja zasad programowania dynamicznego.
Gléwng ideg programowania dynamicznego w analizie za pomoca gramatyk bezkontekstowych
jest kompaktowe przechowywanie wczeéniej przetwarzanych poddrzew tak, ze w przypadku na-
wrotu nie ma potrzeby ponownego wykonywania obliczen dla odwiedzone] galezi poddrzewa.

Jednym z fundamentalnych algorytméw analizy wykorzystujacym programowanie dynamicz-
ne jest algorytm CYK (Cocke’a-Youngera-Kasamiego) (Kasami 1966, Younger 1967), ktéry
sprawdza, czy rozpatrywane zdanie zostalo wygenerowane za pomoca danej gramatyki bez-
kontekstowej w postaci normalnej Chomsky’ego (Chomsky 1956).

Zlozonoéé obliczeniowa algorytmu CYK jest rzedu O(T® - #G), gdzie T jest dlugoscig par-
sowanego zdania (tzn. liczba wyrazéw w zdaniu) za§ #G oznacza rozmiar gramatyki — czyli
liczbe regul (produkcji) w gramatyce w postaci CNF. Innymi slowy jest to algorytm sze$cienny
ze wzgledu na dlugos¢ zdania oraz liniowy ze wzgledu na rozmiar gramatyki. Zgodnie z idea
programowania dynamicznego algorytm wypelnia sekwencyjnie pewna tablice, poczynajac od
+malych rozwiazan” i zmierzajac ku ,duzym” na podstawie dotychczasowych wpiséw w tablicy.
W algorytmie CYK jest to tablica tréjwymiarowa — powiedzmy Pry7x#c — przechowujaca war-
toéci logiczne, ktore nalezy rozumie¢ w nastepujacy sposob. Jezeli P[i, j, k] = true, to oznacza
to, ze w badanym zdaniu fragment o diugosci i rozpoczynajacy sie od pozycji j mozna wypro-
dukowac za pomocg reguly o numerze k. Oczywiscie nie musi to by¢ jedyna regula pozwalajaca
na te produkcje.

Inicjalizacja algorytmu polega na wypelnieniu calej tablicy wartodciami false, a nastep-
nie zbadaniu mozliwych produkcji jednoelementowych (terminalnych) na kolejnych pozycjach
~ czyli ustawieniu P[1,7,k] = true, wszedzie tam gdzie dla wyrazu (symbolu terminalnego)
stojacego na pozycji j istnieje regula (nr k), ktéra go produkuje. Gléwna czeéé algorytmu to
poczwornie zagniezdzona petla przebiegajaca kolejno: coraz wieksze dlugosci fragmentéw zdania
(i =2,...,T), mozliwe pozycje startowe (j = 1,...,7 — i + 1) dla tych fragmentéw, mozliwe
podzialy (p = 1,...,7 — 1) aktualnej dlugosci fragmentu na dwie niepuste czesci odpowied-
nio o dlugosciach p oraz i — p, i wreszcie zbiér regul nieterminalnych — powiedzmy postaci
Rr — RyR,. Taki zestaw petli wyjasnia wspomniang wczeéniej zlozonoéé obliczeniowa. Krok
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indukeyjny (wewnatrz petli) pozwala ustawi¢ wartosé true dla komérki P[i, j, k] wtedy, i tylko
wtedy, gdy P|p, j,q] = true oraz P[i—p,j+p,r] = true. Innymi slowy ma to miejsce, gdy wiemy,
ze fragment rozpiety pomiedzy indeksami j oraz j + i — 1 pozwala sie zbudowaé z dwéch czesei:
lewej (rozpigtej pomiedzy j oraz j+p—1) za pomoca reguly R, oraz prawej (rozpietej pomiedzy
j+poraz j +i— 1) za pomoca reguly R,. Ostateczna odpowiedz algorytmu jest twierdzaca
— badane zdanie mozna wyprodukowa¢ za pomoca danej gramatyki G — jezeli P[T, 1,1] = true
(gdzie trzeci indeks réwny 1 jest zwigzany z regula uznang za startowa).

S — subj | comp S
pred — verb |comp

comp — prep |adjunct

pred — subj |verb

subj — subst | adjunct pred

adjunct — adj |subst

adjunct — adv | verb subj comp

subst — Ignacy i i

adv — chetnie o —

verb  — opowiada subst adv verb prep adj subst
prep —o0

adj — swojej

subst — rodzinie Ignacy chetnie opowiada o swojej  rodzinie

Rysunek 4.3: Tabela odkrywania wyrazen nieterminalnych algorytmem CYK.
(Zrédlo: opracowanie wlasne).

Prosty przyklad dzialania algorytmu CYK zobrazowano na Rysunku 4.3. Lewa strona rysun-
ku przedstawia pewna gramatyke, zas prawa wynikowg zawarto$¢ tablicy wypelnionej w wyniku
dzialania algorytmu CYK dla zdania ,Ignacy chetnie opowiada o swojej rodzinie®. Algorytm
wypelnia tablice idac wierszami od dotu do géry, i w ramach kazdego wiersza od lewej do prawej.
Obecnoéé pewnej reguly (produkcji) w koméree tablicy symbolizuje przypisanie do niej wartodci
logicznej true.

Algorytm, ktéry réwniez wykorzystuje zasady programowania dynamicznego zaproponowa-
ny przez Earleya (Earley 1970) wykonuje analize ,z géry na dol“. Uzywa on tablicowych metod
analizy skladniowej do przechowywania stanu posredniego drzewa. Z okreslonej pozycji algorytm
na podstawie zstepujacych przewidywan skanuje wyrazenia. Analiza rozpoczyna si¢ od skanowa-
nia tzw. sytuacji Earleya, a nastepnie algorytm na podstawie biezacego stanu i biezacego wyrazu
wykonuje etap przewidywania kolejnych produkcji gramatyki. Analiza zostanie ukoficzona, je-
zeli ostatni rekord tabeli wskazuje symbol startowy gramatyki. Algorytmy CYK, Earleya i inne
odmiany tablicowych metod analizy w najgorszym wypadku maja ztozonoéé O(T?), gdzie T to
liczba wyrazéw w zdaniu.

Zasadniczo odmienne podejécie do analizowania niejednoznacznych gramatyk zaproponowal
M. Tomita w analizatorze GLR (ang. Generalized Left-to-Right most derivation parser) (To-
mita 1984). Analizator dziala na podobnych zasadach jak analizatory LR (z lewej do prawej
strony), ktére sa przeznaczone do analizowania gramatyk. Niemniej jednak analizator GLR,
aby skutecznie obstugiwaé niejasnosci gramatyki, zapewnia mozliwos¢ rozgalezienia stosu, gdzie
przechowywana jest lista odwiedzonych stanéw. Jak uprzednio wspomniano — w innych analiza-
torach obecno$é rozgalezien zgodnie z zasadami programowania dynamicznego nie prowadzi do
powielania informacji na stosie, ze wzgledu na jego reprezentacje w postaci drzewa.

Dla automatu niedeterministycznego w najgorszym przypadku zlozonoéé algorytméw GLR
jest réwniez O(T3), natomiast w przypadku automatu deterministycznego, zlozonoéé algorytmu
wynosi O(T).

Tworzenie gramatyk bezkontekstowych w celu analizowania jezyka naturalnego jest, jak wi-
daé, bardzo czasochlonnym zadaniem. W rzeczywistej aplikacji gramatyka musialaby zawieraé
tysiace regul, co jest dosé trudne z punktu widzenia organizacji i utrzymania. Kolejng fundamen-
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- talng wada gramatyk bezkontekstowych jest fakt, ze wiele rodzajéw rozgalezien drzewa moze
- by¢ prawda z gramatycznego punktu widzenia, ale nie sa dozwolone pod wzgledem semantyki.
Wybér odpowiedniej opcji analizy dokonywany jest na podstawie kryteriéw w postaci chociazby
- rangi uzyskiwanej w procesie rozgaleziania. Do okreslenia wartosci rankingu powszechnie przy-
~ jete jest podejscie statystyczne. Najbardziej znanym statystycznym podejsciem do okreslania
- rangi elementéw drzew jest zastosowanie probabilistycznych bezkontekstowych gramatyk PCFG
~ (ang. Probabilistic Context-Free Grammar) (Collins 2003). Gramatyka PCFG ré6zni si¢ od zwy-
| klych gramatyk bezkontekstowych tym, ze do kazdej reguly gramatyki przypisane jest prawdopo-
i dobienistwo. Zadaniem parsera w tym przypadku jest znalezienie najbardziej prawdopodobnego
| wariantu skladni. Pierwsza gramatyka PCFG opierala si¢ gléwnie na skladniowych regulach
E i informacji na temat zgodnosci czesci mowy, jednak eksperymenty wykazaly, ze informacje sta-
| tystyczne nie wystarczaja, aby rozwiazaé¢ niejednoznaczno$é jezyka naturalnego. Oprécz regul
' skladniowych i zgodnodci czeéci mowy nalezy jeszcze uwzglednié statystyki wystapienia wyrazu.
E- Modyfikacja ta znacznie poprawila jakos¢ probabilistycznych metod analizowania.

Podejécia proponowane przez naukowcow réznia sie technika okreslania prawdopodobien-
| stwa drzew skladniowych, a takze sposobami rozwiazywania probleméw poszukiwania drzewa
| z prawdopodobiefstwem maksymalnym. Z jednej strony pozwala to wybra¢ najlepszy rezultat
. wedlug pewnego kryterium, a z drugiej strony moze przyspieszy¢ prace analizatora okreslajac
heurystycznie najbardziej prawdopodobne drzewa skladni.

4.2 Bank drzew zaleznosci

! Wigkszos¢ modeli struktur zaleznosciowych oparta jest na gramatyce zaleznosci, dla kto-
rej fundamentalne sa prace L. Tesniére’a (Tesniére 1969). Gramatyka zaleznoséci sugeruje, ze
tres¢ zdania moze by¢ przedstawiona w formie drzewa zaleznodci, w ktérym slowa sa powiaza-
- ne kierunkowo, odslaniajac swoje podporzadkowanie (Mielczuk 1988, Karlsson 1990). Rodzaje
polaczen moga okresla¢ funkcje gramatyczne wyrazéw w zdaniu lub ogélne semantyczne rela-
cje miedzy wyrazami. Istniejace teorie gramatyczne niejednoznacznie okreslaja zasady polaczen
| i rodzaje stosunkéw skladniowych. Istnieja jednak pewne ogdlne zasady regulujace zaleznosci
f skladniowe miedzy wyrazami takie jak:

z wyrazem okreslanym,

e zwigzek rzadu, gdzie kategoria syntaktyczna dla wyrazenia okreslajacego jest narzucona

|
E e zwigzek zgody, gdzie kategoria syntaktyczna dla wyrazenia okreslajacego jest w zgodzie
[' przez wyraz okreslany,

e zwigzek przynaleznosci, gdzie kategoria syntaktyczna dla wyrazenia okreslajacego nie
ulega zmianie (jest nieodmienna) i tylko biernie przynalezy do wyrazu okreslanego (Bak

.' 2004).

Wybér drzewa zaleznoéci lub drzewa skladniowe do opisania struktury skladniowej zdan
zwiazany jest z wladciwosciami projekcyjnymi jezyka, jego skladni, oraz dostepnosci szyku wy-
razow. Gramatyka frazowa jest powszechnie stosowana do analizy jezykéw z ustalonym szykiem
- wyrazow, ktorych projekcja moze narusza¢ wlasnosci gramatyki, poniewaz skladniowe relacje
miedzy stowami zazwyczaj nie poddaja sie projekcji. Przykladem takich grup sa jezyki angiel-
ski czy niemiecki. Uwaza sie, ze gramatyki zaleznoéci dobrze odzwierciedlaja specyfike jezy-
- kéw o swobodnym szyku wyrazéw, w ktérych znaczna ilosé polaczen nieprojekeyjnych moze
- wystgpowa¢ miedzy slowami. Jezyki te to przykladowo czeski, polski, ukrainski i inne jezyki
- wschodnioslowiafiskie.

' Warto podkresli¢, ze obecnoéé swobodnego szyku wyrazéw w jezyku naturalnym wplywa na
zlozonoé¢ jego opisu przy uzyciu réznych formalizméw. W celu analizy struktury w jezykach
ze swobodnym szykiem wyrazow gramatyka frazowa moze wymagaé¢ duzej liczby regul, tak

- aby pokry¢ kazda mozliwa kombinacje wyrazéw (Jurafsky & Martin 2000). Natomiast reguly

- gramatyki zaleznoSciowej najczesciej sa niezalezne od szyku wyrazow.
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4.2.1 Metody konstrukcji drzew zalezno$ci

Pierwsze drzewa zalezno$ci, jak réwniez sposoby konstruowania skladnikéw drzew byly opar-
te na recznie ustalanym formalizmie gramatyki. Istnieje kilka klas formalizméw gramatyki zalez-
nosci zadan, jak i podejéé¢ do budowania drzewa zaleznoéci. Pierwsza klasa obejmuje formalizmy,
ktore sa bliskie gramatyce formalnej Chomsky’ego (Hays 1964, Gaifman 1965) i sa w stanie mo-
delowa¢ projekcyjne struktury jezykowe. Syntaktyczna analiza dla tego typu podejscia wykony-
wana jest, aby rozwiazaé problem dwuznacznosci i nieokreslonosci, czesto w jednakowy sposéb,
stosujac algorytmy programowania dynamicznego do budowy komponentéow drzewa, jak algo-
rytm Earley’a lub CYK (Lombardo & Lesmo 1996). Inna klasa formalizméw zaklada gramatyke
zaleznosci jako zbiér ograniczen, ktory pozwala modelowaé nieprojekcyjne struktury jezykowe.
Analiza z punktu widzenia formalizmu polega na wyczerpujacym przeszukaniu drzewa zaleznosci
tak, aby zaspokoi¢ wszystkie ograniczenia gramatyki.

Inne podejscie do reprezentacji gramatyki zaleznosci opracowane przez M. Covingtona (Co-
vington 2001) polega na ustawieniu, niektérych zasad systemu (zestaw funkcji logicznych) i al-
gorytmu deterministycznego do analizowania tekstu. Reguly i algorytmy jednoznacznie definiu-
ja skladnie drzewa zaleznoéci. Prosty algorytm parsowania o zlozonoéci O(T?): poczawszy od
pierwszego stowa w zdaniu, skanuje stowa od lewej do prawej i ustala relacje miedzy slowem bie-
zacym i pozostalymi stowami. Covington wykazal, ze ten algorytm i zestaw funkcji logicznych
pozwalaja budowaé¢ poprawne skladniowo drzewa bardziej zlozonych formalizméw gramatyki
zaleznoSci.

Do tej pory przedmiotem badan lingwistyki komputerowej jest poszukiwanie najlepszej for-
malizacji jako gramatyki zaleznosci. Zastosowanie maszynowego uczenia z nauczycielem w celu
budowania drzew zalezno$ci wykazalo szereg zalet w poréwnaniu do rozwigzan opartych na
recznie skompilowanej gramatyce, a wéréd nich — redukeje zlozonodci tworzenia analizatora dla
obszernego korpusu znacznikéw. Podstawowe podejscie do budowania drzewa zaleznoéci, ktére
uzywa technik uczenia maszynowego, wykorzystuje wykres zaleznosci oparty na wystapieniach
i przejsciach.

4.2.2 Podejscie oparte o wykres zaleznosci

W podejsciu opartym o wykres zaleznosci przyjeto, ze model jest tworzony na podstawie ilo-
Sciowej informacji z drzewa skladni (wykresy z zaleznoéciami). Zazwyczaj w modelu zaleznosci
wyrozni¢ mozna elementarne polaczenia (w modelach pierwszego rzedu — jeden luk, drugiego
— para sasiednich lukéw), do ktérych przypisane sa wagi. Analizowanie problemu w tym przy-
padku sprowadza si¢ do wyczerpujacego przeszukania wykresu drzewa zaleznosci i oszacowania
zaleznoéci o najwyzszej wadze. Jedna z pierwszych prac, ktéra opisala podejscie do analizowania
wykresu bylo dzielo J. Eisnera (Eisner 1996). Do oceny wykresu zaleznosci uzywane sa modele
generatywne, gdzie pod uwage brany jest iloczyn prawdopodobienstw wystapienia stowa, wagi
tukéw, jak i oceny etykiet skladniowych lukéw i ocena calego drzewa. Eisener zaproponowal
model generatywny do oceny wykresu zaleznosci i algorytm parsowania podobny do algorytmu
CYK. Pozwolilo to na tworzenie projekcyjnych drzew skladniowych zaleznosci w czasie O(T?).

W (McDonald i in. 2005) zastosowano analizator znany w literaturze jako parser MST
(ang. Mazimum Spanning Tree), maksymalnie rozpinajacy algorytm parsowania. Stwierdzono ze
zlozonoé¢ obliczeniowa budowy dowolnego (nieprojekcyjnego) drzewa z zastosowaniem parsera
MST wynosi O(T?).

Badacze wykazali takze, ze ta modyfikacja pozwala na osiagnigcie lepszej jakosci parsowa-
nia dla jezykéw ze swobodnym szykiem wyrazéow. Wydajnosé algorytmu MST jest tu wyzsza
w poréwnaniu z podejSciem, w ktérym stosuje sie algorytm Eisnera. Jednak uzycie algoryt-
mu wyszukiwania analizatorem MST moze prowadzi¢ do nieznacznego spadku jakoSci analizy
jezykéw, w ktérych liczba polaczei nieprojekeyjnych jest mala (na przyklad angielski).

W badaniach (McDonald & Satta 2007) z wykorzystaniem modelu drugiego rzedu do oceny
wykresu zaleznosci wykazano, ze dla nieprojekcyjnych struktur drzew wyszukiwanie zaleznosci
jest problemem NP-zupelnym. Dlatego tez badania w tym obszarze w wiekszosci ograniczaly
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. sie do projekeyjnych struktur jezykowych. Algorytm przetwarzania zaproponowany przez Mcdo-
| nalda i Pereira (Nakagawa 2007) pozwalal na budowe drzewa w zaleznosci w czasie O(T3),
| natomiast w pracy (Carreras 2007) uzyskal zlozonoéé obliczeniowa wyniosta O(T?) dla modeli
drugiego rzedu.

4.2.3 Podejscie oparte o model przejsé

Na ogdél algorytm oparty na modelu przej$¢ jest zredukowany do prognozowania przejécia
ze stanu biezacego do nowego stanu. Procedura przewidywania i przejscia wystepuje do czasu,
az kompletna skladnia drzewa zaleznosci zostanie zbudowana. Podejscie to zostalo pierwot-
nie zaproponowane w pracy (Kudo & Matsumoto 2000), gdzie uzyto algorytméw takich jak
,shift-reduce* o zlozonoéci O(T?), pozwalajacych na okreélenie sktadni projekcyjnych drzew za-
leznosci. Natomiast do przewidywania rozgalezien analizatora zastosowano maszyne wektorow
noénych SVM (ang. Support Vector Machine). Podejscie oparte na modelu przejs¢ zostalo do-
pracowane przez J. Nivre’a (Nivre 2005a,b, Nivre & Nilsson 2005). Zaproponowal on algorytm
konstruowania projekcyjnych drzew skladnia w czasie O(T'). W przeciwiefistwie do (Yamada &
Matsumoto 2003) analizator Nivre'a pozwala nie tylko na zbudowanie drzewa skladniowego, ale
takze okresla rodzaj powigzan i przypisuje je do etykiet. To pozwolilo na uwzglednienie w mo-
delu prognozowania mozliwosci przejs¢, ktore moga by¢ wydobyte z czesciowo skonstruowanego
drzewa skladni. Poczatkowo analizator do prognozowania przejscia korzystal z parametrycznych
metod klasyfikacji, jednakze maszyna wektoréw nosnych dawala najlepsze rezultaty. Algorytm
Nivre'a przetwarza slowa w zdaniu kolejno z lewej do prawej, wykorzystuje stos i zapewnia
nastepujace rodzaje przejsc:

e przesun lewy — ustalenie relacji miedzy slowem wejsciowym (gléwnym) i slowem na
szczycie stosu (podrzednym), zdjecie jednego slowa ze stosu;

e przesun prawy - ustalenie zwiazku miedzy slowem w goérnej czesci stosu (gléwnym)
i stowem wejéciowym (podrzednym), umieszczenie slowa wejsciowego na stosie;

e zmniejszenie — zepchnigcie jednego slowa ze stosu;

e zwiekszenie — umieszczenie slowa na stosie.

- Analizatory w kroku ,przesun-prawy“ i ,przesun-lewy“ réwniez odwoluja sie do klasyfikato-
. ra, aby okresli¢ typ skladni w kontekscie. Algorytm gwarantuje budowe projekcyjnej struktury
drzewa. Podejécie do parsowania oparte na przejciach zostalo zaimplementowane w pakiecie
oprogramowania MaltParser (Nivre i in. 2007). Pakiet ten obejmuje rézne algorytmy, w tym
algorytm Nivre'a i Covingtona, jak réwniez realizacje kilku metod uczenia maszynowego dla kla-
' syfikatora predykcji. Z powodu jego skutecznodci i wydajnosci MaltParser do dzi$ jest jednym
z najczeSciej stosowanych analizatoréw. Prace badawczo-rozwojowe wykorzystujace aplikacje
MaltParser realizowane sa dla wielu jezykéw, w tym polskiego (Wréblewska & Wolinski 2012).

- 4.3 Sktladnica — typy zaleznosciowe w jezyku polskim

Skladnica zaleznoSciowa zawiera bank drzew dla jezyka polskiego opisujacy relacje miedzy
. wyrazami. Zgodnie z podzialem przedstawionym w pracy (Wréblewska 2012) typy relacji pogru-
. powane sj na argumentowe, nieargumentowe i koordynujace i odzwierciedlaja funkcje, jaka dany
' zwigzek wyrazowy pelni w zdaniu. Poniewaz w rozprawie nauczanie ukrytych modeli Markowa
dla jezyka polskiego oparte jest wlaénie o dane zawarte w banku drzew, to i nazewnictwo ka-
tegorii zaleznoSciowych (reprezentowanych przez stany w modelu) jest zbiezne z nomenklatura
. stosowang w Skladnicy. Stad, typy relacji okreslane sa przez anglojezyczne akronimy, ktére nie
zawsze w pelni oddajg znaczenie kategorii gramatycznej. W celu klarownego przedstawienia zna-
czenia rozpoznawanych typow relacji zaleznosciowych, kazdy z akroniméw zostal wypunktowany
i szczegblowo opisany z uwzglednieniem przykladowych reprezentacji.

51



4.3.1 Typy argumentowe
comp (dopelnieniu dalsze wyrazone czeéciag mowy inng niz rzeczownik)
e przymiotnikowe dopelnienie regulowane forma czasownika,
e przysiowkowe dopelnienie regulowane formg czasownika,

e nominalne dopelnienie regulowane forma czasownika, przymiotnikiem, przyimkiem lub li-
czebnikiem,

e przyimkowe dopelnienie regulowane forma czasownika, przymiotnikiem, przystéwkiem.
comp_fin (dopelnienie zdaniowe)

e realizowane przez zwiazek frazeologiczny (deklaratywny, pytajacy lub wykrzyknikowy)
uwzgledniajacy podmiot,

e dopelnienie podrzedne regulowane forma czasownika, nadrzednym polaczeniem lub rze-
czownikiem.

comp_inf (dopelnienie bezokolicznikowe)

e realizowany przez bezokolicznikowy zwiazek frazeologiczny, regulowany:

— fraza odrzeczownikows,
— forma czasownika,

— fraza odprzymiotnikows,
obj (dopelnienie blizsze)

e realizowane przez fraze odrzeczownikowa odmieniona w bierniku, dopelniaczu, lub celow-
niku,

e regulowane formg czasownika,

e przeksztalcane na podmiot w konstrukcjach pasywnych.
obj_th (dopelnienie dalsze wyrazone rzeczownikowo)

e realizowane przez fraze odrzeczownikowg odmieniong w celowniku,
e regulowane formg czasownika,
e spelniajace role semantyczna: odbiorcy, dodwiadczajacego, beneficjenta etc.,

e niepodlegajace przeksztalceniu do podmiotu w konstrukcjach pasywnych.
pd (orzecznik, predykatyw lub wyrazenie predykatywne)

e realizowany przez kazdy element w pozycji orzecznika w zdaniu,

e regulowany forma czasownika ,byc*“.

subj (podmiot)

e czegs¢ zdania oznaczajaca wykonawce czynnosci wyrazonej orzeczeniem,

e czesc zdania realizowana przez fraze odrzeczownikowa, odprzymiotnikowa, odliczebnikows.
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}
- 4.3.2 Typy nieargumentowe
- adjunct (przydawka albo okolicznik)

e odpowiada na pytania: jaki? jaka? jakie? ktory? ktéra? ktore? czyj? czyja? czyje? ile? ilu?
czego? z czego?

e realizowana jako:

— przymiotnik zalezny od rzeczownika lub cyfry,
— przystéwek zalezny od formy czasownika lub innego przystéwka,

— fraza przymiotnikowa lub przyimkowa.

app (apozycja)

e realizowane jako fraza rzeczownikowa zalezna od bezposrednio poprzedzajacego rzeczow-
nika o tym samym znaczeniu. np. Prezydent Andrzej Duda.

complm (partykula, spéjnik podrzedny)

e realizowany przez partykule np. zZe, iz, zeby, aby, by, zem,

e wprowadza klauzule dopelniacza, poprzedzona orzeczeniem.
mwe (wyrazenie wielowyrazowe)

e kolejne nierozlaczne wyrazy tworzace logiczne wyrazenie;
e realizowane przez:

— przyimkowo — przymiotnikowe zwroty, np. po prostu, co gorsza;

przyimkowo — przysltéwkowe zwroty, np. na pewno, na zewnatrz,

zwroty przystéwkowo — przyimkowe, np. wraz z, zgodnie z,
— zlozone spojniki, np. nie tylko, ale takze, mimo ze, o tyle — o ile,

— zwiazki przymiotnikowe, np. bialo-czerwona.
pred (predykat podrzednik)

e realizowane przez forme czasownika lub przez giéwny rzeczownik w niezaleznej frazie rze-
czownikowej.

punct (znak interpunkcyjny)
e realizowany przez znak interpunkcyjny, np.: 7, !, (, ), ., ,, -
abbrev_punct (znacznik skrétu)

e realizowany przez kropke z poprzedzajacym skrétem.
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4.3.3 Typy nieargumentowe (motywowane morfologicznie)

aglt (aglutynat czasownika)

e realizowana przez ,ruchomy“ affiks,

e zalezy od formy czasownika lub warunkowej enklityki dolaczanej do formy czasownika.
aux (czasownik positkowy)

e realizowany przez czasowniki pomocnicze ,by¢* lub ,zostaé®,

e zalezy od formy czasownika gléwnego (bierny, bezokolicznikowy); w konstrukcjach anali-
tycznych czasu przyszlego, w konstrukcjach warunkowych przeszlych, oraz konstrukcjach

pasywnych.
cond (znacznik trybu przypuszczajacego)

e realizowana przez partykule ,by“, ktora jest dolaczana do formy czasownika lub pojawia
sie w dowolnym miejscu zdania.

imp (znacznik rozkazujacy)

e realizowany przez partykule ,niech®,

e zalezy od formy gléwnego czasownika w nadrzednych konstrukcjach analitycznych.
neg (znacznik negacji)

e realizowany przez partykule negujaca .nie“,

e zalezy od wyrazenia tuz po nim.

refl (znacznik zwrotnosci)

e realizowany przez partykule ,si¢”,
e zalezy od czasownika w formie zwrotne;j.
4.3.4 Typy koordynujace
conjunct (element koordynacji)
e zalezy od polaczenia koordynujacego.
coord (sp6jnik wspéirzedny)
e koordynuje dwa zdania.
coord_punct (znak interpunkcji koordynowania)
e element koordynowania realizowany prze znak interpunkcyjny, np. :, ;.
pre_coord (element skorelowanego koordynowania)

e pierwszy czlon w spéjnikach skorelowanych, np. Albo ... albo ... .
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4.4 Przygotowanie modeli HMM

Ukryty model Markowa w naturalny sposéb realizuje podejécie oparte o model przejéé, jak
i w pewnym sensie dostarcza oceny zaleznosci przez prawdopodobienstwo wystapienia obserwacji
wzgledem stanu w modelu. W niniejszej pracy rozpatrywane sa dwa jezyki polski i angielski,
i dla obu tych jezykow utworzono osobne ukryte modele Markowa, ktérych przestrzen stanéw
oparta jest o zestaw znacznikéw wykorzystywany przez zbiory drzew skladniowych.

4.4.1 Obserwacja zorientowana na afiksy

Jak to zostalo przedstawione w pracy (Lioma 2008) uzycie n-gramowe]j obserwacji pozwala
na analize bardziej zlozonych struktur jezykowych. Wraz ze zwigkszaniem rzedu n-gramowej ob-
serwacji (liczby wyrazéw w sekwencji bedacej pojedyncza obserwacja), nalezy jednak dostarczy¢
odpowiednio wiekszy zestaw danych uczacych, aby wynik uczenia byl znaczacy statystycznie,
niemniej dane treningowe nadal beda niewystarczajace, aby pokry¢ wszystkie mozliwe sekwen-
cje wyrazow. Dlatego tez struktura obserwacji w HMM powinna uwzglednia¢ pewien stopien
niepewnosci. Badanie przedstawione w pracy (Thede 1998, Nakagawa i in. 2001) wskazuje na
niedostatek w klasyfikacji nowych instancji wyrazéw, ktore nie byly uwzglednione w bazie danych
uczacych. Skutki deficytu danych uczacych na model moga by¢ do pewnego stopnia zlagodzone,
wykorzystujac algorytmy wygladzajace, opisane obszernie w pracy (Hazem & Morin 2013).

Alternatywa dla metody stlownikowej, w ktorej strukture n-gramowa tworzg cale wyrazy, jest
rozklad morfologiczny. Zalety wykorzystania morfeméw zostaly przedstawione w pracy (Tseng
i in. 2005, Luong i in. 2010). W niniejszej rozprawie do analizy syntaktycznej wybrane zostaly
jedynie morfemy brzegowe, dlatego struktura obserwacji oparta zostala o afiksy wyrazéw z na-
iwnym zalozeniem stalej dlugosci afiksow (szczegélowy opis wplywu tak dobranej obserwacji na
wyniki klasyfikacji HMM przedstawiono w (Pietras 2017)). Zalozenie to prowadzi do utworzenia
okna obserwacji (zaréwno dla prefiksu, jak i sufiksu wyrazu), ktére mozna rozszerzyé¢ (w wyniku
czego obserwacja jest dokladniejsza), lub zwezi¢ (co prowadzi do generalizacji znaczenia sta-
tystycznego). Rozmiar okna obserwacji mozna dopasowa¢ indywidualnie do kazdego z graméw
obserwacji. Takie podejécie zastosowane do analizy syntaktycznej wymaga przeprowadzenia kla-
syfikacji i ujednoznacznienia tekstu na podstawie cechy charakterystyczne badanego wyrazenia

| wraz z jego otoczeniem.

Wydajnoéé¢ i skutecznos¢ HMM w duzym stopniu zalezy od zlozonosci obserwacji i jakosci
bazy danych. W celu redukcji zlozonoéci modelu (przez zmniejszenie wymiaru macierzy emisji),
jak i by poprawi¢ mechanizm rozpoznawania nowych wyrazéw, wprowadzona zostala obserwacja
afiksowa. Zaklada sig, ze dla rozpoznawania kategorii syntaktycznych afiksy wyrazu maja wieksze
znaczenie niz jego rdzen. Stad, kazde slowo jest reprezentowane przez swoj prefiks i sufiks, a rdzen
moze by¢ pominiety. Zaréwno prefiks, jak i sufiks maja znaki ustalonej dlugosci. W konsekwencji,
dla krétkich wyrazéw wartosci afikséw pokrywaja sie redundancyjnie (np. dla slowa ,robi“
afiksy dlugoéci 3 znakéw to: rob-obi ), natomiast dla dlugich wyrazéw srodkowa czesé wyrazu
jest pominieta (np. dla stlowa ,pozyskuje® afiksy dlugosei 3 znakéw to: poz-uje). Jak widaé, duza
zaleta tego podejscia jest natywny sposéb inkluzji nowych wyrazéw, niewystepujacych podczas
uczenia modelu. Ponadto, stala dlugoé¢ afikséw ogranicza mozliwe kombinacje literowe, a co
za tym idzie wigksza cze$¢ kategorii syntaktycznych moze zostaé pokryta juz przy niewielkich

. rozmiarach bazy uczacej. Innymi slowy, obserwacja zorientowana afiksowo grupuje wiele wyrazéw

w ramach pojedynczej obserwacji (np. wyrazy: rozszerzac, rozmrazaé, rozstawia¢ wyrazone sa

. ta sama afiksowa obserwacja). Wyrazy posiadajace rézne nieznane rdzenie beda kategoryzowane

|
i
|

A

wedlug ich prefiksu i sufiksu, ktérych znaczenie model poznal w procesie uczenia.

n-gramowa struktura afiksow

Podstawowa obserwacja (1-gramowa) tworzona jest z okreslonej dilugosci afiksow wyrazow,
natomiast w wariancie n-gramowym obserwacja tworzona jest z polaczenia afikséw z n po-
przednich wyrazéw, ktére sg przesuwane kroczaco. Budowa n-gramowej obserwacji nie musi by¢
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jednolita. Dla przeszlych (starszych) graméw obserwacji - morfemy brzegowe moga byé krétsze.
Tym samym liczba kombinacji ulega zmniejszeniu. Ogélna idee przedstawia Tabela 4.1.

Wyraz Unigram Bigram Trigram

those tho-ose Sl tho-ose fabeyaps PTIERI tho-ose
who who-who th-se: who-who caion gt th_-_se: who-who
cannot can-not; wh_-_ho: can-not | R - wh_-_ho: can-not
remember rem-ber ca-ot: rem-ber wW_-__0: ca_-_ot: rem-ber
the the-the re-er: the-the T re.-_er: the-the
past pas-ast th_-_he: pas-ast r-.x; . thi-he: pas-ast
are are-are pa_-_st: are-are t—_e: pa_-_st: are-are
condemned con-ned ar-_re: con-ned p---t: ar-_re: con-ned
to to_-_to co-ed: to-_to a_-_e co_-_ed: to_-_to
repeat rep-eat to-_to: rep-eat Co-cctil toz=tor rep-eat
it it-_it re-_at: it-_it b - i0? re_-_at: it_-_it

Tabela 4.1: Zastosowanie obserwacji afiksowej w wariancie Uni-, Bi- i Tri-gramowym.
(Zrédlo: opracowanie wlasne).

Ocena struktury afikséw

Podczas korzystania z obserwacji afiksowej pojawia si¢ pytanie o jakos¢ odwzorowania. Jesli
dhugosé afikséw jest na tyle duza, ze wszystkie wyrazy sa bezposrednio mapowane to wowczas
nawet bardzo podobne wyrazy sa rozréznialne. Jesli dlugosc jest zbyt mala, zbyt wiele réznych
wyrazéw bedzie grupowana i dokladnoéé rozpoznawania skladniowego ucierpi lub nawet spadnie
do zera. Tabela 4.2 przedstawia zasieg slownika w odniesieniu do réznych dlugosci afiksow.

Nr | Prefiks | Sufiks _Obser.wacj_e dla ?ok.ry.cie s.Iownika. f)bserw‘acje dla Pokry(:l.e stownika
j. angielskiego | j. angielskiego [%] | j. polskiego j. polskiego [%)]

| 1 1 685 1.07 967 1.03
2 1 2 5191 8.12 5879 6.29
3 i 3 18152 28.40 18952 20.29
4 1 4 35291 55.22 36264 38.82
5 1 5 48180 75.39 54232 58.06
6 /. 1 4518 7.06 6681 7.15
. 2 2 17710 27.71 20 469 21.91
8 2 3 36 086 56.46 39447 42.23
9 2 4 49322 Fudil 56 025 59.98
10 | 2 5 56 689 88.70 70834 75.84
i g g 1 20479 32.04 25185 26.96
123" 3 2 38939 60.93 46 657 49.95
13713 3 51251 80.19 62991 67.44
14 | 3 4 57689 90.27 74076 79.31
15 | 3 5 61 065 95.55 83169 89.04
16 | 4 1 40 348 63.13 49 335 52.82
17 | 4 2 52 309 81.85 68175 72.99
18 | 4 3 58 367 91.33 78218 83.74
19 | 4 4 61268 95.87 84 347 90.31
20 | 4 5 62773 98.22 89 550 95.88
2L 1 52 345 81.90 67430 72.19
22 |5 2 58 654 91.78 80607 86.30
23 | 5 3 61535 96.28 86370 92.47
24 | 5 4 62784 98.24 89962 96.32
25 | 5 5 63423 99.24 92 882 99.44
Wszystkie wyrazy: 63 906 100 93 396 100

Tabela 4.2: Pokrycie stownika Wordnet w odniesieniu do réznych dlugosci znakéw w afiksach.

(Zrédlo: opracowanie wlasne).
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Jak ukazuje Tabela 4.2, dlugoé¢ afikséw wplywa na reprezentacje i grupowanie wyrazow.
Tabela ta powstala w aplikacji HMM-Toolbox w wyniku przypisywania struktury obserwacji
dla slownika Wordnet-EN i Wordnet-PL (Maziarz i in. 2016). W jezyku angielskim dla prefiksu
i sufiksu o diugoéci 2 znakéw kazdy, klarownos¢ reprezentacji stowa wynosi okolo 28% (17710
réznych afikséw reprezentuje 63906 wyrazéw), natomiast dla afikséw o pojedynczym znaku
klarownoéé reprezentacji slowa spada do 1% (685 réznych afikséw reprezentuje 63906 stéw).
Podobna sytuacja wystepuje w jezyku polskim.

Dla zupelnie nowego wyrazu (nie ujetego w bazie danych uczacych lub zawierajacego bledy
literowe) moga by¢ stosowane pewne dodatkowe metody inkluzji. Dla nowego wyrazenia moz-
liwe jest okreslenie odleglogci Levenshteina (Levenshtein 1966) w celu znalezienia najblizszej
obserwacji w przyblizeniu odpowiadajacej temu wyrazeniu. Do obserwacji n-gramowej odlegloé¢
Levenshteina powinna by¢ obliczana osobno dla kazdego grama obserwacji w n-gramowej sekwen-
¢ji. Otrzymane wartosci powinny by¢ wazone tak, ze najstarsze gramy posiadaja najmniejsza
wage, a do najmlodszych graméw przypisywana jest najwyzsza waga. Zaleznie od analizowane-
go jezyka odlegloéé Levenshteina moze by¢ zmodyfikowana w celu zlagodzenia wplywu sufikséw
lub prefikséw tak jak to przedstawiono w pracy (Pietras 2014b). Jezeli natomiast wyrazenie nie
pasuje do zadnej z obserwacji (w odlegloéci Levenshteina réznica przekracza akceptowalny prég)
to jest klasyfikowane jako nieznane (__-___).

4.4.2 Wybér modeli i danych uczacych

W trakcie prowadzenia badan sprawdzone zostaly rézne kombinacje oznakowanych syntak-
tycznie tekstéw w celu wylonienia najkorzystniejszego podejécia. Dla jezyka angielskiego nie-
watpliwie najkorzystniej jest przeprowadzi¢ uczenie modelu w oparciu o dobrze znany bank
drzew Penn Treebank, ktéry to ma ugruntowana pozycje w dziadzinie lingwistyki komputerowe;.
Struktura banku zawiera oznakowanie danych tekstowych na roznym poziomie syntaktyczno—
semantycznym, poczawszy od oznakowaniu tekstu czeSciami mowy i cze$ciami zdania, a kofczac
na okreéleniu funkcji semantycznych. Dla jezyka polskiego wybrany zostal bank drzew Sklad-
nica, bedacy najwiekszym zbiorem oznakowanych syntaktycznie i semantycznie zdan w jezyku
polskim. Ponadto, zaleta obu bankéw drzew jest ich szerokie rozpowszechnienie wiec i mozliwosé
poréwnania otrzymywanych wynikéw rozpoznawania.

4.5 QOcena modeli

W wynikach ilo§ciowych raportowanych w dalszych czesciach tego rozdzialu dokladnos¢ dzia-
lania poszczeg6lnych modeli Markowa oceniona zostala za pomoca miar: precyzji, czulosci oraz
F1. Przy czym kazda z tych miar byla wyznaczana na rzecz réznych klas rozpoznawanych w ra-
mach danego typu zadania. Klasy te sa utozsamiane z odpowiednimi stanami w modelach Mar-
kowa.

Gwoli wyjasnienia, precyzja okresla odsetek obiektéw danej klasy wéréd wszystkich obiektow,
ktére klasyfikator rozpoznal jako przynalezne do tejze klasy. Sens probabilistyczny precyzji od-
daje prawdopodobiefistwo warunkowe P (y(z) = klasa|c(xz) = klasa), gdzie y(x) i c(x) oznaczaja
odpowiednio prawdziwa klase obiektu z oraz odpowiedz klasyfikatora dla tego obiektu. Miara
czutofci ma niejako odwrotny sens w rozumieniu prawdopodobienstwa warunkowego. Okresla
odsetek obiektéw prawidlowo sklasyfikowanych do danej klasy wéréd wszystkich obiektow fak-
tycznie przynaleznych do tejze klasy — czyli P (c(z) = klasa|y(z) = klasa). Miara FI to $rednia
harmoniczna precyzji i czulosci.

4.5.1 Model rozpoznawania kategorii syntaktycznych dla jezyka angielskiego

Kategorie syntaktyczne dla jezyka angielskiego przypisane do stanéw w ukrytym modelu
Markowa przedstawia Tabela 4.3.
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Numer | Nazwa : :
g P Opis Przyktady jezykowe
unknown | Kategoria nieznana »q7#qhhssp$ %rr“
Rzeczownik 3 e £ p
1 NN i{ poje d]?{rqczej bl esolicasiny Htiger chair® laughter
oniunkcja . = 5 z
4 s podporzaygikowanie lub przyimek #0f54rp0 . plEfORE  inilens
3 DT Rodzajnik the* ,a% ,these“
4 VBZ e poJedynC?ej ! wshe thinks“
3. osoby, w czasie terazniejszym
5 RB Przystowek wextremely “, loudly®, ,hard“
6 VBN ']E‘rz?:cml forma czasownika, e T
(imiesléw czynny)
7 TO Bezokolicznikowa forma ,to“ Lwhat to do? “
8 VB Czasownik, forma podstawowa Hthink
9 JJ Przymiotnik nnice”, easy“
10 NNS Rzeczownik, |. mnoga Htigers“  chairs® insects*
11 NNP Rzeczownik, nazwy wlasna LGermany “, ,God*, ,Alice”
12 : Zmnak interpunkcyjny, przecinek R
13 CcC Koniunkcja, wyrazenie koordynujace wand”, ,or" but”
14 POS Dopelniacz dzierzawczy g
15 Znak interpunkcyjny zamykajacy zdanie | , . 4 , ;¢ , 2 4 , * ¢
16 VBP N I think
l. pojedynczej w czasie terazniejszym
h g VBG Imiestow Jthinking is fun
18 PRP$ Zaimek dzierzawczy My~ ,your®, our”
19 CD Liczebnik gléwny e three®  18%*
20 15 Znak interpunkcyjny ;
21 'k Znak interpunkcyjny il
22 VBD Czasownik w czasie przeszlym Jthey thought “
23 EX Egzystencjalna forma ,there“ Jthere were siz boys “
24 MD Czasownik pomocniczy modalny ~may“, ,should”
25 # Znak specjalny s
26 ( Separator kontekstowy, lewy nawias i
27 $ Znak specjalny o Thsi
28 ) Separator kontekstowy, prawy nawias b
29 NNPS Rzeczownik, odpowiednia l. mnoga swe met two Christmases ago “
30 PRP Zaimek osobowy .me’ you®, it“
31 JJS Przymiotnik superlatywny Wnicest“, ,easiest”
32 WP Zaimek osobowy co“, .kto“, ,komu Jwhat®, jwho*, ,whom“
33 RBR Przystéwek poréwnawczy Jbetter
34 JIR Przymiotnik poréwnawczy Lnicer®, ,easier”
35 WDT Wyznacznik, cokolwiek, ktérykolwiek Jwhich “, awhatever®, ,whichever“
36 WRB Przystowek gdzie, kiedy Jwhere,  when “
37 RBS Przystowek superlatywny ,best
38 PDT Wyznacznik poprzedzajacy »both his children
39 RP Przystowek, partykula sabout® Loff* ,up“
40 ; Znak interpunkcyjny s
41 FW Wyraz obcy Lmais
42 WP$ Zaimek dzierzawczy od ,kto* Jwhose “, ,whosever®
43 SYM Symbol T
44 UH Wykrzyknik 40h“ Loops® ,gosh“

Tabela 4.3: Kategorie syntaktyczne dla jezyka angielskiego przypisane do stanéw w ukrytym

modelu Markowa.
(Zrédlo: opracowane na podstawie (Santorini i in. 1989)).
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‘Wynik rozpoznawania kategorii syntaktycznych dla jezyka angielskiego
W wyniku uczenia okreslonych zostato 17027 réznych obserwacji. Ocena modelu na zesta-

‘wie testowym wykazala, ze dla okolo 6.19% (tj. 2934 spoéréd 47367) wyrazen nie udalo si¢
zidentyfikowa¢ pasujacej obserwacji, stad zostaly one przypisane do kategorii ,nieznana*“.

| Numer | Nazwa Precyzja dla | Precyzja dla Precyzja Czulosé Miara F1
[ stanu | stanu znanych [%] | nieznanych [%)] | wszystkich [%] | wszystkich [%] | wszystkich [%]
10 unknown | - - - - -
1 NN 92.34 49.46 89.40 86.01 87.67
Bl 2 IN 98.23 - 98.23 98.63 98.43
|3 DT 99.53 - 99.53 99.15 99.34
| 4 VBZ 96.18 15.39 94.98 91.77 93.35
|5 RB 95.69 - 95.69 90.03 92.77
| 6 VBN 87.17 41.00 83.10 81.32 82.20
|7 TO 99.83 - 99.83 100 99.91
8 VB 94.45 69.74 92.95 88.02 90.41
19 1] 91.10 39.93 82.30 81.53 81.91
10 NNS 96.25 72.73 96.15 93.18 94.64
11 NNP 92.16 68.85 86.58 90.92 88.70
| 12 : 99.96 - 99.96 100 99.98
Bl 13 CC 99.76 - 99.76 99.75 99.75
| 14 POS 99.31 - 99.31 08.84 99.07
15 ; 99.90 - 99.90 100 99.95
Bl 16 VBP 93.14 - 93.14 89.82 91.45
B 17 VBG 93.90 - 93.90 94.85 94.37
| 18 PRP$ 100 B 100 99.52 99.76
| 19 CD 100 41.57 84.77 84.20 84.48
120 i 100 - 100 100 100
|21 o 100 B 100 99.36 99.68
| 22 VBD 94.53 34.89 92.98 91.89 92.43
23 EX 100 B 100 100 100
24 MD 100 - 100 97.23 98.59
25 # 100 E 100 100 100
| 26 ( 100 - 100 100 100
| 27 $ 100 - 100 99.47 99.73
28 ) 100 B 100 100 100
29 NNPS 79.75 - 79.75 70.70 74.95
30 PRP 99.27 - 99.27 99.63 99.44
| 31 JJS 92.31 - 92.31 93.50 92.90
| 32 WP 95.09 - 95.09 100 97.48
| 33 RBR 94.64 - 94.64 81.42 87.53
| 34 JIR 90.39 - 90.39 96.53 93.35
il 35 WDT 85.72 - 85.72 94.55 89.91
| 36 WRB - - - - “
37 RBS 100 - 100 100 100
38 PDT 100 - 100 100 100
| 39 RP 100 - 100 100 100
40 : 100 - 100 100 100
41 FW 100 - 100 100 100
42 WP$ 100 - 100 100 100
43 SYM - - - - -
| 44 UH - - - - -
| Razem 96.60 48.17 95.60 94.92 95.22

- Tabela 4.4: Dokladnoé¢ rozpoznawania kategorii syntaktycznych z wykorzystaniem ukrytego
~ modelu Markowa dedykowanego dla jezyka angielskiego.
(Zrédlo: opracowanie wlasne).
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Precyzja rozpoznawania obserwacji nieznanych wyniosta 48.17%, natomiast dla znanych obser-
wacji precyzja wyniosta juz 96.60%, tym samym calkowita precyzja klasyfikacji dla wszystkich
obserwacji w zestawie testowym wyniosla 95.60%. Calkowita czuloéé klasyfikacji dla wszystkich
obserwacji w zestawie testowym wyniosta 94.92%. Stad, miara F1 dla przedstawionego modelu
wyniosta 95.22%.

Wybrane przyklady rozpoznawania kategorii syntaktycznych dla jezyka angielskiego

Ze wzgledu na rozbudowana strukture modelu Markowa shuzacego do rozpoznawania ka-
tegorii syntaktycznych, jego graficzna prezentacja (patrz Rysunek 4.5) ograniczona zostata tu
jedynie do stanéw wykorzystanych w przykladowym zdaniu. Niemniej jednak nalezy pamietad,
ze caltkowita przestrzen stanéw jest duzo wieksza. Przyklad zdania w jezyku angielskim:

»1The press has been doing an excellent job.

The press has been doing an excellent job .

Rysunek 4.4: Przyklad rozpoznawania kategorii syntaktycznych w zdaniu z wykorzystaniem
ukrytego modelu Markowa.
(Zrédlo: opracowanie wiasne).

Rysunek 4.5: Model Markowa prezentujacy prawdopodobienstwa przejs¢ miedzy wybranymi
kategoriami syntaktycznymi.
(Zrédlo: opracowanie wlasne).
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'4.5.2 Model rozpoznawania grup frazowych dla jezyka angielskiego

Grupy wyrazéw, ktore sa powiazane ze soba tworzac pewne spojne wyrazenie nazywamy
frazg. Kategoria frazy zalezy od wystepujacych w niej czesci mowy. Najczestszymi frazami sa
fraza odrzeczownikowa (NP, na przyklad ,the red car®) i fraza odczasownikowa (VP, na przyklad
,is broken“). Kategorie grup frazowych przypisane do stanéw w ukrytym modelu Markowa

- przedstawia Tabela 4.5.

e | Nazwa Opis Czeéci mowy | Przyklady jezykowe
| stanu stanu
0 unknown | Kategoria nieznana {} ~q#qhhssp$ %rr“
Rozpoczyna DT+RB+1J . : L P
1 B-NP gﬁz S eiiloncn NN+PR ,,mternatu')fnal business day
7 Zpoczyna »because of ", ,against™,
F el fraze przyimkowa 1941 Jinstead of“, ,for“
Wyrazenie wewnatrz DT+RB+JJ . ; P o
4] I-NP f}{ﬁz v rzeczowf?ikowej NN+PR sinternational business day
zpoczyna fraze »t0 provide”, ,takes",
o B czasownikowa it e L2would have realized “
5 LVP b i RB--MD-+ VB, fore ZOMIe 5 i |
frazy czasownikowej swould have realized
Rszoczyua = “ ~ L “w
6 B-SBAR Srid hbdhatendbowans IN Jwhile“, ,as if“, ,althoug
Wyrazenie lub znak « pu fu
i 0] : : gl
Iﬁﬁbedﬂc}’ ﬁ_&za! nEa e 5 B
¥ Zpoczyna »poorly positioned ",
’ B-ADJP fraze przymiotnikowa CEARBL wat least risky“, ,higher
9 B-ADVP Rozpoczyna’ RB ,,th.emfoml, “,,premously B
fraze przyslowkowa Lonce again “, ,any further
10 I-ADVP b {4 i vn’rewnqtrlz RB yonce again®, ,no longer”
frazy przyslowkowej -
1 LADJP Wyrazenie v?rewx}qtrz : CC4+RB+1] sincreasingly :sucr?essfu ;
frazy przymxotmkowe] ~more attractive
12 LSBAR Wyrazenie wewnatrz i IN RB
frazy podporzeydkowanq
13 LPP Wyrazeme' wewnq-trz TO+IN Jbecause of 3 sinstead of ™,
frazy przyvimkowej Jrather than
Rozpoczyna P p
14 B-PRT ek cowinlis Ve RP wout”, ,off and on
15 T AR L5 T S CD 1 s
fraze znacznika listy S e
R‘Ozpoczy’la 13 “
16 B-INTJ el UH wbeat, beat®, ,wow
Wyrazenle wewnatrz > k
17 I-INTJ S S UH »0h mo*, beat, beat*,
18 B-CONJP Koy SISYRA T RB Jnot only “, ,as well as“
%r‘?ze: koniunkeji Rl s
yrazenie wewnatrz = =
19 I-CONJP %;? % Wosian il RB Jnot only“, ,as well as
. yrazenie wewnatrz 5
20 I-PRT gg e At ‘gy RP »off and on
zpoczyna fraze x Al e
21 B-UCP nietypowo skoordynowang cC Jwine, spirits and soft-drink
22 I-UCP Wyra.zeme TOWRAES frazy. CC Jwine, spirits and soft-drink “
nietypowo skoordynowanej
23 LLST e CD - 2% 9. g«
frazy znacznika listy — —

Tabela 4.5: Kategorie grup frazowych dla jezyka angielskiego przypisane do stanéw w ukrytym

" modelu Markowa.

(Zrédlo: opracowane na podstawie (Sang i in. 2000)).
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samym calkowita precyzja klasyfikacji dla wszystkich obserwacji w zestawie testowym wyniosla
93.17%. Calkowita czuloéé¢ klasyfikacji dla wszystkich obserwacji w zestawie testowym wynio-
sla 93.93%. Stad, miara F1 dla klasyfikacji wybranych grup frazowych (NP+PP+VP+SBAR)
wyniosla 93.55%.

Warstwowy ukryty model Markowa, dla ktérego

obserwacje stanowia kombinacje afikséw wyrazow

i odkrytych dla nich kategorii syntaktycznych
Numer | Nazwa Precyzja dla | Precyzja dla Precyzja Czulosé Miara F1
stanu | stanu znanych [%] | nieznanych [%] | wszystkich [%] | wszystkich [%] | wszystkich [%]
0 Others 75.57 - 75.57 72.53 74.02
1 NP 97.75 88.22 97.07 95.77 96.41
2 PP 92.08 - 92.08 94.70 93.37
3 VP 92.21 - 92.21 91.81 92.01
4 SBAR 91.31 - 91.31 93.46 92.37
5 (0] 90.61 - 90.61 97.08 93.73
NP+PP+VP+SBAR | 93.34 88.22 93.17 93.93 93.55
Razem 89.92 88.22 89.81 90.89 90.34

Tabela 4.7: Dokladno$¢ rozpoznawania grup frazowych z wykorzystaniem warstwowego ukrytego
modelu Markowa dedvkowanego dla jezyka angielskiego.
(Zrédlo: opracowanie wlasne).

Wybrane przyklady rozpoznawania grup frazowych dla jezyka angielskiego

Ze wzgledu na rozbudowana strukture modelu Markowa shizacego do rozpoznawania grup

- frazowych, jego graficzna prezentacja (patrz Rysunek 4.7) ograniczona zostala tu jedynie do sta-

now wykorzystanych w przykladowym zdaniu. Niemniej jednak nalezy pamietaé, ze catkowita
przestrzen stanéw jest duzo wieksza. Przyklad zdania w jezyku angielskim:

»Lhe press has been doing an excellent job.*

m\it\

A i e N
i NP s fyﬁ \-\NK\‘*Q\\\_\
y{P NP B/vﬁ VP \N\'? BNP I-NP \'”Ngg
B K b A f
DT NN VBZ VBN VBG DT J NN PUNCT

The press has been doing an excellent job .

Rysunek 4.6: Przyklad rozpoznawania grup frazowych w wykorzystaniem ukrytego modelu Mar-
kowa.

(Zrodlo: opracowanie wlasne).
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Rysunek 4.7: Model Markowa prezentujacy prawdopodobienstwa przejé¢ miedzy wybranymi

grupami frazowymi.

(Zrodlo: opracowanie wlasne).

4.5.3

Model rozpoznawania funkcji wyrazéw w zdaniu dla jezyka angielskiego

Przedstawione czeéci zdania opisujg relacje miedzy réznymi wyrazami i wyjasniajg ich funkcje
w zdaniu. Kluczowymi funkcjami w zdaniu sa podmiot (SBJ) i orzeczenie (OBJ). Podmiotem
w zdaniu moze byé osoba lub rzecz, ktéra wykonuje czynnoéé lub jest opisywana. Orzeczeniem
w zdaniu jest dzialanie przypisane podmiotowi. Kategorie funkcji wyrazéw w zdaniu dla jezyka
angielskiego przypisane do stanéw w ukrytym modelu Markowa przedstawia Tabela 4.8.

Dumez | Naswa Opis Grupy frazowe | Przyklady jezykowe
stanu stanu
0 unknown Kategoria nieznana {}
1 ADV Okoliognik pravetowkowy | IN RB NN METIGTINY"Y <ORNIGIET, .
sineluding “, wondering
9 NMOD Przydawka PRP JJ IN CD | .kingdom of great britain ",
okreslajaca rzeczownik VB DT NN ,shopping centers “
. NN NNP NNS | ,black monday®,
3 PMOD Modyfikator przyimkowy 13 CD IN VB " visuble stwings "
4 INTERP Interpunkcja . e
5 LOC Ol.(o_lmzmk.l miejsca, RB IN NN 4in New York™, ,,arrz,‘ong other™,
miejscownik Lnear the low range
6 SUFFIX Dopelniacz sufiksowy POS ey
7 NAME Nazwa wlasna NN NNP S i S s
,,1‘\.fewdr };?rk f?tyb
% NNS NNP the dollar has been ™,
i i s NN CD PRP | ,he says® i think*
: NN NNS JJ wJound evidence that™
4 Gl Obiekt RB IN PRP Lget dealers to*
10 APPO Apozycja, NNP VBN ylrump president
figura retoryczna NN JJ CD napple company “
1 LGS Podmiot logiczny dla IN scompiled by ", ,sold by",
biernej formy czasownika yrattled by“
sthey averaged about”,
12 ROOT Korzen zdania XQ%ZV‘][BI%’DVB G ysuggested “, ,risks“,
Ladministration says“
: DT IN VBZ Lwestern european ”,
13 AMOD xgd{‘gkziz:‘vgiylmkowy JJ NN IN wmore recently “
s « RB TO RBR__ | ,relatively flat*
ware less reliant™,
14 PRD Uzupelnienie predykatu :/JBIIEI\T\YI;BZG NN sindustry are skeptical
ywere different ¢
15 PUNCT Interpux‘lkc‘} " . ] Tae
zamykajgca zdanie
16 TITLE Tytut NNP NN ~mr. “ ,president”, ,prof “
17 HYPH Znacz_n.lk bedacy ; 4 Htharty - ﬁ?}e i o - sharts ©,
lacznikiem wyrazow Lper - capita




T

T

L o

el o

Ei Bioh SEES e

T TR TN

Sh e A

-

18 POSTHON Modyﬁkator’ _ NNP »compag comp:ater corp. ”,
po grzecznosciowy Ltoshiba corp.
Predykatyw dla NN NNS wtrying to ",
4o it cczasovgni_llc{a — TO VB ,,i)egan ?cu?mg :ri
zasobnik w formie »to work toward”,
P P bezokolicznikowej - sto try to get them“
21 TMP Okolicznik czasu {RR%JIBNNI\II\IN\PIBD ’,%xofefﬁs:‘, “,,___un::;: f;znn?f“ :
22 DEP Nieokreslone relacje CD TO NN JJ | ,yet more than one*, ,. But”
= NNS VBD CC “ “ “ «
23 COORD Spéjnik ¥EB ‘I{T%% = and®, ,or" ,as% .nor® ,but
24 CONJ Druga koniunkcja NN VB VBP ”jggzg:i::‘fe%'—foaﬁ?‘mh ’
NNP IN VBG 3 T d—gy"
25 DIR Okolicznik kierunkowy | TO IN RB ":’u‘:‘:’;e Ll
26 vC Lancuch czasownikéw VB VBN VBG | ,were signed®, ,is leaving*“
P wbecause he may ",
27 PRP Okl;‘ﬂf?;{k "fl“’ = IN TO o kick off“
.- Z l. przyczyny Jto distinguish itself*
28 HMOD ‘Wyrazenie wewnatrz NN DT CD Jhead - to™, ,cable - tv™,
wyrazu dzielonego JJ IN RB wprime - time “
20 |SUB | Woresee podragdne | WD VEP | 1 Tl 5% spicent
30 MNR Okolicanik sposobu RB IN e i e ]
quietly “, ,work together
31 EXT Okolicznik miary IN PRI P00 JORRGyg onjes
by more®, ,100 tons
32 DTV Celowm?: o % TO woffered to*, ,paid to them“
uzupelnieniajacy .to = —
3 |PRT | Partykula RO i Ly doi®) it
34 P Interpunkcja inna ; et
35 PRN Wyrazenie nawiasowe IN JJ | otherwise }
36 GAP Znacznik nieatomowy NN wand none of us knows“
37 EXTR e e o IN MD TO ABIAFSES ~ QJVEPTI T
wyrazeh rozlacznych scrimping — to lure
Debelnless »to put immediate heal on ™,
38 PUT % Sr g o IN RB »put their checkbooks in “
czasownika ,,put onct-infia® —
39 BNF Dobroc‘zynca : IN winsurance for his gzrlfne“nd A
dopelniacza ,for smoney for the company
40 vVOC Wolacz NNS NNP Jwow”, ,oh* L hello*

Tabela 4.8: Kategorie funkcji wyrazéw w zdaniu dla jezyka angielskiego przypisane do stanéw

r. w ukrytym modelu Markowa.
'~ (Zrédlo: opracowane na podstawie (Surdeanu i in. 2008)).

Wynik rozpoznawania funkcji wyrazéw w zdaniu dla jezyka angielskiego

W wyniku uczenia okreslonych zostalo 37 368 réznych obserwacji. Ocena modelu na zestawie

testowym wykazala, ze dla okolo 1.92% (tj. 1105 spoéréd 57 552) wyrazen nie udalo sie ziden-
tyfikowaé pasujacej obserwacji, stad zostaly one przypisane do kategorii ,nieznana“. Precyzja
rozpoznawania obserwacji nieznanych wyniosla 53.85%, natomiast dla znanych obserwacji pre-
cyzja wyniosla juz 76.34%, tym samym calkowita precyzja klasyfikacji dla wszystkich obserwacji

“wyniosla 73.88%.
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. w zestawie testowym wyniosta 74.23%. Calkowita czuloéé¢ klasyfikacji dla wszystkich obserwa-
- ¢ji w zestawie testowym wyniosla 75.31%. Stad, miara F1 dla przedstawionego klasyfikatora




‘Warstwowy ukryty model Markowa, dla ktérego obserwacje stanowia
kombinacje afikséw wyrazow i odkrytych dla nich kategorii syntaktycznych

Miara FT

Numer | Nazwa Precyzja dla | Precyzja dla Precyzja Czulosé

stanu | stanu znanych (%] | nieznanych [%)] | wszystkich [%] | wszystkich [%] | wszystkich [%
0 unknown F - - - X 1
1 ADV 65.50 2 65.50 68.19 66.81

2 NMOD 81.44 54.93 80.97 82.03 81.49

3 PMOD 52.12 39.82 51.63 69.17 59.13

4 INTERP 92.81 - 92.81 86.27 89.42

5 LOC 53.93 & 53.93 86.56 66.45

6 SUFFIX 98.71 : 98.71 100 99.35 |
T NAME 69.50 63.27 69.22 88.83 77.81 |
8 SBJ 72.30 70.47 7292 71.28 71.74

9 OBJ 78.47 . 78.47 74.70 76.54 |
10 APPO 64.79 = 64.79 43.01 51.70 |
11 LGS 62.11 . 62.11 91.46 73.98 '
12 ROOT 52.66 32.43 52.43 70.06 59.97 |
13 AMOD 66.17 E 66.17 57.14 6132 &
14 PRD 74.82 - 74.82 52.90 61.97 1
1o PUNCT 85.31 . 85.31 90.03 87.60

16 TITLE 94.23 5 94.23 94.09 04.16

h b HYPH 99.01 , 99.01 97.51 98.25 ,
18 POSTHON | 90.46 5 90.46 95.06 92.70 ;
19 OPRD 51.88 = 51.88 68.71 59.12 ;
20 IM 93.85 66.67 93.13 96.98 9501 o
21 TMP 76.41 : 76.41 52.14 61.98

22 DEP 69.86 57.53 69.10 61.84 65.27

23 COORD 88.35 z 88.12 75.01 81.04

24 CONJ 79.83 63.16 78.96 65.15 71.39 |
25 DIR - 18.49 18.49 41.13 25.51 1
26 vC 82.40 41.67 81.69 91.54 86.33
27 PRP 79.59 2 79.59 70.62 74.83 ’
28 HMOD 85.27 62.50 84.77 84.51 84.64

29 SUB - - - . 3

30 MNR : s . p :

31 EXT 3 . . 3 .

32 DTV - - - - .

33 PRT 01.28 - 91.28 97.51 94.29

34 P - < - - s

35 PRN 66.67 = 66.67 35.89 46.66

36 GAP ’ g & - p

37 EXTR - > 3 p 5

38 PUT - - = - -

39 BNF - . . - »

40 VOC - . . P :

Razem 76.34 51.90 74.23 75.31 74.88

Tabela 4.9: Dokladnosé rozpoznawania funkcji wyrazéw w zdaniu z wykorzystaniem ukrytege
modelu Markowa dedykowanego dla jezyka angielskiego.
(Zrédlo: opracowanie wlasne).
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- Wybrane przyklady rozpoznawania funkcji wyrazéw w zdaniu dla jezyka angielskie-
- go

Ze wzgledu na rozbudowana strukture modelu Markowa stuzacego do rozpoznawania funkcji

; wyrazow w zdaniu, jego graficzna prezentacja (patrz Rysunek 4.9) ograniczona zostala tu jedy-
- nie do stanéw wykorzystanych w przykladowym zdaniu. Niemniej jednak nalezy pamietaé, ze
- calkowita przestrzen stanéw jest duzo wieksza. Przyklad zdania w jezyku angielskim:

,He said that the research team played no part in the result.*

Ran_,_

S8 oBy e —— o — *

*\\‘\
‘NMOD &Mdo sug NMOD LOG, NMQD PMOD R
PRP VB IN DT NN NN VB DT NN IN DT NN PUNCT

He  said that the research team played no part in the result

Rysunek 4.8: Przyklad rozpoznawania funkcji wyrazéw w zdaniu z wykorzystaniem ukrytego
modelu Markowa.
(Zrédlo: opracowanie wlasne).

17.41 0.58

5895

Rysunek 4.9: Model Markowa prezentujacy prawdopodobienstwa przej$¢ miedzy wybranymi
- kategoriami funkcji wyrazéw w zdaniu.
(Zrédlo: opracowanie wlasne).



4.5.4 Model rozpoznawania kategorii syntaktycznych dla jezyka polskiego

Kategorie syntaktyczne dla jezyka polskiego przypisane do stanéw w ukrytym modelu Mar-
kowa okredlone w (Przepiérkowski i in. 2012) jako klasy flekseméw przedstawia Tabela 4.10.

Numer | Nazwa Opis Przyklady jezykowe

stanu stanu

0 unknown | Kategoria nieznana {}

1 subst Rzeczownik ykot®,  profesorowie”, ,godzi-

ny“, ,komitetu”, ,pienigdze“

2 praet Czasownik pseudoimieslowowy wJadat®, ,stat®, ,mialt® ,zra-

nit“, ,doprowadzilo “

3 qub Kublik (partykula) Jnie’,  jednak® ,réwniez”

#Sie”, ,chociaz“
4 prep Przyimek apod® vt .do", .przez®
JJO “? ”na'"

5 adj Przymiotnik wpolski®, ,czerwony®, ,falszy-

wej “, ,podstawowe “, ,mtodzi*

6 interp Interpunkcja wi 3wl simf

i punct Koniec zdania 1l

8 fin Czasownik forma nieprzeszla wjadam®, | jestes®, ,przepra-

szam“, ,zjawia®, ,plynie“

9 ppron3 Zaimek trzecioosobowy son’ . gemu’ ,jej”, ,jego*

90 “

10 conj Spojnik wspélrzedny soraz S, BN b ®, P rleey Bt

sjednak “

il ger Czasownik odslownik (rzeczownik od- | ,jadanie smalowanie
czasownikowy, imiestéw odczasowniko- | ,zwiedzanie “ wdokonaniu “
wy) swykorzystywanie, “

12 ppas Imiestéw przymiotnikowy bierny JJadany®,  ,zaprezentowana

wzgubionym “, | ztoZony, “

13 adv Przystéwek Jbardziej“,  kiedy“, ,obecnie*

,o0sobiscie “, ,dluzej*“

14 impt Czasownik rozkaznik (wykrzyknik) JJadaj®,  ,porzucaj®, ,wygle-

daj*, ,czyn®, ,pytaj”

15 comp Spéjnik podrzedny w2e Loyl Jednak”, ehet®

wjesli, zeby“

16 inf Czasownik bezokolicznik Joyé®, L sktadac®, jadac”,

pznalezé®, byé“, ,marzyé“

17 Bedzie Forma przyszla czasownika byé Hhede “

18 pred Predykatyw Jtrzeba®, stychaé*, ,mozna*

Jt0 ,dosé"

19 : Dwukropek e

20 brev Skrét L e T R T

21 dot Wrylicznik i UL T wDTOG.

22 num Liczebnik giéwny J8ze8¢ % duzo“, ,wiele*, ,spo-

m“, ”5 l" ”abze “

23 pecon Imiestéw przystéwkowy wspolczesny JJadajge “, ,rewanzujqgc”, ,bio-

rgc®, tracgc*, ,notujgc”

24 ppronl2 Zaimek nietrzecioosobowy JJa’, tobie, ,nas® ,mnie”

25 imps Czasownik bezosobowy Ljadano”, ,przeprowadzono

~wyryto ©, ,postawiono “

26 pact Imiestéw przymiotnikowy czynny wJjadajgcy Jnaplywajgce

Jkierujgey “, ,umacniajgcym
Ywygrzewajgey “

27 aglt Aglutynant czasownika byé Jchetat —em™, | by -m¥

wSprawdzili -smy, “

28 interj Wykrzyknik fatyczny (emotikon) sach®, .psiakrew*, .o kurcze®

#precz
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29 numecol Liczebnik zbiorowy JSzescioro “, trojga”, ,dwoj-
giem

30 siebie Siebie 4s0bg “, | siebie

31 adjec Przymiotnik predykatywny Jwesot”, | pewien”, ,gotow*

32 winien Czasownik typu winien (forma teraz- | ,winna®, ,powinni“

niejsza)

33 adja Przymiotnik przy-przymiotnikowy wpolsko-ukrairiska “,
~chrzescijarisko-narodowy
“  warminsko-mazurski ¢

34 adjp Przymiotnik po-przyimkowy wpo polsku®, ,po angielsku*
wod dawna®, ,po prostu®, ,po
cichu “

35 depr Rzeczownik forma deprecjatywna sprofesory®,  sloiki® ,chlopa-
ki“ wyksztalciuchy “

36 burk Burkinostka womacku®, ,trochu®, ,na jaw"
o2 dala®, ,na odciez”

37 XXX Cialo obce Jerrare “,  humanum “,  howe-
ver“

38 -) Emotikon P It o S L

39 pant Imiestéw przystowkowy przeszly! swyprowadziwszy “, ,zjadlszy “
wpoznawszy “, ,stwierdziwszy “

Tabela 4.10: Kategorie

modelu Markowa.
(Zrédlo: opracowane na podstawie (Przepiorkowski i in. 2012)).

syntaktyczne dla jezyka polskiego przypisane do stanéw w ukrytym

Wynik rozpoznawania kategorii syntaktycznych dla jezyka polskiego

W wyniku uczenia okreslonych zostalo 43 199 réznych obserwacji. Ocena modelu na zestawie
testowym wykazala, ze dla okolo 13.92% (tj. 9969 sposréd 73 945) wyrazen nie udalo sie ziden-
tyfikowaé¢ pasujacej obserwacji, stad zostaly one przypisane do kategorii ,nieznana“. Precyzja
rozpoznawania obserwacji nieznanych wyniosta 52.94%, natomiast dla znanych obserwacji pre-
cyzja wyniosla juz 95.05%, tym samym calkowita precyzja klasyfikacji dla wszystkich obserwacji
w zestawie testowym wyniosta 92.47%. Calkowita czuloéé klasyfikacji dla wszystkich obserwa-
cji w zestawie testowym wyniosta 92.23%. Stad, miara F1 dla przedstawionego klasyfikatora

wyniosta 92.97%.
Numer | Nazwa Precyzja dla | Precyzja dla Precyzja Czulosé ‘Miara F1
stanu | stanu znanych [%] | nieznanych [%)] | wszystkich [%] | wszystkich [%] | wszystkich [%]
0 unknown | - - - - -
1 subst 97.03 50.04 79.10 97.34 87.28
2 praet 99.21 98.53 99.19 99.81 99.45
3 qub 95.61 - 95.61 91.04 93.27
4 prep 98.92 - 98.92 98.59 98.75
b adj 95.24 - 95.24 94.66 94.95
6 interp 99.98 - 99.96 99.62 99.79
7i punct 97.33 - 97.33 98.39 97.86
8 fin 97.68 - 97.68 98.88 98.27
9 ppron3 99.51 - 99.51 97.31 98.39
10 conj 92.36 - 92.36 91.42 91.89
11 ger 72.50 - 72.50 75.96 74.19
12 ppas 87.00 - 87.00 83.84 85.39
13 adv 91.46 - 91.46 95.52 93.44
14 impt 100 - 100 88.73 94.03
15 comp 90.69 - 90.69 96.04 93.29
16 inf 99.01 - 99.01 99.01 99.01
17 Bedzie 100 - 100 99.37 99.68
18 pred 61.47 - 58.03 78.88 66.86
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19 : 100 - 100 100 100

20 brev 95.77 - 95.77 97.29 96.52
21 dot 86.30 - 86.30 84.25 85.26
22 num 90.04 - 81.30 87.29 84.18
23 pcon 99.08 - 99.08 97.29 98.17
24 ppronl2 | 87.50 - 87.50 97.10 92.05
25 imps 100 - 100 100 100

26 pact 95.49 - 95.49 95.00 95.24
27 aglt 99.50 - 99.50 97.52 98.50
28 interj 92.31 - 92.31 51.85 66.40
29 numcol 100 - 100 98.88 99.43
30 siebie 100 - 100 99.27 99.63
31 adjc 100 - 100 100 100

32 winien 100 - 100 98.00 98.99
33 adja 93.34 - 93.34 93.33 93.33
34 adjp 92.86 - 92.86 86.47 89.55
35 depr 100 - 100 100 100

36 burk 100 50.00 72.50 62.5 67.13
37 XXX 100 1321 57.02 66.7 61.48
38 -) 100 - 100 100 100

39 pant 100 - 100 100 100

Razem 95.05 52.94 92.47 92.23 92.97

Tabela 4.11: Dokladnos¢ rozpoznawania kategorii syntaktycznych z wykorzystaniem ukrytego
modelu Markowa dedykowanego dla jezyka polskiego.
(Zrédlo: opracowanie wiasne).

Model rozpoznawania kategorii syntaktycznych z podzialem na grupy gramatyczne
dla jezyka polskiego

Kategorie gramatyczne przyjete w NKJP (Narodowym Korpusie Jezyka Polskiego) tworza
liczny zbiér kombinacji (Przepiérkowski i in. 2012). Uwzgledniajac wszystkie przystugujace po-
szczegblnym fleksemom kombinacje, mozliwe jest rozréznienie 763 kategorii syntaktycznych. Przy
tak licznym zestawie pojawia sie problem wielkosci bazy danych uczacych. Przykladowo dany
wyraz bedacy rzeczownikiem moze by¢ odmieniony przez przypadki (7), rodzaje (5) i liczbe
(2), co pozwala na zamapowanie go do 70 kategorii. Dlatego tez zaleca si¢ dopasowanie zestawu
kategorii w zaleznosci od potrzeb i utworzenie nie jednego, a kilku wyspecjalizowanych ukrytych
modeli Markowa. Przyjeto nastepujace specjalizacje dla ukrytych modeli Markowa:

e wyspecjalizowany w rozpoznawaniu przypadkéw, osoby, przymiotnikowosci i aspektu,
e wyspecjalizowany w rozpoznawaniu liczby, rodzaju, stopnia i akomodacyjnosci,

e wyspecjalizowany w rozpoznawaniu negacji, akcentowosci, aglutynacyjnoéci i wokalicznosei.
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Kategorie przypisane do stanéw w ukrytym modelu Markowa rozszerzonym o rozpoznawanie

przypadkéw, os6b, przymiotnikowosci i aspektu przedstawia Tabela 4.12.

Modyfikator stanu | Opis | Przyklad obserwacji
Przypadek modyfikuje kategorie: subst | depr | num | numcol | adj | ppronl2 | ppron3 | siebie
| ger | pact | ppas
nom mianownik koza, morze, ucho
gen dopelniacz kozy, morza, ucha
dat celownik kozie, morzu, uchu
acc biernik koze, morze, ucho
inst narzednik koza, morzem, uchem
loe miejscownik kozie, morzu, uchu
voc wolacz kozo, morze, ucho
Osoba modyfikuje kategorie: ppronl2 | ppron3 | fin | Bedzie | aglt | impt
prl Pierwsza osoba jade, plywam, gram
sec Druga osoba jedziesz, plywasz, grasz
ter Trzecia osoba jedzie, plywa, gra
| Przymiotnikowosé¢ modyfikuje kategorie: ppron3
| praep poprzyimkowa niego, -n
; npraep niepoprzyimkowa | jego, go
Aspekt modyfikuje kategorie: fin | Bedzie | aglt | praet | impt | pact | ppas | winien
imperf Czas niedokonany | jes¢, stuchaé¢, méwié
perf Czas dokonany zjesé, zaslyczec, zrobic¢

- Tabela 4.12: Kategorie syntaktyczne rozszerzone o rozpoznawanie przypadkéw, osoby, przymiot-

|
[_ nikowosci i aspektu dla jezyka polskiego p

rzypisane do stanéw w modelu Markowa.

(Zrédlo: opracowane na podstawie (Przepidrkowski i in. 2012)).

Kategorie przypisane do stanéw w ukrytym modelu Markowa rozszerzonym o rozpoznawanie
'~ liczby, rodzaju, stopnia i akomodacyjnosci, przedstawia Tabela 4.13.

y Modyfikator stanu | Opis | Przykiad obserwacji
| Liczba modyfikuje kategorie: subst [ depr | num | numcol | adj | ppronl2 | ppron3 | ger | pact
E | ppas | aglt | praet | impt | pact | ppas | winien
Sg Liczba pojedyncza | noga, budynek, st6l
g pl Liczba mnoga nogi, budynki, stoly
Rodzaj modyfikuje kategorie: subst | depr [ num | numcol [ adj | ppron12 | ppron3 | praet | pact
| ppas | winien
t ml meski osobowy policjant, marynarz,
m2 meski zwierzecy pies, baran
m3 meski rzeczowy parasol, kapelusz, pistolet
f zenski portmonetka, broszka
n nijaki sprawozdanie, zeznanie, dziecko
Stopiefi modyfikuje kategorie: adj | adv
Pos rowny ladny, madry
Com WYZSzY tadniejszy, madrzejszy
sup NAjWyZSzy najladniejszy, najmadrzejszy
Akomodacyjno$é modyfikuje kategorie: ppronl2 | ppron3
congr uzgadniajaca trzej, siedmioma
rec rzadzaca trzech, szeSciorgiem

Tabela 4.13: Kategorie syntaktyczne rozszerzone o rozpoznawanie liczby, rodzaju, stopnia i ako-
“modacyjnosci dla jezyka polskiego przypisane do stanéw w modelu Markowa.
(Zr6dlo: opracowane na podstawie (Przepidrkowski i in. 2012)).
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Kategorie przypisane do stanéw w ukrytym modelu Markowa rozszerzonym o rozpoznawanie
negacji, akcentowodci, aglutynacyjnosci i wokalicznoéci przedstawia Tabela 4.14

Modyfikator stanu | Opis | Przyklad obserwacji
Negacja modyfikuje kategorie: ger | pact | ppas

aff niezanegowana ruchome, stale

neg zanegowana nieruchome, niestale
Akcentowos¢ modyfikuje kategorie: ppronl2 | ppron3

ake akcentowana jego, niego

nake nieakcentowana | go, -n
Aglutynacyjnoéé¢ modyfikuje kategorie: praet

nagl nieaglutynacyjna | résl, ni6st

agl aglutynacyjna rosl-, niosl-
Wokalicznosé modyfikuje kategorie: aglt

wok wokaliczna -em, beze

nwok niewokaliczna -m, bez

Tabela 4.14: Kategorie syntaktyczne rozszerzone o rozpoznawanie negacji, akcentowosci, agluty-
nacyjnosci i wokalicznosci dla jezyka polskiego przypisane do stanow w modelu Markowa.
(Zrédlo: opracowane na podstawie (Przepidrkowski i in. 2012)).
Wybrane przyklady rozpoznawania kategorii syntaktycznych dla jezyka polskiego
Ze wzgledu na rozbudowana strukture modelu Markowa stuzacego do rozpoznawania kate-
gorii syntaktycznych, jego graficzna prezentacja (patrz Rysunek 4.11) ograniczona zostala tu
jedynie do stanéw wykorzystanych w przykladowym zdaniu. Niemniej jednak nalezy pamigtac,
ze calkowita przestrzen stanéw jest duzo wieksza. Przyklad zdania w jezyku polskim:

»1rzeba niestety przyznac, ze wielu ludzi nabiera sie na takie ktamstwa.

root

red jub inf interp comp num -subs't” fin ub - prep ,ad.'\ ~subst punct
pv q;j | < i 4 . A A & > A - pA 7 ]A 3 7 3
Trzeba niestety przyznaé , e wielu ludzi nabiera sie na takie klamstwa

Rysunek 4.10: Przyklad rozpoznawania kategorii syntaktycznych z wykorzystaniem ukrytego
modelu Markowa.
(Zrédlo: opracowanie wlasne).
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Rysunek 4.11: Model Markowa prezentujacy prawdopodobiehstwa przejs¢ miedzy wybranymi
kategoriami syntaktycznymi.

~ (Zrédlo: opracowanie wiasne).

- 4.5.5 Model rozpoznawania kategorii zaleznosciowych dla jezyka polskiego

Reguly gramatyki jezyka polskiego réznia sie od tych wystepujacych w jezyku angielskim.
Niemniej jednak pewne analogie w nazewnictwie i stosowanych zasadach pozostaja ponad-

'~ jezykowe. Jedna z takich zasadach jest budowa zdania SVO (ang. Subject Verb Object) okre-
- slajaca kolejno$é wystapienia podmiotu, orzeczenia i dopelnienia. Kategorie zaleznosciowe dla
jezyka polskiego przypisane do stanéw w ukrytym modelu Markowa przedstawia Tabela 4.15.

Numer | Nazwa 3 s ;
S oy Opis Czesé mowy | Przyklady jezykowe
0 unknown V\./yra.zeme
prep conj
. k l “’ : k‘( . d ﬂ,
I adjunct Przydawka adv adj qub . % af% i al® ng,
”hpca ’ ”Juz b ”100
Sltht LI w w w w
9 oD Uutipeliente prep num WLytulu 5 ,,tgmnze“, e e T
subst Jna moim biurku“, ,do wlosow
wJej nikt nie podskoczy ",
: . j Jkazdy z syndéw zalozyl
3 subj Podmiot adj num ——g i v ; y 7
subst rodzing “, ,cho¢ wszystko byto “,
LSiedem plocien
4 app Przylozenie subst wJjego twarz, pan bog“
b ne Skrot brev s s R )
verb adj »Tobt groZne®, ,zostal
s subst podany*,_ten pokdj*
wZmienia nazwisko “,
7 obj Dopelnienie conj num splandw czy idei*,
blizsze subst Jktore cig cieszq”,
Lmozesz mied wiecej
Znak . %
8 punct R punct interp i
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|
Dopelnien »wydage mi sig ",
9 obj_th dolls)e e subst adj »daé mu obietnice *,
‘ e powiem wam Ze
. Dopelniacz da sie zachowac™
‘ 10 ” zachowac™,
: comp.inf bezokolicznikowy verb ymoze byé®, tylemowic o*“
| : nco bylo przyczyng”,
‘ 11 pd Predykfityw adj verb Lbyt wéciekly
\ dopelniacza subst ; ;
‘ y,mozna zatozyc , ze*
12 refl f;lffs‘:;y qub J2bila sig®, ,zjawi sig*
»madry © uczynny©,
. . 5 S “w
13 ol Koniunkcja adj prep %20 du.zo czy 2a mato “,
koordynowana num subst »P0 miesigeu i trzech
dniach”, ,Bolka i Lolka*
coord Koniunkcja 5 2 ; o
1 @ “
4 Sianct interpunkeyjna interp conj wprzesadg, gdy“, ,calej, duzej i
15 ne Znaczink ub ynie zniosta“, ,nie zdajgc“
g negacji q — 0 200
16 complm Uzupelniacz comp w 2€ ludzie®, ,, iz Zywe”
o i »aby mogly wzigc™,
17 comp_fin U;;Pe}n,tme coni]) ad] »gtosno i wyraznie
okolicznikowe ver _gdys kaidego z*
18 ¢ ) Wyrazenie qub adj sto tez wstyd™, 50 milionéw
. wielowyrazowe subst Emz & »PIO prostu uznanie “
' Odmiana »jak mogl em”,
19 aglt verb i i
ruchoma »gdyby m wiedzial
20 cond i Sk B qub ,,statq by sie”, TR
- warunkowa L musialo by nastgpicé
abbrev
21 _punct Znacznik skrétu punct part . % Lprof .
99 gl Komunkc?a con].qub ,,qle ,“,,a ,l.,,l-dwmez :
koordynujgca Ljako“, ,miZ
23 aux Pomocniczy verb smoze zostac”, ,warto bylo“
24 pre_coord | Pre-koniunkcja conj walbo, to i tak*
25 interp _Znak : interp S
interpunkcyjny
interp subst B 7 7,
26 ne_ X o e 51998 v . % 18 czerwoa® np .
27 imp rz::;;;zi];cy qub, verb Lniech pan®, ,mow teraz“
Tabela 4.15: Kategorie zaleznosciowe dla jezyka polskiego przypisane do stanéw w ukrytym
modelu Markowa.
(Zrédlo: opracowane na podstawie (Wréblewska 2014)).




- Wynik rozpoznawania kategorii zaleznosciowych dla jezyka polskiego

W wyniku uczenia okreslonych zostalo 11 581 réznych obserwacji. Ocena modelu na zestawie

| testowym wykazala, ze dla okolo 7.33% (tj. 785 spoéréd 10 702) wyrazen nie udalo sie ziden-

tyfikowa¢ pasujacej obserwacji, stad zostaly one przypisane do kategorii ,nieznana“. Precyzja

~ rozpoznawania obserwacji nieznanych wyniosla 59.26%, natomiast dla znanych obserwacji pre-

cyzja wyniosla juz 78.40%, tym samym calkowita precyzja klasyfikacji dla wszystkich obserwacji

~ w zestawie testowym wyniosta 76.78%. Calkowita czuloéé klasyfikacji dla wszystkich obserwa-

cji w zestawie testowym wyniosla 78.54%. Stad, miara F1 dla przedstawionego klasyfikatora
wyniosta 77.35%.

Warstwowy ukryty model Markowa, dla ktérego obserwacje stanowia
kombinacje afikséw wyrazéw i odkrytych dla nich kategorii syntaktycznych

Numer | Nazwa Precyzja dla | Precyzja dla Precyzja Czulosé Miara F1
stanu | stanu znanych [%] | nieznanych [%] | wszystkich [%] | wszystkich [%] | wszystkich [%]
0 unknown - - - - -

1 adjunct 81.02 75.49 79.86 83.25 81.52
2 comp 72.41 57.26 68.34 70.17 69.24
3 subj 80.08 67.11 72.29 65.72 68.85
4 app 73.70 - 73.70 73.88 73.79
5 ne 74.63 - 74.63 74.25 74.44
6 pred T1.73 59.81 62.11 80.25 70.02
i obj 72.46 47.86 66.26 68.51 67.36
8 punct 91.74 - 91.74 98.94 95.20
9 obj_th 83.77 - 83.77 79.06 81.34
10 comp_inf 87.60 81.34 86.16 85.03 85.59
11 pd 81.83 - 81.83 82.90 82.36
12 refl 95.53 - 95.53 100 97.71
13 conjunct 81.30 25.92 67.84 61.77 64.66
14 coord_punct | 41.50 - 41.50 44.09 42.75
15 neg 95.59 - 95.59 100 97.74
16 complm 81.67 - 81.67 88.87 85.11
17 comp_fin 74.34 - 74.34 86.67 80.03
18 mwe 84.26 - 84.26 67.92 76.21
19 aglt 95.63 - 95.63 100 97.77
20 cond 98.00 - 98.00 100 98.99
21 abbrev_punct | 66.19 - 66.19 100 79.65
22 coord 20.37 - 20.37 19.23 19.78
23 aux 80.28 - 80.28 59.74 68.50
24 pre_coord 50.17 - 50.17 50.00 50.08
25 interp 100 - 100 100 100
26 ne_ 100 - 100 100 100
27 imp 81.02 - 81.02 80.50 80.75
Razem 78.40 59.26 76.78 78.54 77.35

Tabela 4.16: Dokladnoéé¢ rozpoznawania kategorii

5

zaleznosciowej z wykorzystaniem ukrytego
modelu Markowa dedykowanego dla jezyka polskiego.
(Zrédlo: opracowanie wlasne).




Wybrane przyklady rozpoznawania kategorii zaleznosciowej dla jezyka polskiego

Ze wzgledu na rozbudowana strukture modelu Markowa stuzacego do rozpoznawania katego-
rii zaleznosciowej, jego graficzna prezentacja (patrz Rysunek 4.13 i 4.15) ograniczona zostala tu
jedynie do stanéw wykorzystanych w przykladowym zdaniu. Niemniej jednak nalezy pamietac,
ze calkowita przestrzen stanéw jest duzo wigksza. Przyklad zdania w jezyku polskim:

»oejm przyjal ustawe o finansowym wsparciu w nabywaniu mieszkania. “

s
k,gdwﬂﬁ A
cbmp‘\
subst verb subst prep adj subst prep subst|ger subst  punct

Sejm przyjat ustawe o finansowym wsparciu w nabywaniu  mieszkania

Rysunek 4.12: Przyklad rozpoznawania czesci mowy i czesci zdania w wykorzystaniem ukrytych
modeli Markowa.
(Zrédlo: opracowanie wlasne).

Rysunek 4.13: Model Markowa prezentujacy prawdopodobiefistwa przejé¢ miedzy wybranymi
kategoriami zalezno$ciowymi.
(Zrédlo: opracowanie wlasne).
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Przyklad zdania w jezyku polskim:

,Okresleniu daty sprzeciwialy sie otwarcie Francja, Hiszpania i Finlandia. “

i SRR AR
abj-th refl adjunct T R s N
P 4 T S
adjunct < s Tk o Gfines . o
subst subst verblpraet qub  adv subst interp subst conj subst punct
Okresleniu daty sprzeciwialy si¢ otwarcie Francja , Hiszpania i Finlandia

Rysunek 4.14: Przyklad rozpoznawania kategorii zaleznosciowych z wykorzystaniem warstwo-
wych ukrytych modeli Markowa.
(Zrédlo: opracowanie wlasne).
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Rysunek 4.15: Model Markowa prezentujacy prawdopodobiefistwa przejs¢ miedzy wybranymi

- kategoriami zalezno$ciowymi.

(Zrodlo: opracowanie wlasne).

4.5.6 Podsumowanie i poréwnanie wynikéw

Do oceny zadania rozpoznawania danych tekstowych przez zaprezeﬁtowa.ne ukryte modele

- Markowa zastosowano miarg¢ F1 bedaca Sredniag harmoniczna miar precyzji i czulosci. Dzigki
~ temu mozliwe jest poréwnanie wynikéw na tle innych klasyfikator6w o identycznej przestrzeni

klas. Wyniki otrzymywane przez prezentowane ukryte modele Markowa mozna poréwnac:

o dla jezyka angielskiego z wynikami prezentowanymi w (Surdeanu i in. 2008, Hajic i in.
2009),

o dla jezyka polskiego z wynikami prezentowanymi w (Wréblewska 2014, 2018).
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Podczas interpretacji wynikéw nalezy nadmienié, ze z uwagi na trudnosci zwiazane z dotar-
ciem w poszczegdlnych zrédlach do informacji, ktére dane zostaly (w tamtych systemach) uzyte
do uczenia, a ktére do testowania, bardzo Scisle poréwnanie wynikéw nie jest mozliwe. Nie-
mniej ze wzgledu na ogoélnie duzy rozmiar dostepnych danych, mozna oczekiwaé otrzymywania
w przyblizeniu stalych wynikéw (precyzji i czulosci) niezaleznie od przepermutowania danych i
ich podzialu na dane uczace i testowe.

Zestawienie wynikéw klasyfikacji kategorii syntaktycznych dla jezyka angielskiego prezentuje
Tabela 4.17.

Nazwa systemu Miara F1 [%)]
Dwukierunkowe sieci zaleznosci (Toutanova i in. 2003) 97.24

HMM z klasyfikatorem perceptronowym (Collins 2002) 97.11

Model Markowa z dwukierunkowym wnioskowaniem 97.15
(Tsuruoka & Tsujii 2005)

Maszyna wektoréw nosnych (Gimenez & Marquez 2003) 97.05
HMM-Toolbox 95.22

Tabela 4.17: Por6éwnanie miar F1 dla systeméw rozpoznawania kategorii syntaktycznych dla
jezyka angielskiego.
(Zrédlo: opracowanie na podstawie (Iwakura & Okamoto 2008)).

Zestawienie wynikow rozpoznawania typu zaleznosci syntaktycznych i semantycznych dla
jezyka angielskiego prezentuje Tabela 4.18.

Autor systemu Typ relacji syntak- | Typ relacji seman-
tycznych, grupa fra- | tycznej, funkcja wy-
zowa [%)] razu w zdaniu [%]

Johansson 89.32 80.37

Che 86.75 78.52

Ciaramita 86.60 77.50

Zhao 86.66 76.16

Yuret 86.62 73.06

Samuelsson 86.63 72.94

Zhang 87.32 T1.31

Henderson 86.91 70.97

Watanabe 87.18 70.84

Morante 86.07 70.51

Pietras (HMM-Toolbox) 93.55 74.88

Tabela 4.18: Poréwnanie precyzji dla systemow rozpoznawania typu zaleznosci syntaktycznych
i semantycznych dla jezyka angielskiego.
(Zrédto: opracowane na podstawie (Surdeanu i in. 2008)).

Zestawienie wynikow klasyfikacji kategorii syntaktycznych dla jezyka polskiego prezentuje
Tabela 4.19.

Nazwa systemu Precyzja|%]
OpenNLP (Kobylinski & Kieraé 2016) 87.24
Pantera (Acedanski 2010) 88.95
WCRFT (Radziszewski 2013) 90.76
Concraft (Waszczuk 2012) 91.07
PoliTa (Kobylinski 2014) 92.01
Toygger (Krasnowska-Kieras 2017) 92.01
HMM-Toolbox 92.47

Tabela 4.19: Poréwnanie precyzji dla systeméw rozpoznawania kategorii syntaktycznych dla
jezyka polskiego.
(Zrédlo: opracowanie wlasne).
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Zestawienie wynikow klasyfikacji typéw relacji zaleznosciowych dla jezyka polskiego prezen-
tuje Tabela 4.20.

Nazwa systemu Precyzja LAS
[%]
Drewutnia 27.39
Poleval2k18 77.70
IMS 69.27
COMBO 86.11
Mate-Parser (A. Wréblewska) 81.00
Malt-Parser (A. Wréblewska) 78.40
HMM-Toolbox 76.78

Tabela 4.20: Poréwnanie precyzji dla systeméw rozpoznawania kategorii zaleznosciowych dla
jezyka polskiego.
(Zrédlo: opracowane na podstawie (Wréblewska 2014, 2018)).

Podsumowujac wyniki nalezy podkresli¢, ze pewne réznice w przygotowaniu klasyfikatoréw
jak i danych uczacych oraz testowych maja wplyw na jednoznaczno$é wynikéw. Niemniej jednak
prezentowane wyniki w sposob klarowny okreslaja, na ile dobrze dany system rozpoznaje pra-
widlowa kategorie. Mozna przyjac, ze precyzja dostepnych systeméw rozpoznawania kategorii
syntaktycznych jest na poziomie 90% =+ 5%, natomiast precyzja dostepnych systeméw rozpozna-
wania kategorii zaleznosciowych jest na poziomie 80% =+ 5%.

Rysunek 4.16 przedstawia zakladke Typing w aplikacji HMM-Toolbox, ktéra to oferuje moz-
liwos¢ wpisywania nowego tekstu i sprawdzenia wyraz po wyrazie, czy otrzymany wynik rozpo-
znawania kategorii syntaktycznych czy tez typéw zaleznoSciowych jest prawidlowy. Warto dodac,
ze wyniki rozpoznawania pojawiaja sie w czasie rzeczywistym w trakcie pisania na klawiaturze
(zmieniajac si¢ wraz z dochodzacymi nowymi wyrazami).

3 HMM Tootbos = M

Crestion  fupervising Tagpng Prevew VNG TreeBark Wordnet Precsion Extraction

Custom Text

The Markov process itself camnot be observed, only the sequence of labeled balls, Thus this arrangement is called & “hidden Markov process®.
[The diagram below shows the gemeral architecture of an instantiated HMM.

[Each oval shape represents a random variable that can sdopt any © a number of values.

(SIS RIS T R RIS PRI R C ARl 7] |

'fL‘ (OIS R RO R I IR R R R R BRI (]

Rysunek 4.16: Zakladka wpisywania i rozpoznawania nowego tekstu w HMM-Toolbox.
(Zrédlo: opracowanie wlasne).
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Rozdziat 5

Opis informacji na ré6znych
poziomach semantyki leksykalnej

Komputerowa analiza semantyczna odnosi si¢ do pewnego abstrakcyjnego zrozumienia znacze-
nia tekstu. Istnieje wiele interpretacji pojecia ,znaczenie tekstu®“. Warto podkresli¢, ze formalna
kategoryzacja uzyskana w wyniku analizy semantycznej rézni sie od struktur skladniowych po-
wierzchniowych i morfologicznych o tyle, ze wyrazZnie reprezentuje wiedze na temat obiektéw
i relacji miedzy nimi. Obiekty te i polaczenia czesto wykraczaja poza kategorie jezykowe i moga
odzwierciedla¢ zaréwno obiekty i relacje w $wiecie rzeczywistym, jak i abstrakeyjne pojecia. Dla
komputerowej analizy semantycznej, oprocz znajomosci gramatyki jezyka naturalnego, wyma-
gana jest znajomo$¢ wielu innych rodzajéw wiedzy, w tym pozajezykowych (znaczefi tekstu,
wartosci zwigzanych ze strukturami gramatycznymi, znajomosé struktury dyskursu, znajomosé
przedmiotu dyskursu, wiedzy o swiecie), a takze metod argumentacji (Charwat i in. 2015).

Niniejszy rozdzial dotyczy modeli semantyk tekstowych, jak réwniez nowoczesnych metod
analizy semantycznej. Uwaga skupiona jest na problemie opisu istotnych informacji na réznych
poziomach semantyki leksykalnej. Przez okreslenie ,rézne poziomy semantyki leksykalnej“ w roz-
prawie rozumiane jest to, ze elementy leksykalne grupowane sa ze wzgledu na kategorie znacze-
niowe, takie, ze elementy nizszego poziomu naleza do kategorii z poziomu wyzszego. Natomiast
jako istotna informacje“ uwaza sie taka, ktéra tworzy pole semantyczne wybranego wyrazu.
Przedstawiona w rozdziale metoda analizy tekstu pozwala na odkrywanie pola semantycznego
dla wybranego wyrazu dostarczajac informacji na réznych poziomach semantyki leksykalne;.

Tytulem wprowadzenia pokrotce przedstawione sa rozne modele semantyki, z ktérych za-
czerpnieto inspiracje do opracowanej metody.

5.1 Modele semantyki dla danych tekstowych

Modele semantyki znalazly zastosowanie w szerokim zakresie systemow przetwarzania jezyka
naturalnego: w systemach wyszukiwania pytan i odpowiedzi (Shen & Lapata 2007), ekstrakcji
informacji (Surdeanu i in. 2003), tlumaczeniach maszynowych (Liu & Gildea 2010) i innych.
Pomimo ponad pél wieku badan w tej dziedzinie problem modelowania semantyki tekstu jezyka
naturalnego jest nadal otwarty.

5.1.1 Semantyka formalna

Powszechnie znanym sposobem zastosowania semantyki wyrazen w modelowaniu jezyka na-
turalnego jest jego reprezentacja w jezyku logiki. Richard Montague wykazal, ze jezyk angielski
mozna przelozy¢ na jezyk formalny (Montague 1970). Sugeruje on, ze na poziomie teoretycznym
jezyki formalne i fizyczne nie réznig si¢ istotnie. Semantyka Montague’a oparta jest na logice
predykatéw — obejmuje rachunek lambda, zaawansowang strukture rodzajéw i typéw funkeji.
Prace Montague’a nadaly kierunek rozwojowi metod modelowania jezykiem formalnym aspek-
tow jezyka naturalnego (tj. charakterystyka obiektéw, idioméw, metafor i innych wyrazen). Do
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tej pory jednak z powodu niejednoznacznoéci i elastycznosci jezyka naturalnego zastosowanie
ormalnego aparatu semantyki w praktyce jest problematyczne ze wzgledu na swoja zlozonosé.

5.1.2 Funkcjonalny model semantyki

Za jeden z fundamentalnych modeli semantyki tekstu w jezyku naturalnym uwaza sie za

el oparty na strukturze rél w zdaniu. Nowoczesna formula tego modelu zostala zapropo-

a w pracach Charlesa Fillmore’a (Fillmore 1968). Wprowadzil on pojecie przypadkéw

antycznych (nazywanych glebokimi) oraz pierwotnosé przypadkowsa (uniwersalia). Uczest-

zdarzenia wykonuje funkcje¢ (tematyczna) wskazana w tekscie przez czasownik. Przypadki
osiadaja odpowiednie realizacje skladniowe i opisuja semantyczna warstwe zdania:

e opisuja ,co uczestnik jest w stanie zrobi¢ z wydarzeniami zachodzacymi wokdél niego®;

e opisuja ,jak kto§ co$ zrobit*;

® opisuja ,komu co sie stalo®;

e opisuja ,zmiane, ktorej kto§ zostal poddany*.

Wiele wprowadzonych poje¢ mialo umozliwi¢ przedstawienie w formie streszczenia wszyst-
ich mozliwych znaczen sytuacji. Pomimo pewnych rozbieznosci istnieje szereg funkcji, ktére sg
o stosowane w literaturze (Fillmore 1968).

| Nazwa funkcji Opis
| AKCJA Czynnos¢ dokonywana przez agenta.
AGENT Sprawca danej czynnosci (powinien byé¢ obiektem ozywionym — osoba,
zwierzeciem i dziala¢ w sposéb swiadomy).
KO-AGENT Sita lub opér (przeszkoda), przeciwko ktéremu akcja jest wykonywana. -
' OBIEKT Rzecz (jednostka), ktéra porusza sie, zmienia, lub ktérej polozenie czy
istnienie jest rozpatrywane.
REZULTAT Rzecz (konkretna lub abstrakcyjna), ktéra powstaje w wyniku danego
: dzialania.
INSTRUMENT Bodziec, przedmiot lub bezposrednia fizyczna przyczyna danego dzialania.
LOKALIZACJA Miejsce, zwiazane z poruszaniem sie przedmiotu.

abela 5.1: Zestawienie funkcji pelnionych przez zwiazki wyrazowe.
dlo: opracowanie na podstawie (Fillmore 1968)).

Fillmore dokonal waznej obserwacji: te same funkcje (glebokie przypadki) moga posiadaé
zne reprezentacje w warstwie syntaktycznej struktury gramatycznej, zatem model semantyki
rahuje od skladniowej i morfologicznej struktury zdan wprowadzonych w korespondencji do

j samej funkcji.

Zdanie 1: ,Jan przybil gwézdZ mlotkiem. “

Jan przybit gwobzdz mlotkiem
AGENT AKCJA OBIEKT INSTRUMENT

Zdanie 2: ,GwdzZdZ zostal przybity miotkiem przez Jana. “

Gwozdz

zostal przybity

miotkiem

przez Jana

OBIEKT

AKCJA

INSTRUMENT

AGENT

.1.3 Leksykalny model semantyki

Znaczenie leksykalne i relacje zwiazkéw wyrazowych sa kluczowe z punktu widzenia repre-
tacji wiedzy. Do rozwoju tej dziedziny niewatpliwie przyczynily sie prace Pustejovsky’ego
Pustejovsky 1995). Elementy leksykalne grupowane sa hierarchicznie ze wzgledu na przynalez-
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no$¢ do danej kategorii znaczeniowej, a relacje miedzy nimi sa okreslone i z géry zdefiniowane.
Relacje te umozliwiaja przejscie z jednego elementu leksykalnego do kolejnego. W rozprawie
zasadniczo wyrdznia sie dwa typy przej$é: w poziomie lub w pionie. Poziome przejécie znacze-
niowe elementu leksykalnego okresla sie mianem synonimizacji, gdy osiagany element leksykalny
jest o tym samym (lub zblizonym) znaczeniu, lub antonimizacji, gdy osiggany element leksy-
kalny jest o znaczeniu przeciwnym. Pionowe przejécie znaczeniowe obejmuje relacje pomiedzy
okresleniami o bardziej ogélnym znaczeniu z okresleniami o znaczeniu bardziej konkretnym.
Leksykalny model semantyki wyréznia nastepujace relacje znaczeniowe:

e Rzeczowniki:

— Hiperonimia: Y jest hiperonimem X, jesli kazdy X nalezy do klasy Y (pies jest
hiperonimem dla jamnik).

— Hiponimia: Y jest hiponimem X, jesli kazdy Y nalezy do klasy X (jamnik jest
hiponimem dla pies).

— Kohiponimia: Y jest kohiponimem X, jesli Y i X naleza do tej samej klasy Z
(jamnik i pudel naleza do klasy pies).

— Meronimia: Y jest meronimem X, jesli Y jest czeécig X (okno jest meronimem dla
budynek).

— Holonimia: Y jest holonimem X, jesli X zawiera Y (budynek jest holonimem dla
okno).

e (Czasowniki:

— Hiperonimia: Y jest hiperonimem X, jesli dzialalno$¢ X zawiera sie (w jaki§ spos6b)
w dzialalnosci klasy Y (poruszaé si¢ jest hiperonimem dla jechac).

— Troponimia: Y jest troponimem X, jesli dzialalnoé¢ Y wykonuje (w jaki§ sposéb)
dzialalnoéé¢ klasy X (sepleni¢ jest troponimem dla rozmawiac).

— Entailment: Y jest logiczna konsekwencja X, jesli wykonujac X nalezy robi¢ Y (spaé
jest logiczna konsekwencja dla chrapac).

— Kohiponimia: Y jest kohiponimem X, jedli Y i X naleza do tej samej klasy Z
(seplenié i szeptaé naleza do klasy méwic).

5.2 Odkrywanie pola semantycznego

W prezentowanym rozwiazaniu do opisu istotnych informacji, czyli takich, ktére tworza po-
le semantyczne wybranego wyrazu zastosowano zarowno funkcjonalny, jak i leksykalny model
semantyki. Odkrywanie pola semantycznego dla wybranego wyrazu w analizowanym tekscie
wymaga przeprowadzenia wstepnego rozpoznania kategorii syntaktycznych wyrazéw oraz roz-
poznania typéw relacji miedzy wyrazami. W tym celu zastosowane sg ukryte modele Markowa
prezentowane w Rozdziale 4.4.

Rozpoznane typy relacji w tekécie wykorzystano przy wyborze wyrazow tworzacych pole
semantycznego wybranego leksemu. Badajac pole semantyczne wybranego wyrazu konieczna
jest informacja, jaka funkcje pelni ten wyraz w zdaniu, jak réwniez, jakie funkcje pelnia inne
wyrazy z nim powigzane. Na podstawie rozpoznanych typéw zaleznosci okresli¢ mozna, ktory
z wyrazéw dostarcza opisu cech, a ktéry opisu mozliwych czynnosci.

Rozpatrzymy Rysunek 5.1, ktéry ukazuje relacje pomiedzy wyrazami w zdaniu.
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»Sumienny doktorant opisuje rzeczowo wazne badania swojego zespotu naukowego.”

doktorant (co robi?) Opisuje doktorant o ol opisuje
(zwigzek gtéwny, zwigzek zgady) (podmiot) (orzecznie)
Jaki? Co? Jak?
badania

doktorant (jaki?) sumienny sumienny rzeczowo opisuje (jak?) rzeczowo
(zwiazek zgody) (przydawka) ( (okolicznik) (zwiazek przynaleinosci)
J

P ne)

akie?  Kogo?
badania (jakie?) wazne waine zespotu badania (kego?) zespotu
(2wiqzek zgody) (przydawka) (przydawka) (zwiqzek rzadu)
Jakiego? Czyjego?

zespolu (jakiego?) Naukowego naukowego swojego zespotu (czyiego?) SWOjEEO
(zwiazek zgody) (przydawka) (przydawka) (zwiazek zgody)

dysunek 5.1: Graficzna reprezentacja relacji miedzy wyrazami w zdaniu.
odlo: opracowanie wiasne).

Pole semantyczne dla wyrazu doktorant powstale na podstawie przedstawionego zdania za-
viera cechy i czynnoéci bedace bezposrednio w relacji z wyrazem doktorant:

- e doktorant jest sumienny,

e doktorant wykonuje czynnosé opisywania,

- jak i cechy bedace w relacji posrednie;j:

' e doktorant wykonuje czynno$é rzeczowo,

; e doktorant wykonuje czynnoéc’ wzgledem badania,

e doktorant posiada zespdl naukowy.

- Kategorie syntaktyczne zostana wykorzystane przede wszystkim przy mapowaniu wyrazéw
o sieci semantycznej Wordnet. Za jej pomoca mozliwe jest dokonanie przejscia pionowego lub
iomego dla elementu leksykalnego (hiperonimia- znaczenie bardziej ogélne, hiponimia- zna-
e bardziej konkretne oraz synonimizacja i antonimizacja). Dzieki przejSciu elementu lek-
nego mozliwe jest uzyskanie bardziej rozbudowanego, wielopoziomowego opisu istotnych
nformacii.
" Rozpatrujac dalej pole semantyczne dla wyrazu doktorant z uwzglednieniem przejéé leksy-
alnych dla wyrazéw powigzanych (np. przechodzac az do najwyzszego hiperonimu) mozemy
rzymywa¢ nastepujace informacje:

o doktorant jest sumienny,

— czyli doktorant jest obowigzkowy,
— czyli doktorant jest porzqdny,
— czyli doktorant jest dobry;

- o doktorant wykonuje czynnos¢ opisywania,
— czyli doktorant wykonuje czynnosé raportowania,

— czyli doktorant wykonuje czynnosé informowania,
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— czyli doktorant wykonuje czynnos¢ komunikowania;
e doktorant wykonuje czynnosé rzeczowo,

— czyli doktorant wykonuje czynno$c¢ sensownie;
e doktorant wykonuje czynnos¢ na rzecz badania,

— doktorant wykonuje czynnosé na rzecz sprawdzania;
e doktorant posiada zespdl naukowy,

— doktorant posiada grupe.

5.2.1 Pole semantyczne na wyzszym poziomie leksykalnym

Pewne okreslenia moga wystepowaé¢ w badanym tekscie rzadko lub tez w ogéle. Stad, uzyska-
ne pole semantyczne dla wybranego wyrazu moze by¢ niewystarczajace. Sytuacje moze polepszy¢
zastosowanie poziomego przejécia leksykalnego, a wigc odkrywanie pola semantycznego poprzez
synonimizacje wybranego wyrazu. Aby uzyska¢ bardziej rozszerzony opis pola semantycznego,
nalezny dokona¢ pionowego przejécia leksykalnego wybranego wyrazu, a wiec dokonaé analizy
dla wszystkich hiperoniméw, kohiponimoéw i hiponiméw. Nalezy przy tym zaznaczy¢, ze uzyska-
ne cechy i relacje dopelniajg pole semantyczne wybranego wyrazu jako mozliwy dodatkowy opis,
ale moga rowniez sta¢ w sprzecznosci ze stanem rzeczywistym. Przykladowo kolejne hiperonimy
wyrazu doktorant to kandydal, a nastepnie czlowiek. Rozpatrujac zdania przytoczone juz w tej
rozprawie dokonamy odkrywania pola semantycznego dla wybranego wyrazu czlowiek.

»Biegli sqdowi zostali powolani. “

, Chiopcy biegli przez pole. “

SIgnacy chetnie opowiada o swojej rodzinie.

~Irzeba niestety przyznad, Ze wielu ludzi nabiera si¢ na takie klamstwa. “
woumienny doktorant opisuje rzeczowo wazne badania swojego zespolu naukowego. “
wdan przybil gwozidz miotkiem. “

Zdania te, cho¢ nie sa ze soba powigzane bezpoérednio, to jednak zawieraja pewna pragma-
tyczng wiedze na temat istoty zywej jaka jest czlowiek. Zaréwno ,Biegli sadowi, ,,Chlopcy,
HIgnacy®, ,wielu ludzi®, ,doktorant” i ,Jan“ na wyzszym poziomie semantyki leksykalnej gru-
powani sa pod kategoria czlowiek. Z przytoczonych zdan wiemy wiec, ze czlowiek moze ,zostaé
powolany*, ,biegac“, ,opowiada¢® ,nabiera¢ sie“, ,opisywaé“ czy tez ,przybija¢®. Wiemy réw-
niez, ze czlowiek pewne czynnosci moze wykonywac ,chetnie“ i moze byé¢ ,sumienny“, moze
mie¢ ,rodzine“ ale i ,zesp6l”, mozna go spotka¢ na ,polu®, a ponadto ma pewne umiejetnodci
postugiwania sie ,,mlotkiem*.

Pole semantyczne odkryte dla wyrazu czlowiek moze dopelniac¢ opis wyrazu doktorant. Na po-
trzeby rozréznienia, pole semantyczne wyrazu uzyskane na podstawie poziomego przejscia lek-
sykalnego nazywaé bedziemy polem semantycznym blizszym, natomiast pole semantyczne uzy-
skane na podstawie pionowego przejscia leksykalnego nazywaé¢ bedziemy polem semantycznym
dalszym.

5.2.2 Mapowanie na Wordnet

Dla jezykéw angielskiego i polskiego dostepne sa slowniki stanowiagce zlozona sieé¢ seman-
tyczng znane, odpowiednio, pod nazwami: Wordnet oraz Stowosie¢. Wyrazy zawarte w tych
stownikach sa podane w formie podstawowej (czasowniki w formie bezokolicznikowej, rzeczow-
niki w mianowniku w liczbie pojedynczej, przymiotniki w mianowniku w liczbie pojedynczej
rodzaju meskiego w stopniu réwnym) co sprawia, ze aby prawidlowo skorzysta¢ z zasobéw nale-
zy analizowane wyrazy réwniez sprowadzi¢ do formy podstawowej. Ma to szczegdlne znaczenie
zwlaszcza dla jezyka polskiego, gdzie odmiana wyrazu ma wplyw na koncéwke fleksyjng.
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- W rozprawie jako prosty zabieg ulatwiajacy rozpoznanie wyrazu wykorzystano odleglosé

‘edycyjna Levenshteina. Na jej podstawie okreSlony jest stopiefi podobienistwa wyrazu do for-
- my podstawowej oraz ustalony jest pewien prég tolerancji akceptowanej odmiennoéci wyrazu.
~ Zaletg tego rozwiazania jest mozliwos¢ wykorzystania zasobéw Slowosieci rowniez dla wyrazéw
- posiadajacych bledy w pisowni.

 Odleglosé edycyjna Levenshteina

Odleglosé edycyjna zaproponowana przez W. Levenshteina (Levenshtein 1966) obliczana jest
za pomoca programowania dynamicznego. Odlegloé¢ ta podaje minimalna liczbe operacji edycyj-
nych (wstawienie znaku, usuniecie znaku, podmiana znaku) pozwalajacych na przeprowadzenie
~ jednego ciagu znakéw w; w drugi ws.

' Algorytm Levenshteina ma ponizsza postac.

1. Inicjalizacja

Dpo=0 (5.1)
D,;‘o =lhal i e |’t‘.U1| (5.2)
Doj=j, 1<j<|wl ' (5.3)
2. Indukcja
Di_1-1+0, wi(i) = wa(j),
i i Di_y1-1+1, wi(i) # wa(y), (5.4)
Di—l.j +1, lwn| < |wal,
Dij1+1, |w|> |wg|
3. Zakonczenie
LevDist = Dlwl|,rw2| (55)

'_ Wagowa modyfikacja algorytmu Levenshteina

- W pracy (Pietras 2014b) zaproponowano modyfikacje algorytmu Levenshteina pozwalajaca
" na rozmytg ocene odleglosci dwéch wyrazéw. Wychodzac z zalozenia, ze w gramatyce jezyka
polskiego w wyniku koniugacji i deklinacji zmianie najczesciej ulega sufiks wyrazu, stad wartos¢
kosztu edycji znaku wazona jest wspélezynnikiem odlegloéci litery od poczatku wyrazu. Dlatego
tez, roznice pomiedzy ostatnimi literami badanych wyrazéw beda w mniejszym stopniu wplywa-
1y na wynikowa odlegloéé. Dla uproszczenia pierwsze trzy litery wyrazu traktowane sa jako jego
‘stale (nie podlegajace odmianie) i jezeli w poréwnywanych wyrazach ktérakolwiek z tych pierw-
szych liter okaze sie¢ rézna, to wyrazy te zostana sklasyfikowane jako zupelnie odmienne (brak
podobienistwa). Jak zauwazono w pracy (Weigel & Fein 1994), wagowa modyfikacja algoryt-
~mu Levenshtina powoduje, ze otrzymywany wynik przestaje by¢ metryka. Natomiast z punktu
‘widzenia aplikacji rozpoznawania polskich wyrazéw tego typu modyfikacja pozwala na lepsze
‘dopasowanie znaczenia odmienianych wyrazéw.

85




LY

Dla przykladu poréwnujac wyrazy ,rozwigzac® i ,rozwingc¢“ otrzymamy wynik 0.67. Nato-
miast poréwnujac wyraz ,rozwiazac“ z wyrazami pochodzacymi z jego koniugacji: ,rozwiagzali®,
Jrozwiaz®, ,rozwiazalem® otrzymamy odpowiednio: 0.80, 0.78, 0.82. Tabela 5.4. przedstawia
wyniki dopasowania lancuchéw liter (odpowiednik wyrazu), gdzie zmianie ulegaja litery na réz-
nych pozycjach. Lancuchem wzorcowym jest ,,0000000000“ natomiast litera x symuluje rézniace
sie znaki.

Ciag liter Dopasowanie | Ciagg liter Dopasowanie
»0000000000" | 1.000 ,»00000000TT 0.789
000000000z | 0.900 ,»0000000XTT " 0.664
»oooooooozxo | 0.889 »0000002ZLT " 0.521
»0000000x00“ | 0.875 1»0000000LT0" 0.764
»000000x000% | 0.857 ,»000000LLTO0 " 0.621
»00000x0000“ | 0.833 »00000LLLTLO" 0.454
wo0000zooo00“ | 0.800 ,,0000000000T * 0.909
»000xoooo00“ | 0.800 »ooo000000oxz | 0.833
wooxooooooo® | 0.000 ;000000000 0.900
»oxoooooooo | 0.000 100000000 * 0.800
»Z0o0ooooooo” | 0.000 »0000TTTTTT " 0.154

Tabela 5.4: Wartos¢ dopasowania ciagéw literowych, gdzie zmianie ulega kombinacja znakéw na
réznej pozycji.
(Zrédlo: opracowanie wiasne).

Suffix

Prefix : ; - =, {
04 02 0 02 04 06 08 10

Rysunek 5.2: Graficzna reprezentacja wartosci dopasowania ciggéw literowych w zaleznoéci od
dlugoéci ciagu.
(Zrédlo: opracowanie wlasne).

5.3 Przyklady uzycia

W aplikacji HMM-Toolbox, w zakladce ,Wordnet* zaprezentowany jest zestaw funkcji umoz-
liwiajacych dokonanie opisu istotnych informacji na réznych poziomach semantyki leksykalnej
(patrz Rysunek 5.3). W tym celu program korzysta z zasob6éw sieci semantycznej stownika Word-
net. Wyrazy w analizowanym tekscie sa oznakowane kategoriami syntaktycznymi oraz typami
relacji zaleznosciowych, aby wyodrebnic¢ takie zwiagzki wyrazowe jak podmiot czy orzeczenie.
Dla wybranego wyrazu sprawdzane sa wystapienia i powiazania w analizowanym tekécie. Piono-
we i poziome przejscia elementu leksykalnego nastepuja iteracyjnie (poczynajac od wybranego
wyrazu oraz przypisanych mu cech i czynnosci) az do wyszukania wszystkich istotnych relacji
zawartych w sieci semantycznej stownika Wordnet.
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[} HMM Toolbar - o x

Creston Supervang Taggng Previe Typing TresBak Wordnet Precsion Extrachon

List of senteces.
e s3id they “sure hope™ they wil be able to work with democrats on the thrd pece of ther thres - pronged approach = }
irepublicans plan to pass 3 bil obamacane’s expansion . which could lead to milons more people beng uninsured . through a process.

|1 and ted cruz (r - texas) have wamed that the three - part approach to repealing and replacng obamacare won't work because democrats won't
[

Y e e e B U o T e Esheiad = »

ez => BN -> crymoac fraswy) Famo_pNNSM

the act of conitroling o drecting accordeg o e Tecal reuations a7 B hands of polbcars”

R I R R N <]

Werd 10 Word 11 Word 12 Word 13

s £ |

'3 w_ -
::'s jontrl | — [something =
w's mciuty somathing -
o' oL = _jsomathing
Bws  jevent  —  something =

psychobogi... I [

{ILR : pLMN-00289680-n pwm | Word : operation

{IIR : PLMN-00286806-n_pwn | Word : activity

ILR ¢ pLWN-00284842-n pwn | Word : act

ILR : plLMN-00284840-n _pwm | Word : evest

FLR : pLEN-00284628-n_pwn | Word : psychological feature

(LR MR ORI RG]

T

Rysunek 5.3: Opis informacji na réznych poziomach semantyki leksykalnej w HMM-Toolbox.
(Zrédlo: opracowanie wlasne).

Przedstawiona metoda opisu istotnych informacji na réznych poziomach semantyki leksykal-
nej pozwala na analize semantyczna wobec wybranego wyrazu na podstawie badanych dokumen-
téw tekstowych. Tym samym tworzony opis cech i czynnosci przypisanych do wybranego wyrazu
zalezy od przypadkow jego uzycia w tekscie. Uzyskana jest wigc pewna wiedza propozycjonalna
na temat wybranego wyrazu.

W celu lepszego zaprezentowania mozliwosci wykorzystania przedstawionej w tym rozdziale
metody opisu informacji na roznych poziomach semantyki leksykalnej przeanalizowany zostal
tekst pochodzacy z banku drzew Skladnica (cze$¢ testowa banku drzew, 988 zdan). Zaklada
sie, ze zawarte w nim zdania nie sa ze sobg powiazane. Celem analizy jest okreslenie znaczenia
wybranego wyrazu przez zbadanie jego wystapien i powiazan w danym tekscie. Innymi slowy
postaramy sie uzyska¢ pewna wiedze na temat wybranego wyrazu badajac jego przypadki uzycia
w tekscie.

Ponizej znajduje si¢ wydruk z aplikacji HMM-Toolbox przedstawiajacy opis obiektu dom na
podstawie analizowanego tekstu.
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Wordnet Obiekt "dom” = PLWN-00028452-n
Obiekt "dom” wystapit 18 razy w formie:
doméw, dom, domu, domem, domach, domy.
Obiekt "dom" posiada cechy opisu:
mieszkalny, méj, 6w, na wie$, dziecko, panstwowy, rodzinny, stuletni, drewniany, szary, ten.
Obiekt "dom" wykonuje czynnosci:
znajdowac sie, funkcjonowaé, mieé na.
Wobec obiektu "dom" s3 wykonywane czynnosci:
wybiec przed, zwolni¢ do, zostawié w, zostawié¢ w, wypi€ w, stracié, postaé pod, wejé¢ do, mieé, spotecznie budowaé, v
do, mieszkaé w, wbiegaé do, zatrzymywac sie przed, mie¢ ten.
Wobec obiektu "dom” s3 wykonywane czynnoéci przez obiekty:
raisa, parasolka, herbata, najder, wioch, minibus.
Obiekt "dom"” wykonuje czynnoéci na rzecz obiektéw:
kraj, afisz, szyld.
Synonimizacja obiektu "dom":
domostwo, mieszkanie.
Obiekt "domostwo" wystapit 1 razy w formie:
domostw.
Obiekt " mieszkanie” wystapit 6 razy w formie:
mieszkaniu, mieszkanie, mieszkania.
Uzyskane pole semantyczne blizsze dla obiektu dom:
Obiekt "dom” posiada cechy przynaleznoéci:
swoj.
Wobec obiektu "dom” s3 wykonywane czynnosci:
porzucad, zapanowaé w, utracié, przepisa¢ na, znajdowac sie w.
Wobec obiektu "dom" s3 wykonywane czynnoéci przez obiekty:
cywile, nastréj, Najder.
Hiperonimia obiektu "dom":
budynek, konstrukcja.
Obiekt " budynek” wystapit 1 razy w formie:
budynku.
Obiekt " konstrukcja" wystapit 1 razy w formie:
konstrukcje.
Uzyskane pole semantyczne dalsze dla obiektu dom:
Wobec obiektu "dom” s3 wykonywane czynnosci:
zlokalizowaé w, zniszczyé.
Wobec obiektu "dom” sa wykonywane czynnoéci przez obiekty:
woda.
Hiperonimia uzyskanych cech i czynnosci:
Obiekt "dom” posiada cechy przynaleznosci:
tu, niepetnoletni, cztowiek.
Obiekt "dom” posiada cechy opisu:
czyj$, wspdlny, stary, roélinny, naturalny, chtodny.
Obiekt "dom" wykonuje czynnosci:
mie¢ miejsce, funkcjonowaé, cechowaé sie.
Wobec obiektu " dom™ s3 wykonywane czynnosci:
opuscié, wypuscié, pozwoli¢, spowodowad, przybywaé, dociera¢, dostawac sig, przemieszcza¢ sig, zrobié, zajac sie, zdarzy«
wytrzymadé, pozostaé postaé pod, utrzymaé sie, osiggnaé, dotrzed, dostad sie, zuzywaé, cechowa¢ sig, przebywaé, przestawat
Wobec obiektu "dom"” s3 wykonywane czynnosci przez obiekty:
parasol, osfona, ochrona, cztowiek, napéj, substancja, europejczyk, bus, samochéd, dwuslad, pojazd, dzieto, tablica.
Obiekt "dom” wykonuje czynnosci na rzecz obiektéw:

tu, panstwo, organizacja, zespét, grupa, ludzie.
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:Rozdzial 6

Bezpieczenstwo numeryczne
ukrytych modeli Markowa

o0 zredukowanej reprezentacji
liczbowe}j

- Jak juz wspomniano w (Rabiner 1989), obliczenia w ramach HMM moga sta¢ sie¢ klopotliwe,
- zwlaszcza w przypadku diugich sekwencji. Nawet jesli obliczenia te sa wykonywane w przestrzeni
logarytmicznej, nalezy pamigtac, ze istnieje zawsze pewna granica dlugosci badanej sekwencji,
poza ktoéra obliczenia moga sta¢ sie numerycznie niestabilne. Zjawisko to nalezy rozpatrywac
w parze z rozmiarem (szerokoScia bitowa) reprezentacji liczb zmiennoprzecinkowych. W celu
~implementacji FPGA w dalszej czesci pracy zastosowana zostanie redukcja standardowej repre-
zentacji o podwdjnej precyzji (64 bity) do precyzji: pojedynczej (32 bity), poléwkowej (16 bitéw)
lub éwiartkowej (8 bitéw). Przedstawiony ponizej lemat stanowi gléwny teoretyczny wynik pracy.
Pokazuje on iloéciowo, w jaki sposéb mozna ustali¢ dlugosé najkrotszej sekwencji niebezpiecznej
numerycznie w terminach skrajnych prawdopodobienstw wystepujacych w modelu HMM oraz
przy pomocy zadanej szerokosci bitowej mantysy dla reprezentacji zmiennoprzecinkowej. Wynik
ten zostal opublikowany w pracy (Pietras & Klesk 2017).

6.1 Lemat ,,0 dlugosci sekwencji niebezpiecznej numerycznie*

Niech p > 0 i P > 0 oznaczajg odpowiednio najmniejsze niezerowe i najwicksze prawdo-
podobieristwa wystepujgce w modelu HMM (tj. skrajne prawdopodobierstwa z macierzy przejsé,
emisji lub rozkladu poczgtkowego). Zaléimy, ze obliczenia sq¢ wykonywane w ramach logaryt-
mowanej wersji algorytmu Viterbiego, a model jest przechowywany w ograniczonej reprezenta-
cji zmiennoprzecinkowej z wykorzystaniem mantysy o szerokosci m. Wtedy, najkrotsza sekwen-
cja niebezpieczna numerycznie — tj. taka, ktora moze powodowad bledy numeryczne wynikajgee
z ograniczonej reprezentacji nie za$ standardowe bledy zaokrgglen — jest diugosci

o) (2m—(logzllogpl—logzllogP\)+1) : (6.1)

Dla przypomnienia warto podkresli¢, ze chodzi tu o dokladny rzad asymptotyczny w odréz-
nieniu od notacji duzego O (gérne ograniczenie asymptotyczne) czy tez duzego 2 (dolne ogra-
niczenie asymptotyczne). Innymi stowy, jezeli w naszym przypadku méwimy, ze niebezpieczna
sekwencja ma dlugoéé T* = © (f(m, p, P)), gdzie f to funkcja w powyzszym wzorze, to oznacza
to, ze istnieja pewne dwie stale c;,cs takie Zze dokladna wartos¢ T™ miesci sie w widetkach:
€1 f(m,p,P) < / i <0 f(m,p,P)
~ Szkic dowodu: Zaaranzujemy sytuacje, w ktorej dla pewnej sekwencji obserwacji mozliwe be-
da tylko dwie Sciezki Viterbiego o bardzo zblizonych prawdopodobienstwach. Poczatkowy diugi
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fragment sekwencji bedzie wskazywal na remis pomiedzy §ciezkami, dopiero dwie ostatnie obser-
wacje przewaza szale na rzecz jednej ze Sciezek (w przypadku obliczefi dokladnych). Pokazemy,
ze w przypadku obliczenn numerycznych w ramach logarytmowanej wersji algorytmu Viterbiego
mozliwe bedzie rozstrzygniecie przeciwne.

Dowéd: W notacji male litery beda wskazywaly na male prawdopodobienistwa (i skojarzone
z nimi logarytmy), duze litery beda wskazywaly na duze prawdopodobiefistwa (i ich logaryt-
my). Rozwazmy minimalne i maksymalne prawdopodobiefistwa w macierzach m, A, B (uwaga:
w przypadku minimalnych, chodzi o minimalne niezerowe):

pr =min{m; 1< i < N,ym >0}, lx = log px,
pa =min{a;; : 1 <i,j < N,ai; > 0}, la=logpa,
pp=min{bix:1<i <N, 1<k<Mby>0}, Ilp=Ilogps, (6.2)
Py =max{a;j:1<1i,j < N}, Li=Wg s,
Pgp=max{bp:1<i <N, 1<k< M}, Lg = log Pg.

Rozwazmy szczegélny model HMM, w ktoérym wazne sa tylko stany i emisje przedstawione przez
Rysunek 6.1.

Vi Vs Vs
: 'y )
\pB P ' g
! 1 B 1
a13 = Py azs = Py
a1 = pa
4 V2 Vs
! ¢ ’
\PB b p @
a4 = Py age = Py
™ = Pr
a992 = DA

Rysunek 6.1: Szczegélny model HMM dla lematu.
(Zrédlo: opracowanie wlasne).

Nalezy zaznaczy¢, ze przejécia pomiedzy stanami Sy i S sa niemozliwe, a1z = ag; = 0; a takze
ze wszystkie inne stany modelu S;~¢ (pominiete na rysunku) maja zerowe prawdopodobienistwa
emisji dla obserwacji: V1, Vo, V3. Oprécz przejé¢ wskazanych przez Rysunek 6.1 stany Sy, ..., Sg
moga wykonywaé przejscia do innych stanéw S;~g, jednakze te nie beda wazne w przykladzie.
Prawdopodobienstwa emisji ¢,r mozna traktowa¢ jak parametry, ktére zostang odpowiednio
dobrane dla rozstrzygniecia remisu. Niech l; = logg i I, = logr. Przypusémy, ze na wejsciu
pojawila sie nastepujaca sekwencja obserwacji do zbadania:

(1’,15‘/11-“1‘/11%5‘/3)'
| —
T-2
Latwo zauwazy¢, ze mozliwe sg tylko dwie Sciezki stanéw, ktére mogly wyprodukowaé powyzsza

sekwencje. Sa to:

(18 15501515 T35 S5}
(52, S2, ..., S2, S4, S6) .
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- Nazwijmy je odpowiednio Sciezka ,nieparzysta“ i ,parzysta“ (ze wzgledu na indeksy biorgce
w nich udzial). Iloczyn prawdopodobiefistw i odpowiadajaca mu suma logarytméw dla sciezki
- hieparzystej“ wynosza:

e E e SRR S = DR = ) = 6.3
Ew PB*PA " PB PA"PB-fA-I'B-IA-q, (6.3)
t=1 $=2 t=T-2 t=T-1 =T
le+ip+la+ip+...+la+ip+La+Lp+La+l,. (6.4)
N e s, et e T N
t=1 t=2 t=T-2 t=T-1 t=T

Analogicznie dla Sciezki ,parzystej“ mamy:

Pr*PB PA“PB .- PA-PB-Pa-T-Pa-T, (6.5)
t=1 t=2 t=T-2 t=T-1 =T
lr+lp+ila+ilg+...+la+lp+La+l,+La+1. (6.6)
S\ p— SN p— . S——
t=1 t=2 t=T-2 t=T-1 t=T

- Przypuéémy, ze w rzeczywistodci bardziej prawdopodobna jest éciezka ,parzysta® (tzn. w przy-
padku obliczeni dokladnych). Oznacza to, ze spelniona jest nastepujaca nieréwnosé (po uprosz-
. czeniu wyrazéw remisowych i zredukowaniu do samej koncéwki):

Pg.-q< r2, (67)

Jednoczeénie chcieliby$émy pokazaé¢ mozliwosé bledu numerycznego polegajacego na zdarze-
- niu, ze algorytm wskaze jako lepsza Sciezke ,nieparzysta“. Blad taki moze wystapi¢ wtedy, gdy
- w chwili t = T—1 dodanie wyrazu Lg (bliskiego zeru poniewaz Pp jest maksymalne) do biezacej
- sumy, ktéra jest odpowiednio duzego rzedu, nie zmieni wyniku. A zatem chcemy spowodowaé
- przeciwny kierunek nier6wnosci w (6.7) zastepujac réwnowaznie Pg jedynka ze wzgledu na nie-
- rozréznialno$é wyniku, tj.:

1.9>r? (6.8)

~ co, patrzac na sume logarytméw, odpowiada:

‘ logl+ loggq > 2logr. (6.9)
. Zatem, aby spelnié¢ jednoczesnie (6.7) i (6.8) nalezy dobraé g jako:

r? < q < r%/Pg. (6.10)

Dla uproszczenia rozwazan numerycznych zaniedbajmy teraz rozréznienie pomiedzy praw-
- dopodobiefistwami pochodzacymi z A, B lub 7; tj. utozsamimy py = pp = pr = p oraz
iy = Pg. = Py = P. Tym samym niech [, = lp =l =l oraz Ly = Lg = Ly = L. Innymi
slowy interesuja nas tylko male i duze wyrazy (co do rzedu wielkosci) w sumie logarytméw. I tak
- suma (6.4) dla Sciezki ,nieparzystej“ upraszcza si¢ do

Ll clk. s ot Lk Lol e (6.11)
S S S S 3
t=1 t=2 t=T-2 t=T-1 =T

- asuma (6.6) dla $ciezki ,parzystej“ do

I+i+l+1+...+ I+l +L+L+L+1,. (6.12)
S’ S~ N’ et N,
t=1 =2 t=T-2 t=T-1 t=T

- Przed krytycznym momentem ¢t = T — 1 biezgca warto$¢ obu powyzszych sum powstaje
- poprzez dodanie 2(T"—2) logarytméw z malych prawdopodobiefistw, czyli wartosci bezwzglednie
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duzych; latwo wymusic |I| > |L|. A zatem staramy si¢ w szybkim tempie ,wyczerpa¢“ m cyfr
znaczacych (w bazie dwojkowej) mantysy tuz przed dodaniem skladnika L, ktéry jest malego
rzedu. Wielkos¢ log, |L| mozna traktowaé¢ wlasnie jako rzgd wielkodci L w bazie dwéjkowej.
A zatem wspomniang sytuacje bledu, gdy nastepuje brak rozréznienia wyniku po dodaniu L,
mozna opisa¢ nieréwnoscia:

gm~|log,|L||+1 o il
2(T-2)] =~ S

Licznik utamka reprezentuje rzad wielkosci maksymalnej mozliwej do zapisania liczby na man-
tysie szerokosci m po uwzglednieniu odjecia |log, |L|| cyfr znaczacych krytycznego skladnika.
Mianownik reprezentuje tempo, w jakim wyczerpujemy ten dostepny rzqd wielkosci, poprzez
2(T — 2)-krotne dodawanie | w poczatkowej fazie obliczen. Rozwiazujac (6.13) ze wzgledu na T
(diugosé sekwencji) otrzymujemy:
T>2+ gmf\l;wslz\LHH

=24 om+logy|L|+1 | 2log.z|‘21|_1

=24 2m+logsz|—log2|2tl+l

= 9 4 9m—(log|2l|-logy|L)+1 _ 7%

(6.14)

Poki co pokazane zostalo, ze moga istnie¢ sekwencje niebezpieczne numerycznie o dlugosci
wiekszej od lub réwnej pewnej warto$ci progowej, tj. przypadek : T' > T*. Biorac pod uwage sens
notacji duzego © w lemacie, aby dokonczyé¢ dowod, nalezy jeszcze pokazaé przypadek T < T~
ograniczajac tym samym z gory najkrotsza sposrod takich sekwencji. Tu wystarczy zauwazyc,
ze jezeli w naszym przykladzie w poczatkowym fragmencie $ciezki weZzmiemy pod uwage praw-
dopodobiefistwa wiekszego rzedu niz minimalne p, to dodawane logarytmy prawdopodobiefistw
nie wyczerpia tak szybko dostepnego zakresu. Tym samym sytuacja bledu nierozréznialnego
wyniku moze co najwyzej wystapi¢ pozniej. A zatem najkrdtsza niebezpieczna sekwencja jest
diugosei ©(T™). |
Uwaga (1).

Ze wzoru na T* (6.14) widaé, ze wazna jest réznica pomiedzy rzedami wielkoéci logarytméw (tj.
log, |21| —log, |L|) ze skrajnych prawdopodobiefistw w modelu HMM. Im ta réznica jest wieksza,
tym mniej pozostaje swobodnych cyfr znaczacych w mantysie.

Uwaga (2).

0O ile zewnetrzny logarytm oddajacy rzad wielkosci musi byé¢ dwéjkowy — log, . . . — tak wewnetrz-
ne logarytmy schowane w [ = logp i L = log P moga by¢ wyrazone w dowolnej podstawie.

6.2 Przyklady numeryczne dla lematu

Ponizej przedstawiono Listing 6.1 przykladowej procedury w Javie nasladujacej eksperyment
z lematu. Procedura testuje typ float (czyli m = 23). Stale p, P, ¢, »r mozna dobiera¢ dowolnie
zgodnie z zalozeniami lematu. W tej chwili nastawione sa wartosci, tak aby moment T* oddany
przez program byl dokladny, zgodny ze wzorem (6.14). Nastawy odchodzace od poteg dwdj-
ki spowoduja, ze program da wynik co najwyzej bardziej optymistyczny, tj. Ze niebezpieczna
sekwencja bedzie dluzsza niz wg (6.14).
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Listing 6.1: Procedura dokonujaca eksperyment zgodnie z lematem.

| public static long testViterbiFloats(long maxT) {
log ("TEST VITERBI (FLOATS) FOR T: " 4 ((maxT == Long.MAX_VALUE) 7 "INFINITY" : (maxT + 2)));

//migimum non—zero probability p and its logarithm (p = p.\pi = p A = p.B)
final float p = (float) Math.exp(—16.0);
final float 1 = (float) Math.log(p);

J//maximum probability P and its logarithm

//(we start by entering logarithm first . so that its wvalue can be a power of 2;
// this allows later to obtain accurate length of non—safe sequence)
final float L = (float) (—1.0 = Math.pow(2.0, -10.0));

final float P = (float) Math.exp(L);

//auxiliary constants
final float r = (float) Math.sqrt(2 = p);
final float 1lr = (float) Math.log(r);

T S < T R e S

final double epsilen = 0.5 % (1.0 / P — 1.0);

final float q = (float) ((r » r) = (1.0 + epsilon));
final float 1q = (float) Math.log(q);

log("p: " + p);
L e S
Jog("P: " + P);
Jog("L: " + L);

log("epsilon: " 4 epsilon);
tog("q: " + q);
deg("lg: " + 1q);
Eog("r: " + r)3
Rog("lr: " 4+ 1x);
REg("P s g < v » vy " 4 (P ey qg<r ar));
RER(NY v g'> 0 Wi Mg (1w g iz 8 KD
float suml = 0.0f;
float sum2 = 0.0f;
long t = 0;
for (t = 0; t < maxT; t++) {

float temp = suml;

temp += L;

if (temp == suml)

log(" (!) INDISTINGUISHABLE RESULTS AT t: ™ 4+ t 4+ ": UNSAFE SEQUENCE LENGTH T: " 4 (¢t + 2));

break ;

suml += 1;

suml 4= 1;

sum2 += 1;

sum2 += 1;
}
log ("SUMI1: " 4 sumi);
log ("SUM2: " 4 sum2);

suml 4= L;
suml 4= L;
suml += L;
suml 4= 1lq;
Jop(" ((((SUM1 4+ L) 4+ L) + L) 4 lg: " + sumi);

sum2 += L;
sum2 += 1r;
sum2 4= L;
sum?2 4= 1r;
Tog(” (((BUM2 + L) + Ir) + L) + Ir: " + sum2);

if (suml < sum2)

log ("P(PATH1) < P(PATH2)");
else if (sumil == sum2)

log ("P(PATH1) == P(PATH2)");
else

log ("P(PATH1) > P({PATH2)");

return t;

- Wywolanie prezentowanej funkcji pokazuje, ze krytyczne T* wynosi 514. Sciezka ,nieparzy-

a” wygrywa wowczas blednie z ,parzysta”. Natomiast wywolujac to samo dla 7" — 1 otrzy-
mujemy poprawne wskazanie przeciwne. Oba te przypadki zaprezentowano ponizej w postaci
vypisu z konsoli bedacego wynikiem pracy programu z Listingu 6.1.
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Suma dla Sciezki ,nieparzystej” (SUM2) jest nieprawidlowo wieksza:

TEST VITERBI (FLOATS) FOR T: INFINITY
p: 1.12535176E-7

I: -16.0

P: 0.9990239

L: -9.765625E-4

epsilon: 4.885196684653037E-4

q: 2.251803E-7

lg: -15.306364

r: 4.744158E-4

Ir: -7.653426

P*q<r*r true

1%qg>r*r:true

(') INDISTINGUISHABLE RESULTS AT t: 512; UNSAFE SEQUENCE LENGTH T: 514
SUM1: -16384.0

SUM2: -16384.0

((((SUM1 + L) + L) + L) + lqg: -16399.307
(((SUM2 + L) + Ir) + L) + Ir: -16399.31
P(PATH1) > P(PATH2)

Suma dla $ciezki ,parzyste]” (SUM1) jest prawidlowo wieksza:

TEST VITERBI (FLOATS) FOR T: 513
p: 1.12535176E-7

I: -16.0

P: 0.9990239

L: -9.765625E-4

epsilon: 4.885196684653037E-4

q: 2.251803E-7

lq: -15.306364

r: 4.744158E-4

Ir: -7.653426

P*q<r*r: true

1P i ® eitite

SUM1: -16352.0

SUM2: -16352.0

((((SUM1 + L) + L) + L) + Ig: -16367.31
(((SUM2 + L) + Ir) + L) + Ir: -16367.309
P(PATH1) < P(PATH2)

Rozwazmy przypadek syntetycznego HMM, dla ktérego liczby stanéw i obserwacji wynosza
odpowiednio N = 30 i M = 1000. Estymacja parametréw odbywa sie na sekwencji dlugosci
T = 1000 elementéw wytworzonych syntetycznie za pomocg wzorow:

g¢={t mod (t mod N)+1}, 1<t<T,

op={t mod (t mod M)+1}, 1<t<T. o

Prawdopodobienstwa przejscia i emisji uzyskane sy przez zliczanie odpowiednio czestoéci przejéé
stanéw i wystapieni obserwacji na podstawie uzyskanych sekwencji z uwzglednieniem poprawki
Laplace’a. Maksymalne P i minimalne p z niezerowych prawdopodobienstw dla obu matryc sa
nastepujace:

Py = 0.5396 825 396 825396, p4 = 0.006211 180 124 223 602,

Pg = 0.0019960079840319, pp = 0.000884 173297 966 401. {6.19]
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Znajac warunki konieczne dla bezpieczefistwa numerycznego obliczefi w ramach HMM, moz-
liwe jest, okreslenie maksymalnej dtugosci badanych sekwencji. Dla HMM o zadanych macierzach
~ przej$é i emisji, istnieje minimalna precyzja reprezentacji liczb zmiennoprzecinkowych, dla kté-
rej badanie sekwencji obserwacji o okreslonej dlugosci T' jest numerycznie stabilne. Ponadto,
w zakresie dekodowania Sciezek stanéw, istnieje maksymalna dlugodé sekwencji obserwacji, na
ktérej przeprowadzenie obliczen (suma i akumulacja logarytméw) nie doprowadzi do przepelnie-
nia i zwigzanej z tym nierozréznialno$ci wyniku. Poprzez zmniejszenie dokladnoéci reprezentacji
liczb zmiennoprzecinkowych z podwdéjnej (64 bitéw) do poléwkowej (16 bitéw), wszystkie praw-
dopodobiefistwa i odpowiadajace im wartosci w przestrzeni logarytmicznej zostana zaokraglone
- w celu dopasowania do nowego formatu. Zapewnienie obliczefi stabilnych numerycznie w obni-
zonej precyzji realizowane jest przez zastosowanie ograniczen sekwencji z wzoru (6.14). Zatem
maksymalna diugos$¢ badanej sekwencji obserwacji dla przedstawionego przypadku syntetyczne-
go HMM zrealizowanego na poléwkowej dokladnosci reprezentacji liczb zmiennoprzecinkowych
jest ograniczona do 147 elementéw.
_ Numerycznie stabilna dlugoéé sekwencji obserwacji zalezy od zestawu prawdopodobiefistw
- i precyzji reprezentacji liczbowej. Obliczenia w ramach HMM o podwdjnej precyzji moga byé
traktowane jako numerycznie stabilne. Jednakze, w systemach przyspieszania obliczen (m.in.
- realizowanych na GPGPU), gdzie powszechnie stosowane sa pojedyncza, a nawet poléwkowa
- precyzja obliczen, ograniczenia dlugosci dla badanej sekwencja obserwacji musza by¢ brane pod
~ uwage. Dlatego tez parametry obliczeniowe nalezy dobra¢ réwniez w zaleznosci od potrzeb apli-
kacji, dostepnego sprzetu (silnik obliczeniowy o zadanej precyzji) oraz stosowanego ukrytego
modelu Markowa, tak aby bezpieczefistwo obliczen numerycznych bylo zagwarantowane. HMM-
Toolbox w zakladce ,precision® umozliwia sprawdzenie numerycznej stabilno$ci modelu wzgle-
dem zadanych parametréw obliczeniowych i dlugo$ci badanej sekwencji obserwacji. Rysunek 6.2
. przedstawia przykladowe zastosowanie HMM-Toolbox w celu oceny modelu dla zredukowane;j
- precyzji obliczeniowej.

3 MM Teolbex 1 T
Oeston  Supervieng Teggng Prevew Typng Treeflank  Wordnet Preceion  Extracton

Bpooent M 3 O | Munonss Hak 11 b Sege 24 bty Doutle 87 b=

i St ————
 Random Precsuon of floating pont numbers for Emmsion Prababhity Frecsion of Aating powt mumbers for Transtion Probsbiity | | Precsion of flosting Dot rumbers for Start Frobabiity
Exponent: nf3 Fuponent: 1 Exoanent: ufsd Exponent ulg
Mt s2:d Mantea: 21 _ Mepave  Maniss: sig | Approe Mantisa: 5208 | e
| Vit precison lestsetirgs  Exponent: S5 Mnaum p: BEE 0 | Exponent: 1@ Computétion Engine
| Pobiengt | 10000/ Mantsa: U Maammp: sigde| 1§ | mantea: 528 mn

((I(SUM1 4+ L) + L) « L) + 1g: -303.78
((ISUMZ + L) 4 1r) + L) + lx: -303.7% {
P(PATH1) == P(PATHZ) |
zina1 wesulr:?

TEST VITERBI (FLOATS) FOR T: 10002

(P: 1.4997567632235587E-9

1: -20.3125

F: D.406454140625

Lt -0.89990234375

epeilon: 0.73003003003005

q: 5.187767778912783E-9

1q: -19.0703125

r1 5.476176738735014E-5

ir: -9.8125

Peg<rE" o troe

1*g>r* r: true

{!) INDISTINGUISHABLE RESULTS AT t: $1: UNSAFE SEQUENCE LENGTH T: 53
SUMY: -2053.0

SUM2: -2053.0

(LE(STML & 1) 4 L) + L) # lq: -2072.0

{((SUMZ 4 L) + 1r) & L} + 1 -2071.0

F(PATH1) < P(PATHZ) .
final result:Sl vl

- Rysunek 6.2: Widok zakladki do redukcji reprezentacji liczbowej w ramach aplikacji HMM-
Toolbox.
(Zrédlo: opracowanie wlasne).
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Tabela 6.1 przedstawia zastosowania lematu dla otrzymania numerycznie stabilnych obliczen
wzgledem réznych zestawéw prawdopodobienstwa jak i dla réznej precyzji liczb zmiennoprze-
cinkowych.

T*
Zestaw prawdopodobienstw Poléwkowa precyzja | Pojedyncza precyzja
[p, P] (16 bitow) (32 bity)
P =0.0078125; p = 0.00390 625 1927 15785253
P = 0.015625; p=0.0078125 2014 16491 530
P = 0.015 625; p = 0.00390625 1927 15785253
P.=0.03125; p=0.015625 1022 8371761
P = 0.03125; p=0.0078125 990 8102922
P =0.03125; p = 0.00390 625 903 7396 645
P =0.0625; p=10.03125 1690 13 843 467
P = 0.0625; p = 0.015625 1022 8371761
P =0.0625; p=0.0078125 990 8102922
P =0.0625; p = 0.00 390 625 903 7396 645
P =0125; p=0.0625 1927 15785253
P=0,125; p=0.03125 1690 13 843 467
P =0.125; p=0.015625 1022 8371761
P.=0.125; p=0.0078125 478 8102922
P=10.125; p = 0.00390 625 391 7396 645
P = 0.25; p=0.125 1022 8371761
P =0.25; p = 0.0625 903 7396 645
P=0.25; p=0.03125 666 5454 859
P =10.25; p = 0.015625 510 4177457
P =0.25 p=0.0078125 478 3908618
P =0.25; p = 0.00 390 625 391 3202341
P = 0.50; p=0.25 903 7396 645
P =0.50; p=0.125 510 4177457
P =0.50; p=0.0625 391 3202 341
P = 0.50; p=0.03125 325 2658 656
P =0.50; p = 0.015625 254 2080305
P = 0.50; p=0.0078125 222 1811 466
P = 0.50; p = 0.00 390 625 187 1524620
P = 0.96 875; p=0.5 94 762019
P = 0.96 875; p=0.25 47 380718
P = 0.96 875; p=0.125 31 253241
P = 0.96 875; p = 0.0625 24 190 068
P = 0.96 875; p = 0.03125 19 152 068
P = 0.96 875; p = 0.015625 16 126 141
P = 0.96 875; p=0.0078125 14 108197
P = 0.96 875; p = 0.00 390 625 12 94743

Tabela 6.1: Diugosci sekwencji stabilne numerycznie dla réznej precyzji reprezentacji liczbowe;.
(Zrédlo: opracowanie wlasne).

Wartosci prawdopodobienstw przedstawionych w tabeli sa powiazane z potegami dwéjki (od-
stepstwem jest jedynie wartos¢ 0.96 875 bedaca przyblizeniem jedynki). Latwo zauwazyé, ze réz-
nica pomiedzy minimalng, a maksymalna wielkoscia prawdopodobienstwa odgrywa wazna role
w obliczaniu dlugosci sekwencji stabilnej numerycznie. Nie jest jednak decydujaca, a okreslone
dlugosci sekwencji pokrywaja sie¢ pomimo réznego odstepu miedzy wartosciami prawdopodo-
bienstw. O ile dla pojedynczej precyzji liczb zmiennoprzecinkowych otrzymywane dlugoéci nie
wydaja si¢ by¢ problematyczne, to juz dla precyzji poléwkowej konieczne jest uprzednie spraw-
dzenie, czy dlugosé badanej sekwencji obserwacji pozwala na obliczenia stabilne numerycznie.
Przekraczanie dlugoéci sekwencji (o ktérej méwi lemat) oprécz tego, ze moze wprowadzaé bledy
numeryczne, to takze w sposéb posredni moze psu¢ dokladnosé klasyfikacji (w tym czuloéé, spe-
cyficznoéé, lub inne miary). Eksperyment to potwierdzajacy znajduje si¢ w podrozdziale 7.8.2.
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' Rozdzial 7

Akceleracja algorytmow uczenia
INaszZynowego

W ramach rozprawy zrealizowane przez autora zostaly przyspieszenia sprzetowe algorytmoéw sto-
sowanych w obliczeniach HMM. Korzysci z przyspieszenia widoczne sa zaréwno dla systeméw
czasu rzeczywistego, jak i w dla infrastruktury chmur obliczeniowych. Ponizej przedstawiona
zostala motywacja dla potrzeby realizacji tego typu rozwigzan oraz gléwne wyzwania w imple-
- mentacji.

. Ze wzgledu na swoja bogata strukture matematyczng, ukryte modele Markowa (HMMs)
83 wykorzystywane w wielu aplikacjach. Wigkszos¢ z tych zastosowan dotyczy zadan rozpo-
znawania i klasyfikacji wzorcéw i mozna je podzieli¢ na dwie gléwne kategorie w zaleznodci
'~ od narzuconych ograniczen czasowych. Pierwsza kategoria obejmuje ogdlna eksploracje danych,
- gdzie HMM operuje na danych duzych rozmiaréw (,big data“) w celu znalezienia statystycznie
“waznych wzorcéw, aby wyodrebnié istotne informacje (Mari & Ber 2006, Panuccio i in. 2002).
‘W wielu przypadkach taka analiza moze by¢ wykonana w chmurze bez specjalnych ograniczen co
- do mozliwego op6znienia obliczen. Druga kategoria obejmuje zastosowania rozpoznawania i prze-
twarzania sygnalow, gdzie HMM dziala na danych w celu ich klasyfikacji. Op6Znienie czasowe
miedzy wejsciem danych, a odpowiedzia systemu jest ograniczone i jego przekroczenie prowadzi
" do nieprawidlowego funkcjonowania systemu (Narasimhan i in. 2006, Behnam 2015). Ten rodzaj
wykorzystania HMM do przetwarzania danych w czasie rzeczywistym jest stosowany w szerokim
zakresie aplikacji, w tym w syntezie (Shannon i in. 2013) i rozpoznawaniu mowy (Kubanek i in.
'2012), rozpoznawaniu obrazéw, rozpoznawaniu ruchu (Mannini i in. 2014) jak i przetwarzaniu
sygnaléw radarowych i sonarowych (Manandhar i in. 2015, Taehwan & Keunsung 2011, Singh
‘1 in. 2014). Jednak w wielu zastosowaniach ze wzgledu na deficyty lokalnej mocy obliczenio-
wej (na dedykowanym urzadzeniu) wykonywane jest jedynie wstepne przetwarzanie (ekstrakcja
cech), ktorego wyniki wysylane sa do serwera, gdzie dokonywane sa obliczenia HMM. Takie
podejscie ogranicza wykorzystanie w sposéb oczywisty, czyli aplikacja wymaga dostepu do sieci,
ktorej dzialanie zalezy od czynnikéw zewnetrznych, a wykonywanie obliczen w czasie rzeczywi-
stym nie jest wiec zagwarantowane. Stad, dla aplikacji wymagajacych niskiego czasu obliczen,
jak i niskich latencji, dedykowany system do pelnego przetwarzania jest odpowiednim wyborem,
co wykazano w réznorodnych rozwiazaniach, takich jak rozpoznawanie mowy (Bapat i in. 2013,
Choi i in. 2010) czy wykrywanie wzoréw (Hsieh i in. 2014, Lyu i in. 2015).

Niestety, wraz ze wzrostem zlozonosci modelu roénie takze zapotrzebowanie na zasoby ob-
liczeniowe, pamieciowe, jak i na przepustowos¢ danych. W zwigzku z tym przy rozwazaniu
realizacji sprzetowej algorytméw HMM (algorytmy Forward-Backward, Baum-Welch i Viter-
bi) podejmowana jest préba minimalizowania rozmiaru HMM, przy jednoczesnym zachowaniu
stabilno$ci numerycznej obliczen. Jak wspomniano w pracy (Rabiner 1989) typowe obliczenia
wigzane z HMM szybko wyczerpuja dokladnosé reprezentacji numerycznej. Jest to zwiazane
7 koniecznoécia wykonywania dlugich sekwencji mnozen wartoéci (bliskich zera) prawdopodo-
'ieﬁstw przejécia lub emisji obserwacji ze stanu. Dlatego tez, aby uniknaé¢ tych komplikacji
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kluczowe algorytmy sa obliczane w dziedzinie logarytméw, z pominieciem stosowania wspolczyn-
nikéw skalowania (Brown & Golod 2009). Zmniejszenie wielkosci modelu HMM mozna uzyskaé
poprzez zmniejszenie precyzji reprezentacji liczbowej dla macierzy przej$é i emisji, np. do: 32
bitéw (pojedyncza precyzja), 16 bitéw (poléwkowa precyzja), a nawet 8 bitéw (éwiartkowa pre-
cyzja). Redukeja ta ma bezposredni wplyw na model i ogranicza maksymalng dlugoéé badanej
sekwencji obserwacji. IloSciowa warto$é tego ograniczenia podaje lemat przedstawiony w roz-
dziale 6.1. Przy stosowaniu redukcji precyzji zmiennoprzecinkowej, stosowanie si¢ do wnioskéw
plynacych z lematu wystarcza na zachowanie bezpieczefistwa numerycznego.

Przyspieszenie i zréwnoleglenie algorytméw HMM nie jest zadaniem trywialnym, jednak-
ze dla wielu aplikacji konieczne, zwlaszcza w dziedzinie bioinformatyki (Chrysos & i in. 2012)
oraz w systemach wbudowanych (takich jak robotyka, pojazdy autonomiczne czy tez internet
rzeczy). W ostatnich latach przeprowadzone zostaly liczne badania dotyczace przyspieszania
algorytméw HMM (Ibrahim i in. 2016, Vargas i in. 2001, Sun i in. 2009, Majumder i in. 2014)
z wykorzystaniem FPGA. Wigkszo$¢ prac rozwojowo-badawczych skupiaja sie¢ na dekodowaniu
HMM z wykorzystaniem algorytmu Viterbiego (obliczonego zar6wno w postaci tradycyjnej lub
zlogarytmowanej) oraz na ocenie HMM za pomoca algorytmu Forward-Backward (Churbanov
& Winters-Hilt 2008). Majac na celu uzyskanie jak najlepszych wynikéw wydajnoéci, kwestie
dokladnosci i stabilnodci numerycznej sa czesto niedoceniane lub catkowicie pomijane. Gléwne
przeszkody w wykorzystaniu HMM w aplikacjach czasu rzeczywistego wymagajacych niskich la-
tencji sa ograniczenia dostepu do zasobéw szybkiej pamieci i niestabilnodé¢ numeryczna obliczen.
Zlozona struktura HMM wymaga dziesiatki megabajtéw na przechowywanie macierzy przejsé
i emisji (na przyklad dla HMM z 10? stanéw i 10° obserwacji wymaga okolo 8 MB zasobéw pa-
mieciowych). Jest to gléwna przeszkoda w obliczaniu modelu bezposrednio w ukladzie FPGA lub
w pamigci podrecznej procesora. Oczywistym rozwiazaniem tego problemu jest zmniejszenie do-
kladnosci reprezentacji liczb zmiennoprzecinkowych w obu macierzach. Jednak zmniejszenie pre-
cyzji ma istotny wplyw na stabilno$¢ numeryczna, zwlaszcza w algorytmach Forward-Backward
i Viterbiego, gdzie wiele wartosci prawdopodobienstw (gléwnie wartoéci bliskie zeru) sa mno-
zone, co moze szybko doprowadzi¢ do niedomiaru arytmetycznego (Tatavarty 2011). Mozliwym
rozwigzaniem tego problemu dla algorytmu Forward-Backward (i dalej w Baum-Welch) jest uzy-
cie wspolczynnikow skalujacych, ktére pozwalaja na przeniesienie obliczen z dala od niedomiaru.
Jednakze wspolczynniki skalujace musza by¢ dodatkowo obliczane oraz przechowywane dla calej
badanej sekwencji obserwacji, a takze do dalszego obliczania algorytmu Baum-Welch. Jest to
niekorzystne (przede wszystkim dla implementacji w FPGA), ze wzgledu na dodatkowe wyma-
gania pamieciowe. Z punktu widzenia stabilnosci numerycznej sensowne jest przeprowadzenie
calego obliczenia w dziedzinie logarytméw (jak to ma miejsce dla algorytmu Viterbiego (Rabi-
ner 1989)), gdzie zamiast iloczynu obliczana jest suma logarytméw. Aby efektywnie skorzystaé
z tego rozwigzania, kosztowne przeksztalcenia logarytmiczne i wykladnicze mozna suplemento-
wac szybka aproksymacja. W tym celu zrealizowana zostala specjalna jednostka minimalizujaca
koszt tych operacji przez jednoczesna aproksymacje wielu wartoéci zaréwno logarytmicznych
i wykladniczych.

7.1 Synteza wysokiego poziomu

Vivado HLS (ang. High Level Synthesis) firmy Xilinx, oferuje érodowisko przeznaczone do
projektowania ukladéw cyfrowych przy uzyciu jezyka wysoko poziomowego. Préby wykorzysta-
nia jezykéw wysokiego poziomu (C/C++) byly wielokrotnie podejmowane przez rézne instytucje
badawcze. Gléwnym celem tych badan bylo umozliwienie projektowania FPGA dla specjalistéw
zaznajomionych z programowaniem sekwencyjnym. Praktyczne wykorzystanie ukladéw FPGA
czesto przysparza wiele trudnosci dla malo doswiadczonych projektantéw—programistéow, kto-
rzy borykaja sie z licznymi nietypowymi zadaniami: koniecznoscig pamietania o prawidlowym
formowaniu sygnalow taktowania, uwzglednianiu opéznienia, a nawet ogélnie zrozumienia, ze
dany operator/znak w jezyku opisu sprzetu nie zupelnie odpowiada operatorowi/znakowi w je-
zyku programowania. Na przyklad znaki dzialan arytmetycznych w popularnych jezykach opisu
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sprzetu HDL (ang. Hardware Description Language) wymagaja odpowiedniej oprawy. Zalez-
nie od tego, czy operacja dodawania pojawi si¢ w postaci przypisania kombinatorycznego, czy
wewnatrz procesu synchronicznego — otrzymamy rézne rozwiagzania strukturalno-behawioralne.
W efekcie, przy projektowaniu na bazie FPGA wklada sie wiele wysilku w opracowanie automa-
tu, aktywujacego funkcje w odpowiednich momentach. Znajac odpowiednig kolejnos¢ operacji,
mozna zastosowaé zasady regulujace i zbudowa¢ odpowiedni automat. Nalezy pamigtac, ze jego
tworzenie mozna zautomatyzowaé, poprzez opracowanie odpowiedniego programu analizujacego
tekst Zrodlowy napisany w jezyku wysoko poziomowym. Rozwiazania w postaci kompilatoréw
generujacych z jezyka C'/C++ opis VHDL czy Verilog na poziomie RTL (ang. Register Trans-
fer Level), sa stosunkowo nowe (Nane i in. 2016). Otrzymane pliki mozna bylo zintegrowac
z projektem na réwni z plikami otrzymanymi innymi metodami. Charakterystyki projektéw,
 stworzonych za pomoca narzedzi ,C — HDLY na podstawie kompilacji, zazwyczaj odzna-
- czaly sie nieco wiekszg iloScig Zrédel i nieco wigksza czestotliwoscia taktowania logiki. Bylo
- to efektem tego, ze kompilatory rozbijaly zlozone obliczenia na podstawowe operacje, a kazda
z tych operacji wprowadzala niewielkie opdznienie. Polaczenie takich elementarnych schematow
sterowanych koficowym automatem dawalo w rezultacie regularng strukture rejestréow, przeka-
‘ zujacych sobie dane poprzez wezly obliczeniowe, a podobne struktury sa wiasnie efektywnie
- realizowane w FPGA. Podobiefistwo jezykéw ,C' — HDL® z jezykiem programowania C/C++
~ nie oznacza, ze utworzony projekt w FPGA, wykonywaé¢ bedzie wyliczenia, odpowiadajace pro-
gramowi C'/C'++ dla procesora. Wybér C'/C'++ jako podstawy mozna ttumaczyé jego szerokim
rozprzestrzenieniem i ulatwieniem nauki dla specjalistéw z dziedziny tworzenia programowania.
Jednakze, poza najprostszymi przykladami, kod programéw powinien by¢ mocno przetworzony
w celu otrzymania rozwigzan sprzetowych, pozwalajacych na wykorzystanie ich do przyspiesze-
~ nia interesujacych nas obliczen.
: W 2011 roku firma Xilinx oglosila wydanie produktu, odnoszacego sie do wspomnianej klasy
~ instrumentéw, pozwalajacego na przeksztalcenie ,,C-podobnego* tekstu Zrédlowego na odpowia-
- dajacy mu kod w jednym z jezykéw opisu sprzetu. Uzyskany schemat RTL realizuje koiicowy au-
- tomat (tzn. logika, taktowana synchronicznie, co jest korzystne dla wspo6lczesnej logiki FPGA),
sterujacy strumieniami obliczeni. Rezultaty zaleza od ograniczen projektowych (ang. constra-
ints), a takze, od dyrektyw dla kompilatora. Dyrektywy moga takze ulatwi¢ formowanie inter-
fejséw tworzonego modulu: moze by¢ on eksportowany w formie ,IP-Core“ z interfejsem okre-
- Slonym przez uzytkownika, jak réwniez w formie modulu peryferyjnego do instalacji w systemie
z procesorem z wykorzystaniem interfejsu AXI (ang. Advanced eXtensible Interface). Rysunek
7.1 przedstawia uproszczona Sciezka projektowania z wykorzystaniem w Vivado HLS.

{ [\ I
. Dyrektywy | } g

’ | AV L
Vivado HLSt ) { VHDL
|

 clem
\\—J/_

Rysunek 7.1: Uproszczona $ciezka projektowania w Vivado HLS.
(Zrodlo: opracowane na podstawie (Xilinz 2014)).

7.1.1 Podstawowe informacje o HLS

Dyrektywy HLS znaczaco wplywaja na wynikowy opis RTL. Z jednego tekstu zrédlowego
przy pomocy HLS mozna otrzymaé kilka znacznie odrézniajacych sie struktur logicznych. Do
analizy tego schematu nalezy wyjaéni¢ dwa wazne pojecia:
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e Przepustowos¢ (ang. throughput) — mierzona jako opdzZnienie w taktowaniu pomiedzy po-
jawieniem sie nowych danych wejéciowych.

e Opdinienie (ang. latency) — opdinienie pomiedzy pojawieniem sie danych wejsciowych
i pojawieniem si¢ odpowiadajacych im danych wyjsciowych.

Pojecia te zostaly zilustrowane na przykladzie prostego schematu logicznego co przedstawia
Rysunek 7.2. Na osi czasu widaé, ze z kazdym cyklem zegarowym — dane wejsciowe przesuwaja
sig 0 jeden rejestr, uwalniajac przy tym wejscie dla przyjecia nowych danych. W ten sposob
przepustowo$¢ wynosi jeden takt, poniewaz nowe dane mozna podawac¢ przy kazdym nowym
takcie. OpéZnienie jest rowne iloéci rejestrow w sekwencji. W przedstawionym przypadku — trzy
takty.

Przepustowos¢: S . —Ltakt o bl 5 .,
Opéinienie: 3 takty <
Przerzutnik 1 Przerzutnik 2 Przerzutnik 3
D Q D Q D Q
CLK CLK CLK
Przerzutnik 1 D Przerzutnik 1 Q
Przerzutnik 2 D Przerzutnik 2 Q

Przerzutnik 3 D Przerzutnik 3 Q

Rysunek 7.2: Pojecia opéZnienia i przepustowoséci w FPGA.
(Zrédlo: opracowanie wlasne na podstawie (Xilinz 2014)).

Pojecia te odgrywaja wazna role przy tworzeniu ukladéw cyfrowych o wysokiej wydajnosci.
Podczas opracowywania zlozonego schematu kombinatorycznego czestotliwoéé taktowania obli-
cza sie za pomoca najdiuzszego laicucha laczacego komponenty synchroniczne. Dlatego oczywi-
stym sposobem na zwiekszenie czestotliwoéci taktowania (czyli skrécenie czasu taktowania) jest
rozdzielenie diugich lancuchéw. W tym przypadku zwieksza sie oczywiscie latencja schematu,
ale jest to efekt uboczny w drodze do bardziej priorytetowych celéw — zwigkszenia czestotliwosci
taktowania, przy zachowaniu mozliwosci przepustowej réwnej jednemu cyklowi zegara pomiedzy
odczytywaniem nowych danych wejsciowych.

Rysunek 7.3. przedstawia kod Zrodlowy, ktory sklada si¢ z petli o trzech powtoérzeniach.
Aby zidentyfikowaé przypisanie dyrektywy, kazda petla musi zaczynaé sie od etykiety. Na tym
samym rysunku przedstawiono konwersje funkcji C'/C++ na ekwiwalentne struktury logiczne.
W pierwszej czesci rysunku widaé, ze wszystkie powtdrzenia wykonywane sa przez ten sam
sumator /multiplikator. Domy$lnie — tworzy sie schemat, ktéry odtwarza zachowanie proceso-
ra ogblnego przeznaczenia: wszystkie iteracje sa wykonywane sekwencyjnie. Takie wykonanie
zajmuje najmniejsza powierzchnie w ukladzie FPGA (tzn. uzywa najmniejsza iloé¢ zasobdéw),
wymaga jednak wiekszej liczby cykli od rozpoczecia pracy (sygnalizowane przez ap.readyl), az
do otrzymania wynikéw (tj. ma wieksza latencje). Ponadto — poniewaz wszystkie iteracje sa
przeprowadzane za pomoca jednego i tego samego bloku — nie mozna uruchomié¢ nowego cyklu
obliczania do momentu zakofczenia biezacego cyklu (sygnalizowane przez ap_donel). Tak wiec
ten wariant ma male mozliwoéci przepustowe. W drugiej czesci rysunku widaé, ze operacje wy-
konywane w petlach zostaly zréwnoleglone. Takie wykonanie zajmuje najwieksza powierzchnie
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~ w ukladzie FPGA, ale umozliwia szybsze otrzymanie wynikéw operacji oraz pozwala na wyko-
- nywanie obliczen w potoku (trzy potoki obliczeniowe sygnalizowane przez ap_readyl, ap_ready2,
- ap_ready3).

for{i=Ci<3i++)
Ali) = Ali) + (801) * cli);

|
for(i=0;i<3;i++)

ACC += Afl);
)
Cykle
zegarowe
ap_readyl ap_donel
Bjo)*cio] +al0) 5 _Iﬁ_l.]'_tﬂ] '_Nﬁ =_ _lP"E[ﬂ“ +al2) )
acc A) e L)
- S S S
L A S
o FSM
Cykle
2egarowe
ap_readyl ap_ready2 _ap_readyd | ap_donel ap_dorez
oIl sl G seciel Aol Bodol Ao
Toward MM L secll Al (BN eMn
MRl AW ) wZNE eAal i eaedd  eME )
AOCANI+AZ 1 ADIeAIeAT | AGeAm+adl

Al

A7) —_ FSM

~ Rysunek 7.3: Podstawy Vivado HLS — sterowanie synteza za pomoca dyrektyw.
- (Zrédlo: opracowane na podstawie (Xilinz 2014)).

} Jedli jest to konieczne, petle mozna rozwinaé (dyrektywa UNROLL), ale wymaga to tego,
- 2eby liczba iteracji byla znana na etapie syntezy (zmienna liczba powtdérzef nie moze by¢ roz-
winieta). Poprzez analogie do zréwnoleglenia petli — w kompilatorach jezykéw programowania
- kazde odgalezienie petli uwazane jest za pojedynczy element. Ze wzgledu na jednoczesne wy-
- konywanie wszystkich powtérzen — opdzZnienie staje si¢ znacznie mniejsze, ale ilo§¢ zasobéw
wymaganych do wykonania takiego schematu, zwigksza sie proporcjonalnie. Kolejnym udosko-
'7 naleniem tego programu jest obliczenie potokowe. Zapisanie wynikéw czastkowych w rejestrach,
- pozwala na zwolnienie znacznej czesci zasobéw, umozliwiajac wykonywanie obliczen na kolejnym
- zestawie danych. Przy tym opéznienie nie zmieni sie, ale zwiekszy sie przepustowoéé. Komérki
logiczne w FPGA, a takze zasoby blokowe (bloki pamieci i bloki DSP48) posiadaja rejestry wej-
- &ciowe, dlatego bardziej zaawansowana potokowos¢ jest dopuszczalna dla FPGA. Na podstawie
- przedstawionego przykladu mozna okresli¢ priorytety w rozwoju schematéw wysokiej wydajno-
~ &ci. Przede wszystkim, nalezy zwigkszy¢ przepustowosé, az do jednego taktu na wejsciu. W tym
przypadku warto$¢ nominalng taktu zwieksza si¢ poprzez poglebienie potokowosci, co automa-
tycznie daje efekt uboczny w postaci zwiekszenia opdéinienia. Drugorzedny cel to utrzymanie
,‘ opdZnienia na rozsadnie niskim poziomie, przy czym nie mozna pozwoli¢ na pojawienie si¢ zbyt
wielu stopni potoku, gdyz nie wplywa to pozytywnie na czestotliwoéci taktowania.

W celu poprawnego wykonania obliczefi nalezy zapewni¢ przeplyw danych z jednego wezla
- obliczeniowego do drugiego w odpowiednich momentach. Vivado HLS automatycznie dobiera
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wzgledem oryginalnego kodu Zrédlowego ciezki danych i sekwencje sterujace (patrz Rysunek
7.4). Przyklad ten pokazuje, ze automat sterujacy obejmuje poczatkowy stan, stan przetwarza-
nia pierwszej petli, stan przetwarzania drugiej petli i stan zakoficzenia pracy. Jezeli wystepuja
zaleznosci miedzy danymi, to odpowiednie operacje musza by¢ wykonane szeregowo.

Kod funkcji Operacje Maszyna stanow Sterowanie przeptywem danych

(3

Read Ali]

Read Bfi]

Read C[i]

| | |
| | |
| | |
| | |
| | |
| | |
| | |
| | |
void foofint A[3], int B[3], int C[3], int* ACC){ ' I |
Loopl:  for{i=0;i<3;i++){ | x | Loopl | Read B{i] Read C[i] . X
Ali] = Ali] + (Bi] * Cli}); : : :
! g 3 . Result Read Ali] +
Loop2  for({i=0;i<3;i++){ | | | i
ACC += A[i]; | | |
) | Write Ali] | | Write Ali]
} | | |
| Read Afi] I |
: : Loop2 : Read Ali] Read ACC | +
| Read ACC | - | I
I | | Write ACC
| + | k |
| | done | |
I Write ACC I I
| | |
1 I 1

Rysunek 7.4: Zasady automatycznego tworzenia sterujacych automatéw w Vivado HLS.
(Zrédlo: opracowantie na podstawie (Xilinz 2014)).

Kwestia réwnoleglego wykonywania operacji jest wazna dla FPGA. Dokladniej — mozli-
wo$¢ zorganizowania duzej liczby moduléw pracujacych réwnolegle stanowi najwiekszg przewage
FPGA (jako platformy sprzetowej). Znany jest fakt, ze to wlasnie FPGA umozliwia wykonanie
obliczen z unikalna architektura sprzetowa. W rzeczywistosci — przy prawidlowym uzytkowaniu
— logika programowalna poprzez prace réwnolegla umozliwia osiagniecie nie tylko najwyzszej
wydajnosci, ale takze sprawia, ze stosunek ceny do wydajnosci jest lepszy niz w przypadku
procesoréw sygnalowych i procesoréw ogélnego przeznaczenia. Na przyklad FPGA z rodziny
Kintex-7 juz w najprostszym wariancie posiada 240 niezaleznych blokéw, wykonujacych opera-
cje ,mnozenia i akumulacji“. Biorac pod uwage, ze czestotliwosé¢ taktowania dla FPGA Kintex-7
wymnosi do 600 MHz, to nawet uwzgledniajac obnizenie czestotliwosci ze wzgledu na nietypowy
routing i niepelne wykorzystanie zasobéw, spokojnie oczekiwaé¢ mozna wartosci 100 GMAC/s.
Mozna sobie wyobrazi¢, ze calkowity koszt procesoréw zapewniajacych podobna wydajnosé (100
GHz, pod warunkiem, ze na kazdym takcie beda wykonywane tylko operacje cyfrowego przetwa-
rzania sygnalu) bedzie znacznie wyzszy niz koszt pojedynczego ukladu FPGA. Na podstawie
powyzszych informacji mozna zauwazy¢, jak bardzo waznym jest nie tylko sam wybdér takiego
algorytmu, ktéry moze efektywnie wykorzystywaé szczegblne wlasciwosci FPGA, ale réwniez
takie uzycie go, aby w projekcie nie pojawily sie sygnaly ze zbyt duzym opéZnieniem, poniewaz
to wlasnie na ich podstawie bedzie wyréwnywana czestotliwoéé¢ taktowania. Wazne jest, ze te
prace Vivado HLS wykonuje automatycznie. Poniewaz jednym z parametréw projektu w HLS
jest osiggniecie wymaganej czestotliwosci taktowania, sSrodowisko Vivado moze ocenié, czy syn-
tetyzowany system wpasowuje si¢ w te parametry. W przypadku pierwszego wariantu, w celu
osiagniecia wysokiej czestotliwoéci taktowania wymagane jest programowe przetwarzanie poto-
kowe, dlatego cztery linie kodu Zrédlowego przeksztalca sie w cztery operacje. W zwigzku z tym
opoznienie takiego ukladu wynosi cztery. Jednak przy przejsciu na platforme sprzetowa z wyz-
szg wydajnoscia (np. z ,Spartan 6 na ,Kintex 7“) op6éZnienia podczas wykonywania kolejnych
operacji sa mniejsze, dlatego na jednym takcie mozna wykonaé¢ dwie operacje. Czestotliwosé
taktowania jest utrzymywana na wymaganym poziomie, a op6Znienie ograniczono do dwach.
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Tak wiec, podczas generowania schematu, Vivado HLS dziala w spos6b opisany ponize;j.

e Priorytetem jest zwigkszenie wydajnosci schematu przy uwzglednieniu ograniczei projek-
towych taktowania, zadawanych przez uzytkownika.

e Kolejnym priorytetem jest zmniejszenie op6znien.
e Jedli to mozliwe — minimalizacja zasobow, ktore sg wykorzystywane przez projekt

Wazng zaleta Vivado HLS jest generowanie interfejséw na podstawie sygnaléw sterujacych.
Oprécz sygnaléw uznanych za parametry funkcji w module znajduja sie réwniez sygnaly z przy-
rostkiem VLD, od slowa wazny (ang. valid), ktére sluza dla sterowania wykonania kolejnych
- blokéw funkcyjnych.

'7.1.2 Petle w Vivado HLS

: Petle . for“ domyslne realizowane sa sekwencyjnie: kazde powtérzenie przeprowadza sie ko-
“lejno na podstawie tych samych zasobéw. Sprawia to, ze FPGA zachowuje si¢ podobnie do
- procesora: wzrost liczby iteracji oznacza dluzszy czas pracy, a ilo§¢ zasobéw potrzebnych do
- wykonania tej operacji pozostaje na stalym poziomie. Jednakze realizacja petli moze by¢ kon-
~ trolowana przez dyrektywy. Przyklad ,doskonalej petli“ w Vivado HLS pokazany jest przez
Listing 7.1. Jak wida¢ poziomy petli posiadaja osobne znaczniki (co pozwala na ustawienie
- indywidualnych dyrektyw dla kazdego poziomu), a liczba powtérzen jest stala.

Listing 7.1: Przyklad zagniezdzonej petli for w Vivado HLS.

i [void foo(int A[10], int B[100], int C[100], int* ACC) {
1#pragma HLS ARRAY_PARTITION variable=A factor=10 dim=1
3 |#pragma HLS ARRAY_PARTITION variable=B factor=100 dim=1
. | #pragma HLS ARRAY_PARTITION variable=C factor=100 dim=1
! gnt 1, j:
Eoopl: for (1 = 0; 1°< 10; 1++) {
| |#pragma HLS UNROLL
A Loop2: for (3 = 0; j < 10; j++) {
| |#pragma HLS UNROLL
. A[i]l = A[i] + (B[i = 10 + j)l = C[i = 10 + j1);

}

ACC += A[i];
}

|}
: Przyklad ten doskonale nadaje si¢ do zilustrowania wplywu dyrektyw kompilatora na wyniki
- syntezy RTL. Jak juz wspomniano, dyrektywa UNROLL prowadzi do rozwijania petli: powté-
rzenia sa wykonywane rownolegle na wlasnym zestawie zasobéw sprzetowych. Liczba taktéw
- potrzebnych do kompletnego wykonania petli zmniejsza sie — zwigkszajac wielko§¢ struktury
- schematu. W zasadzie ten efekt jest podstawa jednej z gléwnych zalet FPGA, posiadajacych
duzg ilo§¢ zasobéw. Tabela 7.1 przedstawia gléwne wyniki syntezy dla przykladu prezentowa-
nego przez Listing 7.1, przy doborze réznych dyrektyw kompilacji.
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Dyrektywy Opéznienie | Przerzutniki | Tablice przegladowe | Bloki
taktow (LUT) DSP48E

Bez dodatkowych dyrektyw 922 135 70 4

HLS UNROLL dla wewnetrznego | 142 1057 310 40

cyklu

HLS UNROLL dla wewnetrznego | 59 2235 1856 48

i zewnetrznego cyklu

HLS UNROLL dla obu petli oraz | 7 2 887 1922 400

rownolegly dostep do pamieci ta-

blic A, B, C

Tabela 7.1: Wyniki syntezy projektu z listingu 7.1.
(Zrédlo: opracowanie wlasne).

Wiyniki syntezy bez dodatkowych dyrektyw sa przewidywalne. Funkcja na pelne wykonanie
wymaga lacznie 922 taktéw zegarowych. To rozwigzanie ma minimalne zapotrzebowanie sprze-
towe. Dzigki ustawieniu dyrektywy HLS UNROLL dla wewnetrznej petli (z etykieta Loop2),
mozna zaobserwowac spodziewany spadek op6znienia. Dzialanie to wymaga uzycia dodatkowych
blokéw DSP w liczbie 40. Oczekiwany efekt przyspieszenia mozna osiagna¢ przez zastosowanie
dyrektywy HLS UNROLL dla obu pozioméw petli oraz ustalenia réwnoleglego dostepu do pa-
mieci tablic A, B i C. Iloé¢ zasobéw znacznie rosnie: do projektu potrzeba juz 400 blokéw DSP,
wyraznie rosnie takze liczba LUT. Jednak opdéznienie wynosilo tylko 7 taktow! Jesli celem bylo
maksymalne wykorzystanie zasobéw FPGA dla skrocenia czasu pracy, to zostal on osiggniety.
W ten sposob, za pomoca dyrektyw kompilatora mozna znaczaco zmienia¢ parametry projek-
tu, regulujgc ilos¢ przydzielonych dla niego zasob6w, jak i opéznienie. Duza elastyczno$é przy
zadawaniu dyrektyw sprawia, ze proces ich realizacji w projekcie nie jest prosty i jednoznaczny,
poniewaz nie wszystkie kombinacje dyrektyw prowadza do zadowalajacych rezultatéw. Dlatego
tez, nalezy zwracaé szczegllna uwage na charakterystyki osiggane przy biezacych ustawieniach
i rozwazac rozne warianty budowy projektu, style programowania i ustawienia dyrektyw kom-
pilacji.

7.1.3 Tablice i praca z pamiecia

Tablice przegladowe w HLS realizowane se na podstawie zasobéw pamieciowych. Jesli ta-
blica uzywana jest jako argument funkcji najwyzszego poziomu, pamieé rozmieszcza sie poza
ta funkcja (np. w bloku BRAM). Dostep do pamieci blokowej mozliwy jest w trybie jedno- jak
i dwu- portowym. W razie potrzeby pamie¢ mozna podzieli¢ na mniejsze bloki, zeby dzialala
na bazie rejestréw i pamieci rozproszonej (ang. distributed RAM). Nalezy zwrocié szczeg6lna
uwage na wykorzystanie pamieci w HLS. Zazwyczaj programista nie traktuje pamieci komputera
jako odrebny zaséb, poniewaz wszystkie wykorzystywane dane sa automatycznie umieszczane
w pamieci gléwnej komputera. Przy optymalizacji programéw mozna méwi¢ o tymczasowym
rozmieszczeniu pewnych wartosci w rejestrach, uwzglednieniu buforowania, itd. Jednakze dla
FPGA mozliwosé¢ alokacji danych jest znacznie szersza, a pamie¢ moze by¢ fizycznie realizowana
przez nastepujace zasoby sprzetowe:

e rejestry komorek logicznych;
e tablice typu LUT SliceM (pamig¢ rozproszona);
e bloki pamieci BRAM.

Ponadto duza zaleta ukladéw FPGA jest bardzo wysoka teoretyczna wydajnoéé podsystemu pa-
mieci jako calosci. BRAM jest typowa pamiecia statyczna (to znaczy nie jest programowanym
blokiem, a fragmentem plytki krzemowej ze sztywnymi polgczeniami). Bloki posiadaja calkowi-
cie niezalezne interfejsy i moga pracowac przy systemowej czestotliwoéci taktowania. Tak wiec,
teoretycznie FPGA o duzej objetosci moga zapewni¢ duzg wydajnosé, rzedu setek gigabajtéw na
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sekunde, co pozostawia daleko w tyle interfejsy zewnetrznych pamieci. Jednak najwazniejszym
- problemem w tym przypadku jest to, czy projekt moze osiggna¢ przewage nad wieloma réwnole-
gle pracujacymi blokami BRAM i czy w ogéle wewnatrz ukladu moze by¢ taki potok danych. Ze
~ wzgledu na te czynniki nalezy dokladnie przemysle¢ rozmieszczenie danych w celu zapewnienia
takiej ich lokalizacji w zasobie, ktéra pozwoli na jak najlepsze wykorzystanie FPGA. Projektant
podczas programowania powinien si¢ upewnié, ze wybrane konstrukcje syntaktyczne pozwala-
ja na rozmieszczenia danych w pamieci, ktéra ma do dyspozycji. Mozna stwierdzic, ze obecnie
wyniki kompilatora HLS w duzym stopniu sg uzaleznione od cech kodu Zrédlowego i uzytych
dyrektyw. Programiécie znajacemu C/C++, moze sie¢ wydawad, ze wyniki pracy HLS w wielu
- przypadkach sa dalekie od doskonalodci. Klasycznie podczas wytwarzania oprogramowania w je-
- zykach programowania wysokiego poziomu nie trzeba troszczy¢ sie o fizyczng strukture pamieci,
- poniewaz niezaleznie od rodzaju tablicy i metody pracy z nimi wydajnoé¢ pamieci komputera lub
~ mikrokontrolera jest taka sama, przy czym najczeSciej ograniczona przez pojedynczy interfejs
dostepu. Kwestie dystrybucji danych po obszarach pamieci moga by¢ istotne dla systeméw wie-
~ lordzeniowych, posiadajacych skomplikowana strukture dostepu do pamiegci na fizycznie oddziel-
nych szynach. W przeciwiefistwie do takich systeméw dla efektywnej pracy z pamigcia w FPGA
- nalezy wybraé jak najlepszy sposéb wykorzystania calkowitej wydajnosci interfejséw niezalez-
nych blokéw pamieci. Na przyklad, jesli wszystkie dane, w celu zaoszczedzenia zasobéw, zostana
umieszczone w jednym bloku pamieci, wydajnosé¢ urzadzenia bedzie ograniczona do dwéch ope-
racji w czasie jednego taktu (ze wzgledu na to, ze blok pamieci w FPGA jest dwuportowy).
Natomiast jezeli rozlozy sie programowe jednostki w wielu réznych blokach pamieciowych, to
w czasie jednego taktu na kazdym z tych blokéw bedzie mozna wykona¢ po dwie operacje, a wiec
mozliwe jest zréwnoleglenie pracy algorytmu. Podobnie jak i w przypadku blokéw DSP, problem
koncentruje sie wokél zwiekszenia ilosci operacji w czasie jednego taktu poprzez zaangazowa-
- nie w projekt wiekszej liczby zasobéw FPGA. Konkretny typ zasobu dla wybranego elementu
funkcjonalnego w HLS mozna ustawié dyrektywa RESOURCE. Aby moéc elastyczniej zarzadzac
pamiecig, wykorzystuje sie szereg dyrektyw. Dyrektywa ARRAY _PARTITION jest uzywana do
- podzielenia pojedynczej tablicy na kilka mniejszych. Dyrektywa RESHAPE wykonuje odwrotna
operacje — laczy kilka niezaleznych dziedzin danych w jedna tablice. W polaczeniu z poprzed-
- nig dyrektywa pozwala sterowaé rozmieszczeniem danych w fizycznych blokach, zwigekszajac lub
zmniejszajac liczbe niezaleznych szyn, przy pomocy ktérych uzyskuje sie dostep do danych.
Dyrektywa PACK grupuje dane, np. elementy struktury, tworzac w ten sposéb szersza szyne
pozwalajaca na jednoczesny dostep do wszystkich jej elementéw. Stosowanie tych dyrektyw dla
réznych obiektéw nie jest jednoznaczne. Skrajna sytuacja jest staba wydajnosc szyn dla przesylu
danych i przeciazenie FPGA niezaleznymi blokami, powodujace nadmierne zuzywanie zasobéw.
Wybér optymalnej organizacji rozmieszczenia danych jest rézny dla kazdego projektu. Elastycz-
- noé¢ architektury FPGA i duza liczba wariantéw (z ktérych nie wszystkie sa poréwnywalne pod
wzgledem wydajnodci) nie pozostawia zludzen, ze kompilator samodzielnie wybierze optymalny
spos6b rozmieszczenia danych dla dowolnych operacji, ktére programista chce wykonac.

7.1.4 Uzycie jezykéw wysokiego poziomu

W Vivado HLS mozna skorzystaé z wielu jezykéw wysokiego poziomu, gtéwnie C/C++,
ktére choé maja podobna skladnig, to z formalnego punktu widzenia sa réznymi jezykami, na co
zwraca uwage wielu autoréw literatury z dziedziny programowania. Wazng réznicg jest wspie-
ranie tzw. typéw o ,arbitralnej precyzji“, czyli typéw danych o dedykowanej wielkosci bitowe;j.
~ Réznica ta jest uwazana za tak wazna, poniewaz podczas klasycznego programowania mamy
do czynienia z procesorem przetwarzajacym dane o stalej rozdzielczosci bitowej okreslonej przez
architekture tego procesora. Zmiana bitowoéci z punktu widzenia programu jest mozliwa, jednak
rzadko ma sens. W przeciwiefistwie do powyzszego podczas projektowania ukladéw cyfrowych
projektant ma mozliwo$¢ jednoznacznie okresli¢ precyzje bitowa przetwarzanych danych, ktéra
najlepiej pasuje do realizowanego zadania. Typy, ktére maja wyraznie okreslong liczbe bitéw,
pozwalaja wykorzystaé tylko te zasoby sprzetowe, ktére sa wymagane do wykonania zadania.
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Na przyklad bioragc pod uwage architekture bloku DSP48E widaé, ze taki blok jest w stanie
pomnozy¢ 18-bitowa liczbe z 25-bitowa. Jezeli wiec zadeklarowana szerokoé¢ bitowa mnozo-
nych wspélczynnikéw nie bedzie na odpowiednim dla zadania poziomie, tylko zadana domy$lnie
32 (automatycznie wskutek wykorzystania typu int), to dla utworzonej struktury logicznej po-
trzebne beda dodatkowe zasoby sprzetowe. Vivado HLS pozwala syntetyzowaé wiele konstrukeji
C/C++, pod warunkiem, Ze ich parametry sa znane w czasie kompilacji. Dlatego tez to projek-
tant /programista odpowiedzialny jest za parametry architektury obliczeniowej. Warto podkre-
gli¢, ze jezeli kryterium efektywnosci jest czas pracy projektanta, a nie efektywne wykorzystanie
zasobdéw, to uzycie typéw danych domys$lnie wspieranych przez HLS przyniesie pozadany wynik
przy krétszym czasie implementacji. Synteza opiséw behawioralnych, ktére ujawniaja sie dopiero
w trakcie pracy ukladu (ang. run-time) z oczywistych powodéw nie jest wspierana, jak réwniez
nie sg syntetyzowane:

e funkcje dynamicznej alokacji pamieci (malloc() / free());
e operacje wejscia/wyjécia (printf() / scanf());
¢ wywolania systemowe (ang. system call).

ia ta nadaje eleganckie i skuteczne ramy dla realizacji algorytméw HMM. Standardowo w al-
gorytmach programowania dynamicznego dla HMM w kazdym kroku czasowym wykonywana
jest petla po wszystkich stanach i dla kazdego z nich dokonywane sa pewne obliczenia (zwy-
kle sumowanie lub poszukiwanie maksimum). Stad, oczywistym sposobem na przyspieszenie
obliczen jest przeprowadzenie obliczenia dla wszystkich stanéw jednoczesnie. Wtedy stopien
zréwnoleglenia zalezny jest od liczby stanéw w modelu Markowa. Najczesciej jednak petla po
wszystkich stanach jest zagniezdzona w innej petli po stanach lub iteracji po sekwencji obser-
wacji. W przypadku gdy zaleznoéci wynikajace z zagniezdzenia nie pozwalaja na zréwnoleglenie
algorytmu, to podejmowana jest préba przyspieszenia petli (na przyklad przez przetwarzanie
potokowe).

7.1.5 System Procesora (PS) i Logika Programowalna (PL)

Przedstawione rozwigzanie dedykowane jest dla platform typu .,System-On-Chip“ bedacych
polaczeniem typowego procesora z ukladem FPGA (patrz Rysunek 7.5), gdzie aplikacja HMM
wykorzystuje akceleracje sprzetowa zrealizowana w logice programowalnej, a typowe funkcje
ogo6lnego przeznaczenia sa nadal wykonywane na CPU.

o |  System Procesorowy (PS) = oor
‘ m == CTRL
[ | I ‘ Cortex-A9 Cortex-A9 G
; vse || NEON NEON P.C':R"L.l
[[ soo || | e ——
| | TIMER, GIC, ACP St
Il can | ——————r——————— CTRL
Lo ] [ mammom || 2cache | | ———
| e 1 [ oma || mmc || swor | N;r:f
o |
M [r—— ettt ettt pro— SR
- i AMBA Network Interconnect CONFIG
|
_«J., L5 Ed 5 |
28-nm |
Logika Programowalna (PL) i
‘s.curitvii ADC “ PCle ‘ 5":,‘;‘ e HccnnsJ i

Rysunek 7.5: Zynq - programowalny uklad scalony bedacy polaczeniem procesora i FPGA.
(Zrédlo: opracowanie na podstawie (Xilinz 2017b)).
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System procesora zapewnia ogdlna infrastrukture interfejséw komunikacji (Ethernet, HMI,
itp.) i jest odpowiedzialny za wstepne przetwarzanie i dekodowanie stownika kodéw obserwacji,
za$ glowne algorytmy HMM, takie jak Viterbi, Forward-Backward i Baum-Welch, obliczane sa
sprzetowo w dedykowanej strukturze logiki programowalnej. Ze wzgledu na mnogos¢ i ewen-
tualne rozmiary modeli sg one przechowywane w pamieci DDR, gdzie w kontenerze modelu
HMM zawarte sa podstawowe informacje takie jak prawdopodobiefistwa macierzy przej$c i emi-
sji oraz stownik dekodowania obserwacji wraz z odpowiednim mapowaniem. Ponadto w wielu
- zastosowaniach opartych o modele HMM slownik dekodowania obserwacji ma od kilku tysiecy
do kilkudziesigciu tysiecy elementéw (Anisha & C.Sunitha 2015). W typowej aplikacji modelu
HMM wyréznié¢ mozna nastepujace etapy przetwarzania:

1. Analizowanie i wstepne przetwarzanie surowych danych, aby wyodrebnié¢ tafcuch wyrazen
atomowych.

2. Utworzenie sekwencji emisji.

3. Dekodowanie slownika, w wyniku czego badana emisja jest poréwnywana z géry okreslo-
nym zestawem symboli w celu zmapowania odpowiedniej obserwacji.

4. Jezeli celem aplikacji jest zbadanie sekwencji obserwacji, wybierany jest algorytm Viterbie-
go. Jezeli celem aplikacji jest nauczanie HMM, wybierany jest algorytm Bauma—Welcha.

5. Ladowanie modelu HMM do ,silnika obliczeniowego“.

6. Ladowanie sekwencji obserwacji do ,silnika obliczeniowego“.
7. Wykonywanie algorytmu w ,silniku obliczeniowym*.

8. Pobranie wynikéw obliczen.

Wizystkie etapy z wyjatkiem etapu siddmego sa specyficzne dla aplikacji i powinny by¢ wyko-
~ nywane przez system procesora. Etap 7 mozna przeprowadzi¢ poza systemem procesora. ,,Silnik
' obliczeniowy “ nie definiuje sposobu przetwarzania, tak wigc obliczenia moga byé wykonane za-
~ réwno przez CPU, system zewnetrzny (GPGPU), jak i w logice programowalnej. Dla aplikacji
wymagajacych niewielkich latencji i przetwarzania w czasie rzeczywistym najbardziej odpowied-

nim sposobem obliczen jest logika programowalna. Efektywna sprzetowa realizacja algorytméw
- HMM wymaga bezposredniego dostepu do obu macierzy (prawdopodobiefistw przejécia i emi-
-~ §ji) czyli, parametry modelu HMM nalezy wprowadzi¢ do FPGA (etap 5). Dalsze obliczenia sa
- wykonywane réwnolegle dla kazdego stanu przez dedykowana jednostke przetwarzania standow
' SPU (ang. State Processing Unit), ktéra operuje na przynaleznych do niej wektorach prawdo-
- podobienstw przejé¢ i emisji. Rysunek 7.9. przedstawia ogdlng idee architektury obliczeniowej,
gdzie obliczenia zwiazane z modelem HMM, sg wykonywane przez szereg jednostek SPU wspo-
maganych przez jednostke aproksymacji funkcji logarytmicznych i wykladniczych.

7.2 Dostep do pamieci, pamiec¢ wieloportowa

Zanim przedstawione zostang sprzetowe realizacje algorytmoéw programowania dynamiczne-
- go, wspomnie¢ nalezy, co stanowi najwieksze ograniczenie w procesie zréwnoleglania. Ogélnie
- ujmujac, wykonanie algorytmu réwnolegle wymaga zwielokrotnienia zasobéw sprzetowych. Do-
 konujac zwielokrotnienia, nalezy réwniez wziaé pod uwage dostep do pamieci. W standardo-
wych rozwigzaniach dostep do pamieci realizowany jest jednowatkowo z wykorzystaniem szyny
adresowej. Adresowana komoérka moze by¢ zapisana lub odczytana. Dokonujac zréwnoleglenia
- samego rdzenia obliczeniowego, a pozostawiajac jednowatkowy dostep do pamieci, predzej czy
pozniej dojdzie do blokowania zasobéw pamigciowych i kolejkowania zadan dostepu. Taka sytu-
- acja wystepuje czesto w systemach procesorowych ogélnego przeznaczenia (patrz Rysunek 7.6 a).
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Wykorzystujac jednak logike programowalna FPGA, mozliwe jest utworzenie dedykowanej he-
terogenicznej struktury obliczeniowej wyposazonej w wiele réznych wyspecjalizowanych pamieci
wieloportowych (patrz Rysunek 7.6 b).

RAM RAM RAM RAM RAM RAM
Single-Port Single-Port Dual-Port Dual-Port Single-Port Single-Port
A A A A A A A
a. ‘ b. T
ol — PE1.1 I I
PE1.2 s 1 s
CPU 2
PE2.1
PE 3.
CPU3 £
PE3.2
cPU 4
PE4

Rysunek 7.6: Dostep do pamieci jedno- i wielo-portowe;.
(Zrédlo: opracowanie wiasne).

Modelowanie struktur pamieciowych réwniez nie nalezy do trywialnych. Dlatego nie do
przecenienia sg mechanizmy wbudowane w synteze wysokiego poziomu pozwalajace na zarza-
dzanie dostepem do macierzy wielowymiarowych za pomoca dyrektyw ARRAY _PARTITION
i ARRAY RESHAPING. Stosujac wskazane metody optymalizacji dostepu do pamieci, opisane
w (Xilinx 2017a), zaproponowano rearanzacje macierzy (przechowujacych parametry modelu
HMM) z przeznaczeniem pod wydajna sprzetowa realizacje w FPGA. Rysunek 7.7 przedstawia
modyfikacje dostepu do macierzy wielowymiarowej mapowane na pamieci wieloportowe zlokali-
zowane w jednostkach przetwarzania stanéw dla modelu HMM.
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Rysunek 7.7: Modyfikacje dostepu do macierzy wielowymiarowej mapowanej na pamieci wielo-
portowe.
(Zrédlo: opracowanie wlasne).
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7.3 Sprzetowa realizacja algorytmu Bauma-Welcha D&C
Algorytm Bauma-Welcha oparty jest na trzech powiagzanych ze sobg krokach proceduralnych:

1. Obliczanie prawdopodobienstwa przyporzadkowania obserwacji do okreslonego stanu (al-
gorytm Forward-Backward),

2. Obliczanie ile razy dany stan zostal odwiedzony v oraz obliczanie oczekiwanej liczby przejsé
z danego stanu do innego & (algorytm Gamma-Xi)

3. Obliczenie nowych parametréw modelu przez koficowa reestymacje (algorytm Numerator-
Denominator).

‘ Wyréznienie tych trzech krokéw proceduralnych sensowne jest rowniez w realizacji sprze-
- towej. Majac na uwadze wydajne wykorzystanie pamieci i zasobéw FPGA autor, na podsta-
~ wie analizy funkcjonalnej procedur, dokonal rearanzacji procesu wyliczania kazdej z procedur.
- W algorytmie Forward-Bacward otrzymane wspoélczynniki przechowywane sa dla calej diugo-
§ci badanej sekwencji obserwacji. Natomiast algorytm Gamma-Xi przechowuje jedynie wartosci
czgstkowe, z ktorych krokowo nastepuje reestymacja parametréw HMM za posrednictwem algo-
rytmu Numerator-Denominator. Sprzetowa wersja algorytmu Bauma-Welcha podziolaona jest
- wiec zgodnie z krokami proceduralnymi na trzy ekwiwalentne bloki algorytmiczne.

Bloki algorytmiczne i zwigzane z nimi zasoby pamieciowe zostaly tak zorganizowane, aby
umozliwi¢ zréwnoleglenia obliczenn wzgledem stanéw w modelu HMM. Zostalo to osiagniete
. przez przyporzadkowanie obliczeniom niezaleznych jednostek przetwarzania stanéw SPU (ang.
State Processing Unit), ktore jak nazwa wskazuje wykonuja obliczenia tylko dla przypisanego

im stanu.

7.3.1 Jednostka przetwarzania stanéw

Przy stosowaniu techniki D&C dla algorytméw HMM wymagana jest specjalna réwnolegla
~ architektura obliczeniowa. Gléwnym elementem przetwarzania takiej architektury jest jednostka
- przetwarzania stanéw SPU odpowiedzialna za obliczenia na poziomie stanu, gdzie wykonywane
- 54 liczne operacje zmiennoprzecinkowe, a przede wszystkim szybkie przeksztalcenie logarytmicz-
ne i wykladnicze. Wartosci prawdopodobienstw w macierzach przejécia i emisji sa przechowy-
wane lokalnie w SPU w postaci zlogarytmowanej. Liczba SPU okresla stopien zréwnoleglenia
- obliczen, gdzie gérng granicg okresla zlozonos¢ modelu Markowa (czyli liczba stanéw). W ob-
liczeniach wykorzystywana jest multipleksacja czasowa zasobdéw, co oznacza, ze pelne oblicze-
- nie algorytmu zostanie wykonane na dostepnej liczbie jednostek przetwarzania stanéw. Jezeli
' jednostek przetwarzania stanéw jest co najmniej tyle co stanéw w przetwarzanym modelu, to
- osiggniety jest najwyzszy stopiein zréwnoleglenia dla tego modelu. Jezeli natomiast jednostek
- przetwarzania stanéw jest k-krotnie mniej niz stanéw w przetwarzanym modelu to zasoby zosta-
na k-krotnie powtérnie (sekwencyjnie) wykorzystane, az algorytm zostanie w pelni przeliczony.
' Z punktu widzenia efektywnosci obliczen podzial liczby stanéw w przetwarzanym modelu przez
liczbe jednostek przetwarzania nie powinien zwracaé reszty.
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Y=(a*b+c) — (d*e+f)
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Rysunek 7.8: Przypisanie wykonywanych zadafi do zasobéw sprzetowych.
(Zrédlo: opracowane na podstawie (Xilinz 2014)).

SPU realizuje trzy bloki obliczen algorytmicznych: Forward-Backward, Gamma-Xi i koficowy
Numerator-Denominator, przy czym wykorzystuje osiem jednostek zmiennoprzecinkowych oraz
dwa niezalezne interfejsy dostepu do jednostki MLEAU. Za efektywne wykorzystanie sprzetu
odpowiedzialne sa mechanizmy alokacji zasobéw wbudowane w Vivado. Na poziomie kompilacji
LLVM (ang. Low Level Virtual Machine) zastosowane sg rézne metody optymalizacji, takie jak
propagacja stalych, eliminacja wspélnych pod wyrazen i globalnej numeracji zmiennych (Zuo i in.
2013). Na podstawie wyniku wstepnej kompilacji wbudowany w Vivado planista ustala utylizacje
zasobéw logicznych dla kazdego zadania z uwzglednieniem dyrektyw projektanta oraz zadanego
czasu trwania zadania. W pierwszej kolejnoéci system prébuje zastosowaé zadane dyrektywy,
jezeli jednak w wyniku interpretacji behawioralnego opisu HLS odkryte zostana zaleznosci unie-
mozliwiajace zastosowanie dyrektyw (np. UNROLL dla petli) kompilator ma prawo anulowac
dyrektywe. Kolejnym krokiem jest przypisanie wykonywanych zadan do zasobéw sprzetowych,
co przedstawia Rysunek 7.8.

W kazdym cyklu obliczeniowym sprawdzane jest, ktére zasoby logiczne sa wykorzystane
w celu realizacji zadania. Zasoby logiczne mapowane sa na sprzet wylacznie wtedy, jezeli w da-
nym cyklu obliczeniowym wystepuje realne wykorzystanie sprzetu. W miare mozliwosci zasoby
sprzetowe sa wspoldzielone i wykorzystywane ponownie.

Dlatego tez w jednostce przetwarzania stanéw w danej chwili wykonywany jest tylko jeden
wybrany blok algorytmiczny. Takie podejscie pozwala na sensowne wspoéldzielenie zasobéw sprze-
towych. Ponadto jednostki SPU wykonuja obliczenia synchronicznie dla calego modelu. Blok
algorytmiczny Forward-Backward jest aktywny w celu wyliczenia wartosci prawdopodobiei-
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stwa prefiksowego a i sufiksowego ( dla calej badanej sekwencji obserwacji. Nastepnie w bloku
Gamma-Xi wyliczane sa czastkowe wartosci v i €, ktore to dostarczane sg do bloku Numerator-
Denominator. Rysunek 7.9 przedstawia ogolna koncepcje przetwarzania HMM z wykorzystaniem
SPU.

Control iy
& .-
Data
Ll Alol e 0l > b ey
w. y
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Rysunek 7.9: Ogoélna koncepcja przetwarzania HMM z wykorzystaniem SPU.
(Zrédlo: opracowanie wlasne).

7.3.2 Blok Forward-Backward D&C

Realizacja algorytmu Forward-Backward w dziedzinie logarytméw nie wymaga wspolczyn-
nikéw skalowania (znanych z tradycyjnej wersji tego algorytmu), poniewaz w dziedzinie logaryt-
méw obliczenia sa natywnie stabilne numerycznie i nie ma potrzeby stosowania dodatkowych
ulepszen. Warto zauwazy¢, ze bez wspdolczynnikéw skalowania obliczanie do przodu i od tylu
moga by¢ wykonywane rownoczeénie. Z punktu widzenia sprzetowej implementacji algorytmu
wspolezynniki skalowania wymagaja nie tylko dodatkowego nakladu obliczen, ale takze musza
by¢ przechowywane w pamigci FPGA dla catej badanej sekwencji obserwacji do dalszych obliczen
algorytmu Bauma—-Welcha.

Rysunek 7.10) przedstawiona diagram wizualizacji bloku algorytmicznego Forward-Backward
D&C. Zaréwno t jak i kolejne wizualizacje blokéw algorytmicznych w spdjny sposéb przedsta-
wiaja najwazniejsze cechy proponowanej struktury obliczeniowej. Na rysunkach blokéw algoryt-
micznych pokazane sa nie wszystkie sygnaly sterujace. Ponadto, linie przerywane przedstawiaja
iteracyjne wykorzystanie zasobéw (np. eloga(i,t — 1) jest dodawane N razy, wzgledem i in-
krementowanego réwniez do N). Natomiast bloki posiadajace w nagléwku zapis ,for j=1 to
N create” przedstawiaja zasoby zwielokrotnione N razy. Wszystkie nazwy sygnaléw sa zgodne
z tymi, ktére zastosowano w pracy (Mann 2006) (np. elog (1..T) odnosi si¢ do wektora prze-
chowujacego rozszerzone wartoéci logarytmiczne o). Warunki decyzyjne (zwiazane z ustaleniem
odpowiedniej kolejnoéci argumentéw oraz wykryciem ,Not a Number”) przedstawione dla kaz-
dego bloku FLOGSUM maja zasadnicze znaczenie dla stabilno$ci numerycznej rozszerzonej
arytmetyki logarytmicznej. Wartosci widoczne w bloku ELOGSUM oznaczaja odpowiednio x —
pierwszy skladnik sumy, y — drugi skladnik sumy, g — zmienna przechowujaca wiekszy skladnik, s
— zmienna przechowujaca mniejszy skladnik oraz acc — oznacza akumulacje wyniku. Ponadto wi-
doczne wartoéci macierzy A, B i O oznaczaja odpowiednio parametry modelu HMM oraz badang
- sekwencje obserwacji. Symbolicznie (jako Log=LUT(arg) oraz Exp=LUT(arg)) przedstawione
~ zostaly réwniez operacje aproksymacji wykonywane w MLEAU.
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Rysunek 7.10: Wizualizacja bloku algorytmicznego przeznaczonego pod obliczenia zwigzane z al-
gorytmem Forward-Backward D&C.
(Zrodlo: opracowanie wlasne).

Listing 7.2 przedstawia opis HLS dla etapu indukcji w algorytmie Forward-Backward. Ope-
racje w petli oznaczonej etykieta LOOP_SPU wykonywane sa réwnolegle w jednostkach prze-
twarzania stanow SPU, ktérych najwazniejszym zadaniem jest przyspieszenie sumy logaryt-
moéw, co obejmuje operacje arytmetyczne w dziedzinie logarytméw i przejécie z argumentu przez
przeksztalcenie wykladnicze, a nastepnie przeksztalcenie logarytmiczne. Ta kosztowna oblicze-
niowo operacji jest wykonywana przy uzyciu MLEAU wykorzystywanej w bloku ELOGSUM
(ang. Fxtended Logarithm Sum), Ponadto w bloku Forward-Backward obliczany jest rozszerzo-
ny logarytm iloczynu prawdopodobienstw przejicia i emisji (wykorzystujac wezesniej obliczone
odpowiedniki w dziedzinie logarytméw). Wynik przechowywany jest w tablicach elnf i elnb.

Listing 7.2: Opis HLS dla etapu indukcji w algorytmie Forward-Backward D&C.

for Kt-=.0% . .¢ T = 34 t44+) £
for (s = 0; s < TDM_steps; s = s + SPU_pool) {
LOOP_SPU:
for (i = 0; i~< SPU_pool; i++) {
#pragma HLS UNROLL
logalphali + s] = NaN;
logbetal[i + s] = NaNl;
for (1. = 0: 4 < hmm. N: J++) o

sumalphal[i + 8] = elnf[jl[t - 1] + hmm.elnA[i + s][j];
sumbeta[i + 8] = hmm.elnA[i + s][j] + hmm.elnB[jl1[D[T - t + 2]] + elnb[j]l[T - t +
2] ;
logalpha[i + s] = ELOGSUM(logalpha[i + s], sumalphaljl, i);
logbetal[i + s] = ELOGSUM(logbetal[i + s], sumbetal(j], i);
}
elnf[i + s][t] = logalpha[i + s8] + hmm.elnB[i + s][0[t]];
elnbli + allT - t + 1] = logbetali + 8];
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f

Blok algorytmiczny produkuje wartosci a i 3 dla kazdego stanu wzgledem badanej sekwencji
obserwacji. Wektory a i (3 sg przechowywane w FPGA do dalszych obliczen przeprowadzanych
przez blok algorytmiczny Gamma-Xi.

7.3.3 Blok Gamma-Xi D&C

Wartoéci v oraz € odgrywaja kluczowa role podczas szacowania parametréw modelu HMM.
W standardowym podejéciu macierze te obliczane sa dla calej badanej sekwencji obserwacji,
a otrzymane wartosci przechowywane sa do dalszych obliczen. Z punktu widzenia wykorzystania
zasobow FPGA przechowywanie posrednich wartosci w dwuwymiarowej macierzy v, jak i dla
trojwymiarowy macierzy £ jest co najmniej klopotliwe. Przykladowo dla sekwencji obserwacji
0 200 elementach i HMM posiadajacego 10 stanéw wymagana jest macierz v (200, 10) i macierz
£ (200, 10, 10) co lacznie daje 22000 elementéw). Dlatego tez dokonana zostala reorganizacja
pracy algorytmu Bauma-Welcha taka, ze reestymacja nowych parametréow HMM nastgpowac
bedzie krokowo. Zamiast wylicza¢ v i £ dla calej badanej sekwencji obserwacji, wystarczajace
jest okreslenie ich wartoSci czastkowych, co przedstawia Rysunek 7.11.
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Rysunek 7.11: Wizualizacja bloku algorytmicznego przeznaczonego pod obliczenia zwigzane z al-

. gorytmem Gamma-Xi D&C.

(Zrédlo: opracowanie wlasne).

- Listing 7.3 przedstawia opis HLS dla etapu okreslania wartoéci Gamma i Xi. W kazde]j kolejnej
- chwili czasowe] t obliczane i normalizowane sa jedynie czgstkowe wartosci v i § wzgledem aktu-

alnie badanej obserwacji o; i na ich podstawie, dokonywane jest réwniez czastkowa wyliczenie
licznika i mianownika w bloku Numerator-Denominator.
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Listing 7.3: Opis HLS dla etapu okreslania warto$ci Gamma i Xi w algorytmie Bauma-Welcha
D&C.

for (s = 0; 8 < TDM_steps * SPU_pool; s = 8 + SPU_pool) {
LOOP_GamaCore:
for (i = 03 i7< 8BPU_pool; it+) {

#pragma HLS UNROLL

gamma[i + s] = elnf[i + s][t] + elnb[i + s][t];
normalizer[i + s] = 0.0;
for (j = 0; 3 < hmm.N: j++) {
normalizer[i + s] = ELOGSUM(normalizer([i + s], gammal[jl, i);
%
gamma[i + s] = gamma[i + s] - normalizer[i + s];

}

for (s = 0; s < TDM_steps * SPU_pool; s = s + SPU_pool) {
LOOP_XiCore:
for (1= 0; 1°<'8PU_pool; d++) {
#pragma HLS UNROLL

for (J = 054 < hun.N; J#+) {
xil[i + 8]1[j] = (hmm.elnA[i + s][j] + elnf[i + s][t]) + (hmm.elnB([j][O[t + 1]] +
sInb (110t + 1]);
sumXi = ELOGSUM(sumXi, xi[i + sl[j], 1i);

}
for {3 = 0; j < hmm.N; j++) {
TEEL el D) = x501 & s1[§1 ~ somii;
}
}
}
}

Jednakze czastkowe wartoéci licznika i mianownika musza byé przechowywane i kumulowane
oddzielnie dla kazdego stanu i dla kazdej obserwacji. Oznacza to, ze pamie¢ FPGA musi by¢
w stanie jednocze$nie przechowywaé zaréwno biezace parametry HMM (A, B, 7), jak i nowe
(A', B', 7'). Koficowa reestymacja parametréw odbywa si¢ w bloku algorytmicznym Numerator-
Denominator.

7.3.4 Blok Numerator-Denominator D&C

Obliczenia bloku algorytmicznego Numerator-Denominator sa zorganizowane podobnie jak
w bloku Gamma-Xi. Czastkowe wartosci 7 i ¢ sa akumulowane odpowiednio w liczniku i mianow-
niku oddzielnie dla kazdego stanu i dla kazdej obserwacji (patrz Rysunek 7.12). Oznacza to, ze
pamie¢ FPGA musi by¢ w stanie jednoczesnie przechowywac zaréwno biezace parametry HMM
(A, B, ), jak i nowe (A’, B', 7'). Po pelnym zakumulowaniu wartosci czastkowych (po osiagnie-
ciu ostatniej obserwacji w badanej sekwencji) dokonywana jest ostateczna normalizacja. Listing
7.4 przedstawia opis HLS dla etapu okreslania wartosci Numeratora i Denominatora. Zasadniczo
wyr6zni¢ mozna dwie petle (poddane zréwnolegleniu) o etykietach LOOP _NumeDenomCore_A
i LOOP_NumeDenomCore_B wykonujace akumulacje odpowiednio dla macierzy A’ i B'. W dzie-
dzinie logarytméw normalizacja wyniku (uzyskanie rozkladu prawdopodobienstwa) odbywa sie
poprzez odjecie zakumulowanego mianownika od licznika dla parametréw macierzy A’ i B'. Na-
tomiast prawdopodobiefistwo poczatkowe 7’ standardowo wynika z wartosci vy uzyskanej w chwili
czasowej t = 1.
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Rysunek 7.12: Wizualizacja bloku algorytmicznego przeznaczonego pod obliczenia zwigzane z al-
gorytmem Numerator-Denominator D&C.
(Zrédlo: opracowanie wlasne).

Listing 7.4: Opis HLS dla etapu okreslania wartosci Numeratora i Denominatora w celu odtwo-
rzenia parametréow modelu w algorytmie Bauma-Welcha.

gt ot < T =4) AL
for (s = 0; s < TDM_steps * SPU_pool; s = s + SPU_pool) {

LOOP_NumeDenomCore_A:
for (1 = 0; 1< SPU_pool; i++) {
#pragma HLS UNROLL

for (j = 0; j ‘< hmm.Njy J+t) 4
denominatorA[i + s] = ELOGSUM(denominatorA[i + s], gammal[j], i);
numeratorA[i + s][j] = ELOGSUM(numeratorA[i + s][jl, xil[i + s][jl, i);
}

updatedHMM.elnA[i + s][j] = numeratorA[i + s][j] - denominatorA[i + s];

for (s = 0; s < TDM_steps * SPU_pool; s = s + SPU_pool) {
for (i = 0; 1< BPU_pool; i++) {
denominatorB[i + s] = denominatorA[i + s] + gammal[i + s];
}
}




for (s = 0; s < TDM_steps * SPU_pool; s = s + SPU_pool) {

LOOP_NumeDenomCore_B:
for (i = 0; i~< 8PU_pool; i++) {
#pragma HLS UNROLL

for (k = 0; k < hmm.M; k++) {

if (0[t] == k) {
numeratorB[i + s][k] = ELOGSUM(numeratorB[i + s][k], gamma[i + s], i);

}
updatedHMM.elnB[i + s][k] = numeratorB[i + s][k] - denominatorB[i + s];

}

}
}

Poniewaz procedura reestymacji wykonana jest w dziedzinie logarytméw to i otrzymane pa-
rametry HMM wyrazone sa w postaci logarytméw. Taki zapis jest dogodny dla wykonywania
kolejnych iteracji obliczei w logarytmowanej wersji algorytmu Bauma-Welcha, jak i przy de-
kodowaniu Sciezki stanéw w logarytmicznym wariancie algorytmu Viterbiego. Przeksztalcenie
parametréow HMM z dziedziny logarytmicznej do postaci tradycyjnej (np. w celu lepszej in-
terpretacji wartosci prawdopodobienstw modelu) umozliwia rozszerzona funkcja wykladnicza
eexp(z).

Listing 7.5: Opis HLS dla etapu okreslania wartosci prawdopodobienstwa poczatkowego dla
modelu HMM.

[

=i i e e

o

if(t == 0){
for (s = 0; s < TDM_steps * SPU_pool; s = s + SPU_pool) {
LOOP_reestimate_Pi:
for (i = 03 1°C BPU_pool; “i#+¥) {
#pragma HLS UNROLL

updatedHMM.elnPi[i + s] = gammal[i + s];
+
}
i
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7.4 Sprzetowa realizacja algorytmu Viterbi D&C
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Rysunek 7.13: Wizualizacja bloku algorytmicznego przeznaczonego pod obliczenia zwigzane z al-
gorytmem Viterbi D&C.
(Zrédlo: opracowanie wiasne).

7.4.1 Blok Argmax D&C

W celu uniknigcia probleméw numerycznych algorytm Viterbiego réwniez jest obliczany
w dziedzinie logarytméw, w ktérej mnozenie prawdopodobiefistw przej$é, emisji i wartoéci mak-
symalnej zastepowane jest operacja sumowania. Sumowanie odbywa sie réwnolegle dla wszyst-
kich stanéw. Ostatnim etapem jest znalezienie stanu o najwyzszej wartosci prawdopodobiefistwa
przejscia. W tym celu wystarczajace jest poréwnanie wszystkich prawdopodobienstw przejscia,
jednakze ta prosta procedura wymaga wykonania n (liczba stanéw) poréwnan sekwencyjnie.
Przyspieszenie tego kroku realizowane jest, przez zastosowanie metody: dziel i zwyciezaj. Ogél-
na idea jest przedstawiona na Rysunek 7.13, gdzie wyr6znione sa trzy bloki, a linie przerywane
przedstawiaja iteracyjne wykorzystanie zasobéw. W bloku sumacji ,,Adding*, wykonywane jest
potréjne sumowanie zmiennoprzecinkowa dla wartosci maksymalnej (uzyskanej z poprzedniej
iteracji) oraz prawdopodobiefistwa emisji i prawdopodobiefistw przejscia. W bloku poréwnywa-
nia ,Comparing“, wszystkie stany sa poréwnywane réwnolegle parami, co pozwala na wykonanie
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procedury w logy n+ 1 krokéw (gdzie n odnosi si¢ do liczby stanéw). Podejscie tutaj jest analo-
giczne do algorytmu sortowania merge-sort (Dhawan & Dehon 2015), ktéry wymaga O(nlogn)
cykli obliczeniowych, aby uporzadkowaé wszystkie wartosci w n-elementowym wektorze. W przy-
padku algorytmu Viterbiego wazne jest znalezienie wartosci maksymalnej wektora, stad tylko
O(logy n) cykli obliczeniowych jest koniecznych. Przykladowo znalezienie maksymalnego praw-
dopodobienstwa przejscia dla 32 stanéw (n = 32) osiagniete zostanie w 5 cykli obliczeniowych,
a dla 64 stanéw raptem w 6 cykli. Zysk obliczeniowy w poréwnaniu do standardowej proce-
dury sekwencyjnej rosnie proporcjonalnie do: n/log, n. Nalezy jednak pamietaé, ze procedura
rownoleglego porownywania ma wicksze zapotrzebowania w zasoby sprzetowe. Poniewaz po-
réwnywanie odbywa si¢ parami to, na kazda pare stanéw przypada jeden komparator (liczba
komparatoréw > polowie liczby stanéw).

Listing 7.6: Opis HLS dla algorytmu Viterbiego D&C obliczanego kawalkami.

for (secIndex = 0; secIndex < allSections; secIndex++) {
for (secStep = 0; secStep < sectionSize; secStep++) {
t = (secIndex * sectionSize) + secStep;

for (j = 0; j < hmm.N; j++) {
LOOP_adding:
for (1 = 03 1< hmm. N; i++) {
#pragma HLS UNROLL

Adding[i] [0] = deltalswapN][i] + hmm.elnA[i] [j];
bestIndex [i] [0] = i;

}

compSpan = 1;

for (complLevel = 0; complLevel < compResult; compLevel++) {

LOOP_PairCompare :
for (¢ = 0; c < comparators; c++) {
#pragma HLS UNROLL

compStep = (c) * compSpan;
if (compStep < comparators) {
if (Adding[compStep] [compLevel] >= Adding[compStep + compSpan][compLevel]) {
Adding [compStep] [compLevel+1] = Adding[compStep] [compLevel];
bestIndex [compStep] [compLevel+1] = bestIndex[compStep] [compLevel];
}
else {
Adding [compStep] [compLevel+1] = Adding[compStep + compSpan] [compLevel];
bestIndex [compStep] [compLevel+1] = bestIndex[compStep + compSpan] [compLevell;
}
ik
ik

compSpan *= 2;

delta[swapP][j] = Adding[0] [compResult] + hmm.elnB[j]l[0[t]];
psiltl[j] = bestIndex[0] [compResult];
if (j == hmm.N - 1) {
if (swapP == 1) {
swapP 0;
swapN 1

}

else {
swapP
swapN

Warto podkresli¢, ze wyniki operacji wykonywanych w bloku dodawania jak i w bloku poréw-
nywania przypisane sg do danego stanu i moga by¢ wykonywane dla kazdego stanu oddzielnie.
Co za tym idzie, mozliwa jest implementacja zaréwno w pelni réwnolegla, gdzie dla kazdego
stanu przypisana jest oddzielna para blokoéw dodawania i poréwnywania, jak i implementacja
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sekwencyjna, gdzie pojedyncza para blokéw wykonuje obliczenia dla wszystkich stanow wy-
korzystujac techniki multipleksacji w dziedzinie czasu. Dla w pelni réwnoleglej implementacji
zapotrzebowanie na zasoby wzrasta kwadratowo wzgledem liczby stanéw. Przykladowo dla 32
stanéw konieczne jest 32 jednostki sumujace i 16 komparatoréw dla kazdego ze stanéw, co lacznie
wymaga 1024 sumatory i 512 komparator6w. Pomimo, ze jest to dos¢ wysoki koszt, to wyniki
obliczefi zostanie osiagniety w 32 razy krétszym czasie w poréwnaniu do implementacji oparte;
na pojedynczej instancji pary blokéw.

7.4.2 Blok nawracania D&C

Technika D&C stosowana jest réwniez przy wykonywaniu bloku algorytmu nawracania w celu
zredukowania opéZnienia zwigzanego z identyfikacje prawidlowej sciezki stanéw dla calej diugosci
badanej sekwencji obserwacji. W tym przypadku nawracanie dla dlugich sekwencji podzielone
zostanie na réwne kawalki (dlugosé kawalka wynosi na przyklad 32). W ten sposéb procedura
nawracania jest wykonywana na kolejnych odcinkach réwnolegle z wyliczaniem kolejnej iteracji
(w prz6d) w algorytmie Viterbiego. Operacja nawracania kawalkami korzystna jest tylko, gdy
elementy brzegowe sasiednich kawalkéw sg identyczne (patrz Rysunek 7.14).

Viterbi kierunek w przéd
" " e >

Viterbi nawracanie sekcjami

Granice dopasowane:

first 1.TIN 2TIN..3T/N
- TIN..2TIN (N-1)T/N..T

1 2 3 4
4 4 4
Granice niedopasowane;, v
first 1.TIN 2T/N..3T/N
- T/N..2TIN (N-1)T/N..T
: 2 3 6
4 4
- -
1..2T/N
2 4

Rysunek 7.14: Nawracanie w przypadku pelnej zgodnosci kawalkéw, jak i w przypadku niedo-
pasowania granic kawalkéw.
(Zrédlo: opracowanie wlasne).

Kawalki skonstruowane sa tak, ze ostatni element poprzedniego kawalka pokrywa sie z pierw-
szym elementem kawalka biezacego. Podczas nawracania dla biezacego kawalka przeprowadzany
jest test zgodnosci polegajacy na poréwnaniu jego pierwszego elementu z ostatnim elementem

kawalka poprzedniego. Test zgodnoéci oparty jest na zasadzie, ze skoro poszukiwany jest stan
0 najwigkszym prawdopodobienstwie przejécia, to moze by¢ tylko jeden taki stan. Tak wiec,
jezeli biezacy kawalek prowadzi wlasnie do tego samego stanu, na ktérym konczy sie kawalek
poprzedni, to odkryta dla tych dwéch kawatkow najbardziej prawdopodobna $ciezka stanéw jest
wiarygodna. Jezeli ta sprzyjajaca sytuacja powtarza sie wzdluz calej dlugosci badanej sekwen-
cji, to dzieki zréwnolegleniu nawracania (wzgledem indukcji algorytmu Viterbiego) wprowadzone
opOznienie ograniczone jest do diugosci pojedynczego kawalka. Jezeli natomiast elementy brze-
gowe dwdch sasiednich kawatkéw roznia sie od siebie, to nawracanie musi by¢ powtérzone kolejno
dla kazdego poprzedniego kawalka az do kawalka, dla ktérego elementy brzegowe ponownie sa
identyczne (lub do poczatku sekwencji).
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Listing 7.7: Opis HLS dla algorytmu nawracania kawaltkami.

for (secIndex = 0; secIndex < allSections; secIndex++) {
mostLikelyStates [t] = bestIndex[0] [compResult];

LOODP_MLS1:
for (s = t - 1; s > sectionBegin; s-=-) {
#pragma HLS PIPELINE

mostLikelyStates[s] = psils + 1] [mostLikelyStates[s + 1]];
}
if (secIndex > 0) {
if (mostLikelyStates[sectionBegin - 1] != psi[sectionBegin] [mostLikelyStates|[
sectionBegin]]) {
LDOP_MLS2:
for (s = t - 1; B >= sectionBegin - sectiomSize; s--) {
#pragma HLS PIPELINE

mostLikelyStates[s] = psils + 1] [mostLikelyStates[s + 1]];
}
errSections++;
}
}
sectionBegin = t + 1;

1

W najlepszym przypadku nawracanie kawalkami wytwarza dodatkowe opéznienie réwne diu-
gosci pojedynczego kawalka, w najgorszym przypadku nawracanie musi by¢ wykonane dla calej
sekwencji, co powoduje opdznienie tozsame ze standardowym nawracaniem dla calej dlugosci
badanej sekwencji.

7.5 MLEAU - jednostka aproksymacji wielu funkcji logaryt-
micznych i wykltadniczych

W celu skutecznego (z wysoka wydajnoscia i zadowalajaca precyzja obliczen) przeprowadze-
nia kosztownych obliczeniowo operacji w dziedzinie logarytméw, utworzona zostala specjalna
jednostka aproksymacji wielu funkeji logarytmicznych i wyktadniczych MLEAU (ang. Multiple
Logarithm Ezponent Approzimation Unit). Dla przypomnienia — rozszerzona arytmetyka loga-
rytmiczna odbywa sie wedlug funkcji okreslonych w pracy (Mann 2006) (patrz Rozdzial 2.2).
W ukrytych modelach Markowa obliczenia wykonywane sa na macierzach przej$¢ i emisji. Za-
warte w macierzach prawdopodobiefnstwa wyrazone sa w zakresie od 0 do 1, a co za tym idzie,
logarytm z wartosci zawartych w tym przedziale jest liczba ujemna. Nalezy zauwazy¢ w tym
kontekscie, ze o ile algorytm Viterbiego mozna doé¢ latwo wyrazi¢ w dziedzinie logarytméw (w
kroku indukeyjnym wykonywany jest logarytm iloczynu, co mozna wyrazi¢ suma logarytméw),
to reprezentacja algorytmu Forward-Backward w dziedzinie logarytmoéw nie jest tak oczywista,
poniewaz tu krok indukeyjny wymaga operacji sumy, a zatem przeklada sie to na logarytm sumy
(dla ktérego nie ma wygodnej bezposredniej tozsamosci matematycznej). Stad, w powyzszym
zestawie funkcji, szczegdlnie interesujaca jest procedura, ktéra wymaga zastosowania przeksztal-
cenia wykladniczego, po czym przeksztalcenia logarytmicznego (patrz wzory 2.14 i 2.15).

Dla sprawnego przeprowadzenia tego typu obliczen proponowana jest jednostka MLEAU
stanowigca rozszerzenie algorytmu ICSIlog (Vinyals & Friedland 2008) przez dodanie funkcjo-
nalnos¢ przeksztalcenia wykladniczego oraz interfejs réwnoleglego dostepu, co przeklada sie na
zysk w wydajnosci.
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Ogodlna architektura obliczeniowa

Wejsciowa Cecha  Wejéciowa Mantysa Wejscie

Czeé¢ catkowita Czeé¢ utamkowa Redukcja
i bl

Skalowanie  <==sig IOgLUT/ gxpi.UT | ~ Aproksymacja
L G | S
i 7 L — | Pofaczenie
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Wyjsciowa Cecha  Wzjsciowa Mantysa Wyjscie

Rysunek 7.15: Ogoélna architektura bloku aproksymacji dla przeksztalcenia funkcji logarytmicz-
nej i wykladniczej.
(Zrédlo: opracowanie wlasne).

Przeksztalcenie logarytmiczne i wykladnicze jako operacje odwrotne wymagaja podobnych
dzialan. W zwiazku z tym ich szybka aproksymacja opiera si¢ na operacji indeksowania tabli-
cy, w ktérym mantysa argumentu zmiennoprzecinkowego przeksztalcana jest za pomoca tabli-
cy przegladowej (LUT) do odpowiedniej wartosci. W zaleznosci od kierunku przeksztalcenia,
tablica przegladowa logLUT sluzy do przeksztalcenia logarytmicznego, a tablica expLUT stu-
zy do przeksztalcenia wykladniczego. Natomiast wykladnik argumentu zmiennoprzecinkowego
jest skalowany (operacja ta réwniez jest realizowana z wykorzystaniem tablicy przegladowej).
Ostatnim etapem przeksztalcenia jest ponowne polaczenie wartosci uzyskanych z przeksztalce-
nia mantysy i wykladnika. Dla przeksztalcenia logarytmicznego obie te wartoSci nalezy dodac,
natomiast dla przeksztalcenia wykladniczego pomnozy¢. Przeplyw konwersji pokazuje Rysunek
7.15.

7.5.1 LAU - aproksymacja funkcji logarytmicznej

Zasada dzialania bloku aproksymacji przeksztalcenia logarytmicznego, cho¢ jest zbiezna z al-
gorytmem ICSIlog przedstawionym w pracy (Vinyals & Friedland 2008), to proces dokonywania
przeksztalcenia poddany zostal rearanzacji w celu umozliwienia réwnoleglego dostepu. Dla przy-
pomnienia aproksymacja konwersji logarytmicznej dokonywana jest za pomoca tablic przegla-
dowych dedykowanych zaréwno dla czesci wykladnika, jak i mantysy liczby zmiennoprzecinko-
wej. Tablica dla wykladnika stluzy do przeskalowania wartosci reprezentowanej przez wykladnik
~ w zaleznosci od podstawy logarytmu. Dla logarytmu naturalnego wspélczynnik skalujacy wy-
nosi 0.6931 (poniewaz In2 = 0.6931), natomiast dla logarytmu o podstawie 2 wspélczynnik
ten wynosi 1.00 (poniewaz log, 2 = 1.00). Rozmiar tablicy jest ograniczony do liczby wartosci
mozliwych do reprezentacji przez wykladnik. Przykladowo tablica dla poléwkowej precyzji (5
- bitowy wykladnik) zawiera 32 wartoéci, a dla pojedynczej precyzji (8 bitowy wykladnik) juz
256. Ze wzgledu na rozmiar mantysy tablica do jej przeksztalcenia zawiera wiecej elementow.
Tablica ta indeksowana jest przez wartos$é bitowa mantysy pozyskanej z wejSciowej liczby zmien-
noprzecinkowej. Dlatego tez o ile dla poléwkowej precyzji wymagane sa tylko 1024 wartosci, to
juz dla pojedynczej precyzji tablicowane sa 16 777 216 wartosci. Wartosci te zorganizowane sa
z wykorzystaniem wielu tablic miniLUT.
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Rysunek 7.16: Wizualizacja zawartosci tablic przegladowych miniLUT dedykowych dla mantysy
w przeksztalceniu logarytmicznym o podstawie 2 (16 tablic po 64 wartosci).
(Zrédlo: opracowanie wlasne).

Rysunek 7.16 przedstawia mapowanie 1024 wartoéci (dla poléwkowej precyzji) na 16 tablic
miniLUT. Dla uwypuklenia réznic pionowa o§ wartosci zostala przedstawiona w dziedzinie lo-
garytmicznej. Tablice wybierane sa przez kombinacje 4 najmniej znaczacych bitéw mantysy
z zadanej wartodci wejéciowej (np.: "0010” gy = miniLUT(2), "1110" pyy = miniLUT(14)).
Kazda tablica zawiera 64 wyniki przeksztalcenia odpowiadajgce warto$ciom wejsciowym o usta-
lonej koncéwee bitowej. Wybrana tablice miniLUT indeksowana jest pozostala 6 bitowa czescia
mantysy.
Przyktad aproksymacji funkcji logarytmicznej
0.3755
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Rysunek 7.17: Przyklad operacji aproksymacji przeksztalcenia dla funkcji logarytmicznej o pod-
stawie 2.
(Zrédlo: opracowanie wlasne).

Mozliwe jest réwniez wykorzystanie tylko pewnej najbardziej znaczacej (zaczynajac od bitu
MSB) czeéci mantysy do przeksztalcenia, wtedy jednak nastepuje odpowiednia redukcja precyzji.
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Rysunek 7.17 ilustruje przyklad aproksymacji konwersji logarytmicznej (log, 0.3 755 = —1.4131)
dla liczby zmiennoprzecinkowej o pojedynczej precyzji (32 bity). Wartosci tablicy logLUT od-
powiadaja przeksztalceniom logarytmicznym wszystkich liczb zmiennoprzecinkowych, ktérych
wykladnik jest pusty (réwny zero), a zmianie ulega jedynie bitowa warto$¢ mantysy. W wyniku
konwersji zaréwno wykladnika, jak i mantysy otrzymywana jest liczba w formacie zmienno-
przecinkowym. Ostatnia operacja w aproksymacji funkeji logarytmicznej jest dodanie obu tych
wartosci zmiennoprzecinkowych. Tak dokonana aproksymacja zajmie wiec jeden cykl wigcej niz
operacja dodawania liczb zmiennoprzecinkowych (przewaznie 5-8 cykli zegarowych). Ponadto
takie przetwarzanie w FPGA mozna wykona¢ w potoku, co dla strumienia danych prowadzi
jedynie do powstania op6znienie kilku cykli zegarowych.

7.5.2 EAU - aproksymacja funkcji wykladniczej

Struktura bloku wykladniczego jest zblizona do struktury bloku logarytmicznego. Do szyb-
kiej konwersji réwniez wykorzystywane sa tablice przegladowe. Poniewaz jednak aproksymowana
jest funkcja odwrotna do logarytmowania, to tez zar6wno wartoéci, jak i podzial tablic dedyko-
wany jest dla przeksztalcenia wykladniczego. O ile dla przeksztalcenia logarytmicznego dokony-
wany jest staly podzial na wykladnik i mantyse, ktore sa przetwarzane przez oddzielnie tablice
przegladowe, to dla przeksztalcenia wykladniczego warto$¢ wejéciowa nalezy podzieli¢ na czesé¢
catkowita i cze$é ulamkowa. Jednakze w formacie zmiennoprzecinkowym bitowa reprezentacja
czesci calkowitej i czesci ulamkowej jest ruchoma i zalezy od interpretowanej liczby (wyrazonej
wykladnikiem i mantysa), a dokladnie od wartoéci wykladnika. Dlatego tez w pierwszym kroku
nalezy ustalié¢, ktéra cze$¢ ciagu bitéw okresla liczbe calkowita (pozostala cze$é ciagu bitéw
okreéla wigc cze$é ulamkowa). Teoretycznie miejsce przecinkowe znajdowaé sie moze w dowolnej
czesci bitowego formatu liczby zmiennoprzecinkowej. Korzystajac jednak z ograniczenia precyzji
odwzorowania liczb dla danego formatu, pole poszukiwan zawezi¢ mozna do liczb, ktérych wynik
przeksztalcenia wykladniczego daje sie jeszcze zapisa¢ na danym formacie zmiennoprzecinko-
wym. Dla przypomnienia w zaleznoéci od precyzji formatu dla funkcji wykladniczej o podstawie
2 mozliwy zakres liczbowy argumentu to:

e od —24 do 15 dla poléwkowej precyzji,
e od —150 do 127 dla pojedynczej precyzji,
e od —1075 do 1023 dla podwdjnej precyzji.

Argumenty spoza tego zakresu w sprawia ze wynik danym formacie nie bedzie mozliwy do
obshuzenia i format wskaze warto$é zero lub nieskofczonoéé. Podzial na czeéé calkowita i czesé
ulamkowa dokonywany jest przez proste dzialanie przesuniecia i maskowania bitowego wzgledem
wartosci wykladnika. Dla lepszego zwizualizowania operacji zachodzacych podczas aproksymaciji
rozwazmy przyklad (patrz Rysunek 7.19) przeksztalcenia wykladniczego o podstawie 2 dla war-
tosci réwnej 31.3 755 (exp, 31.3 755 = 2.7859 €9). Czeé¢ calkowita 31 wyrazona jest w formacie
liczby zmiennoprzecinkowej o pojedynczej precyzji przez kombinacje bitéw w obrebie wyklad-
nika, ale i mantysy. Analizujac dalej, zauwazy¢ mozna, ze liczba bitéw mantysy zajmowana
przez czeé¢ calkowita zalezy od wartosei wykladnika kodowanego nadmiarowo (z uwzglednie-
niem biasu). Dla prezentowanego przykladu warto$¢ cechy wynosi 4 (poniewaz cecha - bias to
131 — 127 = 4) i tyle tez najbardziej znaczacych bitéw mantysy okresla wartosci catkowita. Po-
zostala czes¢ mantysy (od 19 bitu) okresla czeéé ulamkows 0.375 5. Za pomoca prostych operacji
przesuniecia i maskowania bitowego czesé calkowita i ulamkowa zostaja oddzielone i stanowia
wejécie dla odpowiedniej tablicy przegladowej. Obie tablice przechowuja wyniki funkeji wyklad-
niczej, z ta réznica, ze tablica dla wartosci calkowitych integerLUT przetrzymuje wyniki dla liczb
calkowitych od —126 do 127, natomiast tablica dla wartosci ulamkowych expLUT przetrzymuje
wyniki funkcji wykladniczej dla liczb w zakresie od 1.00 do 2.00 z rozdzielczoscia odpowiednia
dla danej dlugo$ci mantysy.
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Rysunek 7.18: Wizualizacja zawartosci tablic przegladowych miniLUT dedykowanych dla man-
tysy w przeksztalceniu wykladniczym o podstawie 2 (16 tablic po 64 wartosci).
(Zrédlo: opracowanie wlasne).

Rysunek7.18 przedstawia mapowanie 1024 wartosci (dla poléwkowej precyzji) na 16 tablic mi-
niLUT. Analogicznie jak dla funkcji logarytmicznej réwniez tu tablice wybierane sa przez kom-
binacje 4 najmniej znaczacych bitéw w wartoSci wejSciowej, a pozostala czesé bitowa mantysy
stanowi indeks tablicy.

Ostatnig operacjg w aproksymacji funkcji wykladniczej jest przemnozenie obu otrzymanych
wartosci zmiennoprzecinkowych. Tak dokonana aproksymacja zajmie wiec jeden cykl wiecej
niz operacja mnozenia liczb zmiennoprzecinkowych (przewaznie 5-8 cykli zegarowych). Réwniez
tutaj przetwarzanie w FPGA wykona¢ mozna w potoku, co wprowadzi jedynie do powstania
opo6znienie kilku cykli zegarowych.

Przyktad aproksymac;ji funkcji wyktadniczej
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Rysunek 7.19: Przyklad operacji aproksymacji przeksztalcenia dla funkcji wykladniczej o pod-
stawie 2.
(Zrédlo: opracowanie wlasne).

124



e T e

N Y ULV TPy N Sy I e v ¥ SRR merammem—

7.5.3 Tablice przegladowe z réwnoleglym dostepem

Obie przedstawione jednostki LAU i EAU wykorzystuja tablice przegladowe w celu przyspie-
szenia wykonania funkcji. Ta powszechnie stosowana technika dobrze sprawdza si¢ w aplikacjach
jednowatkowych, czyli takich, dla ktérych pojedyncza tablica LUT obsluguje pojedyncze wej-
§cie, generujac pojedyncze wejscie. W celu przetwarzania wielu watkéw jednoczesnie mozliwe
jest zwielokrotnienie bloku posiadajacego tablice przegladowa oddzielnie dla kazdego z watkow.
Dla niewielkich rozmiaréw tablicy rozwigzanie to jest wystarczajace. Jednakze wraz ze wzrostem
zlozonoéci i dokladnosci odwzorowanych funkeji rognie réwniez wielkos¢ tablicy i pojawia si¢ pro-
blem alokacji pamieci. Przeksztalcenia logarytmiczne i wykladnicze wykorzystuja tablice prze-
gladowe, ktorych wielkosé odpowiada precyzji zmiennoprzecinkowej odzwierciedlonej w bitowe;j
wielkoéci mantysy (stanowiacej indeks/adres dla tablicy LUT). Dla poléwkowej precyzji bedzie
to 10 bitéw, dla pojedynczej precyzji 24 bity, natomiast dla podwojnej precyzji 52 bity. Juz dla
pojedynczej precyzji w tablicy musialoby znajdowac si¢ ponad 16 milionéw wartosci przeksztal-
cen. Ponadto kazdy watek pracujacy rownolegle wymaga instancji tablicy tej wielkosci. Zasoby
pamieciowe dzisiejszych ukladéw FPGA ewidentnie nie sa w stanie poradzi¢ sobie z tak po-
stawionym zadaniem. Najdogodniejszym rozwiazaniem jest wykorzystanie tablicy przegladowej
z wieloportowym interfejsem dostepu. Natywnie taka struktura moze by¢ utworzona w ukladzie
FPGA z wykorzystaniem przerzutnikéw i pamieci rozproszonej. Rozwiagzanie to sprawdza sie
dla struktur okupujacych niewielki obszar logiki i pamieci. Przykladowo implementacja w pelni
réwnoleglej tablicy przegladowej zawierajacej 16 elementéw. Realizacja przeksztalcenia funkcji
o wysokim stopniu zlozonoéci (1024 i wiecej elementéw) w oparciu o pamieé rozproszona bardzo
czesto doprowadza do probleméw czasowych i utrudnia operacje Place&Route, co ma negatywny
wplyw na wydajnos¢ implementacji.

Do alokacji wiekszych obszaréw pamieci w FPGA przeznaczone sa prymitywy pamieci blo-
kowych BRAM. Standardowo zasoby BRAM zapewniaja jedynie pojedynczy lub podwdjny port
dostepu. Potrzebna jest wiec struktura kombinatoryczna, ktéra pozwoli na zagospodarowanie
blokéw pamieci tak, aby mozliwy byl réwnolegly wieloportowy dostep do wybranych zasobow.
Taki podzial zasobéw wpisuje sie w ramy techniki ,dziel i zwyciezaj“ D&C. Dlatego tez w miejsce
jednej obszernej tablicy przegladowej implementowane jest wiele mniejszych LUT (zwanych dla-
tego miniLUT). Kazda miniLUT obejmuje inny obszar funkcyjny, co w polaczeniu odwzorowuje
kompletng funkcje przeksztalcenia. Rysunek 7.20 przedstawia ogélna idee podzialu. Wybér po-
szczegdlnych tablic miniLUT dokonywany jest w zaleznosci od wartosci wejsciowej. Stad, zasada
wyboru tablicy jest podobna do pamieci adresowanej trescia (ang. CAM - Content Addressable
Memory) (Soni & Dakhole 2014) z ta réznica, ze adresowanie tablic opiera si¢ na mniej znaczacej
czesei bitowej (LSB) wartosci wejscia.

Chociaz lokalnie kazda miniLUT obsluguje tylko pojedynczy dostep (tablica utworzona jest
na bloku pamieci BRAM z pojedynczym portem), to globalnie dostep do funkcji przeksztal-
cenia realizowany jest réwnolegle. Emulacja pelnej réwnoleglowosci przetwarzania dokonywana
jest poprzez wykorzystanie mapowania blisko asocjacyjnego dla wejécia i wyjécia (Dhawan &
DeHon 2013). Dlatego tez caly modul umozliwia dostep pamigci o stopniu zréwnoleglenia nie
wiekszym niz liczba instancji miniLUT, a ponadto wprowadza pewne ograniczenia co do opty-
malnej struktury przetwarzanych danych wejsciowych. Jesli wszystkie wartosci wejsciowe maja
inna cze$é¢ LSB (przeznaczona do wyboru tablicy miniLUT zgodnie z zasadami adresowania
trescia), to przeksztalcenie dokonywane jest jednoczesénie dla wszystkich wartosci wejsciowych.
Jednakze, jezeli zostanie rozpoznany konflit dostepu, gdzie czes¢ LSB jest taka sama dla kilku
wartosci wejéciowych (tym samym wybrana jest ta sama tablica miniLUT'), to operacja zostanie
wykonana w kolejce, powodujac przestéj i opéZnienie w konwersji. Tego typu konflikty rozwia-
zywane sg przez tablice kodéw stopowych, dzigki ktérej dokonywana jest reorganizacja wejscia
tablic. Wydajnosé zréwnoleglania zalezy wiec od zréznicowania wartosci wejsciowych.
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Rysunek 7.20: Blisko asocjacyjne mapowanie wejécia i wyjécia dla zréwnoleglenia konwersji LUT.
(Zrédlo: opracowanie wilasne).

Dla przeksztalcenia wartoéci logarytmicznej dokonywanej dla algorytmu Forward-Backward
odnotowany calkowity spadek wydajnosci byl na poziomie 33% bez wzgledu na stopien zréwno-
leglenia. Oznacza to, ze przy wykorzystaniu 16 tablic miniLUT stopiei realnego zréwnoleglenia
wyniésl okolo 11, analogicznie dla 8 tablic miniLUT stopiefi realnego zréwnoleglenia wynidst
okolo 5. Ze wzgledu na blisko asocjacyjne mapowania dla wejscia i dla wyjscia, zapotrzebowanie
na zasoby FPGA wzrasta kwadratowo do liczby portéw. Jednakze, biorac pod uwage korzysci
z réwnoleglowosci dostepu (oszczednosci w wykorzystaniu pamieci), zwigkszone wykorzystania
zasobow jest w pelni akceptowalne.

Tabela kodéw stopowych

Kody stopowe wykorzystywane sa w celu unikania konfliktow. Jezeli dwie lub wiecej wartosci
wejsciowych prébuje jednocze$nie zaadresowaé ten sam obszar (skorzystaé z tego samego zaso-
bu), to za pomoca kodéw stopowych dostep do zasobu zostanie kolejkowany tak, aby mozliwe
bylo sekwencyjne obstuzenie zadania.

Rozpatrzmy 16 zadan uzyskania dostepu do zasobu. Tabela 7.2 przedstawia przyklad, gdzie
wartodci wejsciowe wymagaja dostepu do wybranych zasobéw.

Wejscie 1|12 |3 |4 |5 |6 |7 |8 |9 |10|11| 12| 13| 14| 15| 16
Zadany zas6b Doyl | AshleGroL T (B A 20 @ I 0B | a2 | BT 1T od

Tabela 7.2: Przyklad zadan uzyskania dostepu do wybranych zasobow.
(Zrédlo: opracowanie wlasne).

W przedstawionym przykladzie dostep do czesci zasobéw zadany jest jednoczesnie przez wiele
wartodci wejéciowych. Liczbe zadan dla kazdego zasobu okresli¢ mozna algorytmicznie, dokonu-
jac kolejkowanie zadan uzyskania dostepu do zasobu wzgledem kazdego zasobu. Wynik mozna
zwizualizowa¢ w postaci mapy dostepu, co przedstawia Tabela 7.3. Ostatnia kolumna okresla
sumarycznie, ile zadan dostepu przypada na dany zaséb. Okreslanie mapy dostepu mozna wy-
konaé rownolegle dla kazdego zasobu. Niemniej jednak nadal algorytm ten posiada kwadratowa
zlozonoé¢ przestrzenna. W ukladzie FPGA zréwnoleglanie takiej petli oznacza wiec kwadratowe
zapotrzebowanie sprzetowe (tj. jednoczesne poréwnanie 16 wejé¢ wymaga 256 komparatoréw).
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8 x 1
9 0
10 0
11 2 X 2
12 X 1
13 0
14 0
15 3L 1
16 0

Tabela 7.3: Mapa zadan dostepu do zasobéw wzgledem wartosci wejsciowe;j.
(Zrédlo: opracowanie wlasne).

Poniewaz jednak w celu skutecznego wykorzystania zasobéw bardziej istotne jest jak kolejno
obstuzy¢ konflikty. Dlatego tez zamiast mapy dostepu wyliczana jest mapa konfliktow (patrz
Tabela 7.4), gdzie iteracja dokonywana jest tylko dla niesprawdzonych wariantéw wejsciowych
(patrz Listing 7.8). W ten sposéb zlozono$¢ przestrzenna maleje o polowe, tym samym liczba
wymaganych komparatoréw w FPGA réwniez jest odpowiednio mniejsza. Mapa konfliktéw nie
definiuje dokladnie, dla ktérego wejscia zadany jest ktory zasob, a raczej wystapienie konfliktu
dla wejscia wzgledem zasobu lub dla zasobu wzgledem wejscia.

Q0| ~J| O O W= | QO DO

16 X

[ [T[i[i[3T2]1[3[iJ1JoJoJ1]ofo[o [N

Tabela 7.4: Mapa konfliktéw dostepu do zasobéw wzgledem wartosci wejsciowe;.
(Zrédlo: opracowanie wlasne).

Mapa konfliktu wyliczana jest réwnolegle w kazdym cyklu zegarowym i na jej podstawie two-
rzona jest tabela kodéw stopowych, ktéra okresla blokowanie wejscia. Tabela 7.5 przedstawia
wyliczone kody stopowe dla prezentowanego przykladu. Jak wida¢, w ciagu czterech cykli zegaro-
wych wszystkie wejécia uzyskaly dostep do zasobéw. Zadanie dostepu przez wejécie oznakowane

kodem stopu jest blokowane, w wyniku czego inne wejécie (bedace w konflikcie) otrzymuje do-
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23

step. Zadanie wejécie obsluzonego w danym cyklu automatycznie wygasa i nie bierze udzialu
w kolejnych cyklach. Jezeli tabela kodéw stopowych wypelniona jest zerami, to oznacza to, ze
wszystkie wejscia zostaly obstuzone.

Numer wejscia: 1 (2 (3|4 (5 (6 |7 |8 (9 |10|11|12| 13| 14| 15| 16
Wiykryty konfhke: |27 14 |4 |6 [ il 127 4L RIET S EF s is 17 (78| 4

Numer wejscia: P2 L3 4 8 L6 ] T 9 | 10| 11| 12| 13| 14| 15| 16
Kod stopowyaw L | 071 F1 |0 1 e |0 L e e e o i (k1 [hoe e
iteracji:

KodstopowywH [0 |1 |1 [0 |1 |0 |0 O |0 [0 |00 |0 [0]]0[0
iteracji:

Kod stopowywIII (O |1 |O [0 |O [O [O |O |O [O |O (O |O [O]O [0
iteracji:

Kod stopowywIV (0 |O (O (O [O |[O (O |O (O |O (O |O|O|O|O O
iteracji:

Tabela 7.5: Kody stopowe okreslajace blokowane wejscia w danej iteracji.
(Zrédlo: opracowanie wlasne).

Listing 7.8: Sprzetowe (opisane jezykiem VHDL) wykrywanie konfliktéw dostepu i okreslanie
kodéw stopowych.

stopWord:= (others => '07);
for indexa in 0 to instances loop
for indexb in 1 + indexa to instances loop
if (( ’0’ & InputMap(indexa) (3 downto 0)) = ( stop(indexa) & InputMap(indexb) (3 downto
0)) ) then
stopCode (indexa) (indexb) yam K
stopWord (indexb) L SN
else
stopCode (indexa) (indexb) := °0’;
end if;
end loop;
end loop;

for indexb in instances downto 0 loop
if (stopCode (indexb) /= x"0000")then
for shift in indexb + 1 to instances loop
if ((stopCode(indexb) and stopCode(shift)) /= x"0000")then
stop(sRiTt) = 207%;
end if;
end loop;
stop (indexb) fa b
end if;
end loop;
stopOut <= stop;

7.6 Wyniki implementacji

Vivado HLS jako narzedzie do tworzenia sprzetowych realizacji algorytméw przetwarzania
sygnalow i danych pozwala uzywaé wyrazen matematycznych i konstrukeji sterujacych jezykéw
programowania typu C/C++. Podczas projektowania w stylu RTL pierwsza bariere psycholo-
giczng stanowi zwykle potrzeba zrozumienia, ze operatory HDL nie sa realizowane w kolejnosci
pojawienia sie, zas jednoczeénie. W HLS wladnie ta cecha projektowania dla FPGA zostala wyeli-
minowana. Jednakze aplikacja HLS sama w sobie nie gwarantuje wzrostu wydajnosci. Nie kazdy
program napisany w jezyku wysokiego poziomu, moze by¢ skutecznie zrealizowany w FPGA.
Tak wiec dla systeméw przetwarzania sygnaléw i danych korzystnie jest wykonanie architek-
tury algorytmiczno—obliczeniowej w HLS, ktéra moze by¢ suplementowana wyspecjalizowanymi
rdzeniami IP opracowanymi w jezyku opisu sprzetu.
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Wszystkie prezentowane moduly zostaly zweryfikowane poprzez symulacje behawioralne
w $rodowisku Vivado HLS, gdzie celem testéw bylo poréwnanie wynikéw uzyskanych za po-
moca algorytméw skompilowanych do RTL z wynikami réwnowaznych funkcji napisanych w je-
zyku wysokiego poziomu jak C/C++. Dodatkowo, MLEAU jako wyspecjalizowana jednostka
aproksymacji przeksztalcenia logarytmicznego i wykladniczego poddana zostala réwniez osob-
nej ocenie.

7.7 Synteza i wykorzystanie zasobé6w FPGA

Projektowanie architektury obliczeniowej na wysokim poziomie abstrakcji skutkuje opisem
RTL silnie zaleznym od zastosowanych dyrektyw HLS. Mozliwe jest uzyskanie oszczednej struk-
tury, ktéra wykonuje obliczenia bardziej sekwencyjnie przy uzyciu technik multipleksowania lub
bardziej wymagajacej struktury o wyzszym stopniu réwnoleglosci. W proponowanym rozwig-
zaniu stopiefi réwnolegloéci ustalany jest wzgledem potegi dwojki w zaleznosci od dostepnych
zasob6éw 1 wielkosci modelu (np. dla HMM z 30 stanami stopiefi zréwnoleglenia moze wynosié
1, 2, 4, 8, 16 lub w najlepszym przypadku 32). W zwiazku z tym w tabeli 7.6 przedstawiono
streszczenie wykorzystania zasobéw blokéw algorytméw Bauma-Welcha, Viterbi zaréwno dla
wariantu o stopniu zrownoleglenia 1, 8, 16 jak i 32.

Stopieni zréwnoleglenia [ 1 | 8 | 16 | 32
Blok Viterbi
BRAM_18K 64 64 64 64
DSP48E 2 16 34 74
Przerzutniki 6524 | 12167 | 15246 | 21826
LUT 3328 | 14369 | 20922 | 36890
Blok Baum-Welch
BRAM_18K 640 640 640 640
DSP48E 10 22 38 70
Przerzutniki 5424 | 21635 | 40488 | 77971
LuT 7666 | 45898 | 90366 | 179659
Blok MLEAU
BRAM_18K 256 256 256 256
DSP48E 3 24 48 96
Przerzutniki 498 23561 4524 8644
LUT 359 2985 7581 22 330

Tabela 7.6: Wykorzystanie zasob6w FPGA w zalezno$ci od stopnia zréwnoleglenia.
(Zrédlo: opracowanie wlasne).

Wygenerowany projekt ma wysoka ocene czestotliwosci taktowania. Wynika to gléwnie z fak-
tu, ze w tekscie zrédlowym znajduje sie funkcja, odwolujaca sie do gotowego rdzenia IP wykonu-
jacego szybka aproksymacje przeksztalcenia logarytmicznego. Ze wzgledu na kombinatoryczny
charakter rozwigzywania konfliktéw zadanh w MLEAU, zapotrzebowanie na zasoby sprzetowe
roénie kwadratowo do stopnia zréwnoleglenia. Dlatego tez, aby utrzymaé¢ zasoby na rozsadnym
poziomie, stopieni zréwnoleglenia dla pojedynczej instancji MLEAU powinien wynosi¢ 8 lub 16.
Natomiast liczba instancji ograniczona jest jedynie rozmiarem FPGA.

Interwalowy charakter opéZnienia zwiazany jest z tym, ze komponenty projektu sa gene-
rowane przez HLS za pomoca mechanizmu lafcucha wymiany informacji. Przegladajac kod
wynikowy VHDL mozna zauwazy¢, ze kazdy tworzony modul posiada sygnal gotowosci do przy-
jecia nowych danych, a danym wyjsciowym towarzysza sygnaly, ktore potwierdzaja ich waznosc.
Tak wiec kazdy kolejny komponent w laficuchu przetwarzania zaczyna pracowaé, gdy wszyst-
kie dane wejsciowe posiadaja odpowiednie sygnaly gotowoéci, a sam komponent jest dostepny
dla przetwarzania nastepnej porcji danych wejsciowych. Mechanizm ten umozliwia implementa-
cje algorytméw, ktére zakladaja zmienng liczbe taktéw potrzebna do zakonczenia pracy, wiec
ostateczne opdznienie calego lafncucha przetwarzania jest réwniez zmienne.
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7.8 Ocena wydajnosci

Cala implementacja zostala przeprowadzona na SoC (ang. System-on-Chip) Zynq firmy Xi-
linx. W zwigzku z tym poréwnanie dotyczy wydajnosci osiagnietej w systemie osadzonym z ARM
Cortex-AY (zaréwno z przyspieszeniem FPGA jak i bez) oraz na typowej stacji roboczej z pro-
cesorem Intel Core i7. Systemy oparte na procesorach (Intel Core i7-4770 i ARM Cortex-A9)
wykorzystuja pojedyncza precyzje (32 bity), podczas gdy przyspieszenie oparte na FPGA wy-
korzystuje poléwkows reprezentacje (16 bitéw) liczb zmiennoprzecinkowych. Pomimo réznic
w reprezentacji liczbowej, stosowanie si¢ do ograniczenia (6.14) wynikajacego z lematu o diu-
gosci sekwencji bezpiecznej numerycznie gwarantuje stabilnosé obliczen. Dla obu procesoréw
przeprowadzono obliczenia w oparciu o kod skompilowany przez gcc 4.6 dla pojedynczego rdze-
nia. Na obu procesorach zostal przetestowany ten sam program (bez specjalnej optymalizacji).
Czas wykonania algorytméw zwigzanych z modelem HMM mierzono na podstawie obliczenie
syntetycznej struktury HMM z 30 stanami i 1000 obserwacji oraz sekwencja obserwacji o diu-
gosci T = 200. Jako wskaznik efektywnoéci przyjeto czas potrzebny do pelnego zbadania danej
sekwencji obserwacji za pomocg okreslonego modelu. To podejscie daje przyblizong ocene w per-
spektywie rzeczywistych aplikacji. Poréwnanie wydajnosci obliczeniowej dla zlogarytmowanych
postaci algorytméw Bauma-Welcha D&C i Viterbiego D&C przedstawia odpowiednio Tabela
7.7 oraz Tabela 7.8.

Etapy Baum-Welch | Intel Core i7-4770 | ARM Cortex-A9 | Logika FPGA D&C
Forward-Backward 31.96 345.67 3.31
Gamma-Xi 17.75 195.04 2.14
Numerator-Denominator 16.48 176.94 1.59
Caly Baum-Welch 66.19 717.65 7.03 (4.89)

Tabela 7.7: Por6wnanie wydajnoéci obliczania algorytmu Baum-Welch D&C, czas w [ms].
(Zrédlo: opracowanie wlasne).

Etapy Viterbi | Intel Core i7-4770 | ARM Cortex-A9 T D&C F,P s th}?
akceleracja réwnoleglosé
Inicjalizacja 1.3236 9.3750 0.7875 0.0158
Indukcja 3.2 766 15.2 877 0.9510 0.0210
Nawracanie 1.76 e-4 7.50 e-4 3.20e-4 3.20e-4
Caly Viterbi 4.6 004 24.6635 1.7 388 0.0371

Tabela 7.8: Por6wnanie wydajno$ci obliczania algorytmu Viterbiego D&C, czas w [ms].
(Zrédlo: opracowanie wlasne).

7.8.1 MLEAU

W obliczeniach zwigzanych z modelami HMM wykonywanych w dziedzinie logarytméw klu-
czowa arytmetyka obejmuje sekwencje operacji rozszerzonych: poréwnanie logarytmiczne, wstep-
na sume logarytméw, konwersje na wykladnik, konwersje na logarytm, koficowa sume logaryt-
mow. W zwigzku z tym, w celu oceny wydajnosci, mierzony jest czas wykonania konwersji
logarytmicznej, jak i czas wykonania rozszerzonej sumy logarytméw (elogS) na réznych platfor-
mach. Konfiguracja poréwnywanych procesoréw jest taka sama jak przy poréwnaniu wydajnosci
algorytmu Bauma-Welcha D&C i Viterbiego D&C. Modul MLEAU zrealizowany w FPGA tak-
towany jest zegarem 200 MHz, a dla pokazania wydajnosci przy réznym stopniu zréwnoleglenia
liczba interfejséw wynosi 1, 8 i 16 (patrz Rysunek 7.21).
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Rysunek 7.21: Poréwnanie wydajnosci rozszerzonej arytmetyki w dziedzinie logarytmoéw.
(Zrédlo: opracowanie wiasne).

7.8.2 Whplyw zredukowania precyzji zmiennoprzecinkowej modeli na dlugos¢
badanej sekwencji

Dla wszystkich przedstawionych ukrytych modeli Markowa okreélona zostala, wzgledem zre-
dukowanych precyzji zmiennoprzecinkowych, maksymalna dlugosé¢ badanej sekwencji do ktorej
zagwarantowane jest bezpieczenstwo numeryczne obliczen. Zestawienie wplywu zastosowania
lematu dla modeli HMM dedykowanych dla syntaktycznej i semantycznej analizy danych tek-
stowych (wyliczanych w poléwkowej precyzji obliczeniowej) przedstawia Tabela 7.9.

Nazwa ukrytego modelu Markowa Bezpieczna Procent bledéw Procent bledéw
dlugosé rozpoznawania rozpoznawania
badanej bez uwzglednienia z uwzglednieniem
sekwencji lematu lematu

Model z obserwacja agregowana bi- | 1048 5.35% 0.26%

narnie dla ekstrakcji z HTML (824/15 400) (41/15 400)

Model z obserwacja agregowana | 121 7.79% 0.49%

wzrazeniowo dla ekstrakeji z HTML (1201/15400) (76,15 400)

Model rozpoznawania czeSci mowy | 213 18.70% 0.26%

dla j. angielskiego (8859/47 370) (124/47 370)

Model rozpoznawania grup frazowych | 925 21.50% 0.25%

dla j. angielskiego (10194/47 400) (120/47 400)

Model rozpoznawania czesci zdania | 32 77.40% 0.44%

dla j. angielskiego (44 648/57 680) (256/57 680)

Model rozpoznawania cze$ci mowy | 332 16.71% 0.39%

dla j. polskiego (12396/74182) (295/74182)

Model rozpoznawania czedci zdania | 37 21.35% 0.64%

dla j. polskiego (2285/10702) (69/10702)

Tabela 7.9: Zestawienie wplywu zastosowania lematu dla modeli HMM prezentowanych w roz-
prawie wyliczanych w poléwkowej precyzji obliczeniowe;j.
(Zrédlo: opracowanie wlasne).

Nie uwzgledniajac lematu, rozpoznawanie zostalo wykonane na pelnej dlugosci sekwencji obser-
wacji (np. o dlugoéci 15400). Natomiast przy uwzglednieniu lematu dlugosé badanej sekwencji
obserwacji byla nie dluzsza niz bezpieczna dlugosé¢ sekwencji wskazane przez zastosowanie le-
matu dla danego modelu. Pomimo zastosowania lematu nadal w obliczeniach o zredukowanej
precyzji moze dochodzi¢ do bledéw zaokraglen, niemniej jednak wyniki przedstawione w Tabeli
7.9 dowodza, ze zastosowanie lematu jest konieczne dla zmniejszenia liczby blednie rozpoznanych
kategorii.

131

e



Rozdzial 8

Podsumowanie

W niniejszej rozprawie przedstawiona zostala sprzetowa implementacja algorytméw programo-
wania dynamicznego stosowanych w ukrytych modelach Markowa przeznaczonych do syntak-
tycznej i semantycznej analizy danych tekstowych. Na potrzeby prac badawczych opracowana
zostala aplikacja HMM-Toolbox, pozwalajaca na tworzenie, zarzadzanie, uczenie i testowanie
ukrytych modeli Markowa.

Dla pozyskiwania istotnych danych tekstowych ze Zrédel HTML zaprojektowano model Mar-
kowa, proponujac dwa style obserwacji z przestrzeni miedzytekstowej: znaczniki grupowane bi-
narnie i znaczniki grupowane w wyrazenia. Nauczanie modeli przeprowadzono etapami w sposdb
nadzorowany z uwzglednieniem kroku zwigzanego z treningiem Viterbiego. Etap znakowania
tresci witryn internetowych przeprowadzono z wykorzystaniem funkcji zbiorczego oznaczania
tresci w aplikacji HMM-Toolbox. Oba modele wykazaly bardzo wysoka doktadnosé rozpoznawa-
nia tresci wlasciwej (powyzej 98%), przy czym obserwacja oparta o grupowanie binarne lepiej
radzila sobie przy klasyfikacji nieznanych przestrzeni miedzytekstowych. Cecha ta jest o tyle
wazna, ze przy ocenie zmieniajacej sie¢ w czasie struktury witryny internetowej nauczony model
przez dhuzszy okres dostarcza poprawnych wynikow klasyfikacji. Opracowana metoda pozyskiwa-
nia istotnych danych ze Zrédel HTML bazuje giéwnie na przestrzeni miedzytekstowej (zestawy
znacznikéw HTML), a tym samym jest niezalezna od jezyka witryny internetowe;.

W zadaniach oznaczania tekstéw czeSciami mowy i czeSciami zdania opracowano wiele au-
torskich modeli Markowa rézniacych sie zaréwno przestrzenia stanéw jak i zestawem mozliwych
obserwacji. Niemniej jednak dla wszystkich modeli zaproponowano jednolity styl obserwacji na
podstawie morfeméw brzegowych tworzonych przez zadanej dlugosci afiksy wyrazéw z mozli-
woscia stopniowego wygaszania wezesniejszych afikséw. Ten rodzaj obserwacji pozwala na okre-
§lenie precyzji odwzorowania wyrazéw, co pozwala na zredukowanie licznodci dla n-gramowego
zestawu obserwacji.

Przy oznaczaniu tekstu cze$ciami mowy obserwacje w ukrytym modelu Markowa stanowily
morfemy brzegowe bedgce nosnikiem informacji o znaczeniu syntaktycznym wyrazu. Nauczanie
modeli wykonane zostalo w oparciu o bank drzew skladniowych (dla jezyka angielskiego Penn
Treebank, a dla jezyka polskiego Skladnica frazowa). Dla obydwu jezykéw osiggnieto wysoka
dokladnosé rzedu 95% dla wyrazéw grupowanych w ramach znanych afikséw.

Dla jezyka angielskiego dokonany zostal podzial zdania na czesci stanowiace grupy frazowe.
Dokonano oceny skutecznosci rozpoznawania grup frazowych przez pojedynczy jak i dwuwar-
stwowy ukryty model Markowa. W pojedynczym modelu przestrzefi stanéw i obserwacji bez-
poérednio wynika z bazy danych uczacych. Dla dwuwarstwowego ukrytego modelu Markowa,
przestrzen obserwacji na wyzszym poziomie zawiera informacje zaréwno z afiksow wyrazow,
jak i informacje o czesci mowy odkrytej przez model Markowa z warstwy nizszej. Dokladnosé
klasyfikacji czterech najbardziej znaczacych grup frazowych z wykorzystaniem dwuwarstwowe-
go modelu wyniosta okolo 93%, podczas gdy stosujac pojedynczy model, otrzymywany wynik
rozpoznawania byl o 10 punktéw procentowych stabszy.

Warstwowe ukryte modele Markowa zostaly zastosowane rowniez przy rozpoznawaniu typow
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relacji zaleznoéciowych w zdaniu. Zaréwno w jezyku angielskim jak i polskim model Markowa
w nizszej warstwie dostarcza informacji o rozpoznanej czesci mowy, natomiast model z wyz-
szej warstwy dokonuje konicowej klasyfikacji czesci zdania. Zaproponowana warstwowa struktura
klasyfikacji osiagnela zadowalajacy wynik, pozwalajac na prawidlowe rozpoznanie co najmniej
siedmiu z dziesieciu zadanych kategorii zaleznosciowych.

Informacje o znaczeniu syntaktycznym wyrazéw w zdaniu uzyskane w wyniku klasyfikacji
czesci mowy (przy pomocy ukrytego modelu Markowa) pozwolily na disambiguacje syntaktycz-
na, co jest niezbedne przy korzystaniu z sieci semantycznej typu Wordnet. Umozliwilo to tratne
odkrywanie hiponimii i hiperonimii wyrazowej, a tym samym opis informacji na réznych po-
ziomach semantyki leksykalnej. Informacje o funkcji wyrazéw w zdaniu dostarczone w wyniku
przypisania im kategorii zaleznoéciowych (przy pomocy warstwowych ukrytych modeli Markowa)
pozwolily na odkrywanie relacji semantycznych niezbednych przy tworzeniu opisu semantyczne-
go.

Przedstawione algorytmy programowania dynamicznego wykorzystywane w obliczeniach ukry-
tych modeli Markowa zostaly z powodzeniem zrealizowane sprzetowo w logice programowalnej
ukladu FPGA. Struktura algorytmiczna zostala utworzona wykorzystujac synteze na wysokim
poziomie HLS, natomiast kosztowne obliczeniowo przeksztalcenia logarytmiczne i wykladnicze
realizowane sa wedlug autorskiego pomystu przez wyspecjalizowana autorska jednostke aproksy-
macji MLEAU utworzona w jezyku opisu sprzetu. Tym samym powstala architektura zapewnia
wysoka wydajnosé obliczeniowa przy jednoczesnym zachowaniu elastycznosci. Dzieki HLS mozli-
we jest latwe dopasowanie architektury do ilosci i rodzaju alokowanej pamieci, wykorzystywane;
precyzji obliczeniowej oraz stopnia zréwnoleglenia. Uzyskane w ten sposéb stopnie swobody
pozwalaja juz we wstepnej fazie projektowania na odpowiednie wzgledem potrzeb aplikacji ba-
lansowanie pomiedzy:

1. czasem wykonania obliczen,
2. zapotrzebowaniem na zasoby sprzetowe FPGA,
3. poborem mocy ukladu.

Parametry te sa ze sobg sprzezone i zmiana jednego wplywa oczywiscie na pozostale. Jezeli
celem jest krétki czas wykonania obliczen, to jest to dokonane zwigkszonym zapotrzebowaniem
na zasoby jak i zwiekszonym poborem mocy ukladu. Jezeli natomiast celem jest oszczedne za-
gospodarowanie zasobéw logiki FPGA, to obliczenia wykonywane beda bardziej sekwencyjnie
i w dluzszym czasie. W celu efektywnego wykonania przeksztalcen logarytmicznych i wykladni-
czych koniecznych przy wyliczaniu stabilnych numerycznie ukrytych modeli Markowa zapropo-
nowano technike dostepu do tablicy przegladowej wykorzystujaca blisko asocjacyjne mapowania
wejé¢ 1 wyjéé. Zabieg ten pozwala na implementacje pojedynczej zlozonej tablicy przegladowej,
ktérej warto$ci dostepne sa prawie réwnolegle dla wszystkich zadan. Konflikty zadan rozwig-
zywane sg przez tabele kodéw stopowych. W wyniku powstalych opéznien dostep do tablicy
przy 16 réwnoczesnych zadaniach mégl wyniesé 1 cykl, gdy wszystkie zadania zasobéw nie po-
wodowaly konfliktu (pelna réwnoleglowosé) i az do 16 cykli, gdy wszystkie zadania wskazywaly
na te sama pule wartosci, powodujac konflikt globalny. Podczas badania nad wykorzystaniem
tej techniki w logarytmicznej wersji algorytmu Forward-Backward wystapienia opézniefi prze-
ksztalcen logarytmicznych nie przekraczaly 33% niezaleznie od stopnia zréwnoleglenia, a sredni
czas dostepu przy 16 réwnoczesnych zadaniach wynosil 3 cykle zegarowe.

Przeprowadzanie efektywnych i bezpiecznych numerycznie obliczefi algorytméw dedykowa-
nych dla ukrytych modeli Markowa o zredukowanej reprezentacji zmiennoprzecinkowej wymaga
nalozenia pewnych ograniczen na dlugosé badanej sekwencji obserwacji. Przedstawiony i udo-
wodniony w rozprawie lemat o bezpieczenstwie numerycznym ukrytych modeli Markowa nadaje
ramy obliczeniowe gwarantujace stabilnoé¢ numeryczna i jednoczesnie stanowi uzasadnienie sta-
wianej w rozprawie tezy.
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Dodatek A

Zawartosc¢ plyty DVD

A.1 HMM-Toolbox
A.1.1 Projekt Netbeans

Aplikacja HMM-Toolbox utworzona zostala w jezyku programowania Java w $rodowisku
Netbeans 8.0. Informacje statystyczne dotyczace projektu:

A.1.2 Ukryte modele Markowa

Modele zapisane sa w formacie XML dedykowanym pod aplikacje HMM-Toolbox. Ponad-
to kazdy prezentowany model Markowa posiada ilustracje przejs¢ miedzy stanami zapisang w
uniwersalnym formacie dwuwymiarowej grafiki wektorowej.

e Modele HMM przeznaczone do ekstrakcji informacji z Zzrédet HTML:

Model pozyskiwania tresci artykuléw z witryny www.onet.pl.

Model pozyskiwania tresci artykuléw z witryny www.theguardian.com.

e Modele HMM przeznaczone do rozpoznawania czeSci mowy w zdaniu:
Model do rozpoznawania czeSci mowy dla jezyka angielskiego.
Model do rozpoznawania podstawowych cze$ci mowy dla jezyka polskiego.

Model do rozpoznawania rozszerzonych cze$ci mowy dla jezyka polskiego.

e Modele HMM przeznaczone do rozpoznawania typow relacji zaleznosciowych w zdaniu:
Model do rozpoznawania grup frazowych dla jezyka angielskiego.
Model do rozpoznawania typow relacji zaleznosciowych dla jezyka angielskiego.

Model do rozpoznawania typow relacji zaleznosciowych dla jezyka polskiego.

A.1.3 Bazy danych uczacych

Do kazdego utworzonego modelu Markowa przypisana jest baza danych uczacych zapisana
w formacie XML dedykowanym pod aplikacje HMM-Toolbox.

A.2 Banki Drzew
A.2.1 Penn Treebank

Bank drzew skladniowych zawierajacy ponad 7 milionéw wyrazéw oznakowanych kategoriami
syntaktycznymi, a dla ponad 2 milionéw wyrazéw uwzgledniona jest anotacja semantyczna.
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A.2.2 OntoNotes Release 5.0

Finalna wersja projektu OntoNotes (udostepniona przez Linguistic Data Consortium Nr:
LDC2013T19) zawierajaca okolo 3 miliony semantycznie oznakowanych wyrazéw. W sklad bazy
danych wchodza teksty artykuléw wiadomosci, rozméw telefonicznych i radiowych, jak réwniez
teksty starego i nowego testamentu.

A.2.3 2009 CoNLL Shared Task Part 2

Materialy zawarte w niniejszej bazie (udostepnionej przez Linguistic Data Consortium Nr:
LDC2012T04) umozliwiaja identyfikacje zaleznosci skladniowych oraz identyfikacje argumentéw
i przypisanie funkcji semantycznych wzgledem predykatu. W sklad bazy wchodza fragmenty
nastepujacych korpuséow:

e Penn Treebank II (LDC95T7) (w jezyku angielskim): ponad milion sléw kluczowych.
e PropBank (LDC2004T14) (w jezyku angielskim): semantyczna adnotacja tekstu.

e NomBank (LDC2008T23) (w jezyku angielskim): struktury argumentéw wzgledem rze-
czownikow.

Chinski Treebank 6.0 (LDC2007T36) (w jezyku chifiskim): ponad milion wyrazen.

Chinski Proposition Bank 2.0 (LDC2008T07) (w jezyku chinskim): anotacja ponad 500
tysiecy wyrazow.

A.2.4 Skladnica frazowa i zaleznosciowa

Baza wyrazoéw tworzaca bank drzew skladniowych i zaleznoéciowych dla jezyka polskiego
zawierajaca 20000 zdan z oznakowaniem leksykalno - semantycznym. Baza danych zapisana jest
w formacie ConLL. Dla kazdego wyrazu wyréznié mozna oznakowanie czesci mowy jak i czesci
zdania.

A.3 Sprzetowa realizacja w FPGA
A.3.1 Projekt Vivado

Projekt sprzetowej realizacji algorytméw HMM utworzony w srodowisku Vivado Design Suite
2016. Informacje statystyczne dotyczace projektu:

A.3.2 Projekt HLS
Projekty moduléw utworzonych przez synteze wysokiego poziomu:

e Modul logarytmicznej wersji algorytmu Baum-Welch D&C (ze zintegrowanymi funkcjami
obliczeniowymi algorytméw Forward-Backward D&C, Gamma-Xi D&C oraz Numerator-
Denominator D&C).

e Modul logarytmicznej wersji algorytmu Viterbi D&C z nawracaniem kawalkami.

A.3.3 Projekt RTL

Projekt IP-Core dla MLEAU utworzony w jezyku opisu sprzetu VHDL. Do projektu przy-
pisany jest testbench oraz pliki dla symulacji Matlab.
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