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WSTEP

Jednym z kluczowych, ale wciaz jeszcze niewystarczajaco dobrze rozpoznanych aspektow
monitorowania aktywno$ci mozgu, jest aspekt rejestrowania sygnatu EEG (elektroencefalogramu)
poza kontrolowanymi warunkami laboratoryjnymi i bez nadzoru wykwalifikowanego personelu
medycznego. Rozwigzanie tego zagadnienia jest niestychanie wazne z punktu widzenia roznych
grup spotecznych oraz zawoddéw, szczegdlnie tych, ktére wymagaja ciaglego utrzymania
wysokiego stopnia koncentracji oraz uwagi (piloci, kierowcy). Inng grupa zainteresowang
mozliwoscig ciaggltego monitorowania sygnatu EEG w warunkach domowych sg opiekunowie os6b
starszych lub niepetnosprawnych, ktérym biezgca informacja o aktywnosci moézgowej ich
podopiecznych moze niestychanie utatwi¢ codzienne zycie oraz prace. Oczywiscie ciagte
monitorowanie sygnalu EEG poza laboratoriami naukowymi, osrodkami badawczymi lub
niezaleznymi jednostkami medycznymi nie jest zadaniem tatwym, przede wszystkim z uwagi na
zbyt niskg jako$¢ sygnalu rejestrowanego w Srodowisku poza laboratoryjnym, niedostateczny
komfort dtugotrwalego korzystania z urzadzen do rejestracji sygnatu EEG oraz mato intuicyjna

obstuge tych urzadzen.

Zazwyczaj jako$¢ sygnatu EEG, mozna poprawi¢ poddajac sygnal zarejestrowany z wielu
czujnikow pomiarowych filtracji przestrzennej. Istnieje wiele roznych filtrow przestrzennych,
niektore z nich sg nieadaptacyjne (np. wspdlna usredniona referencja (ang. Common Average
Reference, CAR) czy filtry Laplace’a [1]), inne - adaptacyjne (np. analiza sktadowych gléwnych
(ang. Principal Component Analysis, PCA) [2, 3, 4], wspdlne wzorce przestrzenne (ang. Common
Spatial Patterns, CSP) [5, 6] czy analiza sktadowych niezaleznych (ang. Independent Component
Analysis, ICA) [7, 8,9, 10, 11]). Chociaz filtry z obu klas zazwyczaj poprawiaja jakos¢ sygnatu,

to o wiele lepsze wyniki uzyskuje si¢ po zastosowaniu filtrow z klasy drugie;j.

Mapowanie sygnatéw zarejestrowanych z czujnikOw pomiarowych do przestrzeni
sygnatow zrédtowych wykonywane przez adaptacyjne algorytmy filtrowania przestrzennego jest
zwykle duzo bardziej precyzyjne w sytuacji, gdy sygnat EEG jest rejestrowany z duzej liczby
czujnikéw [1]. Problem polega jednak na tym, ze chociaz w laboratorium badawczym mozliwe

jest stosowanie (prawie) dowolnie gestej macierzy czujnikOw pomiarowych, w przypadku
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rejestracji sygnalu w srodowisku poza laboratoryjnym kazdy dodatkowy czujnik pomiarowy nie
tylko zmniejsza komfort uzytkownika, ale takze utrudnia ich wlasciwy montaz na powierzchni
czaszki. W zwigzku z tym, w $rodowisku poza laboratoryjnym sygnal EEG powinien by¢
rejestrowany z mozliwie najmniejszej liczby czujnikéw. Podsumowujac, z jednej strony potrzebna
jest duza liczba czujnikéw rozmieszczonych na calej powierzchni czaszki, aby mozliwe bylo
zastosowanie filtrow przestrzennych zwigkszajacych stosunek sygnatu do szumu, z drugiej
natomiast komfort uzytkownika oraz tatwos¢ aplikacji sprzetu EEG wymagaja stosowania jak

najmniejszej liczby czujnikow.

Aby spehi¢ oba wskazane powyzej wymagania, nalezy znalez¢ sposob zastosowania
technik filtrowania przestrzennego do sygnatu rejestrowanego z niewielkiego zestawu czujnikow.
W niniejszej pracy przedstawiona zostanie metoda, ktorag mozna wykorzysta¢ do wykonania tego
zadania. Zaproponowana metoda, nazwana MAICA (Moving Average Independent Component
Analysis), stanowi rozszerzenie klasycznej analizy sktadowych niezaleznych (w dalszej czg$ci
pracy termin analiza sktadowych niezaleznych bedzie uzywany naprzemiennie z akronimem ICA,

ang. Independent Component Analysis).

ICA jest liniowym filtrem przestrzennym czg¢sto wykorzystywanym w analizie sygnatu
EEG do wykrywania réznego rodzaju sygnaléw zaktocajacych (artefaktow), np. ocznych [12],
mig$niowych, elektrokardiograficznych lub artefaktu sieciowego [13, 14, 15]. Chociaz wiele
badan potwierdzito, ze zastosowanie metody ICA zwigksza stosunek sygnatu do szumu (SNR) w
przypadku sygnalow rejestrowanych z duzej liczby kanatoéw EEG, od 16 [15], przez 19-20 [13] do
71 [16] 1 wiecej, jedynie w nielicznych badaniach analizowano wyniki zwrocone przez algorytmy
ICA dla konfiguracji nisko-kanatowej [17, 18, 19]. Wynika to z jednego z dwoch warunkéw, ktdre
muszg by¢ spelnione, aby mozliwe byto rozwigzanie liniowego modelu ICA [17]: Liczba sygnatow
pobranych z czujnikow, powinna by¢é co najmniej tak duza, jak liczba wyodrebnionych zZrodel.
Warunek ten implikuje, ze podczas gdy dla sygnatu rejestrowanego za pomocg 64-kanatowe;j
macierzy elektrod istnieje mozliwo$¢ odzyskania az do 64 szacowanych Zrodet, w przypadku
macierzy 3-kanatowej mozna oszacowac jedynie 3 potencjalne zrodta. Biorac pod uwage fakt, ze
sygnaty rejestrowane z czujnikOw pomiarowych reprezentujg nie tylko aktywnos$¢ moézgu, ale

takze wszelkiego rodzaju fizjologiczne i1 poza fizjologiczne artefakty, nie mozna zakltada¢, ze
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rozklad zarejestrowanych sygnaléw na zaledwie trzy komponenty bedzie wystarczajacy, aby
jednoznacznie okresli¢ pochodzenie poszczegdlnych komponentow. Co wigcej, zwykle, jesli
dostepnych jest tylko kilka kanatow, to skladowe uzyskane na wyj$ciu algorytmu ICA raczej nie
przedstawiaja poszczegdlnych zrodet, ale nadal sg ich kombinacjami. Skladowe te beda
oczywiscie bardziej niezalezne niz nieprzetworzone sygnaly rejestrowane z powierzchni czaszki
(z uwagi na to, ze kryterium optymalizacyjnym algorytmu jest dazenie do maksymalizacji
niezalezno$ci  statystycznej sktadowych), lecz najczgsciej nie beda reprezentowaly

poszczegdlnych zrodet.

Powyzsze rozwazania prowadza do nieokreslonego modelu ICA (m> n, gdzie m jest liczba
elementéw, a n jest liczbg czujnikow pomiarowych). W literaturze mozna znalez¢ kilka podejse,
ktére mozna zastosowa¢ do rozwigzania tego modelu. Jedno z pierwszych, o nazwie SCICA
(single channel ICA), zostalo wprowadzone przez Daviesa i Jamesa [18]. Autorzy zaproponowali
rozwigzanie modelu jednokanatowego ICA poprzez podzielenie sygnatu zarejestrowanego z
jednego czujnika na sekwencje sasiadujacych blokow, a nastepnie wykonanie algorytmu ICA na
matrycy zlozonej z tych blokéw. Inna propozycja zostata przedstawiona w pracy [19, 20].
Rdzeniem zaproponowanej metody, zwanej metoda dynamicznego osadzania (ang. dynamical
embedding, DE), jest reprezentacja sygnalu zarejestrowanego z pojedynczego kanatu za pomoca
szeregu opoznionych wektorow pobranych z tego sygnalu, a nastepnie przestanie macierzy
opoznionych wektoréw do jednego z algorytmow ICA. Kolejna metoda, zwana EEMD-ICA (ang.
Ensemble Empirical Mode Decomposition ICA), opisana zostala w [21, 22]. Metoda ta, taczy
zmodyfikowang wersje algorytmu EMD (EEMD) i1 FastICA. Algorytm EEMD definiuje zestaw
niezaleznych funkcji wewngtrznych, tzw. IMFs (ang. Intrinsic Mode Functions) usrednionych dla
danej liczby prob. Zestaw usrednionych IMF’s zwrdconych przez EEMD stanowi wielokanatowa
reprezentacj¢ oryginalnego jednokanatowego sygnatu 1 stanowi macierz wejsciowg dla algorytmu
FastICA. Ostatnim, wartym wspomnienia podejsciem do rozwigzania nieokreslonego modelu
ICA, jest potaczenie ICA 1 dyskretnej transformaty falkowej (ang. Discrete Wavelet Transform,
DWT) [21, 23, 24, 25, 26]. Podobnie jak we wczesniej wspomnianych metodach, rowniez ten
algorytm, zwany WICA (ang. Wavelet ICA), sktada si¢ z dwdch czgsci. Pierwsza cz¢$¢ ma na celu

znalezienie wielokanatowej reprezentacji jednego (lub kilku) sygnalow przy uzyciu transformaty
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falkowej. Podobnie, jak w przypadku innych podejs¢, reprezentacja wielosktadnikowa uzyskana

jako wynik rozktadu sygnatu jest nastepnie przekazywana do jednego z algorytmow ICA.

Podejscia przedstawione w wymienionych pracach pozwalaja na rozktad sygnalu na
sktadowe nawet w przypadku rejestracji danych z pojedynczego kanalu. Problemem jednak jest
to, ze s3 one wymagajace obliczeniowo i dlatego trudno jest je obecnie zastosowaé do analizy
sygnalu w czasie rzeczywistym. Poza tym, doktadno$¢ estymacji sygnatow zrodlowych jest w
przypadku wiekszosci z nich stosunkowo niska (co zostanie pokazane w dalszej czesci pracy). W
niniejszej rozprawie przedstawiony zostanie skuteczny i szybki algorytm pozwalajacy na
rozwigzanie nieokreslonego modelu ICA. Idea prezentowanego podejscia jest rozszerzenie
macierzy sygnalow zarejestrowanych z czujnikoéw pomiarowych o sztucznie wygenerowane
sygnaly utworzone poprzez zastosowanie zestawu filtrow dolnoprzepustowych o zerowej fazie na
zarejestrowanych sygnalach, a nastgpnie zastosowanie jednego z klasycznych algorytmow ICA na

tak przygotowanej macierzy sygnalow.

Z powyzszych rozwazan wynika cel oraz hipoteza niniejszej rozprawy. Celem pracy byto:
opracowanie metody przetwarzania wstepnego nisko-kanatowych sygnatow EEG, korzystajgcej z
idei polgczenia rzeczywistych kanatow EEG z kanalami sztucznie wygenerowanymi. Z kolei
hipoteze postawiong w pracy mozna sformutowaé nastepujaco: Zaproponowana w rozprawie
metoda wstepnego przetwarzania nisko-kanatowych sygnatow EEG pozwala na uzyskanie
sktadowych wynikowych charakteryzujgcych si¢ wyzszym podobienstwem do rzeczywistych (bgdz
przewidywanych) sygnatow zZrodtowych oraz pozwalajgcych na uzyskanie wyzszej doktadnosci
klasyfikacji, anizeli metody referencyjne. Jednoczesnie z uwagi na niski narzut czasowy metoda ta

moze by¢ z powodzeniem stosowana w interfejsach mozg-komputer pracujgcych w trybie online.

Praca sktada si¢ z 6 rozdzialéw. Pierwszy z nich przedstawia charakterystyke sygnatu
EEG, zar6wno w dziedzinie czasu jak i czgstotliwo$ci oraz omawia system do pomiaru aktywnosci
elektrycznej mézgu cztowieka. Rozdzial drugi koncentruje si¢ na artefaktach zanieczyszczajacych
sygnat EEG oraz na sposobach ich unikania, a takze wykrywania i usuwania. Szczegdlnie duzo
uwagi poswiecono w nim réznym metodom filtracji przestrzennej. W kolejnym rozdziale
przedstawiona zostata analiza sktadowych niezaleznych. Opisany zostat tu zar6wno model ICA,
jak 1 podstawowe implementacje algorytmow pozwalajacych na rozwigzanie tego modelu zaro6wno
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w przypadku zréwnowazonym (m=n), jak i nieokreslonym (m>n). Podczas, kiedy trzy pierwsze
rozdzialy pracy zawieraja przede wszystkim informacje teoretyczne, trzy kolejne majg charakter
empiryczny. Rozdzial czwarty przedstawia wstepne eksperymenty, ktore wykonano poszukujac
rozwigzania postawionego w rozprawie problemu badawczego. Centralnym rozdziatem pracy jest
rozdziat piagty, w ktorym przedstawiono autorska metode MAICA. Metode te nastepnie
zweryfikowano na drodze szeregu eksperymentdw, ktérych wyniki zostalty opisane w rozdziale

szostym, bedacym jednoczes$nie ostatnim w niniejszej rozprawie.

Niniejsza praca doktorska wnosi istotny wkiad w dziedzing informatyki, rozumiang jako
dyscyplina naukowa zajmujaca si¢ przetwarzaniem informacji z uzyciem komputeréw [27]. Wktad
ten, ktory stanowi przede wszystkim autorski algorytm MAICA, zgodnie z systemem CCS
(Computing Classification System), opracowanym przez Stowarzyszenie na Rzecz Maszyn
Obliczeniowych (ang. Association for Computing Machinery, ACM) mozna umiejscowi¢ w klasie
teorii obliczen, a w szczegolnosci w podklasie analiza algorytmoéow [28]. Ze wzgledu na
wykorzystane metody przetwarzania sygnatéw, na ktorych bazuja algorytmy z rodziny ICA, praca
oraz opracowana metoda jest umiejscowiona w klasie matematycznych metod obliczen, a autorska
implementacja algorytmu w klasie software. Uzyteczno$¢ metody, a takze mnogo$¢ urzadzen
(elektroencefalograf, komputer, mozliwo$¢ implementacji algorytmu na urzadzeniach mobilnych),
ktére moga by¢ uzyte w systemie wykorzystujacym algorytm MAICA dodatkowo dotyka klas

zastosowania komputeréw oraz §rodowisk obliczeniowych [28].
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RozDziAL 1
SYGNAL EEG

Mozg jako organ od zawsze cieszyl si¢ zainteresowaniem czlowieka. W czasach
prehistorycznych byt on co prawda traktowany glownie jako odzywczy positek oraz element
wierzen religijnych, jednak wraz z rozwojem ludzkosci oraz dzigki ewolucji samego mozgu ludzie
zaczeli sie¢ mu si¢ réwniez przyglada¢ z punktu widzenia anatomicznego. Juz przed nasza era
Erasistratos (IV-III w. p.n.e.) odkryt cztery komory oraz zwoje w mdzgu [29]. Prace Erasistratorsa
byty kontynuowane przez wielu nowozytnych badaczy, m.in.: lek. Thomasa Willisa (1621-1675),
ktory opisat sie€ tetnicza podstawy mézgu oraz jako pierwszy wprowadzil stowo neurologia [30],
czy Franza Galla, ktory przedstawil teze, mowiaca o tym, ze za poszczegodlne czynnosci mentalne
oraz cze¢sci ciata odpowiadaja r6zne obszary mozgu [31]. Mozg badano réwniez pod katem dziatan
odruchowo-warunkowych. W tym obszarze nie sposob nie wspomnie¢ o Iwanie Pawlowie [32],
ktory, badajac fizjologie wydzielania $liny przez psy w reakcji na okreslone bodzcie, wprowadzit
podziat na odruchy bezwarunkowe i warunkowe. Za swoje badania otrzymat Nagrod¢ Nobla w
dziedzinie medycyny w 1904 roku. Wspdiczesnos¢ to rozwdj elektroencefalografii oraz rozkwit
badan nad obrazowaniem mozgu. Badania te spowodowaty, ze mdzgiem zaczeto interesowac sig¢
ze wzgledu na jego prawdziwa role i budowe oraz zaczgto postrzegac go jako zestaw potaczonych

neuronéw, ktore decyduja o ludzkim zachowaniu [33].
1.1 Rejestracja sygnalu EEG

Elektroencefalografia jest technika pozwalajaca na odczyt aktywnosci elektrycznej
generowanej przez struktury mozgu. Poczatki elektroencefalografii siggaja 1875 roku, kiedy to
angielski fizyk 1 wyktadowca szkoty medycznej, Richard Caton, zarejestrowat sygnaty elektryczne
z odslonietych mozgow krolikow i matp [34]. Wyniki badan Catona zostaly przez niego
opublikowane w 1875 w British Medical Journal [35]. W kolejnych latach sposoby pomiaru oraz
zapisu aktywnosci elektrycznej moézgu byly ciagle ulepszane. Polskim akcentem w poczatkach
elektroencefalografii jest Adolf Beck (1863-1942), polski fizjolog, ktory niezaleznie od Catona

wykazal, ze wykonywanym przez mozg operacjom towarzyszg zjawiska elektryczne [32].

8



Praca doktorska — GORSKI PAWEL

W 1924 roku Hans Berger, niemiecki neurolog, uzyt zwyklego sprzg¢tu radiowego do
wzmocnienia aktywnosci elektrycznej mozgu mierzonej z powierzchni ludzkiej glowy. Ogtosit,
ze staby prad elektryczny generowany w mozgu moze by¢ rejestrowany bez otwierania czaszki
[36, 37]. W celu rejestracji sygnalu Berger uzyt bardzo duzych elektrod ptytkowych - najpierw
wykonywanych z olowiu, a pdzniej ze srebra - ktore umiescit nad czotem i potyliczng czgscia
czaszki. Berger poczatkowo byl bardzo sceptyczny w stosunku do wiasnych badan i doskonale
zdawatl sobie sprawe z tego, ze sygnaly te moga by¢ artefaktami. Aby udowodni¢, ze sygnat
zebrany ze skory glowy nie jest artefaktem innych procesow fizjologicznych, lecz zostat
rzeczywiscie wygenerowany wewnatrz gtowy, zarejestrowat tez szereg dodatkowych sygnatow

bioelektrycznych, znacznie lepiej znanych w tamtym czasie (mig¢dzy innymi elektrokardiogram).

Od samego poczatku Berger interesowal si¢ zwiazkami psychofizjologicznymi.
Aktywnos$¢, ktora obserwowal, zmieniata si¢ w zaleznosci od statusu funkcjonalnego mozgu,
takiego jak sen, znieczulenie, brak tlenu i niektore choroby neuronalne, takie jak padaczka. Berger
polozyt podwaliny pod wiele z obecnych zastosowan elektroencefalografii. Uzyt tez stowa
elektroencefalogram do pierwszego opisu potencjatu elektrycznego mézgu u ludzi. Miat racje z
sugestia, ze aktywno$¢ mozgu zmienia si¢ w spdjny i rozpoznawalny sposob, gdy zmienia sig¢

ogolny status podmiotu, od relaksacji do czujnosci [37].

Wspolczesnie odczyt aktywnosci mozgowej z powierzchni czaszki dokonywany jest nadal,
podobnie jak za czasOw Bergera, za pomoca elektrod podtaczonych do elektroencefalografu.
Zmienily si¢ jedynie wielko$¢ oraz inne parametry elektrod i elektroencefalograféw. Rysunek

1.1.1 przedstawia aparature, ktorej uzywal Hans Berger oraz wspoiczesny elektroencefalograf.

Standardowy elektroencefalograf (nazywany niejednokrotnie ~w  uproszczeniu
wzmacniaczem EEG) sklada si¢ z bloku wzmacniaczy, zestawu filtréw oraz przetwornika
analogowo-cyfrowego [8, 9]. Dzigki zastosowaniu wzmacniaczy sygnat o niskiej amplitudzie
przenoszony jest w zakres, w ktérym moze zosta¢ przetworzony do postaci cyfrowej. Dbajac o
zdrowie pacjenta wzmacniacze elektroencefalograficzne posiadaja niskie napiecie zasilajace (3-
6V). Czulo$¢ wzmacniacza ustawiana jest natomiast na 7-10 uV/mm [38]. Wzmacniacze
stosowane w elektroencefalografach s3 wzmacniaczami réznicowymi majacymi za zadanie
wzmocni¢ roéznic¢ potencjatow zarejestrowanych przez dwie elektrody, elektrode sygnatowsq i
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referencyjng. Wzmocniony sygnal jest poddawany dziataniu filtra wygladzajacego, ktoérego
zadaniem jest odcigcie z analogowego sygnatu zarejestrowanego przez elektrody pomiarowe
czestotliwosci przekraczajacych czestotliwos¢ Nyquista. Przefiltrowany sygnat jest nast¢pnie
przeksztatcany przez przetwornik analogowo-cyfrowy. Zadaniem przetwornika analogowo-
cyfrowego jest zmiana reprezentacji sygnalu z analogowej na cyfrowa [38, 39]. Po
przeprowadzeniu tej operacji, dane, przedstawione w postaci serii wartosci liczbowych
odzwierciedlajagcych zmiany amplitudy sygnatu w czasie [9, 40], moga by¢ juz przetwarzane oraz
przechowywane w systemie komputerowym. W skfad elektroencefalografu moga rowniez
wchodzi¢ filtry gérno- oraz dolnoprzepustowe, ktére maja za zadanie eliminacje artefaktow.
Czestotliwos¢ odcigcia filtra dolnoprzepustowego ustawiana jest najczegsciej na 70 Hz, a jego
zadaniem jest eliminacja artefaktow mie$niowych. Czgstotliwos¢ odcigcia  filtra
gornoprzepustowego wynosi natomiast najczesciej 1 Hz, a jego zadaniem jest eliminacja
artefaktow niskiej czestotliwosci takich jak np.: pocenie si¢. Filtry dolno- i gérnoprzepustowe

mogg stanowi¢ element wzmacniacza, ale obecnie czesciej sg realizowane w postaci softwareowe;.

Akwizycja sygnalu EEG jest pracochtonnym procesem, ktory rozpoczyna si¢ od
wyznaczenia miejsc na powierzchni czaszki, w ktérych zostang umieszczone elektrody
pomiarowe. Elektrody pomiarowe rozmieszczane s3a najcze$ciej w taki sposob, aby mogly
rejestrowacé aktywnos¢ elektryczng generowang w obydwu potkulach kory mézgowej (prawej i
lewej) oraz czterech platach (potylicznym, ciemieniowym, skroniowym 1 czotowym (Rysunek
1.1.2) [8, 41]. Swiatowym standardem w rozmieszczaniu elektrod jest uktad zwany Systemem 10-
20. Nazwa 10-20 odnosi si¢ do odlegtosci pomiedzy gtdéwnymi elektrodami uktadu, ktore wynosza
10 lub 20 procent catkowitej przedniej-tylnej lub lewej-prawej dtugosci czaszki badanego [42].
Elektrody sg oznaczone literami zaleznymi od ptatéw nad ktorymi si¢ znajduja: F (ang. frontal) —
ptat czolowy, P (ang. parietal) — ciemieniowy, O — (ang. occipital) potyliczny, T (ang. temporal) —
skroniowy. Oznaczenie numeryczne umieszczone po oznaczeniu literowym pozwala na
rozroznienie prawej (numery parzyste) oraz lewej (numery nieparzyste) potkuli, a takze informuje
o oddaleniu elektrody od linii srodkowej (elektrody znajdujace si¢ dalej od linii srodkowej maja
numery o wiekszej wartosci). Standardowe rozmieszczenie 21 elektrod podstawowych wedtug

systemu 10-20 przedstawione jest na Rys. 1.1.3.
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Rysunek 1.1.1 a) Fotografia z aparatura EEG z elektrodami z czaséw Bergera, 1926 rok (zrédto: https://www.mpiwg-
berlin.mpg.de/resrep00_01/Jahresbericht 2_5_section.html), b) Wspolczesna aparatura do rejestracji sygnatu EEG,

przedstawiony model to: NEURO PRAX® EEG, (zrodto: https://www.neurocaregroup.com/neuro_prax_eeg.html).

Miejsca na powierzchni czaszki, w ktorych maja zosta¢é umieszczone elektrody
pomiarowe, powinny zosta¢ odpowiednio przygotowane. Konieczno$¢ przygotowania
powierzchni czaszki wynika z tego, ze w warunkach normalnych skéra gtlowy pokryta jest roznego
rodzaju tluszczami oraz zrogowacieniami. Opdr elektryczny nieprzygotowanej skory jest dosé
duzy 1 wynosi nawet 1 MQ. Rejestracja aktywnosci mozgowej przy tak wysokim oporze
najczesciej jest niemozliwa, poniewaz, z natury bardzo staby, sygnal EEG zostaje dodatkowo
ostabiony 1 ginie w szumie generowanym przez zrodla pozamédzgowe. W celu zmniejszenia
impedancji skory do akceptowalnej wartosci (ponizej 5 K€), miejsca aplikacji elektrod

przecierane sg pastg $cierng, ktora usuwa zewnetrzng czes¢ skory, nazywang warstwa rogowa [40].

Elektrody wykorzystywane do rejestracji aktywnos$ci elektrycznej moézgu dzieli sig
najczesciej na dwie grupy, elektrody mokre oraz suche, przy czym za bardziej doktadne uwaza sig
te pierwsze [43]. Podczas montazu elektrod mokrych wykorzystuje si¢ specjalne zele
przewodzace, ktorych zadaniem jest zmniejszenie impedancji oraz poprawienie parametrow
odczytu — operacja ta nie jest konieczna w przypadku elektrod suchych, okreslanych czasami
literaturze jako elektrody kolczaste, ze wzgledu na ksztalt elektrody [40]. W grupie elektrod
mokrych znajduja si¢ tez tzw. elektrody wodne, w przypadku ktorych substancjg przewodzaca jest
zwykta woda. Elektrody moga by¢ przymocowane do powierzchni czaszki za pomoca kleju lub

osadzone w specjalnym czepku.
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Rysunek 1.1.2 Rozmieszczenie platow mézgowych u cztowieka.
Zrodto: http://www.anatomia.gmo.pl/ukl ner.html

Rysunek 1.1.3 Rozmieszczenie oraz nazewnictwo 21 elektrod EEG wedlug systemu 10-20.

Zrodlo: http://thomaskosch.com/index.php/2016/09/28/visualizing-real-time-brain-localization-in-3

Elektrody umieszczone na powierzchni glowy rejestruja napigcia mierzone migdzy kazda

z elektrod sygnatowych, a wspolng elektrodg referencyjng (tzw. montaz monopolarny) lub migdzy

dwoma elektrodami sygnatowymi (tzw. montaz bipolarny). W montazu monopolarnym (Rysunek

1.1.4a) kanal EEG tworzony jest wiec przez par¢ elektroda sygnatowa — elektroda odniesienia.

Elektroda odniesienia moze znajdowac si¢ w dowolnym miejscu ciala cztowieka, niekoniecznie
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na powierzchni glowy. W montazu bipolarnym roznice napi¢¢ sg rejestrowane miedzy dwiema

elektrodami sygnatowymi, przy czym kazda para tworzy osobny kanat EEG [44].

Rysunek 1.1.4 Montaz (a) monopolarny oraz (b) bipolarny.
Zrodlo: https://neupsykey.com/electroencephalographic-electrodes-channels-and-montages-and-how-they-are-
chosen/

1.2 Wiasciwosci sygnalu EEG

Sygnat EEG ma posta¢ szeregu czasowego, czyli sekwencji punktéw danych
zapisywanych w okreslonym czasie. Pojedyncza probka sygnalu odzwierciedla napigcie
zarejestrowane w danym momencie czasu w danym kanale EEG (Rysunek 1.2.1). Napigcie
rejestrowane przez elektrode pomiarowg jest wypadkowa aktywnosci elektrycznej generowanej
przez wiele tysiecy neurondw znajdujacych si¢ w obszarze recepcyjnym tejze elektrody. Stad
czasowy przebieg sygnalu EEG rejestrowanego z pojedynczego kanalu jest najczesciej

nieregularny, wysoce nieliniowy, nie-gaussowski, losowy 1 nieskorelowany.

Cztery podstawowe charakterystyki wykorzystywane do opisu sygnatu EEG to: napiecie,
morfologia, lokalizacja oraz czgstotliwos$¢. Napigcie, jak wspomniano powyzej, to aktywnos¢
elektryczna generowana przez zespot neurondw, rejestrowana przez elektrode powierzchniowa.
Zakres napie¢ sygnalu EEG standardowo rejestrowanych w elektroencefalografii klinicznej
wynosi od 10 pV - 100 uV [45, 46]. Wartosci te sg dos¢ silnie zalezne od techniki rejestracji oraz
od jakosci sprzetu rejestrujgcego, wiec czesto, zwlaszcza w przypadku badan poza klinicznych,

moga one znacznie odbiega¢ od podanego zakresu. Przy opisie sygnalu EEG w kategoriach
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napigcia wykorzystuje si¢ pojgcia takie jak: ttumienie, hipersynchroniczno$¢ oraz napadowoseé.
Thumienie to nic innego jak zmniejszenie amplitudy (spadek napigcia) sygnatu EEG wynikajacy
najczgsciej ze zmniejszenia liczby synchronicznie pracujacych neuronéw. Hipersynchroniczno$e,
przejawiajaca si¢ wzrostem napigcia, jest przeciwienstwem ttumienia. Termin ten oznacza wzrost
liczby elementow nerwowych przyczyniajacych si¢ do powstania danego rytmu (synchronicznie
pracujacych na danej czestotliwosci) [47]. Ostatni z termindéw, napadowos¢, jest zwigzany z tzw.
grafoelementami, czyli krotkimi fragmentami sygnatu wykazujagcymi okreslone cechy i
pojawiajacymi si¢ w okreslonych stanach moézgu. Napadowos¢ jest to wystapienie zjawiska
grafoelementu z naglym poczatkiem, szybkim osiggnigciem maksimum (do$¢ wysokie napigcie) i

naglym zakonczeniem aktywnosci (powrotem do nizszej warto$ci napiecia) [48].

100 T T T T
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Rysunek 1.2.1 Jedna sekunda zarejestrowanej probki surowego sygnatu EEG. Zrodto:
https://pdfs.semanticscholar.org/7e4c/65¢0360c3cc35640ccbded44fc66£539bdc0d.pdf? ga=2.203412051.371460869.
1554716859-2058687032.1552914876

Druga z czterech wskazanych charakterystyk sygnalu EEG - morfologia — informuje o
ksztalcie przebiegu sygnatu. Ksztatt sygnalu EEG jest determinowany przez czestotliwosci z
ktérymi pracujg rézne grupy neuronow znajdujace si¢ w polu recepcyjnym elektrody oraz ich
zalezno$ci fazowe 1 napigciowe. Wzorce widoczne w sygnale mogg by¢: monomorficzne,
polimorficzne, sinusoidalne oraz przejsciowe. O wzorcach monomorficznych méwimy, gdy
aktywno$¢ EEG wydaje si¢ by¢ ztozona z jednej dominujacej czgstotliwosci. W sytuacji, gdy
aktywnos$¢ EEG sktada si¢ z wielu czestotliwosci, ktore taczac si¢ tworzg zlozony ksztatt fali —
moéwimy o wzorcach polimorficznych. Wzorce sinusoidalne to wzorce przypominajace fale
sinusoidalne (aktywno$¢ monomorficzna zwykle jest sinusoidalna). Wreszcie wzorce przejsciowe
sa rozpoznawane w sytuacjach, w ktorych wystepuje izolowana fala lub wzor, ktory wyraznie
rozni si¢ od aktywnosci tta. Dwa najbardziej charakterystyczne wzorce przejsciowe to fala ostra
oraz kolec. Fala ostra to przejsciowa fala ze spiczastym szczytem i czasem trwania 70-200 ms.

»Kolec” (zwany rowniez wytadowaniem iglicowym) jest rowniez przejSciowq falg o spiczastym
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szczycie, ale o znacznie krotszym czasie trwania: od 20 do 70 ms. Przyktad fali typu ,.kolec”

przedstawiony jest na Rysunku 1.2.2 (na przyktad na poczatku przebiegu Fp2-F4).

Lokalizacja to informacja o miejscu zarejestrowania sygnalu. W przypadku stosowania
standardowego uktadu elektrod 10-20, lokalizacja to nic innego jak nazwa elektrody, badz
elektrod, tworzacych dany kanat EEG. Informacja o lokalizacji sygnalu jest bardzo istotna,
poniewaz w przypadku wystgpienia sygnalu odbiegajacego od normy pomaga ustali¢, ktore

os$rodki mozgowe nie dziataja prawidtowo.
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Rysunek 1.2.2 Sygnat EEG zarejestrowany u osoby dorostej w stanie czuwania, przedstawiajacy asynchroniczne
wytadowania iglicowe m.in. w obszarze ciemieniowym oraz skroniowym. Zrodto:
https://www.researchgate.net/publication/233536748 22ql112_ Microduplication_syndrome _and_epilepsy_with_con
tinuous_spikes and_waves_during_sleep CSWS A _case_report_and review_of the_literature/figures?lo=1

Czestotliwos¢ sygnatu EEG, standardowo mierzona w Herzach (Hz), to powtarzalna
rytmiczna synchroniczna aktywnos$¢ duzej grupy neurondéw. Aktywnos¢ EEG o w przyblizeniu
stalej czestotliwosci okresla si¢ mianem aktywnosci rytmicznej. Z kolei aktywnos$¢, w ktorej nie
wystepuja stabilne rytmy, nazywa si¢ aktywnos$cig arytmiczng. Wreszcie aktywno$¢ dysrytmiczna

wystepuje w przypadku, kiedy charakterystyczne rytmy i/lub wzorce aktywnosci EEG, pojawiaja
15
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sie rzadko, badz jedynie u okreslonych grup pacjentow. Zakres czestotliwosci normalnego sygnatu
EEG to 1 Hz - 100 Hz, przy czym rzadko kiedy udaje si¢ zarejestrowac z powierzchni czaszki
sygnatl o czestotliwosci powyzej 50 Hz [49]. Opis czestotliwosciowy sygnatu jest realizowany
poprzez analiz¢ widma czgstotliwo$ciowego sygnalu. Analiza czgstotliwosciowa polega na
rozbiciu sygnatu na wystepujace w nim fale sinusoidalne, a nastepnie na okresleniu i pordwnaniu
mocy poszczegolnych fal. Widmo sygnatu EEG dzieli si¢ najcze$ciej na pie¢ pasm czgstotliwosci:

delta, teta, alfa, beta oraz gamma (Rysunek 1.2.3).

1800 T T T T T T

Amplituda Fouriera (a.u)
2
(=]

400

200 p

o i i i i
[+] -1 10 16 20 26 30

Czestotliwosc [Hz]

Rysunek 1.2.3 Widmo mocy sygnalu EEG, podzielone na pasma czgstotliwo$ci, kolejno: delta, teta, alfa, beta.
Zrodto:

https://www.researchgate.net/publication/272147753 Mathematical Modeling_of Human Brain_Neuronal Activit
y_in_the Absence of External Stimuli/figures?lo=1

Rozktad sygnalu EEG na poszczeg6lne fale sinusoidalne dokonywany jest w taki sam
sposob, jak w przypadku kazdego innego szeregu czasowego, czyli tak jak pokazano to na
Rysunku 1.2.4. Rysunek 1.2.4c jest trojwymiarowym obrazem przedstawiajacym dwie fale
sinusoidalne w przestrzeni czas-czestotliwos¢-amplituda. Rysunek 1.2.4a przedstawia rzut
trojwymiarowego wykresu z Rysunku 1.2.4c wzdluz osi czestotliwosci. Na rysunku tym widaé
fale sinusoidalne w dziedzinie czasu oraz, umieszczony nad nimi, przebieg oryginalnego sygnatu,
bedacy niczym innym jak zwykla sumg obu fal. Wreszcie Rysunek 1.2.4b przedstawia rzut
wykresu z Rysunku 1.2.4c wzdluz osi czasu. Kazda fala sinusoidalna, wydzielona z sygnatu
oryginalnego, przedstawiona jest tu jako pionowa linia. Jej wysokos¢ reprezentuje amplitude, a jej
pozycja przedstawia czgstotliwos¢. Nalezy zaznaczy¢, ze omawiane przeksztalcenie nie powoduje
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ani dodania, ani utraty informacji zawartej w sygnale - jest to jedynie inna reprezentacja tego
samego sygnatu. Dla kazdego przebiegu sygnatlu w czasie istnieje odpowiednik w dziedzinie

czestotliwosci 1 vice versa.
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Rysunek 1.2.4 Zwiazek miedzy domena czasu i czestotliwosci a) Sygnat w dziedzinie czasu b) Sygnat w dziedzinie
czestotliwosci ¢) Trojwymiarowy uktad wspotrzednych czas-czestotliwosé-amplituda. Zrédto:
https://www.researchgate.net/figure/Figure2 The-relationship-between-the-time-and-frequency-domains-a-Time-
domain-view-b_figl 280923204

1.3 Widmo sygnalu EEG

Standardowe widmo czgstotliwos$ci sygnatu EEG przedstawione zostalo na Rysunku 1.2.3.
Jak mozna zaobserwowac, nizsze czgstotliwosci posiadajg wyzsza amplitude, wyzsze natomiast,
nizsza. Wsrdd pigciu pasm (delta, teta, alfa, beta oraz gamma (pasmo powyzej 30Hz, nie
przedstawione na rysunku), poczatkowo zdefiniowanych dla celéw diagnostyki klinicznej, a
obecnie powszechnie wykorzystywanych réwniez w zastosowaniach pozamedycznych, najwyzsza

moc wykazujg fale delta, najnizsza natomiast fale gamma.

Im wyzsza moc sygnalu w danym pasmie czgstotliwosci (w pordwnaniu z moca
referencyjng), tym wigksze prawdopodobienstwo, ze respondent jest w okre§lonym stanie
poznawczo-afektywnym zwigzanym z tym pasmem. Jezeli na przyktad w widmie sygnatu EEG

obserwowany jest wzrost mocy w pasmie teta, to moze to §wiadczy¢ o tym, ze respondent znajduje
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si¢ w stanie wysokiego obcigzenia umystowego. Jezeli natomiast w sygnale EEG dominuja
czestotliwos$ci z pasma delta, to moze to wskazywac na to, ze respondent znajduje si¢ w stanie snu

[50].

Fale alfa zostaly odkryte w 1929 roku przez wspomnianego w podrozdziale 1.1 Hansa
Bergera. Zakres czgstotliwosci fal alfa wynosi od 8 do 13Hz (Rysunek 1.3.1c) [51]. Fale te
powszechnie spotykane sg u osob dorostych (najbardziej widoczne sa w trakcie relaksu z
zamknigtymi oczami). Wystepuja po obu stronach glowy, ale posiadajg nieco wyzszg amplitude
po stronie niedominujacej 1 sg najczesciej rejestrowane w okolicy potylicznej 1 ciemieniowej
mozgu. Fale alfa indukujg produkcje serotoniny, neuroprzekaznika, ktory zwieksza relaksacje i

tagodzi bél [33].

a) fale gamma |

b) fale beta

c) fale alfa

d) fale teta

e) fale delta

Rysunek 1.3.1 Fale mézgowe w roznych pasmach czestotliwosci (delta, teta, alfa, beta oraz gamma)
Zrédto: http://yogamudra.pl/wp-content/uploads/2014/06/fale-mozgowe.jpg

Z uwagi na to, ze poziom fal alfa wyraznie maleje wraz ze wzrostem aktywnosci
umystowej lub fizycznej, fale te sg powszechnie wykorzystywane w badaniach naukowych. Jedna
z kategorii umystowych czesto badanych w polaczeniu z mocg fal alfa jest poziom skupienia
uwagi. W badaniach nad poziomem skupienia uwagi badacze przedstawiaja uczestnikom badania

obiekty, stowa lub bardziej ztozone bodzce i monitorujag moc fal alfa podczas fazy kodowania
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bodzcow. U respondentdéw, ktorzy sa rozproszeni najczeéciej wykazywana jest wigksza moc tych
fal [52]. Monitorowanie mocy fal alfa jest wobec tego uzyteczne we wszystkich zadaniach, w
ktorych konieczne jest dlugotrwate zachowanie wysokiego poziomu uwagi, takich jak np.
prowadzenie samochodu [53, 54]. Wystarczy tu wspomnie¢, ze 40% wypadkow drogowych jest
spowodowanych przez nieuwage kierowcow [55]. Jak wspomniano, nizszy poziom fal alfa wigze
si¢ z mniejszym skupieniem, odzwierciedla wigc on rowniez stan relaksacji badanego cztowieka.
W zwiazku z tym monitoring tych fal jest rtOwniez wykorzystywany w badaniach nad glgbokoscia
medytacji, np. przy poréwnywaniu stopnia medytacji do$wiadczonych 1 poczatkujacych
medytujacych [56]. Ponadto zwigkszenie poziomu fal alfa jest jednym z podstawowych celow

treningu neurofeedback stosowanego podczas rehabilitacji dzieci cierpigcych na ADHD.

Zakres czestotliwosci fal beta wynosi od 14 do 36 Hz (Rysunek 1.3.1b). Zwykle fale te sa
obserwowane w czotowej 1 centralnej czgsci mozgu. Najczesciej posiadajg rytmiczny przebieg i
sa zauwazalne we wszystkich grupach wiekowych [33]. Aktywne, skupione myslenie oraz
koncentracja sg korelowane z wyzszg moca fal beta [57]. Poziom fal beta obserwowanych nad
kora centrala wzrasta rowniez wtedy, gdy planowane lub wykonywane sg ruchy [58], w
szczegblnosci ruchy siggania lub chwytania wymagajace delikatnych ruchow palcéw i skupienia
uwagi [59]. Co ciekawe, wzrost mocy w pasmie beta jest roOwniez zauwazalny, gdy jedynie
obserwowane sg ruchy innych osob. Mozg pozornie nasladuje ruchy konczyn innych ludzi, co
wskazuje, ze w moézgu istnieje skomplikowany "system neurondow lustrzanych", ktory jest

koordynowany przez fale beta [60].

Z uwagi na to, ze fale beta obejmuja bardzo szeroki zakres calego pasma sygnalu EEG,
stosuje si¢ ich podzial na trzy podzakresy, a mianowicie na fale: SMR (13-15Hz), betal (16-18Hz)
1 beta2 (18-36Hz) [61]. Pierwsze podpasmo opisywane jest jako rytm czuciowo-ruchowy, czyli
rytm sensomotoryczny (ang. Sensorimotor Rhythm, SMR), poniewaz powstaje w pasie
sensomotorycznym kory mozgowej. W 1971 roku Sterman udowodnit, ze poprzez wzmocnienie
fal SMR mozna zmniejszy¢ objawy epilepsji 1 przywréci¢ zdolno§¢ organizmu do utrzymania
homeostazy [62]. Niski SMR obserwuje si¢ u 0sob z deficytem uwagi (ADD), nadreaktywnoscia
(ADHD) oraz zaburzeniami lgkowymi i PTSD (syndromem stresu pourazowego) [63]. Stad tez
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zwigkszenie poziomu fal SMR jest celem treningu neurofeedback stosowanego w trakcie terapii

0sob cierpigcych na wyzej wskazane dolegliwosci.

Fale Betal odpowiadaja za logiczne my$lenie, koncentracje, pami¢€ i1 status emocjonalny.
Wysoki poziom tych fal wystepuje w warunkach intensywnego wysitku umystowego oraz w
trakcie realizacji procesdOw poznawczych, natomiast poziom niski towarzyszy deficytom
intelektualnym, zaburzeniom koncentracji i uwagi. Zbyt wysoki poziom fal betal w poétkuli
niedominujacej zaburza emisj¢ fal SMR. Fale z ostatniego podpasma beta, beta2, sa

charakterystyczne dla 0sob niespokojnych lub nerwowych [64].

Zakres czestotliwosci fal delta wynosi od 0,5 do 3 Hz [33] (Rysunek 1.3.1¢). Fale te sa
najczesciej obecne podczas tzw. snu jednopotkulowego (ang. Unihemispheric slow-wave sleep,
USWS), czyli gdy jedna potkula moézgu $pi natomiast druga jest w stanie czuwania lub snu
wolnofalowego (ang. Non-rapid eye movement, NREM), czyli takiego, w ktorym nie wystepuja
marzenia senne. W laboratoriach snu sprawdza si¢ site rytmu delta, aby oceni¢ glgboko$¢ snu. Im
silniejszy jest rytm tej fali, tym glebszy jest sen. Moc fal delta jest zwykle wyzsza w prawej potkuli
mozgu, a zrodla tych fal sg zazwyczaj zlokalizowane w czesci mdzgu nazywanej wzgorzem.
Poniewaz sen wigze si¢ z konsolidacja pamigci, rytm delta odgrywa kluczowg role w tworzeniu i
wewnetrznym porzadkowaniu pamigci biograficznej, a takze w utrwalaniu nabywanych
umiejetnosciach 1 zdobywanej wiedzy. Fale delta sa rowniez powigzane z nieswiadomymi

czynno$ciami naszego ciala, takimi jak regulacja czestotliwos$ci akcji serca i1 trawienie.

Fale delta sa podstawowymi falami wykorzystywanymi w badaniach nad snem 1 jego
zaburzeniami. Ponadto fale te monitoruje si¢ réwniez w trakcie badan nad niektorymi chorobami
neurologicznymi, ktorym czesto towarzyszg zaburzenia snu, takimi jak choroba Parkinsona,
demencja lub schizofrenia. Kolejnym zaburzeniem neurologicznym, ktérego nasilenie moze by¢
diagnozowane poprzez analiz¢ poziomu fal delta jest alkoholizm. Alkohol ma silne skutki uboczne
W postaci pogorszenia jakosci snu. Intensywne picie zmniejsza ilos¢ snu wolnofalowego, a zatem

maleje poziom fal delta — jest to widoczne nawet po dtugich okresach abstynencji [65].

Oscylacje mozgu w zakresie czestotliwosci 4 - 8 Hz (Rysunek 1.3.1d) sg okreslane jako

fale teta [51]. Oscylacje te koreluje si¢ z operacjami umystowymi wymagajacymi wigkszego
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skupienia uwagi, na przyktad operacjami zwigzanymi z przyswajaniem oraz przetwarzaniem
informacji, uczeniem si¢ lub przywotywaniem wspomnien. Poziom fal teta ro$nie wraz ze
wzrostem trudno$ci zadania. Z tego powodu rytm teta zwykle jest kojarzony z procesami lezacymi
u podstaw obcigzenia umystowego lub pamigci roboczej [66, 67]. Fale teta sg generowane przez
szeroka sie¢ neurond6w obejmujacg przysrodkowe obszary przedczotowe, centralne, ciemieniowe
1 przysrodkowe obszary kory skroniowej. Z powodu tak szerokiego rozprzestrzenienia aktywnosci
teta sugeruje sie, ze fale te mogg stuzy¢ rowniez jako czestotliwos¢ nosna do przetwarzania

poznawczego w oddalonych od siebie regionach mozgu [68].

Z uwagi na zwigzek mocy fal teta z obcigzeniem umystowym, poziom tych fal jest badany
podczas wykonywania zadan zwigzanych z nadzorem i monitorowaniem, na przyktad takich jak:
monitorowanie ruchu lotniczego lub morskiego, kierowanie pojazdami, czy unikanie przeszkod.
Monitoring fal teta jest rowniez stosowany w scenariuszach wojskowych, w ktorych wyszkoleni
obserwatorzy oceniaja zdjecia satelitarne obszaréw walki, a ztozone informacje musza by¢
przetwarzane w trybie natychmiastowym w celu unikni¢cia sytuacji potencjalnie zagrazajacych
zyciu [69]. Innym rodzajem zadan, w ktérych analizowany jest poziom fal teta sa zadania zwigzane
z mnawigacjg przestrzenng. W zadaniach nawigacyjnych wykonywanych w $rodowisku
rzeczywistym lub w rzeczywistosci wirtualnej odkryto, ze poziom fal teta wzrasta w ztozonych
uktadach labiryntow lub w kluczowych punktach orientacyjnych umieszczonych na trasie [70].
Wreszcie jednym z klasycznych zastosowan fal teta w psychologii poznawczej sg wszelkie zadania
zwigzane z pamigcig roboczg. Jednym z przyktadow moze by¢ np. zadanie N-powrotéw. W tym
zadaniu respondenci widzg na ekranie szybkie sekwencje liter, liczb lub ikon. Jednoczesnie musza
pamigta¢ N-elementow wstecz i1 odpowiedzie¢, czy element wykazuje pewne cechy (na przyktad
"Czy literg dwa kroki wczes$niej byta M?"). Wraz z dluzszymi przedziatami do zapamigtania

wrasta intensywno$¢ fal teta (na przyktad dla N = 6 w porownaniu do N =2) [71].

Fale gamma sg zwigzane z percepcja i Swiadomoscia, ich zakres wynosi okoto 30 - 70 Hz
(Rysunek 1.3.1a). Aktualnie niewiele wiadomo na temat fal gamma, poniewaz bardzo trudno jest
je zarejestrowac z powierzchni czaszki. Stad wcigz nie jest jasne, w ktorych obszarach mozgu fale
te s3 generowane oraz jakim czynnos$ciom odpowiadajg. Niektorzy badacze twierdza, ze fale

gamma, podobnie jak fale teta, stuzg jako czestotliwos¢ nosna do wigzania réznych zmystowych
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wrazen w spojng catos¢ [72]. Inni twierdza, ze czestotliwos¢ gamma jest produktem ubocznym
innych procesow neuronalnych, takich jak np. ruchy oczu, a zatem nie odzwierciedla wcale

przetwarzania kognitywnego [73].

Fale gamma obserwowane sg np. podczas mikroskopowych badan ruchéw gatek ocznych.
W takim badaniu szybkie ruchy oka osoby badanej tagczone sg z szybkimi czgstotliwosciami
widocznymi w sygnale EEG. Aby przeanalizowa¢, w jaki sposob subtelne ruchy gatek ocznych
wplywaja na czgstotliwosci gamma, obiekty, ktore ma obserwowac uczestnik badania pojawiaja

si¢ w roznych pozycjach ekranu [74].
1.4 Przetwarzanie sygnalu EEG

Jak zostalo wczesniej wspomniane widmo sygnatu EEG jest zazwyczaj dzielone na pigé¢
podstawowych pasm czgstotliwosci. Zwigkszenie/zmniejszenie mocy w poszczegodlnych pasmach
wzgledem warto$ci standardowych moze §wiadczy¢ o wystepowaniu rdznego rodzaju patologii.
Czasami trudno jest wychwyci¢ takie zmiany bez szczegétowej analizy. Analiza taka,
wykonywana nawet przez wykwalifikowanego specjalist¢ pracujacego w pracowni EEG, jest
zmudna i mgczaca. Ponadto, zapis EEG moze by¢ prowadzony w sposob ciagly przez wiele
godzin, a czasami nawet i dni [75], co dodatkowo utrudnia, a nawet uniemozliwia monitorowanie
zapisu bezposrednio przez osobe nadzorujacg pacjenta. W celu umozliwienia monitorowania
rejestrowanego sygnatlu EEG oraz ulatwienia jego pdzniejszej analizy tworzone sa systemy do

automatycznego przetwarzania sygnatu. System taki sktada si¢ najczesciej z czterech modutow:

1. modutu rejestracji sygnatu,
modutu wstgpnego przetworzenia sygnatu,

modutu ekstrakeji cech,

ol

modutu analitycznego.

W przypadku, kiedy przetwarzanie sygnalu odbywa si¢ w trybie cigglym, pierwszym
blokiem systemu jest blok rejestracji sygnatu EEG. Blok ten jest oczywiscie zbedny gdy
przetwarzanie odbywa si¢ w trybie offline, czyli gdy przetwarzany jest wczesniej zarejestrowany
sygnat. Rejestracja sygnalu odbywa si¢ na zasadach opisanych w pierwszym podpunkcie

niniejszego rozdziatu.
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Zadaniem drugiego bloku jest przetworzenie wstepne sygnatu (ang. preprocessing). Celem
dziatan wykonywanych w tym bloku jest takie przeksztalcenie sygnatu zarejestrowanego przez
elektrody pomiarowe, aby uzyska¢ sygnat o jak najwyzszym stosunku sygnatu do szumu. Sygnat
jest tutaj poddawany filtracji, zar6wno czestotliwosciowej, jak i przestrzennej. Ponadto, dzieki
zastosowaniu algorytméw specyficznych dla poszczegélnych rodzajow artefaktow, sktadowe
zaklocajace sg oddzielane od uzytecznej czgsci sygnatu. Czesto na etapie wstepnego przetworzenia

sygnatu wykorzystywane sg algorytmy slepej separacji sygnatow.

Zadaniem kolejnego bloku (bloku ekstrakcji cech) jest wyodrebnienie takich cech sygnatu,
ktére w zwarty sposob opisza badany sygnal jednocze$nie minimalizujac utrate waznych
informacji w nim zawartych. Dzigki temu zmniejszana jest ilo§¢ zasobow potrzebnych do
przechowywania zbiorow sygnaléw, zmniejszane sa koszty ich przetwarzania oraz
minimalizowana jest ztozono$¢ implementacji. Wspotcze$nie w procesie analizy sygnalow EEG
stosuje si¢ rozne metody ekstrakcji cech, pracujace zar6wno na sygnale przedstawionym w postaci
szeregu czasowego, jak 1 na sygnale przedstawionym w postaci widma czestotliwosci [76]. W
zaleznosci od celu badania z sygnatu ekstrahowane sa cechy czasowe, czgstotliwo$ciowe,

czestotliwosciowo-czasowe badz tworzone sg rozne ich potaczenia.

Ostatni z modutow, modut analityczny, oparty jest na procedurach analizy statystycznej
lub/oraz na technikach maszynowego uczenia pozwalajacych na detekcje anomalii,
rozpoznawanie wzorcoOw, czy szeroko pojeta klasyfikacje. Zadaniem tego modutu jest
przeksztatcenie informacji zawartych w zbiorze cech (bagdz w samym sygnale, w przypadku kiedy
w systemie pominigty jest blok ekstrakcji cech) w taki sposob, aby utatwi¢ pozniejszg interpretacje
sygnatu lekarzowi diagnoscie lub wrecz dostarczy¢ gotowych odpowiedzi typu: ‘uzytkownik
systemu jest rozproszony lub podenerwowany’ (w przypadku systemOw monitoringu) lub
‘uzytkownik systemu wyobrazil sobie ruch prawej reki’; ‘uzytkownik systemu wybratl klawisz ‘A’

na klawiaturze’ (w przypadku interfejsow mozg-komputer).

Chociaz teoretycznie ta sama informacja jest zawarta w sygnale EEG przedstawionym w
dziedzinie czasu oraz w sygnale przedstawionym w dziedzinie czgstotliwosci, to wartos¢
interpretacyjna obu postaci sygnatu jest znaczaco rozna. Analiza szeregu czasowego sygnatu EEG

daje odpowiedz na pytanie czy u badanego podmiotu wystapit charakterystyczny ksztatt przebiegu
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sygnatu. Z kolei analiza widma czestotliwosciowego, informujaca o wzroscie/spadku mocy w
poszczegdlnych pasmach czgstotliwosci w  poszczegolnych osrodkach mozgowych, daje
odpowiedz na pytanie o to jak silnie poszczegdlne osrodki sa zaangazowane w aktualnie

wykonywane zadanie.

Obserwacja sygnalu w dziedzinie czasu jest bardziej tradycyjnym sposobem badania
sygnatu EEG [77]. Zaletami tego podejscia jest mozliwos¢ badania dlugich cigglych segmentow
sygnatu oraz to, ze sygnal przetwarzany jest w swojej ,,naturalnej” postaci. Nalezy zaznaczy¢, ze
aby mozliwe bylo wyciagniecie istotnych konkluzji z obserwowanego sygnatu, wymagane jest,
aby byl on przedstawiony w mozliwie jak najczystszej postaci (z jak najmniejszym udzialem
komponentéw odzwierciedlajacych aktywnos¢ zrédet pozamozgowych). Analiza czasowa sygnatu
EEG jest najczgsciej przeprowadzana w diagnostyce medycznej oraz w badaniach
psychologicznych. W diagnostyce medycznej ksztalt przebiegu czasowego sygnalu EEG moze
by¢ badany np. w celu znalezienia wyladowan iglicowych charakterystycznych dla napadu
epilepsji. Z kolei w badaniach psychologicznych analiza czasowa sygnatu EEG jest stosowana
najczgsciej w trakcie badania potencjatdéw zwigzanych ze zdarzeniem (ERP ang. Event Related

Potentials).

Analiza widma czgstotliwosciowego jest natomiast stosowana wszedzie tam, gdzie
doktadny ksztatt przebiegu czasowego zarejestrowanego znad danego osrodka moézgowego jest
nieistotny, a gtdowna informacja jest zawarta we wzglednej lub bezwzglednej warto$ci mocy
sygnatu w poszczegdlnych pasmach czestotliwosci. Przy czym obecnie analizie podlega nie tyle
sama moc sygnalu, co roéznorodne metryki poréwnujace moc w poszczegdlnych pasmach
czestotliwosci badz osrodkach mézgowych. Jedng z przyktadowych metryk jest metryka asymetrii
czolowej [78]. Miernik ten odnosi si¢ do réznicy w aktywnos$ci lewej 1 prawej potkuli mozgu.
Asymetryczno$¢ wigzana jest z réznymi stanami emocjonalnymi, takimi jak strach, gniew czy

agresja. Asymetri¢ czotowg najczesciej bada si¢ w dwoch pasmach czestotliwosci, teta 1 alfa [79].
1.5 Analiza sygnalu EEG - zakres zastosowan

Elektroencefalografia stanowi jedng z podstawowych metod umozliwiajacych ustalenie w

obiektywny sposob oceny stanu czynnos$ciowego osrodkowego uktadu nerwowego. Zaletami tej
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metody s3: mozliwo$¢ bezposredniego wgladu w podstawowe mechanizmy dziatania struktur
mozgowia, wykonanie badania w sposob nieinwazyjny oraz wzglednie niewielki koszt zakupu
aparatury. Dzigki temu analiza sygnatow EEG znajduje zastosowanie nie tylko w medycynie, ale

réwniez w wielu dziedzinach komercyjnych i1 akademickich.
1.5.1 Medycyna

Podstawowym obszarem, w ktorym powszechnie wykorzystywane sg sygnaty EEG jest
medycyna. W medycynie informacje dostarczane w wyniku analizy sygnatow EEG
wykorzystywane sg wszechstronnie, m.in. w profilaktyce, diagnostyce, rehabilitacji a nawet w

odbudowie uszkodzen powstatych w ludzkim organizmie.

Profilaktyka zdrowotna oznacza dziatania majace na celu zapobieganie chorobom poprzez
odpowiednie monitorowanie rdznych czynnikéw chorobotworczych, jak i wezesne wykrywanie i
leczenie spowodowanych przez nie uszkodzen. Tylko z powodu z powodu palenia papierosow
corocznie umiera okoto 7 milionow ludzi [80] oraz okoto 2.5 miliona z powodu alkoholu [81].
Obie wymienione uzywki w sposob charakterystyczny wplywaja na dziatanie mdzgu, a ich
naduzywanie moze by¢ wykrywane poprzez analize¢ fal EEG [82, 83, 84]. Analiza sygnatu pozwala
na kontrolowanie poziomu uszkodzen mézgu wynikajacego z palenia lub picia alkoholu oraz na
odpowiednio wczesng reakcji w przypadku wystepowania przestanek sugerujacych potencjalne

zmiany chorobowe.

Inng choroba, ktérej przebieg moze by¢ monitorowany za pomoca informacji
ekstrahowanych z sygnatu EEG jest choroba lokomocyjna. Choroba ta jest okreslana jako
nieprawidlowa reakcja organizmu na rzeczywisty lub przewidywany ruch. Powstaje ona poprzez
brak zgodnosci biednika z bodZzcami (sygnatami wzrokowymi) odbieranymi przez mozg. Choroba
ta ujawnia si¢ w trakcie korzystania z todzi, pociaggéw, samolotow, samochodow oraz w parkach
rozrywki. Chociaz zidentyfikowano wiele biomarkerow zwigzanych z chorobg lokomocyjng to
sposob oszacowania jej poziomu u czlowieka jest ciagle duzym wyzwaniem. Sygnaty EEG z
obszaru potylicznego pozwalajag monitorowac aktualny poziom choroby, co z sukcesem zostato

potwierdzone w symulatorze jazdy samochodem opartym na wirtualnej rzeczywistosci [85].
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Pozwala to na opracowanie sytemu, ktory badatby aktualny poziom choroby lokomocyjnej oraz

odpowiednio reagowal w przypadku przekroczenia poziomu niebezpiecznego dla danej osoby.

Kolejnymi obszarami medycyny wykorzystujacymi informacje dostarczane przez analize
sygnatow EEG jest diagnostyka zmian chorobowych. W odréznieniu od profilaktyki, diagnostyka
zajmuje si¢ sygnalami dotyczacymi zmian chorobowych, ktdorym juz nie mozna zapobiec.
Monitorowanie stanu mozgu za pomocg aparatury EEG pozwala na wykrywanie wielu problemow
zdrowotnych, takich jak nienaturalna struktura moézgu (np. guza/raka modzgu), zaburzenie
drgawkowe (takie jak epilepsja), zaburzenie snu (np. narkolepsja) i obrzek médzgu (np. zapalenie
mozgu). Guz moézgu jest jedng z tych chordb, przy ktorej badanie elektroencefalograficzne moze
szczegOlnie pomdéc w postawieniu szybkiej diagnozy [86, 87]. Do czasu pojawienia si¢
zaawansowanego obrazowania (tomografia komputerowa, MRI), lokalizacja guzoéw mozgu i
innych zmian ogniskowych byla trudna. Dawniejsze techniki neuroobrazowania, obejmujace
radiografi¢  czaszki, ktora nie zawsze odzwierciedlala rzeczywisty stan, oraz

pneumoencefalogramy, ktore byly inwazyjne i bolesne, nie byty w petni wiarygodne.

Kolejna choroba, przy diagnozie ktdrej mozna wykorzysta¢ sygnaly EEG jest padaczka
inaczej okreslana jako epilepsja. Jest to przewlekta choroba mézgu, ktora powoduje zaburzone
funkcjonowanie grup komorek nerwowych. Jej objawem jest wystgpowanie powtarzajacych sig
napadow. Wykrywanie napadow epileptycznych jest realizowane przez do$wiadczonych
klinicystow poprzez wizualng obserwacja sygnatow EEG. Jest to zwykle proces czasochtonny i
podatny na bledny. Aktualnie prowadzone badania pokazuja wysoka skuteczno$¢ automatycznych
systemow do wykrywania zblizajacych si¢ napadow epilepsji oraz ich zapobiegania. W [88]
przedstawiono automatyczny system diagnostyczny do wykrywania napadow epilepsji oparty na

nieliniowej analizie sygnatow EEG, dziatajacy ze Srednig doktadnoscig 99.25%.

Dysleksja to niewyjasniona niezdolno$¢ do nauki doktadnego lub ptynnego czytania, ktora
dotyczy okoto 5-17% dzieci [89]. Rowniez w przypadku tej choroby analiza sygnatu EEG moze
bardzo utatwi¢ postawienie prawidlowej diagnozy. Dysleksja wiaze si¢ bowiem ze strukturalnymi
1 funkcjonalnymi zmianami w réznych obszarach mozgu, ktére wspieraja czytanie. Badania
neuroobrazowania u niemowlat 1 dzieci w wieku sprzed okresu rozpoczecia nauki czytania
sugeruja, ze zmiany te widoczne sa3 w mozgu dziecka przed osiggnigciem umiejgtnosci czytania i
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postepuja wraz z rozwojem mozgu. Wezesna identyfikacja ryzyka dysleksji ma wazne implikacje
dla jej remediacji i1 zlagodzenia skutkow psychospotecznych zwykle zwigzanych z
niepowodzeniami podczas nauki czytania [90]. Wykazano, ze u oséb z dysleksja gorne

czestotliwosci pasma teta pokazujg inne wzorce niz u oséb w petni zdrowych [91, 92].

Inna z chordb, ktorej diagnoze utatwia analiza sygnatu EEG jest zespol nadpobudliwosci
psychoruchowej z deficytem uwagi (ang. Attention Deficyt Hyperactivity Disorder, ADHD).
Zespol ten jest rozumiany jako brak uwagi i koncentracji 1 jest jednym z najczgsciej wystgpujacych
zaburzen poznawczych. Z uwagi na to, ze z sygnatow EEG mozna wyekstrahowa¢ do$¢ duzg ilos¢
informacji zwigzanych z umiejgtnosciami poznawczymi, ich stosowanie przy wykrywaniu ADHD
jest powszechnie stosowane. Szczegdlne znaczenie odgrywa tu analiza fal teta oraz beta [93, 94].
Jako ze diagnostyke¢ ADHD prowadzi si¢ najczesciej wsrod dzieci, akwizycja sygnatu EEG
odbywa si¢ z reguly podczas wykonywania czynnosci takich jak granie w gry komputerowe.

Doktadnos$¢ wykrywania ADHD poprzez analiz¢ stopnia koncentracji na zadaniu sigga 98% [95].

Rehabilitacja jest kolejnym z obszaréw medycyny, w ktorym znajduje zastosowanie
analiza sygnatu EEG. Jedng z powazniejszych chorob, po ktorych wymagana jest rehabilitacja jest
niedowtad badz paraliz konczyn powstaty wskutek udaru moézgu. Metody wspomagania chorych
po udarze mozgu byly przedmiotem wielu badan. W badaniach tych wykazano, ze struktury mézgu
uszkodzone na skutek udaru mozna zreorganizowaé [96], a uszkodzone funkcje motoryczne
mozna przywroci¢ dzieki wykorzystaniu informacji zawartych w sygnale EEG [97, 98]. Poprzez
monitorowanie mocy fal alfa nad regionami motorycznymi kory mézgowej rehabilitant w trakcie
sesji rehabilitacyjnej moze wykry¢, czy pacjent stara si¢ wykonac ruch sparalizowang czgs$cig ciata
1 w przypadku jego wykrycia moze wspomoc wysitki pacjenta, co dodatkowo motywuje go do
pracy. Najczesciej do tego celu wykorzystywane sg sygnaty EEG rejestrowane znad kory ruchowej
[99]. Niewatpliwym wsparciem moze tu by¢ zaprojektowany 1 wdrozony przez m.in. [100] system,

gdzie pacjent steruje elektryczng ortopedyczng rgka, ktdra otwiera i zamyka jego dton.
1.5.2 Interfejs mozg-komputer

Wedlug Swiatowej Organizacji Zdrowia okoto 15% $wiatowej populacji zyje z pewnego

rodzaju niepelnosprawnoscia, spowodowang zaréwno przebytymi urazami (uszkodzenie mozgu
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lub rdzenia kregowego), jak i przebytymi chorobami (np. stwardnienie rozsiane, udar mozgu,
stwardnienie zanikowe boczne, miastenia ci¢zka, porazenie moézgowe itp.). W przypadku
ci¢zszych przypadkéw niepetnosprawnosci, kiedy osoba niepelnosprawna nie moze nawigzac
kontaktu z otoczeniem za pomocg standardowych srodkéw komunikacji (dotyk, mowa, gesty, ruch

itp.) z pomoca przychodza interfejsy mozg-komputer.

Zgodnie z formalng definicja podang przez Wolpawa [ 101], interfejs mézg-komputer (ang.
Brain-Computer Interface, BCI) jest systemem komunikacji, w ktorym wiadomosci oraz komendy
sterujagce wysylane przez uzytkownika do $§wiata zewnetrznego nie sg przekazywane przez
standardowe $ciezki wyjsciowe mozgu, ktorymi sa nerwy obwodowe oraz migénie. Zamiast tego
wzorce aktywno$ci moézgowej odpowiadajagce wysytanym komunikatom sa odczytywane
bezposrednio z mozgu za pomocg dedykowanego urzadzenia, na przyktad aparatu EEG. Interfejsy
moézg-komputer sg dedykowane gléwnie dla 0s6b niepelnosprawnych, dla ktérych czesto stanowia

jedyna mozliwos¢ skomunikowania si¢ z §wiatem zewngtrznym [102].

Interfejsy moézg-komputer umozliwiaja osobom niepelnosprawnym przede wszystkim
kontrole srodowiska zewnetrznego, poprzez sterowanie oswietleniem lub urzadzeniami takimi jak
telewizor, klimatyzacja, odtwarzacze video itp. [103]. Dostepne sg rowniez wyniki badan, w
ktérych z powodzeniem testowano nie tylko polecenia sterujace przetgczaniem kanatow
telewizyjnych, lecz réwniez sterujace otwieraniem i zamykaniem drzwi oraz okien, a takze
polecenia umozliwiajace nawigacj¢ i konwersacje [104]. Osoby niepelnosprawne z lzejszym
stopniem niepetnosprawnos$ci ruchowej, moga wykorzystywac interfejsy mozg-komputer rowniez
np. do kierowania robotycznymi konczynami oraz do sterowania wozkiem inwalidzkim. W tym
zakresie wykonano juz bardzo wiele prac, przeglad obecnie dostepnych i stosowanych rozwigzan
przedstawiono np. w [107]. Poza funkcja kontroli interfejsy moézg-komputer umozliwiaja rowniez
osobom niepelnosprawnym komunikacj¢ z otoczeniem. R6znego rodzaju wirtualne klawiatury
pozwalajace na pisanie i edytowanie tekstu za pomocg sygnaléw moézgowych sa dos¢ czesto
implementowanym zastosowaniem. W rozwigzaniach tego typu, bardzo cz¢sto wykorzystuje si¢
potencjal P300 oraz niskobudzetowe urzadzenia EEG typu Emotiv EPOC czy OpenBCI [105,
106].
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Nie tylko osoby niepelnosprawne moga wykorzysta¢ interfejsy mozg-komputer. Stosuje
si¢ je rowniez np. do monitoringu funkcji mézgowych w trakcie zadan wymagajacych skupienia
uwagi (np. prowadzenia samochodu) oraz informowania o wszelkich odstgpstwach od pozadanego
poziomu. Innym zastosowaniem przeznaczonym dla szerokiego kregu odbiorcow sa gry
komputerowe, w ktorych proces sterowania jest wspomagany analizg aktywnos$ci mozgowe;.
Przyklad takiej gry, ktéra zostata przetestowana przez szeroka publiczno$¢ podczas publicznego
wydarzenia, podano m.in. w [108]. Interfejsy mozg-komputer oparte na r6znego rodzaju prostych
grach sg réwniez szeroko wykorzystywane w zastosowaniach rehabilitacyjnych oraz leczniczych.
Aktualnie prowadzone badania dowodza, ze gry oparte na monitoringu sygnalu EEG
(neurofeedback) moga wspomagac powrdt do zdrowia [109, 110]. Wykorzystanie wiasciwosci fal
alfa jest uzywane jako wspomaganie leczenia dzieci z porazeniem moézgowym i
niepetnosprawnoscig ruchowa [109]. Projektowane sa rowniez zaawansowane gry wieloosobowe,
tworzone w $rodowisku 3D. Bazuja one na monitorowaniu poziomu uwagi, mierzonego za

pomoca warto$ci mocy w pasmach alfa, beta oraz teta [110].
1.5.3 Inne zastosowania

Marketing i promocja produktow poprzez kampani¢ reklamowa jest dobrze znang praktyka
zwigkszania sprzedazy 1 §wiadomosci wsrod konsumentow. Zabiegi te maja jeden gtowny cel,
zwigkszenie uzyskanego zysku. Znajomos¢ preferencji konsumentoéw w zakresie podejmowania
decyzji 1 przewidywania zachowania w celu efektywnego wykorzystania produktu przy uzyciu
procesow nieswiadomych nosi nazwe "Neuromarketingu". W badaniach neuromarketingowych
kluczowg role odgrywa badanie procesu aktywacji mozgu pod wpltywem okre§lonych bodzcéw.
Umozliwia to sprawdzenie, czy i jak respondent reaguje na reklamg oraz czy reakcja jest wtasciwa
— czyli czy reklama stymuluje mézg w sposob zgodny z zalozeniem reklamodawcy [111, 112].
Najczgsciej] w badaniach neuromarketingowych prowadzonych z wykorzystaniem sygnalu EEG
analizowana jest aktywno$¢ kory przedczotowej oraz moc fal teta, ktore sg miarg tego, jak bardzo

reklama zapada w pami¢¢ badanego.

Kolejng dziedzing, w ktorej coraz czesciej korzysta si¢ z analizy sygnaldow moézgowych
rejestrowanych za pomocg systemow EEG jest bezpieczenstwo systemow komputerowych. Z

punktu widzenia bezpieczenstwa systemu komputerowego kontrola dostepu jest centralnym
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elementem zapewniajacym uprawnionym uzytkownikom dostgp do zasobow w sposob
autoryzowany. Taka kontrola dostgpu uniemozliwia nieautoryzowanym uzytkownikom dostep do
zasobOw, a takze pozwala uprawnionym uzytkownikom na korzystanie z zasoboéw, zgodnych z ich
uprawnieniami [113]. Cechy charakterystyczne moézgu, takie jak chaotyczny charakter i
niepowtarzalno$¢, sprawiaja, ze stanowi on zrddio informacji mozliwych do zastosowania w
systemach autoryzacji. Wiele z takich systemoéw zostato juz z powodzeniem zaprojektowanych
oraz stworzonych [113, 114, 115]. Jednym z przykladow uwierzytelniania z uzyciem sygnatow
EEG rejestrowanych przy wykorzystaniu elektroniki konsumenckiej sg bezprzewodowe stuchawki
z osadzonymi czujnikami EEG. System taki uzyskuje 99% dokladnosci uwierzytelniania przy

uzyciu jednokanatowego sygnatu EEG, bazujacego na tzw. elektrodach suchych [115].

Coraz czesciej systemy EEG sa wykorzystywane rowniez w sporcie. Aby osiagna¢ dobre
wyniki w sporcie, nalezy wzig¢ pod uwage prace mozgu, poniewaz determinuje ona zardwno
kontrolg motoryczna, jak i kluczowe czynniki psychologiczne, takie jak motywacja wewngtrzna,
selektywna uwaga, wyznaczanie celow, pamig¢¢ robocza, podejmowanie decyzji, pozytywna
koncepcja siebie oraz samokontrola [116]. Chociaz poszukiwanie neuronalnych biomarkerow
wydajno$ci pozostaje wcigz wyzwaniem w nauce ruchu i psychologii sportu, to nieinwazyjny
charakter zapisu elektroencefalograficznego EEG sprawit, Ze jest to najbardziej obiecujgca metoda

dostarczania iloSciowych informacji zwrotnych praktykom i trenerom [116].

30



Praca doktorska — GORSKI PAWEL

ROZDZIAL 2

PRZETWARZANIE WSTEPNE SYGNALOW EEG

Dobrze wykonane przetwarzanie wstgpne w nieinwazyjnym systemie do badania sygnatu
EEG stanowi kluczowy element calej analizy. Mozna wyr6ézni¢ dwa podstawowe cele
przetwarzania wstepnego, mianowicie: eliminacja sygnatéw niepozadanych (artefaktoéw) oraz
wzmocnienie sygnatow pozadanych [117, 118, 119]. Metody detekcji artefaktow radza sobie z
pierwszym zadaniem, filtry przestrzenne z obydwoma wyzej wymienionymi [120, 121, 122]. W
niniejszym rozdziale zostanie przedstawione pojgcie artefaktu oraz zostang opisane metody

detekcji 1 eliminacji artefaktow.
2.1 Artefakty w sygnale EEG

Zgodnie z definicjg podang m.in. przez [123, 124, 125] artefaktem w sygnale EEG sa
wszystkie niepozadane sygnaly pochodzenia nie-médzgowego, ktore pojawiaja si¢ w zapisie EEG.
Sygnaty te moga ,,nachodzi¢” na rzeczywisty zapis aktywno$ci mozgowej i przez to mogg by¢
btednie interpretowane jako prawdziwe sygnaly EEG. Z tego wzgledu istnieje konieczno$¢ ich
unikania lub w razie niemozliwos$ci unikni¢cia, minimalizowania ich wptywu na pozyskany

sygnat.

Przebieg oryginalnego sygnalu EEG zmienia si¢ pod wplywem zakldcen, co ma
niekorzystny wpltyw na jego jakos$¢ oraz poprawno$¢ interpretacji [126, 127]. Zaktada sig, ze
podczas klasycznej akwizycji sygnatu EEG, okoto 20% z pozyskanych danych jest w znacznym
stopniu zanieczyszczonych artefaktami [127, 128]. Tak znaczacy procent zaktoceh moze
powodowa¢ wadliwg interpretacje sygnatlu, w efekcie czego jego klasyfikacja (np. przypisanie go
do danej jednostki chorobowej) moze by¢ nieprawidtowa [127]. Usuwanie artefaktow jest wigc

tym istotniejsze, im wieksza role odgrywa doktadnos$¢ interpretacji.

Artefakty znajdujace si¢ w sygnale EEG mozna podzieli¢ na dwa typy: fizjologiczne i
niefizjologiczne [129, 130]. Do artefaktow niefizjologicznych zalicza si¢ artefakty wynikajace z:

przemieszczenia elektrody, aktywnos$ci mechanicznej urzadzen otaczajacych osobg badang oraz
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aktywnosci elektrycznej. Natomiast do artefaktow fizjologicznych zalicza si¢ m.in. artefakty
wynikajace z ruchow gatek ocznych, powiek, bicia serca oraz aktywnos$ci innych mig$ni [129,
130]. Podziat artefaktow ze wzgledu na ich typ oraz pochodzenie przedstawiony jest w Tabeli

2.1.1.

Typ Nazwa Pochodzenie
Oczny Mruganie, ruchy oka
Fizjologiczne Miesniowy Zucie, potykanie, wachanie, méwienie
Sercowy Puls EKG

Przesuniecie lub odfaczenie elektrody,

Przyrzadowy ruchy kabli, zte uziemienie
Niefizjologiczne Zaktéceniowy Wysokonapieciowe urzgdzenia w otoczeniu
Ruchowy Ruchy gtowy i ciata
Przewodnictwo objetosciowe i Pomiary aktywnosci neuronalnej z jednego
Pozostate superpozycja obszaru mdzgu za pomoca wielu elektrod
Inne Oddychanie

Tabela 2.1.1 Podstawowe rodzaje artefaktow zaktocajacych sygnat EEG. Zrodta:
https://www.researchgate.net/publication/325495058 Identification_and Removal of Physiological Artifacts fro
m_Electroencephalogram_Signals A_Review

https://www.researchgate.net/publication/275955830 Methods for Artifact Detection and Removal from Scalp
EEG A Review

2.1.1 Artefakty pochodzenia niefizjologicznego

Artefakty pochodzenia niefizjologicznego to zaktdcenia wynikajace z oddziatywania
czynnikow zewnetrznych. Ws$réd najczesciej wymienianych artefaktow niefizjologicznych
znajduja si¢ zaktocenia wynikajace z: oddziatywania sieci elektrycznej (artefakt sieciowy), ztego

dziatania sprzgtu oraz nieprawidlowej pracy elektrod [125, 126, 129, 131, 132].

Najpopularniejszym, a jednocze$nie stosunkowo tatwym do usunigcia jest artefakt
sieciowy. Artefakt ten powoduje wystapienie w sygnale EEG sktadowej o czestotliwosci roéwnej
czestotliwosci linii transmisyjnych obowigzujacych w danym kraju, wynoszacej 50 lub 60 Hz.
Artefakt ten wprowadza zakltdcenie w pasmie gamma sygnatu EEG. Artefakt sieciowy mozna
tatwo usuna¢ za pomoca filtra pasmowo-zaporowego, wycinajacego z sygnatu EEG niepozadang

sktadowg czestotliwosciowa [125, 126, 132].
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Staby kontakt elektrody ze skora glowy wywoluje wystapienie w sygnale artefaktu o
niskiej czgstotliwosci. Artefakt ten jest ograniczony do jednej elektrody i synchronizuje si¢ z
aktywnoscig oddechowa badanej osoby, ktéra wywotuje przemieszczanie si¢ elektrody na skorze
gltowy [132]. Prawidlowe umiejscowienie elektrod oraz przygotowanie skory gtowy minimalizuje

mozliwo$¢ wystepowania tego artefaktu [125, 129, 126].

Kolejne zakldcenia pochodzenia niefizjologicznego sa powodowane przez urzadzenia
elektroniczne. Promieniowanie o wysokiej czgstotliwosci z réznych urzadzen, takich jak m.in.
radio, telewizor, telefon komorkowy moze zakidca¢ prace wzmacniaczy EEG [125, 129, 132].
Istnieje wowczas mozliwo$¢ zaistnienia sytuacji, w ktorej sygnal EEG nie moze zosta¢ poprawnie
zarejestrowany, poniewaz wykazuje systematyczne odchylenie w jedng strong. Rozwigzaniem
tego problemu jest wylaczenie wskazanych powyzej urzadzen podczas rejestracji sygnatu EEG

[132]. Wylaczenie urzadzen powinno by¢ dokonane na etapie przygotowania do badania.

Na etapie przygotowania do badania nalezy roéwniez poinstruowaé badanego oraz
pozostate osoby znajdujace si¢ w pomieszczeniu, aby ograniczyly przemieszczanie si¢ (o ile jest
to mozliwe). Wszelkie ruchy badanego oraz innych osob znajdujacych si¢ w niedalekiej odlegtosci
od badanego przyczyniaja si¢ do ruchu przewodow Ilaczacych elektrody pomiarowe ze
wzmacniaczem EEG oraz mikro-przemieszczen elektrod po powierzchni skory glowy, co
niekorzystnie wptywa na rejestrowany sygnat [125, 129, 132]. Morfologia tego artefaktu oraz jego

amplituda, r6zni si¢ w znaczny sposob od rzeczywistego EEG [132].

Wielu artefaktéw niefizjologicznych mozna unikng¢ poprzez odpowiednie przygotowanie
1 poinstruowanie osoby badanej oraz odpowiedni montaz elektrod. Elektrody powinny $cisle
przylega¢ do powierzchni glowy, a znajdujaca si¢ pod nimi skéra powinna by¢ odpowiednio
przygotowana (oczyszczona i odtluszczona). Proces naktadania elektrod jest czasochtonny, aby
wiec nie powtarzac tej czynnosci warto doktadnie skontrolowa¢ montaz elektrod przed badaniem

a w trakcie samej akwizycji na biezagco monitorowac jego poprawnosc.
2.1.2 Artefakty pochodzenia fizjologicznego

Artefaktami fizjologicznymi okre§la si¢ sygnaly powstale z powodu aktywnosci
elektrycznej generowanej przez inne, anizeli mozg, czesci ciata badanego podmiotu [125, 132].
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Zrodia artefaktow pochodzenia fizjologicznego moga by¢é zaklasyfikowane do jednej z trzech
kategorii: aktywno$¢ mig$niowa (ang. electromyography, EMG), aktywnos$¢ oczna (ang.
electrooculography, EOG) oraz aktywno$¢ serca (electrocardiography, ECG) [126].

Artefakty miesniowe to sygnaly generowane przez ruch miegsni. Artefakty te inaczej
nazywane s3 artefaktami EMG, ze wzgledu na to, ze moga by¢ wykrywane podczas badania
elektromiograficznego. Sporadycznie okreslane sg rOwniez mianem artefaktow miogennych, czyli
wynikajacych z pracy migéni a nie neurondéw. Artefakt EMG wystepujacy w sygnale EEG
generowany jest przez niezalezne grupy roznych migsni, w tym przede wszystkim migsni glowy,
twarzy 1 szyi [133]. W szczegdlnosci wystepowanie tego artefaktu jest wigzane z zaciskaniem
miegs$ni szczgk (np. zucie, potykanie, ruchy jezyka) oraz grymasami twarzy [132]. W zaleznos$ci od
tego, ktore migsnie spowodowaty powstanie artefaktu migsniowego, bgdzie on obserwowany z
ro6zng sitg w roznych kanatach EEG. Na przyktad elektrody czotowe sg wrazliwe na ruchy miesni
twarzy (migsien marszczacy brwi i migsien czotowy), elektrody skroniowe i centralne sg wrazliwe
na ruchy migéni przeznaczonych do zucia pokarmow (gléwnie migsnie zuchwy oraz migsnie

skroniowe), a elektrody potyliczne wykazuja wrazliwo$¢ na ruchy migsni szyi i ramion.

Definicja artefaktu EMG jest dodatkowo komplikowana przez fakt, ze sygnat pochodzacy
z kazdej grupy mie$ni charakteryzuje si¢ odmiennymi widmami mocy [133]. Generalnie sygnat
EMG migéni szkieletowych i twarzy ma bardzo szeroki rozktad czgstotliwosci — od 0 do 200 Hz
[134]. Poszczegodlne migsnie pracuja jednak w znacznie wezszych zakresach czestotliwosci. Na
przyktad spektrum czestotliwosci mie$ni czolowych pokrywa pasma 20-30Hz, natomiast mig$nie
skroniowe posiadajg najczgsciej wielomodalne widma o niskim piku okoto 20 Hz i szerokim
grzebiecie od 40 do 80 Hz. Ustalenia dotyczace wplywu aktywnos$ci EMG na poszczegdlne pasma
czestotliwosci sygnatu EEG przedstawiane w literaturze sg sprzeczne [134]. Niektorzy autorzy
przyjmuja, ze aktywno$¢ EMG wptywa na pasmo czestotliwo$ci alfa, beta, a czasami réwniez
delta [132, 135], inni podaja, ze artefakty EMG najbardziej widoczne s3 w czestotliwosciach
powyzej 13 Hz [133, 134]. Bezspornym jest jednak fakt, Ze najczgsciej artefakty mig$niowe
zaklocajg pasmo beta wlasciwego sygnatu EEG [132]. Obecno$¢ aktywnos$ci miogennej w sygnale
EEG zostata przekonujaco wykazana przez [136], ktory zarejestrowat EEG podczas prostego

zadania poznawczego przed i po podaniu blokady nerwowo-mig$niowej, ktora sparalizowata
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migénie skory glowy. Po podaniu blokady moc EEG w pasmie 25-30 Hz zostata zmniejszona o
84% [133]. Artefakty EMG sa identyfikowane na podstawie czegstotliwo$ci, czasu trwania i
morfologii sygnatu [125, 137].

Kolejna rodzina artefaktoéw pochodzenia fizjologicznego, to artefakty powstajace na skutek
ruchu gatek ocznych [125, 132]. Artefakty zwigzane z ruchem gatki ocznej nazywa si¢ artefaktami
EOG, poniewaz moga by¢ wykrywane za pomocg badania elektrookulograficznego rejestrujacego
potencjaty zwigzane wlasnie z ruchem galki ocznej. Potencjaly zwigzane z ruchami oczu
rejestrowane sa gtoéwnie w odprowadzenia przednich (w korze czotowej i przedczotowej).
Potencjaty te wynikaja z tego, ze rogowka jest dodatnio naladowana w stosunku do dna oka. Jezeli
wiec zbliza si¢ ona do jakiej$ elektrody, to zwigksza potencjat na tej elektrodzie, a wiec wywotuje
dodatnie wychylenie zapisu, a jezeli oddala si¢ od elektrody, to wywoluje ujemne wychylenie
zapisu. Ruchy pionowe oczu sg najlepiej widoczne w odprowadzeniach Fpl i Fp2. Spojrzenie w
dot powoduje ujemne wychylenie zapisu, natomiast spojrzenie w gore - dodatnie. Jako ze ruch obu
oczu jest skojarzony, to odpowiednie wychylenie jest rejestrowane jednocze$nie w obu platach
czolowych. Zamknigcie oczu wywoluje tzw. zjawisko Bella, tzn. ruch gatki ocznej w gore, czyli
tak jak w przypadku spojrzenia w gore powoduje dodatnie wychylenie krzywej zapisu. Natomiast
otwarcie oczu powoduje ujemne wychylenie zapisu z elektrod czotowych. Mruganie przejawia si¢
w zapisie doktadnie tak samo jak zamknigcie, a nastgpnie otwarcie oczu, czyli najpierw wystepuje
wychylenie dodatnie, a od razu po nim wychylenie ujemne. Ruchy poziome oczu wida¢ najlepiej
w kanatach F7 1 F§, przy czym w przeciwienstwie do ruchéw pionowych, gdzie w obu kanatach
przedczotowych nastgpowata synchroniczna zmiana, tutaj zmiana jest przeciwna. I tak spojrzenie
w lewa stroneg, powoduje dodatnie wychylenie na elektrodzie F7 i1 ujemne na elektrodzie F8,
natomiast spojrzenie w strone prawa, dodatnie wychylenie na elektrodzie F8, a ujemne na
elektrodzie F7. Artefakty oczne sg artefaktami niskoczestotliwosciowymi, sg widoczne w pasmie
0.1-10Hz. Jako ze pasmo to pokrywa si¢ z trzema pierwszymi pasmami sygnalu EEG, wigc
odfiltrowanie tego rodzaju artefaktow filtrami czgstotliwosciowymi nie jest zbyt dobrym

rozwigzaniem.

Ostatnig omawiang grupe artefaktow fizjologicznych stanowig artefakty spowodowane

aktywnoscig serca, inaczej okreslane jako artefakty EKG ze wzgledu na mozliwos$¢ ich rejestracji
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za pomoca elektrokardiografu. Artefakty EKG sa uwazane za najpowszechniejsze zaktdcenia,
ktoére mozna znalez¢ w sygnale EEG, szczego6lnie w przypadku pacjentéw o szerokich i krétkich
szyjach [125, 132, 138]. Wyroznia si¢ dwa typy artefaktow zwigzanych z aktywnoscig serca:
mechaniczne oraz elektryczne [47]. Mechaniczny artefakt EKG jest efektem pulsu krazeniowego
1 moze by¢ uznany za rodzaj artefaktu elektrodowego, ktory pojawia si¢, gdy elektroda spoczywa
nad naczyniem krwiono$nym w ktorym zauwazalny jest puls. Artefakt ten objawia si¢ jako
okresowa wolna fala o regularnym odstgpie, trwajaca okoto 200ms. Wystepuje on najczgscie] w
rejonie czotowym i skroniowym, a rzadziej w okolicy potylicznej, jednak moze by¢ obecny w

dowolnym miejscu na glowie [47].

Elektryczne artefakty EKG sg spowodowane elektryczng aktywnos$cig serca. Ich amplituda
jest zazwyczaj niska w porownaniu z amplituda sygnatu EEG (1-2 uV) [132], czestotliwosé
natomiast jest bliska 1 Hz [138]. Artefakt elektryczny EKG jest najczgs$ciej obserwowany przy
montazu monopolarnym z elektrodg referencyjng umieszczong w okolicy jednego ucha (Al lub
A2). Ponadto, artefakt ten jest zauwazalny w kanatach zlokalizowanych nad ptatami skroniowymi
(np. T3, T4, TS5, T6). Rozpoznawalng cecha tego artefaktu jest synchronizacja z tzw. zespotem
QRS, ktory jest fragmentem zapisu EKG sktadajacym si¢ z kilku charakterystycznych zatamkow
oznaczonych jako Q, R 1 S o czasie trwania od 0.06 do 0.11 s. Ze wzgledu na regularnos¢
(rytmiczno$¢), synchronizacj¢ z zespotami QRS oraz koincydencje z sygnatem EEG, artefakt EKG
mozna stosunkowo tatwo wykry¢ 1 rozpozna¢ [125]. Sytuacja moze si¢ skomplikowaé, jezeli
aktywno$¢ mozgowa synchronizuje si¢ z artefaktem EKG, w takich przypadkach eliminacja
artefaktu powoduje jednoczes$nie eliminacje czesci uzytecznego sygnatu. Kolejnymi problemami
utrudniajagcymi eliminacje artefaktow EKG jest nieregularny rytm bicia serca lub zaburzona
morfologia zespotu QRS. Czasami zespoty QRS o ksztalcie kolca moga by¢ mylone z aktywnoscia
padaczkowa [138]. Dodatkowo nalezy tu zaznaczy¢, ze oba artefakty EKG, mechaniczny i

elektryczny, sa nieznacznie opdznione wzgledem rzeczywistego sygnatu EKG [47].
2.2 Metody detekcji i eliminacji artefaktow

W sygnale EEG, ktory ma mie¢ warto$¢ diagnostyczng lub analityczng, komponenty
odzwierciedlajagce aktywno$¢ monitorowanych zrodel neuronalnych powinny przewaza¢ nad
komponentami odzwierciedlajacymi aktywno$¢ osrodkow pozamozgowych. Najlepiej byloby,

36



Praca doktorska — GORSKI PAWEL

gdyby skladowe zaktocajace sygnat w ogdle nie wystepowaty w zapisie, ale tak postawiony
postulat jest zbyt ostry i w praktyce niemozliwy do spetienia, nawet w $cisle kontrolowanych
warunkach laboratoryjnych. Stad tez artefakty sa praktycznie zawsze obecne w sygnale
rejestrowanym z powierzchni czaszki i przed rozpoczgciem analizy sygnatu nalezy jest usunac.
Podstawowym celem metod stosowanych do usuwania artefaktow z sygnatu EEG jest detekcja 1
eliminacja niepozadanych sktadowych, przy jednoczesnym zachowaniu sygnatu generowanego

przez zrodta mozgowe w stanie nienaruszonym [139].

Najbardziej podstawowym i jednoczes$nie najprostszym sposobem walki z artefaktami jest
unikanie rejestracji artefaktow. Trudno jest nazwac ten sposob metoda, poniewaz nie odnosi si¢
on do jednego konkretnego algorytmu postgpowania, lecz jest raczej zbiorem ‘dobrych praktyk’,
ktére moga rézni¢ si¢ nieco, tak w réznych pracowniach, jak i w réznych zastosowaniach.
Rejestracji artefaktow unika si¢ m.in. poprzez odpowiednie instruowanie podmiotu odnosnie jego
zachowania w trakcie badania. Jezeli badanie i warunki na to pozwalaja uczestnik badania
powinien ograniczy¢ mruganie oraz ruchy ciala. Réwniez poprawny montaz elektrod, w
szczegblnosci prawidlowe uziemienie, pozwalaja na stabilniejsza akwizycj¢ sygnalu oraz
zmniejszenie zaklocen pochodzacych z sieci zasilajacej [129, 140]. Kolejnym elementem
pozwalajagcym na zmniejszenie udziatu artefaktow w sygnale jest odpowiedni dobor potozenia
elektrody/elektrod referencyjnych, np. zastosowanie tzw. referencji polaczonych uszu

minimalizuje udziat w sygnale EEG artefaktu EKG.

Minimalizacja udziatu artefaktow w sygnale EEG juz na etapie jego rejestracji przynosi
wymierne korzysci, poniewaz zmniejsza zard6wno utrat¢ danych spowodowang np. odrzucaniem
znieksztatconych prob na etapie analizy sygnatu, jak i zlozono$¢ obliczeniowa algorytmow
stosowanych do automatycznej eliminacji artefaktow. Niestety, czasami nie ma mozliwosci
prowadzenia eksperymentéw w $cisle kontrolowanych warunkach laboratoryjnych, a badany jest
zarOWno rozpraszany przez otoczenie, jak i nie jest w stanie powtrzymac wszystkich czynnosci
fizjologicznych wywotujacych zaklocenia znieksztalcajace sygnal. Poza tym, wielu sposrod
artefaktow fizjologicznych po prostu nie mozna unikng¢ w trakcie dtugotrwatego badania. Na
przyktad artefakt wywotany pracg migéni serca jest niezalezny od woli badanego podmiotu.

Pomimo, ze wptyw tego artefaktu na sygnal mozna minimalizowa¢ poprzez odpowiedni dobor
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referencji, to nie zawsze mozliwa jest sama zmiana referencji. Ponadto, w przypadku, kiedy w
badaniu uczestniczg dzieci, najczesciej, najlepszy nawet instruktaz nie przynosi zadnego efektu.
Podsumowujac, niemal zawsze sygnal EEG bedzie zaklocony artefaktami, ktorych wptyw na

sygnat powinny by¢ marginalizowany na etapie wstgpnego przetwarzania sygnatu [140].

Eliminacji/minimalizacji artefaktow mozna dokonywa¢ zaréwno w trakcie rejestracji
sygnatu EEG, jak i po zakonczeniu badania. Algorytmy stuzace do tego celu mozna sklasytikowac

w zaleznosci od potrzeby interwencji cztowieka jako:

e manualne — wymagajace wizualnej kontroli rejestrowanego sygnatu,

e automatyczne — eliminacja artefaktow odbywa sie przy wykorzystaniu algorytmow
komputerowych,
e potautomatyczne — wymagajace wizualnej kontroli efektow uzyskanych za pomocag

automatycznych metod usuwania artefaktow.

Metoda manualnego usuwania artefaktow jest uwazana za najbardziej niezawodna.
Usuwanie artefaktow zgodnie z ta3 metoda moze odbywac si¢ zarowno w trybie online, jak 1 w
trybie offline. W pierwszym przypadku kontrola sygnatu odbywa si¢ w trybie ciagglym podczas
procesu rejestracji. Kontroli dokonuje osoba prowadzaca badanie, ktéra znakuje niewlasciwe
fragmenty sygnalu za pomocg odpowiednich znacznikow. Najczesciej technik EEG oznacza
fragmenty sygnalu nie na podstawie obserwacji samego zapisu, lecz na podstawie obserwacji
badanego podmiotu, odnotowujagc momenty mrugania, zamknigcia oczu, wykonywania
konkretnych ruchéw itp. Kontrola w trybie offline jest przeprowadzana po zakonczeniu rejestracji
sygnatu. Osoba prowadzaca badanie przeglada caty zapis sygnatu i oznacza miejsca, w ktorych
wystapily artefakty [132]. Oznaczone (w trybie online lub offline) fragmenty sg albo catkowicie
usuwane z zapisu albo pozostajg w zapisie, ale nie sg brane pod uwage w trakcie analizy sygnatu.
Wada tej metody jest subiektywny charakter metody, wynikajacy z udziatu czynnika ludzkiego.
Dodatkowo wraz z usuwaniem fragmentow sygnatu tracone sg informacje, ktore moga by¢ istotne

w procesie analizy [129].

Zautomatyzowany proces usuwania artefaktow nie wymaga interwencji czlowieka, co
pozwala na wyeliminowanie elementu subiektywnos$ci. Ponadto, automatyczna detekcja

artefaktow jest nieporoOwnywalnie szybsza niz manualna, co jest szczegdlnie istotne w
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medycznych systemach time critical, kiedy diagnoza stanu pacjenta musi by¢ przeprowadzona w
trybie natychmiastowym. Dodatkowo, przy dlugotrwatych zapisach, np. 24-godzinnej rejestracji
sygnatu lub w trakcie badan polisomnograficznych, automatyczna eliminacja artefaktow jest

jedynym mozliwym rozwigzaniem.

Dotychczas opracowano wiele procedur automatycznej identyfikacji i korekty artefaktow,
jednak Zzadna z nich nie wyrdznia si¢ na tle innych. Mnogo$¢ mozliwych artefaktow oraz czesto
ich niedeterministyczny charakter (wliczajac w to ich sposéb wkomponowania w sygnat EEG)
powoduja, ze skuteczna automatyzacja istniejagcych algorytmow nie jest tatwa. Algorytmy

automatycznej detekcji 1 eliminacji artefaktow korzystaja gldwnie z trzech podejsc:

e podejscia statystycznego,
e filtrowania czestotliwosciowego,
e filtrowania przestrzennego.

Metody statystyczne sa wykorzystywane glownie do detekcji artefaktow epizodycznych,
czyli artefaktow, ktorym brakuje elementu rytmiczno$ci (np. niektdre artefakty EOG). W
podejsciu statystycznym jako artefakty oznaczane sg te fragmenty sygnatu, ktore przekraczajg in
plus lub in minus zadang miar¢ statystyczng. Najczesciej w procesie poszukiwania artefaktow
wykorzystywane sg odpowiednie percentyle amplitudy sygnatu (np. percentyl 0.05 1 0.95). Przy
takim podejsciu sygnat o amplitudzie znajdujacej si¢ powyzej percentyla goérnego (tu 0.95) lub
ponizej percentyla dolnego (tu 0.05) uznaje si¢ nieprawidtowy. Inne metody/miary statystyczne
stosowane do wyszukiwania artefaktoéw to np.: kurtoza, wspolny rozkltad prawdopodobienstwa,
warto$ci ekstremalne oraz analiza nieprawidtowosci widma [141]. Zastosowanie podejscia
statystycznego w procesie detekcji artefaktow wymaga zdefiniowania jak duzy fragment sygnatu
otaczajacy zidentyfikowany artefakt powinien zosta¢ usunigty z sygnatlu. Jezeli sygnal jest
podzielony na epoki (czgsta sytuacja w badaniach psychologicznych), to z sygnatu sg usuwane
cate epoki zanieczyszczone artefaktem. Natomiast w przypadku, kiedy sygnat jest rejestrowany w
trybie cigglym, przed rozpoczeciem procesu detekcji artefaktow jest on dzielony na okna (o
wielko$ci ustalonej przez osobe nadzorujaca proces), ktore nastepnie sa w cato$ci usuwane z

sygnatu w przypadku wykrycia w nich artefaktu.
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Filtrowanie czestotliwosciowe dolno- 1 gornoprzepustowe jest powszechnie stosowane do
usuwania rytmicznych artefaktow o czestotliwosciach nienaktadajacych si¢ z czgstotliwosciami
generowanymi przez zrodta mozgowe. Filtr gornoprzepustowy jest powszechnie uzywany do
usuwania niektorych artefaktow ocznych ze wzgledu na ich niskg czestotliwosé. Filtr
dolnoprzepustowy pozwala na usuni¢cie czesci artefaktow migsniowych o wysokiej czgstotliwosci
[125]. Do zalet filtréw czgstotliwosciowych nalezy zaliczy¢ tatwos¢ implementacji oraz aplikacji
zardbwno softwarowej jak 1 hardwarowej. Ponadto uzycie filtra czestotliwo$ciowego nie wymaga
doktadnej wiedzy apriori o artefakcie. Do wad tej metody nalezy zaliczy¢ to, ze filtr zmniejsza
amplitude wszystkich czestotliwos$ci mieszczacych sie¢ w podanym zakresie. Oznacza to, ze w
przypadku, kiedy czestotliwosci pozadanych sktadowych sygnatu EEG beda pokrywaty si¢ z

filtrowanym zakresem, to one réwniez zostang utracone.

Filtry przestrzenne pozwalaja na uwypuklenie pozadanych cech sygnatu oraz
zminimalizowanie cech niepozadanych, poprzez odpowiednie przeorganizowanie sygnatow
zarejestrowanych z dwoch lub wigkszej liczby sensorow [101]. Jak wspomniano w rozdziale
pierwszym, sygnat EEG rejestrowany za pomocg pojedynczej elektrody jest sumg sygnatow
generowanych przez wiele zrddel. Dokladniej mowigc, podczas analizy sygnalu EEG czesto
zaktada si¢, ze zapis ten rejestrowany z pojedynczego czujnika stanowi liniowa kombinacja
sygnatow generowanych przez poszczeg6lne Zrodla mozgowe oraz pozamozgowe. Uzycie filtrow
przestrzennych do separacji sktadowych generowanych przez zrédta mézgowe oraz pozamoédzgowe
jest wiec zupelie naturalne. Najpopularniejszymi filtrami przestrzennymi stosowanymi do
reorganizacji grup sygnatéw zarejestrowanych w kanatach EEG sa: Common Spatial Patterns
(CSP), filtry Laplace’a, Independent Component Analysis (ICA) [120, 142], Principal Component
Analysis (PCA), Canonical Correlation Analysis (CCA) [143], Maximum Noise Fraction (MNF)
[144] Singular Spectrum Analysis (SSA) [145], Morphological Component Analysis (MCA) [146]
Common Average Reference (CAR) [147, 148, 149, 150, 151]. Filtry przestrzenne daja bardzo
dobre wyniki, jezeli chodzi o detekcj¢ artefaktéw, jednakze pod warunkiem, ze sygnat jest
rejestrowany z duzej liczby sensorow. Zmniejszanie liczby sensoréw z reguty pogarsza wyniki

separacji poszczegdlnych zrddet sygnatu.
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2.3 Algorytmy automatycznej detekcji i eliminacji artefaktow

Wymienione powyzej podejscia (statystyczne, filtrowanie czgstotliwosciowe oraz
filtrowanie przestrzenne) sg stosowane tacznie lub roztgcznie w algorytmach automatycznej
detekcji 1 eliminacji artefaktow. W chwili obecnej wsérod najczesciej stosowanych algorytmow

znajduja si¢:

e S.A.R.A https://qeegpro.eegprofessionals.nl, dostep: 29.11.2019

e FORCE [152], http://www.iandaly.org/force, dostep: 29.11.2019

e LAMIC [153]

o FASTER [154] https://sourceforge.net/projects/faster/, dostep: 29.11.2019

e ADJUST [155] http://www.unicog.org/site 2016/, dostgp: 29.11.2019

e AUTOREIJECT [156] https://github.com/autoreject/autoreject, dostep: 29.11.2019

Algorytm S.A.R.A (Znormalizowany Algorytm Odrzucania Artefaktow, ang.
Standardized Artifact Rejection Algorithm) zostal opracowany w roku 2014 przez Andre Keizer
[157]. Algorytm ten dokonuje detekcji czterech kategorii artefaktow EEG:

e mruganie,
e poziome ruchy galek ocznych,
o artefakty niskiej czgstotliwosci (np. ruchy gtowy),
o artefakty wysokiej czestotliwosci (np. napigcie miesni).
Z algorytmu mozna skorzystac poprzez serwis internetowy:

https://qeegpro.eegprofessionals.nl/. Procedura polega na przestaniu do serwisu nagranego

sygnatlu EEG, gdzie jest on przetwarzany w celu detekcji oraz usunigcia artefaktow. Po
zakonczeniu procedury dostarczany jest raport PDF, ktéry przedstawia surowy sygnat EEG wraz
z oznaczonymi artefaktami. Ponadto, dostarczany jest roOwniez oczyszczony sygnal EEG w
standardowym formacie .edf. Minusem tego rozwigzania jest niemozliwo$¢ wykorzystania
algorytmu do detekcji artefaktow w trybie online oraz zalezno$¢ od zewnetrznego dostawcy

oprogramowania.

Kolejnym z wymienionych algorytméw do automatycznej detekcji 1 usuwania artefaktow
jest algorytm FORCE (ang. Fully Online and Automated Artifact Removal for brain-Computer
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interfacing, w thumaczeniu: algorytm do automatycznego usuwania artefaktow w trybie online w
interfejsie mézg-komputer). Autorami algorytmu sa: Daly, Scherer, Billinger oraz Muller-Putz,
ktorzy zaprezentowali swoje rozwigzanie w 2014 roku [152]. Wedtug autoréw FORCE jest w
stanie usuna¢ z sygnalu EEG artefakty: mrugania, EKG, ruchowe oraz mig¢$niowe. Algorytm
wykonuje rozktad falkowy na jednosekundowych oknach sygnatu EEG. Nastepnie na uzyskanych
wspotczynnikach detali stosowane sa r6zne kombinacje progdéw statystycznych celem podjgcia
decyzji o ich pochodzeniu. Wspdiczynniki aproksymacji sg dalej przetwarzane za pomocg analizy
sktadowych niezaleznych, a nastgpnie na uzyskanych sktadowych wynikowych, podobnie jak na
wspotczynnikach detali, stosowane sg roznego rodzaju progi celem identyfikacji sktadowych
stanowigcych artefakty. Sktadowe takie sg nastepnie w catosci usuwane [152]. Kod zrodlowy

algorytmu dostgpny jest pod adresem: http://www.iandaly.org/force/ [dostep 23.04.2019].

Trzecim z prezentowanych algorytmow jest LAMIC. Nazwa to akronim od angielskiego:
Lagged Auto-Mutual Information Clustering, co moze zosta¢ przettumaczone jako automatyczne
grupowanie informacji wzajemnej z opoznieniem. Metoda zostata zaprezentowana w 2007 roku
przez Nicolaou, Nicoletta oraz Nasuto [153, 158]. LAMIC to nowatorski algorytm grupowania
opracowany z mys$lag o automatycznym usuwaniu artefaktow z sygnalu EEG. Zarejestrowane
sygnaty sg najpierw dekomponowane na skltadowe za pomocg rozszerzonego algorytmu analizy
sktadowych niezaleznych o nazwie: TDSEP (ang.: Temporal Decorrelation Source SEParation).
Klasyczny algorytm analizy skladowych niezaleznych, bazuje na maksymalizacji niegaussowosci
sygnatow. Rozszerzenie algorytmu TDSEP polega na separacji sktadowych w oparciu o
przesuniecie sygnalow w czasie. Uzyskane skltadowe sa nastgpnie grupowane. Miara
wykorzystywana w procesie grupowania jest oparta na informacji wzajemnej opo6znionych
sygnatow. Informacja wzajemna mierzy ilo§¢ informacji jaka zmienna losowa zawiera o innych
zmiennych losowych z tego samego zbioru [158]. Stosowanie opdznien, motywowane jest tym,
ze sygnaly EEG i artefakty posiadaja inng dynamike czasowg. Etap budowy klastréw polega na
taczeniu w jednym klastrze par sygnatow (a potem par klastrow) za pomocg macierzy sasiedztwa
(bliskosci). Laczenie takie jest powtarzane, dopoki wszystkie sygnaly nie zostang zawarte w tym
samym klastrze. W ten sposob zostaje utworzone drzewo, ktére jest dzielone na klastry
zawierajgce artefakty oraz ich nie zawierajace. W procesie tym wykorzystuje si¢ metode wyboru

liczby skupien wlasciwg dla metod hierarchicznych [159]. Klastry zawierajace artefakty sa
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nastgpnie usuwane. W kolejnym kroku, na sygnatach z pozostatych klastrow przeprowadzana jest

odwrocona operacja analizy sktadowych niezaleznych.

Algorytm FASTER (ang. Fully Automated Statistical Thresholding for EEG artifact
Rejection, co mozna przettumaczy¢ jako w pelni zautomatyzowane progowanie statystyczne w
celu eliminacji artefaktow EEG) jest kolejnym algorytmem pozwalajagcym na automatyczne, czyli
nienadzorowane usuni¢cie artefaktow EEG. Zostat on przedstawiony przez zespdt w sktadzie:
Nolan, Whelan oraz Reilly w roku 2010 [154]. Algorytm pozwala na poprawe sygnatu EEG w
pieciu obszarach: kanaly, epoki, sktadowe niezalezne, epoki pojedynczego kanalu oraz dane
zagregowane (np. dotyczace poszczegolnych podmiotow). Algorytm pracuje z osobna na kazdym
z wymienionych obszarow, dla kazdego z nich obliczajac zestaw parametréw statystycznych,
przedstawionych na Rysunku 2.3.1. Rozréznienie prawidlowych i zanieczyszczonych danych jest
realizowane za pomocg miary Z-score — za wartosci odstajagce od normy uznawane sg wartosci
przekraczajace Z-score o + 3. W =zalezno$ci od analizowanego obszaru, przekroczenie
zdefiniowanej powyzej normy oznacza: usuniecie (np. epoki), odjecie (sktadowej) lub interpolacjg
(np. kanatu). Schemat blokowy opisujacy kolejne kroki metody FASTER, przedstawiony jest na
Rysunku 2.3.1 [154].

Kolejnym algorytmem jest algorytm ADJUST (ang. An automatic EEG artifact detector
based on the joint use of spatial and temporal features, w ttumaczeniu: automatyczny detektor
artefaktow EEG oparty na wspolnym wykorzystaniu cech przestrzennych i czasowych). Autorami
algorytmu sg Mognona, Jovicich, Bruzzone oraz Buiatti [155]. Algorytm zostal stworzony w 2010
roku 1 bazuje na analizie sktadowych niezaleznych. Identyfikuje on sktadowe artefaktowe poprzez
polaczenie cech przestrzennych i czasowych specyficznych dla danego artefaktu. Metoda zostata
zoptymalizowana w celu eliminacji mrugnig¢, ruchéw oczu i1 ogoélnych niespdjnosci w zbiorze
danych. Algorytm bazuje na dwoch zalozeniach: (1) w przypadku duzej liczby artefaktow
zawartych w sktadowych niezaleznych, sktadowe te charakteryzuja si¢ rozpoznawalnymi cechami
zardwno w czasie, jak i w rozkladzie przestrzennym; oraz (2) podczas gdy pojedyncze cechy moga
nie by¢ wystarczajaco doktadne, aby wyodrebni¢ artefakt, kombinacja wielu cech moze skutecznie

poprawi¢ doktadnos$¢ rozpoznawania zanieczyszczen.
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Dane surowe > Referencja (Fz)
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Korekta linii bazowej Dane z epok
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Wariancja }—b Z-score > 3?

Mediana gradientu Z-score > 3?

Kanaty w Interpolacja
epokach

Zakres amplitudy »  Z-score >3?

Z-score > 37?

A 4

Odchylenie w kanale

Konkatenacja ERP-6w
(potencjatéw wywotywanych)

Korekta linii bazowej

A

Zakres amplitudy }—V Z-score > 3?

Wariancja » Z-score > 3?

Srednia (grand
average) Usuwanie

Odchylenie w kanale »(  Z-score >3?

Maksymalna wartos¢
EOG

» Z-score >37?

Koniec

A

Rysunek 2.3.1 Schemat blokowy opisujacy kolejne etapy metody FASTER
Zrodto: http://www.tara.tcd.ie/handle/2262/41103

W pierwszym kroku algorytm ADJUST rozklada sygnal na sktadowe niezalezne.
Nastepnie rozwazane sa cztery klasy artefaktow: trzy klasy sg zwigzane z artefaktami EOG
(mrugnigcia, pionowe 1 poziome ruchy oczu), a czwarta klasa artefaktow (zwana niespojnoscia)
przeznaczona jest do wychwytywania anomalnej aktywnos$ci zarejestrowanej na pojedynczych
elektrodach z powodu ztych warunkéw np. wysokiej impedancji lub niestabilnos$ci elektrycznej w
urzadzeniu rejestrujgcym. Dla kazdej z czterech klas artefaktow implementowany jest odrebny
detektor. Jest to realizowane poprzez obliczenie specyficznego dla klasy zestawu funkcji

przestrzennych i1 czasowych na wszystkich sktadowych. Dla kazdej funkcji prog dzielacy artefakty
45



Przetwarzanie wstepne nisko-kanatowych sygnatow EEG

od nie-artefaktow jest szacowany na calym zestawie sktadowych niezaleznych w calkowicie
automatyczny sposob za pomoca metody automatycznego progowania z uzyciem estymatora
najwigkszej wiarygodno$ci EM (ang. Expectation-Maximization). Sktadowa niezalezna uznawana
jest za zanieczyszczona, jezeli wszystkie cechy przestrzenne i czasowe analizowane w danym
detektorze przekrocza odpowiednig warto$¢ progowa. Funkcje przestrzenne i czasowe stosowane
w algorytmie ADJUST sa zoptymalizowane przy pomocy rzeczywistego zbioru danych EEG
[155].

Ostatnim z przytoczonych wczesniej algorytméw jest Autoreject: Automated artifact
rejection for MEG and EEG data. Algorytm zostal zaprezentowany w 2017 roku przez zespot
sktadajacy si¢ z: Jas, Engemann, Bekhti, Raimondo oraz Gramfort [156]. Autoreject jest
zautomatyzowanym algorytmem odrzucania 1 naprawy nieprawidlowych kanatow w
poszczegdlnych epokach zarejestrowanych w trakcie badan magnetoencefalograficznych (MEG)
oraz elektroencefalograficznych. Algorytm korzysta z walidacji krzyzowej do oszacowania
progéw wartosci miedzyszczytowych sygnatu. Progi te sa nastgpnie wykorzystywane do selekcji
zanieczyszczonych kanatow, przy czym selekcja nastepuje z osobna dla kazdej epoki. Algorytm
posiada dwa warianty, globalny oraz lokalny. W wersji pierwszej, globalnej, ustalany jest jeden
wspolny prog odrzucenia dla wszystkich mozliwych kanatow. Podejscie to jest jednak wrazliwe
na anomalie wystepujace w pojedynczym kanale (np. zbyt wysokie amplitudy sygnatu wynikajace
z nieprawidlowego montazu elektrody). Wystapienie takich anomalii powoduje bledne ustawienie
progu odrzucenia dla pozostatych kanatoéw, w zwigzku z czym dzialanie algorytmu jest niezgodnie
z zalozeniem. Z pomoca przychodzi druga wersja algorytmu, tj. Autoreject w wersji lokalnej, w

ktorym prog jest szacowany oddzielnie dla kazdego kanatu w kazdej epoce [156].
2.4 Filtry przestrzenne
Filtr przestrzenny mozna zdefiniowac¢ jako:
X=Yiwx; =wX (24.1)

gdzie X to przefiltrowany przestrzennie sygnat, x; to sygnat EEG z kanatu i, w; to waga danego
kanatu w filtrze przestrzennym. X jest to oryginalna macierz sygnatow rejestrowanych ze

wszystkich kanaldow a w to macierz miksujaca te sygnaty [125]. Istniejg rézne sposoby
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definiowania filtrow przestrzennych, rdéznigcych si¢ zaré6wno sposobem doboru wag
poszczegdlnych sktadowych, jak i warunkami sterujacymi procesem konstruowania samych
sktadowych. Wagi moga by¢ wyznaczone manualnie, zgodnie z ogolng wiedza neurofizjologiczng
lub moga by¢ wyliczone z danych dostgpnych podczas procesu uczenia modelu danego filtru
przestrzennego [ 160]. Natomiast warunki wykorzystywane w procesie doboru sktadowych sa inne
dla kazdego filtru (np. warunek niezalezno$ci sktadowych w metodzie ICA, czy maksymalizacji
wariancji sktadowych w metodzie PCA). W niniejszym podrozdziale opisano sposéb dzialania
o$miu réznych filtrow przestrzennych, z pominigciem analizy skladowych niezaleznych (ICA),

ktorej zostat po§wigcony caty trzeci rozdziat niniejszej pracy.
2.4.1 Wspolne wzorce przestrzenne

Jednym z filtrow przestrzennych czgsto wykorzystywanych podczas analizy sygnalu EEG
(a zwlaszcza w odniesieniu do interfejsow mdzg-komputer) jest algorytm wspolnych wzorcow
przestrzennych (ang. Common Spatial Patterns, CSP). Algorytm ten zostat zaproponowany przez
Ramosera w 2000 roku [161]. Algorytm CSP w swojej podstawowej postaci jest przeznaczony do
separacji sygnatow w sytuacji klasyfikacji binarnej. Zakladajac, ze analizowane sg dane
reprezentujace dwie klasy aktywnosci moézgowej, algorytm CSP wyznacza filtr przestrzenny,
ktory maksymalizuje stosunek wariancji danych pochodzacych z tych dwéch klas [162]. W sposob
bardziej doktadny dziatanie algorytmu CSP mozna opisa¢ nastgpujaco. Niech X oznacza macierz
reprezentujaca sygnaty EEG pochodzace z pojedynczego badania (epoki) o wymiarach NxT, gdzie
N1 T oznaczajg odpowiednio liczbe kanatow i liczbe probek pomiarowych w kanale. Dodatkowo,
niech macierze X; oraz Xp reprezentuja dane pochodzace z dwodch klas, np. pobrane, kiedy
uczestnik badania wykonywat ruch lewg oraz prawa rgka. Wowczas dwie macierze kowariancji,
dla dwoch réznych klas, mogg by¢ przedstawione jako:

_ o xuxt __ XpXp'
T trace(Xp XD’ P T trace(XpXp?)

R. (2.4.1.1)

gdzie: X7 jest transpozycja X, a trace() jest funkcja obliczajacg sume elementéw macierzy
znajdujacych sie na gtownej przekatnej. Srednie macierze kowariancji R, oraz Rp sa obliczane

poprzez usrednienie macierzy kowariancji wyznaczonych dla wszystkich epok danej klasy.
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Nastepnie, faczna kowariancja obu klas jest rozkladana na czynniki za pomoca wektoréw i

warto$ci wlasnych w nastepujacy sposob:
R =R, +Rp = QDQ7, (2.4.1.2)

gdzie: Q jest macierza wektorow wilasnych a D jest diagonalng macierza wartosci wlasnych.

Nastepnie definiowana jest macierz wybielajaca (normalizujgca wariancj¢) o postaci:
P =+/D-1Q" (2.4.1.3)
Macierz ta jest wykorzystywana do wybielenia $redniej macierzy wariancji kazdej z klas:
S, = PR.PT Sp = PRpPT (2.4.1.4)

W nastepnym etapie macierze S; i1 Sp sa rozkladane na wartosci i wektory wiasne. Dzigki
wczesniejszemu wybieleniu obu macierzy, macierze te dziela wspdlne wektory wilasne, co

oznacza, ze suma odpowiednich warto$ci wtasnych obu macierzy jest rowna 1:
S, =QD.QT Sp = QDpQT D, +Dp =1 (2.4.1.5)

gdzie I jest macierza jednostkowa. Wektory wlasne z najwigkszymi warto§ciami wtasnymi dla S;,
posiadaja wigc najmniejsze wartosci wtasne dla Sp 1 vice versa. Macierz transformacji W, bedaca

macierzg wspotczynnikoéw filtra przestrzennego, moze zosta¢ zapisana jako:
W =QTP (2.4.1.6)

Kolumny W1 s3 wspolnymi wzorcami przestrzennymi i mogg by¢ postrzegane jako niezmienne

w czasie wektory rozktadu EEG [163, 164].

Algorytm CSP tworzy wspodlne wzorce przestrzenne poprzez jednoczesng diagonalizacje
dwoéch macierzy kowariancji [165]. Rézni sie on wigc od wiekszosci metod filtrowania
przestrzennego, ktore wymagaja jedynie probek reprezentujacych sygnal EEG, bez informacji o
etykietach klas przypisanych do poszczegodlnych fragmentow sygnatu. Jak wykazano w wielu
artykutach, w przypadku rejestracji sygnatu z wielu kanatéw, zastosowanie filtru CSP wyraznie

zwigksza doktadno$¢ klasyfikacji w interfejsach mozg-komputer (np. 55 kanatow [166], 56 [161,
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167], 118 [168, 169], 127 [170]). Jednoczesnie w wielu artykutach podkresla sig, ze algorytm CSP

nie nadaje si¢ do bezposredniego wykorzystania w interfejsach nisko-kanatowych [171].
2.4.2 Filtr Laplace’a

Filtr Laplace’a jest kolejnym filtrem przestrzennym wykorzystywanym podczas analizy
sygnatow EEG. Zaproponowany zostal przez francuskiego matematyka Pierre Simona de
Laplace’a w roku 1785 [172]. Nalezy on do rodziny filtrow krawedziowych. W zastosowaniach
graficznych filtr ten stuzy do uwypuklenia krawedzi obrazu i przez to lokalnego zmniejszenia
efektu rozmazania i czgsci szumu tla. Przyblizeniem filtru, w przypadku dyskretnego sygnatu, jest

suma rdznic wartosci poszczegdlnych punktow i punktu centralnego, ktéorg mozna zapisac jako:

Laplasjan __
X; =X — Xjen(i)(

dinZkeN(i)(d%_j)

X

(2.4.2.1)

gdzie N(i) jest zbiorem elektrod w sasiedztwie elektrody i, a d;; reprezentuje odlegto$¢ migdzy
elektrodami i oraz k. Dla rownych odleglosci 1 przy zatozeniu, ze N oznacza liczbg elektrod w

sasiedztwie elektrody i, powyzszg formule mozna zredukowa¢ do:

~

1
Xi = Xj — NZjeN(i) Xj (2422)

Dla sygnalow EEG Laplasjan jest czgsto definiowany jest jako 4-krotno$¢ wartosci kanatlu
centralnego minus wartosci 4 kanatow otaczajacych kanat centralny. Na przyklad, filtr Laplace’a

dla kanatu C3 moze by¢ zdefiniowany jako [160]:
C31aplacian = 4C3 — FC3 —C5 —C1 —CP3 (2.4.2.3)

Odpowiednie zastosowanie filtrow tego typu znacznie zwigksza doktadnos¢ klasyfikacji oraz
moze przyczyni¢ si¢ do zmniejszenia szumu tla i odrzucenia nieistotnych informacji pochodzacych

z niechcianych zrédet [160].
2.4.3 Srednia warto$¢é referencyjna

Metoda s$redniej wartosci referencyjnej ze wszystkich kanatow, tzw. Common Average

Reference (CAR) jest kolejnym filtrem przestrzennym z powodzeniem stosowanym podczas
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wstepnego przetwarzania sygnatow EEG [147, 148, 149, 150, 151]. Autorem metody jest Offener
(1950) [173]. Metoda CAR polega na usrednieniu probek ze wszystkich kanatow 1 wykorzystaniu
wyniku tej operacji jako globalnej referencji dla kazdego kanalu. Model matematyczny metody

CAR, dla K-kanatowej macierzy x, oraz i-tego sygnatu, moze zosta¢ zapisany jako [174]:
X =x;—1n (2.4.3.1)
Gdzie:
fi = %z’,;lxk (2.4.3.2)

Na przyktad, dla 34 kanalowego systemu oraz elektrody Cz, zastosowanie filtru CAR wyglada
nastgpujaco [149]:

Fp1+AF3+F7 ---+Fz
34

Cz=Cz—

(2.4.3.3)

gdzie: Fpl, AF3, F7, ... Fz — nazwy wykorzystanych kanatoéw.

Metoda CAR wykazuje skuteczno$¢ w odpowiednich warunkach, ale posiada pewne wady
wynikajace z tego, ze przyjmuje si¢ w niej, ze szumy s3 identyczne lub co najmniej bardzo
podobne dla wszystkich kanatow. Tymczasem, w rzeczywistych pomiarach okazuje si¢, ze
odmienne charakterystyki poszczegolnych kanalow moga powodowaé nieprzewidywalne
amplitudy szumu. Ponadto, dla niektorych kanatéw amplituda sygnatu wlasciwego jest tak duza,

ze dominuje w $redniej, powodujac wygenerowanie niedoktadnego odniesienia.
2.4.4 Analiza skladowych gléwnych

Za najstarszy filtr przestrzenny uwaza si¢ filtr PCA (ang. Principal Component Analysis,
analiza skladowych gléwnych). Zostal on opracowany niezaleznie przez Pearsona w 1901 oraz
Hotellinga w 1933 [175]. Jego gtowna ideg jest zmniejszenie wymiarowosci zbioru danych
sktadajacego si¢ z duzej liczby powigzanych zmiennych, przy zachowaniu jak najwigkszego
zréznicowania badanego zbioru. PCA jest metoda statystyczng, mozna ja zdefiniowaé jako
projekcje liniowa przeksztalcajaca oryginalny zestaw wielowymiarowych zmiennych w nowy

zestaw sktadowych niezaleznych liniowo. Kolejne skladowe wyznaczane sg w taki sposob, aby
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byty ortogonalne wzgledem istniejacych sktadowych i posiadaly malejaca wariancje. Przyjmujac
za X, zbior wejsciowy, gdzie n to liczba kanatow, a ¢ to liczba probek w kanale, algorytm PCA
wylicza wektory i wartoéci wlasne z macierzy kowariancji: C, = XXT. Z uwagi na to, Ze macierz
kowariancji jest macierza kwadratowa o wymiarze n X n, posiada ona n wektorow wiasnych.
Wektory wlasne sg sortowane wedtug odpowiadajacych im warto$ci wlasnych, w kolejnosci od
najwigkszej do najmniejszej warto$ci wlasnej. Ostatecznie dane z kanalow pierwotnych sa

rzutowane na przestrzen rozpigta na m-pierwszych wektoréw wiasnych.
2.4.5 Filtr minimalnego szumu

Autorem kolejnego filtru przestrzennego, filtru minimalnego szumu (ang. Minimum Noise
Fraction MNF) [176, 177] jest Green, ktory przedstawit go w 1988 [178]. Poczatkowo algorytm
wykorzystywany byt do przetwarzania danych satelitarnych. Dopiero po pewnym czasie zaczat
by¢ wykorzystywany réwniez do oczyszczania szeregdw czasowych. Podstawa algorytmu MNF
jest skonstruowanie takiego zbioru wektorow bazowych, ktory pozwoli na maksymalizacje
stosunku sygnalu do szumu w transformowanym zbiorze danych. Charakterystyczna cecha
algorytmu (wynikajaca z zastosowanego kryterium optymalizacyjnego) jest to, ze wektory bazowe
maja naturalny porzadek oparty na stosunku sygnatu do szumu [176]. Zat6zmy, ze sygnat X sktada

si¢ z surowego sygnatu S oraz szumu N polaczonych w nastepujacy sposob:
X=S+N (24.5.1)

Wowczas algorytm maksymalizuje stosunek sygnatu do szumu, poprzez znalezienie wektora
bazowego a:

[|ISa]| [|Xa||
SNR = max —— = max ——
a<>0||Na|| a<>0|INa||

(2.4.5.2)

Powyzszy wzor jest prawdziwy, jezeli S 1 N sg ortogonalne. Jezeli szum N charakteryzuje si¢
wysokimi czestotliwosciami, wowczas NTN jest kowariancjg sygnalu a sam sygnal jest

przesuniety o 1 [179].

W wyniku dziatania algorytmu otrzymuje si¢ wigc sktadowe uszeregowane zgodnie z

iloscig zawartego w nich szumu, co pozwala na tatwa klasyfikacj¢ sygnatow ze wzgledu na ich
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przydatno$¢ w dalszym przetwarzaniu. Sktadowe o wysokim stosunku sygnatu do szumu zostaja
usuni¢te jako zbg¢dne, natomiast sktadowe o niskim stosunku sygnalu do szumu zostaja przyjete
do dalszego przetwarzania. Dzigki temu nie tylko polepsza si¢ jako$¢ sygnatu, ale dodatkowo dane

wejsciowe ulegaja kompresji [179].
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ROZDZIAL 3

ANALIZA SKEADOWYCH NIEZALEZNYCH

Elektroda pomiarowa umieszczona na powierzchni czaszki rejestruje sygnal bedacy
wypadkowa sygnaléw zrodtowych generowanych jednocze$nie przez wiele réznych zrodet
korowych. Dostep do informacji zrodtowej wymaga wiec dekompozycji sygnatu zarejestrowanego
przez elektrode pomiarowa. Dekompozycja ta nie jest jednak trywialna, poniewaz wymaga
znalezienia nie tylko sygnalow zrédtowych, ale réwniez macierzy wspdtczynnikow okreslajacych
wielko$¢ udzialu poszczegdlnych zrodel w sygnale zarejestrowanym z powierzchni czaszki.
Dostep do informacji zrodtowe] wymaga wiec rozwigzania tak zwanego problemu $lepej separacji
sygnatu (ang. Blind Source Separation, BSS). W niniejszym rozdziale zostanie opisana metoda
obecnie najczesciej stosowana do rozwigzania tego problemu, nazywana analizg sktadowych

niezaleznych (ang. Independent Component Analysis, ICA).
3.1 Model i zalozenia wstepne analizy skladowych niezaleznych

Do obrazowego przedstawienia zagadnienia rozkladu sygnalow obserwowanych na
sygnaty zrédtowe czgsto wykorzystywany jest przyktad pokoju, w ktérym znajduje si¢ dwoje ludzi
mowigcych rownoczesnie (Rysunek 3.1.1). W dwoch roznych miejscach pokoju ustawione sg dwa
mikrofony, ktore rejestrujg przebieg rozmowy. Kiedy proces rejestracji konczy sie, dostgpne sg
dwa sygnaty, po jednym z kazdego mikrofonu. Kazdy z zarejestrowanych sygnatow stanowi
liniowa kombinacj¢ dwoch glosow, a wiec zawiera w sobie stowa wypowiedziane przez obu
rozmoéwcow. Stad, bez odpowiedniego przetworzenia sygnalow z mikrofonow nie jest mozliwe
odczytanie informacji zawartych w sygnatach Zrédlowych. Opisany problem, polegajacy na
wydzieleniu stow kazdego z rozmoéwcow jako osobnego sygnatlu przy wykorzystaniu jedynie
sygnaléw zarejestrowanych przez mikrofony, znany jest w literaturze pod nazwa ,,problemu

przyjecia cocktailowego™ (ang. cocktail party problem) [180].

Problem cocktail party jest typowym problemem rozwigzywanym przy wykorzystaniu
metod stuzacych do tzw. §lepej separacji sygnalow (ang. Blind Source Separation, BSS).

Zadaniem metod BSS jest znalezienie liniowej transformacji, ktéra pozwoli na odzyskanie
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sygnatow zrodlowych z sygnatoéw obserwowanych [181, 182]. Termin ‘Slepa’, oznacza, ze
nieznana jest zarOwno macierz mieszajgca, jak i sygnaty zrodtowe [181]. Do najpopularniejszych
metod BBS nalezg analiza sktadowych niezaleznych (ang. Independent Component Analysis,
ICA) [7, 183, 184, 185], nieujemna faktoryzacja macierzy (ang. Non-negative Matrix
Factorization, NMF), réwnolegta analiza wieloczynnikowa (ang. Parallel Factor Analysis -
PARAFAC), analiza sktadowych gtéwnych (ang. Principal Component Analysis, PCA) [175],
analizator sktadowych czasowo-czestotliwosciowych (ang. time-frequency component analyzer),
slepa dekonwolucja wielokanatlowa (ang. Multichannel Blind Deconvolution, MBD) [186],
metoda minimalnego szumu (ang. Minimum Noise Fraction, MNF) [176, 177] oraz morfologiczna

analiza sktadowych (ang. Morphological Component Analysis, MCA)[187, 188, 189].

Sposrod wszystkich tych metod, obecnie najcze$ciej wykorzystywana jest analiza

sktadowych niezaleznych, ktora dostgpna jest w bardzo wielu odmianach i konfiguracjach [190].

Mowca 1
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Rysunek 3.1.1 Przyktad problemu przyjecia cocktailowego,
Zrodlo: https://www.statsoft.pl/textbook/graphics/Speakers.gif

Podstawy algorytmu analizy sktadowych niezaleznych =zostaly po raz pierwszy
przedstawione we wczesnych latach 80, przez Juttena oraz Ansa [191]. Metoda nie wyszta jednak
poza francuskie srodowisko naukowe. Powodem tego byto poczatkowe niekompletne jej opisanie
oraz dynamiczny rozwdj algorytmu propagacji wstecznej, sieci Hopfielda oraz samoorganizujace;j

si¢ mapy Kohonena (SOM), ktore byly wowczas tematami dominujacymi w S$rodowisku
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naukowym zajmujacym si¢ przetwarzaniem sygnatow [192, 193]. Algorytm pozostawal nieznany
do 1994 r., kiedy to Perrie Common wprowadzit nazwe analiza sktadowych niezaleznych 1
przedstawit ja jako koncepcje nowej metody [192, 194].
Algorytm ICA czgsto postrzegany jest jako rozszerzona wersja, omowionego w rozdziale drugim,
algorytmu PCA. Podstawowa roznica pomigdzy algorytmami jest to, ze PCA znajduje
nieskorelowane skladowe sygnatu, natomiast ICA znajduje skladowe, ktére nie tylko sa

nieskorelowane, ale dodatkowo niezalezne [192].

Model matematyczny ICA mozna przedstawi¢ nastepujaco. Zaldézmy, ze obserwowanych
jest n sygnalow x4, ... x,, sktadajacych si¢ z n niezaleznych sktadowych. Wektor x mozna wowczas

zapisa¢ w postaci:
x = As, (3.1.1)

gdzie: A - reprezentuje macierz mieszajacg o wymiarach n X n a s - wektor sygnatow zrodtowych.
Model ICA jest przyktadem klasycznego modelu liniowego, ktory zaklada, Ze sygnaly

obserwowane (x) sg liniowg kombinacja sygnatéw zrodlowych (s).

Celem algorytmu ICA jest znalezienie takiej macierzy W (tj. odwrotno$ci macierzy A4),

ktora pozwoli na uzyskanie wektora y mozliwie najbardziej zblizonego do wektora s [7, 190]:
y=Wx=s, (3.1.2)

Sktadowe niezalezne (wektor y) sa zmiennymi utajnionymi, co oznacza, ze nie jest mozliwa ich
bezposrednia obserwacja. Zaklada si¢ rowniez, ze macierz mieszajaca 4 nie jest znana. Jedyna
znang macierza jest wigc macierz x. Zadaniem stawianym przed algorytmem jest jednoczesne

obliczenie macierzy 4 i wektora y, przy wykorzystaniu wektora x [7, 195].

Aby separacja sygnaléw za pomocg algorytmu ICA byla mozliwa musza by¢ spetnione
trzy warunki:

e sygnaly zrodtowe s muszg by¢ statystycznie niezalezne,
e maksymalnie jeden sygnat Zzrédlowy moze mie¢ rozktad zblizony do rozktadu Gaussa,
e liczba sygnalow obserwowanych musi by¢ rowna lub wigksza od liczby sygnalow

zrédtowych.
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Sposrod trzech powyzszych warunkdw najwazniejszy jest warunek pierwszy mowiacy o
statystycznej niezaleznos$ci sygnatow zrédlowych. Warunek ten jest istotny z tego powodu, ze
algorytmy ICA dokonujac rozktadu sygnalow obserwowanych na potencjalne sygnaly Zzrodlowe
bezposrednio wykorzystuja zatozZenie o statystycznej niezaleznosci sktadowych, orientujac proces
poszukiwania na szukanie takich sktadowych, ktére maksymalizujg statystyczng niezaleznos$¢

wynikowego zbioru sktadowych.

Zgodnie z definicja, jezeli dwie zmienne a oraz b sg statystycznie niezalezne to warto$¢
zmienne] a nie dostarcza zadnych informacji o warto$ci zmiennej b 1 vice versa [7, 182].
Technicznie niezalezno$¢ moze by¢ okreslona przez funkcje gestosci prawdopodobienstwa dla
zmiennej losowej. Calka z tej funkcji, obliczona w odpowiednich granicach, jest rowna
prawdopodobienstwu wystapienia danego zdarzenia losowego. Niech p(xq,x,) oznacza taczny
rozktad prawdopodobienstwa (ang. probability density function, pdf) losowych zmiennych x; oraz
X, a p1(x1) oraz p,(x,) ich rozktady brzegowe, ktore dla zmiennych dyskretnych mozna zapisaé

jako:
p1(xy) = Zyzp(xlﬂxZ)» p2(x2) = Zyip(xpxz) (3.1.3)
natomiast dla zmiennych ciaglych jako:
p1(x1) = [ p(xy, x2) dxy, p2(x2) = [ p(x, %) dxy (3.1.4)

Zmienne x; oraz X, sg niezalezne, jezeli ich wspolny rozktad prawdopodobienstwa jest rowny

iloczynowi rozktadow brzegowych:
p(x1, %2) = p1(x1)p2(x2) (3.1.5)

Z powyzszej definicji wywodzi si¢ bardzo wazna wlasciwos¢ niezaleznych zmiennych losowych.
Mianowicie, dla dowolnych dwoch funkcji hy oraz h,, ktorych argumentami sg zmienne losowe,

spodziewana wartos¢ iloczynu tych funkcji jest rowna iloczynowi ich spodziewanych wartosci [7]:
E{hi(x1)hz(x2)} = E{h1(x1)}E{h2(x2)} (3.1.6)

Wiekszos¢ obecnie stosowanych algorytmow ICA dokonuje rozkladu obserwowanych

zmiennych losowych na statystycznie niezalezne zmienne losowe korzystajac z jednego z trzech
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podstawowych podejs¢ (Rysunek 3.1.2): maksymalizacji niegaussowosci, minimalizacji
informacji wzajemnej oraz metody najwiekszej wiarygodnosci (ang. Maximum Likelihood - ML)

[192].

Grupy podejsé¢

—

%

Maksymalizacja niegausowosci

Minimalizacja
informacji Metoda najwiegkszej
wzajemnej wiarygodnosci

Kurtoza Negentropia

Rysunek 3.1.2 Najcze$ciej stosowane podejscia do rozktadu obserwowanych zmiennych losowych na statystycznie
niezalezne zmienne losowe. Zrodto: opracowanie wiasne

Maksymalizacja niegaussowosci polega na takiej modyfikacji zbioru sygnalow
obserwowanych, aby ich rozktady byty mozliwie jak najbardziej r6zne od rozktadow normalnych
[190]. Stopien normalnos$ci rozktadu moze by¢ mierzony za pomoca réznych miar, przy czym

najczesciej wykorzystuje si¢ w tym celu kurtoze badz negentropie [7].

Termin ,,kurtoza” zostal po raz pierwszy zastosowany przez Pearsona w 1905 roku [196].
Kurtoze, uznawang za klasyczng miar¢ niegaussowosci, formalnie mozna zdefiniowaé jako
znormalizowany czwarty moment centralny:

E(X—p)*
B2 =

= (3.1.7)

gdzie X — to n-elementowa zmienna losowa, E jest warto$cig oczekiwang, u $rednia arytmetyczna,
U4 jest natomiast momentem centralnym czwartego rzedu [197]. Wartoscig oczekiwang jest

spodziewany wynik do§wiadczenia losowego, wyliczany wg wzoru:
EX) =Xicaxi * P(X = x;) = Yoy % * (3.1.8)

gdzie: x; to warto$¢ i-tej obserwacji a p; = P(X = x;) to prawdopodobienstwo wystgpienia tej
obserwacji (czgsto zapisywany réwniez jako p(x;)). Moment centralny czwartego rzedu jest to

miara koncentracji obserwacji, okreslana jako:
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o ==Y (x; % X)* (3.1.9)

n

gdzie: x to $rednia arytmetyczna. Odchylenie standardowe, czyli pierwiastek kwadratowy z

wariancji, dla zmiennej losowej przedstawiane jest jako:

Po uwzglednieniu wzorow 3.1.7-3.1.9 wzér na kurtozg przyjmuje postac:
B, =& (3.1.11)

o4

gdzie o to odchylenie standardowe. Jako ze wyznaczona z wzoru 3.1.7 dla rozktadu normalnego
kurtoza réwna jest 3 (8, = 3), czesto koryguje si¢ wzor 3.1.11 odejmujac z jego prawej strony

liczb¢ 3 1 uzyskujac tym samym zerowa warto$¢ miary koncentracji dla rozktadu normalnego:

Ex=%_3 (3.1.12)

o4
Miara taka, dla odrdznienia od $cistej definicji kurtozy, okreslana jest jako eksces [196].

Warto$¢ kurtozy wyznaczona dla danego rozktadu zmiennej losowej informuje o ksztalcie
tego rozkladu. Rysunki 3.1.3 a) oraz b) ilustrujg rozktady z kurtoza dodatnig (leptokurtyczne),
taka, ze B, —3 > 0 oraz kurtoza ujemng (platokurtyczne) dla ktorej [, —3 < 0. Rozktad
normalny przedstawiony jest linig przerywang. Rozktad leptokurtyczny posiada wyzszy pik oraz
mniejsza koncentracja wokot Sredniej niz w rozkladzie normalnym. Rozklad platokurtyczny
charakteryzuje si¢ nizszym pikiem oraz wigkszg koncentracj¢ wokot redniej niz rozktad normalny

[197].

Kolejng miarg stosowang do oszacowania stopnia normalnosci rozktadu zmiennej losowe;j
jest negentropia. Po raz pierwszy terminu ujemnej entropi (czyli negentropii) uzyt Schrédinger w
1943 roku [198]. Dziesi¢¢ lat pdzniej, w 1953 roku, Brillouin sformutowatl pojgcie negentropii
oraz potaczyt je z teorig informacji [199, 200]. W teorii informacji entropia jest definiowana jako

srednia wazona ilo$¢ informacji niesiona przez pojedynczg wiadomosc.
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gt LT T Ll

a) b)

Rozktad prawdopodobienstwa

Rysunek 3.1.3 Ilustracja kurtozy. Linie przerywane pokazuja rozktady normalne, natomiast linie ciggle
przedstawiajg rozktady z kurtoza dodatnig - leptokurtyczng (a) i kurtozg ujemng - platokurtyczng (b).
Zrédto: http://www.columbia.edu/~1d208/psymeth97.pdf

Negentropi¢ zmiennej losowej] mozna wyznaczy¢ obliczajac roznice pomiedzy
maksymalng warto$cig entropii tej zmiennej, a jej wartoscig aktualng. Zgodnie z teorig informacji,
najwigksza entropie wsrod zmiennych losowych o rownej wariancji posiada zmienna o rozktadzie
normalnym (wynosi ona log(m) [7, 201]), warto$¢ ta stanowi wiec punkt odniesienia.

Negentropia moze by¢ zdefiniowana jako:
J(X) = H(Xgauss) = HX), (3.1.13)

gdzie Xgqyss to zmienna losowa o rozktadzie normalnym i wariancji takiej jak wariancja wektora

X, H(X) to warto$¢ entropii. Warto$¢ entropii n elementowej zmiennej losowej X mozna

wyznaczy¢ z nast¢pujacego wzoru:
HX) = =¥ p(x)log,p(x) (3.1.14)

gdzie x; to warto$¢ i-tej obserwacji a p(x;) to prawdopodobienstwo zaj$cia zdarzenia x;. W teorii
informacji najczesciej stosuje si¢ logarytm o podstawie 2 (=2). W takim przypadku jednostka
entropii jest bit. Negentropia charakteryzuje si¢ tym, Ze jest zawsze nieujemna oraz niezmienna
wzgledem dowolnego liniowego przeksztatcenia wspotrzednych. Posiada wartos¢ rowna zeru

tylko wowczas, gdy zmienna ma rozklad normalny.
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Kolejne z, wskazanych na Rysunku 3.1.2, podej$¢ do rozktadu obserwowanych zmiennych
losowych na statystycznie niezalezne zmienne losowe opiera si¢ na minimalizacji informacji
wzajemnej wystepujacej miedzy parami zmiennych [7]. Informacja wzajemna jest miarg
zalezno$ci migdzy dwiema zmiennymi losowymi. Wyraza ilo$¢ informacji o zmiennej X, ktora
jest dostepna z obserwacji zmiennej Y. W domenie dyskretnej informacja wzajemna o dwoch
zmiennych losowych X1 Y jest zdefiniowana jako [202]:

1Y) = Zaex Tyer p(x,¥) log (222 (3.1.15)

gdzie p(x,y) to wspolny rozktad prawdopodobienstwa X i ¥, natomiast p(x) oraz p(y) oznaczaja
prawdopodobienstwa w rozkladach zmiennych X i Y. Informacj¢ wzajemng mozna réwniez

przedstawi¢ z wykorzystaniem entropi w nastepujacy sposob [190, 202, 203]:
I(X;Y) =H(X) - HX|Y), (3.1.16)

gdzie: H(X|Y) - jest warunkowa entropia zmiennej X przy znanej zmiennej Y, a H(X) - jest

entropig zmiennej X. Definicja warunkowej entropi wyglada nastepujaco [203]:

HX|Y) = HX,Y) — H(Y), (3.1.17)

gdzie: H(X,Y) jest wspolng entropig zmiennych X i Y a H(Y) jest entropia zmiennej Y. Im
mniejsza warto$¢ informacji wzajemnej, tym wiecej informacji dostgpne jest na temat danego
systemu [190]. Konstrukcja algorytmu ICA szukajacego sktadowych w jak najwiekszym stopniu
niezaleznych polega wigc na znalezieniu takiego przeksztalcenia macierzy W ktéra minimalizacje
informacje¢ wzajemna dla poszczegolnych sygnalow obserwowanych [7]. Minimalizacja
informacji wzajemnej jest zwigzana z metoda najwickszej wiarygodnosci. R6znig si¢ one jedynie

znakiem oraz okres$long stata, co zostanie pokazane ponizej [7, 192].

Ostatnig z metod powszechnie stosowanych w algorytmach ICA do przeksztalcenia zbioru
obserwowanych sygnatow w zbidr skladowych statystycznie niezaleznych jest metoda
najwigkszej wiarygodnos$ci (ang. Maximum Likelihood, ML). Za jej autora uwaza si¢ Fishera,
ktory zaproponowal oraz przedstawit metode najwigkszej wiarygodnosci w serii prac
publikowanych w latach 1912 do 1932 [204]. Metoda najwigkszej wiarygodnosci jest stosowana
migdzy innymi w algorytmie Infomax, ktory zostanie przedstawiony w dalszej czg$ci rozdziahu.
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Gestos¢ prawdopodobienstwa p,, dla macierzy x oraz sktadowych niezaleznych s moze

zosta¢ przedstawiona nast¢pujaco:

Px(x) = |detW|ps(s) = |detW|]; p:(s;) (3.1.18)

gdzie W = A1, p; oznacza gesto$é prawdopodobienstwa i-tej sktadowej niezaleznej a |detW | to
wyznacznik macierzy W. Wzor ten moze by¢ wyrazony jako funkcja od W = (wy, ..., w,)T (gdzie

n to liczba sktadowych niezaleznych) oraz x, jako:
px(x) = |detW|[]; pi(w] x) (3.1.19)

zaktadajac N obserwacji x: x(1),x(2), ..., x(N). Metoda najwickszej wiarygodno$ci polega na
wyznaczeniu estymatorow pg takich, aby funkcja gestosci p, (x) przyjeta jak najwigksza wartos¢.
Dla dyskretnej przestrzeni statystycznej (np. macierzy sygnatow EEG), po uwzglednieniu wzorow
3.1.18 oraz 3.1.19 funkcj¢ wiarygodnosci, standardowo oznaczang jako L, oblicza si¢ poprzez

iloczyn macierzy W = (wy, ...,w,)T oraz wektora x w punktach n oraz wyraza si¢ wzorem [7]:
L=YI_,>" logp; (wl-Tx(n)) + N log|det W| (3.1.20)

gdzie N to dtugos¢ wektora x.

Drugim, po statystycznej niezaleznosci sygnatow zrodtowych, warunkiem dzialania
algorytmu ICA jest to, ze maksymalnie jeden sygnat Zrodtowy ma rozktad zblizony do rozkladu
Gaussa. Ponizej przedstawiono, dlaczego warunek ten jest warunkiem koniecznym do realizacji

algorytmu.

Niech x; oraz x, beda nieskorelowanymi sygnalami obserwowanymi o wspolnym
rozktadzie gaussowskim. Oznacza to, ze ich wspdlny rozktad prawdopodobienstwa moze zostac¢

zapisany jako [7]:
p(x X = —1 exp —% % 3.1.21
L 2) 21 2 ( T )

Niech macierz mieszajaca 4 bgdzie ortogonalna. Zgodnie z formutg transformacji funkcji gestosci

prawdopodobienstwa dla zmiennej losowej oraz zgodnie z warunkiem A~ = AT ktory zachodzi
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dla macierzy ortogonalnych, prawdopodobienstwo warunkowe dla x; oraz x, moze zostaé

zapisane jako:

2
7]

p(x, %) = %exp( . ) |detAT| (3.1.22)

Z powodu ortogonalno$ci macierzy A zachodzi ||ATx||2 = ||x?|| oraz |detA| = 1. Jezeli A jest

ortogonalne, AT rowniez. Wzor 3.1.21 mozna wowczas przeksztalcié do postaci:
_1 Bl
p(xy, %) = - eXp(——— (3.1.23)

Ortogonalna  macierz mieszajgca nie zmienia  postaci  funkcji  gestosci
prawdopodobienstwa. Rozktady sktadowych niezaleznych oraz zmiennych obserwowanych sa
identyczne, a suma dwodch lub wiecej zmiennych losowych o rozktadzie Gaussa jest sama w sobie
zmienng gaussowska. Oznacza to, ze suma zrodet o rozkladzie Gaussa jest nie do odroznienia od
pojedynczego zrodta o takim rozktadzie [ 185]. Macierz mieszajaca nie moze wiec zostac okreslona
[7, 193] i tym samym niemozliwe jest oddzielenie zrddet o rozktadzie Gaussa za pomocg modelu
ICA. Zjawisko to mozna zaprezentowac graficznie poprzez wykreslenie ortogonalnych sygnatow.
Rysunek 3.1.4 pokazuje, ze rozklad gestosci prawdopodobienstwa dla dwoch zmiennych
gaussowskich jest w pelni (obrotowo) symetryczny. Nie zawiera zadnych informacji o kierunkach

kolumn macierzy mieszajacej A w zwiazku z czym nie mozna jej oszacowac.

Trzecim zatozeniem algorytmu analizy sktadowych niezaleznych jest to, ze liczba
sygnatow obserwowanych musi by¢ rowna lub wigksza od liczby sygnalow zrodtowych. Wynika
to z zatozenia, ze nieznana macierz mieszajaca A jest kwadratowa. Z warunku tego wynika jedno
z bardzo powaznych ograniczen klasycznego algorytmu ICA, a mianowicie to, ze odzyskanie
duzej liczby zZrédet jest mozliwe tylko w sytuacji, kiedy sygnaty obserwowane sg rejestrowane z
wykorzystaniem duzej liczby sensoréw. Zagadnienie to zostanie doktadniej oméwione w sekcji

poswieconej ograniczeniom algorytmow ICA.
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Rysunek 3.1.4 Wielowymiarowy rozktad dwoch sygnatéw o rozktadzie Gaussa.
Zrodlo: https://www.semanticscholar.org/paper/Independent-component-analysis%3 A-algorithms-and-
Hyv%C3%A4rinen-Oja/577d19al15f9ef6£002483fcf88adbb3b5479556/figure/6

3.2 Podstawowe algorytmy analizy skladowych niezaleznych

Algorytm analizy sktadowych niezaleznych wymaga wykonania pewnych krokéw na
etapie przetwarzania wstepnego, czyli na etapie poprzedzajacym dzialanie wiasciwego algorytmu.
Sa to centrowanie oraz wybielanie sygnatu [185, 192, 193]. Proces centrowania polega na odj¢ciu
od kolejnych probek danego sygnatu jego wartosci $redniej. Bioragc pod uwage n sygnalow o
sredniej u, zapisanych w postaci macierzy X, krok centrowania, dla i-tego sygnatu x; moze zostac

przedstawiony nastgpujgco:
Xic = X; — Wi (3.2.1)

gdzie, y; to $rednia i-tego sygnatu, a x;¢ to i-ty wycentrowany sygnat [192].

Przeprowadzenie procesu centrowania nie jest niezbedne dla prawidlowego dzialania
algorytmu ICA, ale jest ono najcz¢sciej wykonywane, poniewaz pozwala znacznie uprosci¢ dalsze
kroki algorytmu [185, 193]. Wycentrowanie danych wejsciowych nie wptywa w zaden sposob na
wyliczenia macierzy mieszajacej [193]. Ponadto, aby powrdci¢ do pierwotnej przestrzeni
sygnalow wektor §rednich moze zosta¢ z powrotem dodany do komponentéw otrzymanych po

zastosowaniu algorytmu ICA.
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Drugim krokiem stosowanym podczas przetwarzania wstgpnego sygnatu w algorytmach
ICA jest wybielanie sygnalu (ang. whitening). Ma ono na celu uzyskanie zmiennych
nieskorelowanych o jednostkowej wariancji [7, 192]. Proces wybielania wymaga wigc dekorelacji

macierzy sygnatow oraz ustandaryzowania ich wariancji.

Dwie zmienne s, oraz s, uznaje si¢ za nieskorelowane, jezeli ich kowariancja cov(sy, s;)

jest rowna zeru:

cov (s1,52) = E{(s; — mg1) — (5, — my3)} (3.2.2)
= E{s;5; — syMmg; + mgymg,}

= E{s15;} — E{s1}E{s;}
=0

gdzie: mg, oraz mg, to odpowiednio $rednie sygnalow s; oraz s, [185].

Brak korelacji uwazany jest za stabszg form¢ niezaleznos$ci. Oznacza to, ze dwie zmienne
niezalezne sg zawsze nieskorelowane, ale dwie zmienne nieskorelowane nie musza by¢ niezalezne
[193]. Pierwsza cze$¢ powyzszego zdania wynika z faktu, ze jezeli do wzoru o statystycznej
niezalezno$ci zmiennych (3.1.6), podstawi si¢ za h;(y;) zmienng s; a za h,(y,) zmienng s,, to
réwnania 3.1.6 oraz 3.2.2 beda rownowazne. Z drugiej strony twierdzenie, ze brak korelacji nie
oznacza niezalezno$ci mozna wyjasni¢ nastepujaco. Dla przykladu, niech y; oraz y, beda
zmiennymi dyskretnymi. Niech posiadajg taki rozktad, ze para (y;,y,) moze przyjac¢ jedng z
wartosci: (0,1),(0,—1),(1,0), (—1,0) z prawdopodobienstwem rownym %. Z uktadu par widaé,

Ze zmienne Yy, oraz y, nie sg ze sobg skorelowane. Z drugiej strony zachodzi:
1
E{yfyi} =0 # = E(y}E{y]), (3.2.3)

co oznacza, ze rownanie 3.1.6 nie jest spetnione, a wigc zmienne nie moga by¢ niezalezne [7].
Pokazujac te sytuacje bardziej obrazowo, korelacja moze by¢ dzietem przypadku. Niech za wzor

postuzy wykres przedstawiony na Rysunku 3.2.1 pokazujacy dwie skorelowane funkcje: liczby
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japonskich samochodow osobowych sprzedawanych w USA oraz liczby samobdjstw w wyniku
zderzenia pojazdu silnikowego. Jak wida¢ obie funkcje sa ze sobg silnie skorelowane pomimo
calkowitej niezaleznosci.

1999 2000 2001 2002 2003 2004 2005 2006 2007 2008 2009

1200 tys. 140 samobdjstw

samochoddw

qowes

o

3 bajst
1000 tys. 120 samobajstw
samochodéw

800 tys. 100 samobojstw

yapedAm azid emysl

samochoddw

Sprzedaz japoriskich samochodow

80 samobojstw

600 tys.
samochodow 1999 2000 2001 2002 2003 2004 2005 2006 2007 2008 2009

~@ samobdjstwa przez wypadek 8= Sprzedaz japoriskich samochodow

Rysunek 3.2.1 Korelacja liczby japonskich samochodoéw osobowych sprzedawanych w USA oraz liczby
samobojstw w wyniku zderzenia pojazdu silnikowego. Korelacja: 93.57%
Zrodto: http://www.tylervigen.com/spurious-correlations

Uzyskanie braku korelacji jest pierwszym krokiem wybielania danych. Kolejne
przeksztatcenie polega na uzyskaniu jednostkowej wariancji. Jezeli przez X oznaczony zostanie

wybielony wektor, macierz kowariancji dla X bedzie rowna macierzy jednostkowe;:

E{%xT} =1 (3.2.3)

Popularng metodg wybielania, pozwalajacg na jednoczesne przeprowadzenie dekorelacji macierzy
sygnatow oraz standaryzacji wariancji jest rozktad macierzy kowariancji na wartosci i wektory

wlasne:

E{xxT} = QDQT (3.2.4)

gdzie Q jest macierza ortogonalng wektoréw wiasnych E{xxT}, a D jest macierza diagonalng
wartosci wlasnych D = diag(dy, ..., d,). Operacj¢ wybielania mozna wowczas zdefiniowa¢ w
nastepujacy sposob:
% =QDY2QTx (3.2.5)
-1

gdzie D2 jest obliczana jako:
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D=2 = diag(d;"?, ..., d;""*) (3.2.6)

gdzie n to liczba sktadowych. Wybielanie przeksztatca macierz mieszajaca A w nowa macierz A.

Z podstawowego wzoru na model ICA (3.1.1) oraz wzoru (3.2.3) wynika, zZe:

% =QD 2QT4s = As (3.2.7)

Uzyteczno$¢ tego procesu polega na tym, ze nowa macierz mieszajgca A na pewno jest

ortogonalna:
E{xxT} = AE{ssT}AT = AAT =1 (3.2.8)

Wybielanie zmniejsza ztozono$¢ obliczeniows algorytmu. Zamiast estymowaé n? elementow
oryginalnej macierzy A, wystarczy estymowac¢ jedynie wartosci nowej ortogonalnej macierzy
mieszajacej A. Macierz ta posiada n(n — 1)/2 stopni swobody. Mozna powiedzie¢, ze wybielanie
rozwigzuje w polowie problem ICA. Jest to bardzo przydatny krok, poniewaz wybielanie jest
prostym 1 wydajnym procesem, ktdry znacznie zmniejsza ztozono$¢ obliczeniowa wilasciwego

algorytmu analizy sktadowych niezaleznych.
3.2.1 FastICA — podejscie deflacyjne

FastICA jest algorytmem iteracyjnym, zaproponowanym przez Hyvérinen oraz Oja w 1999
roku [7, 190, 205]. Jest to jeden z najbardziej popularnych algorytmow z rodziny ICA. Posiada
dwie odmiany: podejscie deflacyjne 1 podejscie symetryczne. W podejsciu deflacyjnym, sktadowe
niezalezne estymowane sg kolejno, jedna po drugiej. Zadaniem algorytmu jest taki dobér wektora
wag w, informujacego o udziale kolejnych sygnaléw wejsciowych w aktualnie estymowanej
sktadowej, aby projekcja wTx maksymalizowala niegaussowo$é [7, 205]. Jako miara
niegaussowos$ci wykorzystywana jest aproksymacja negentropii zaproponowana przez tworcow

algorytmu [7, 190]:

J&X) e« [EfG(X)} — E{G(V)}]?, (3.2.1.1)

gdzie: X to zmienna losowa o niegaussowskim rozktadzie, zerowej $redniej i jednostkowe;j

wariancji, V to zmienna losowa o rozktadzie gaussowskim, G (.) jest dowolng, ale nie kwadratowa
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funkcja a E jest warto$cig oczekiwang. Powyzsza aproksymacja daje dobry kompromis pomigdzy
kurtoza a negentropia. Jest szybka obliczeniowo, a jednocze$nie prosta do zaimplementowania
[7]. Proces estymacji pojedynczej sktadowej algorytmu deflacyjnego FastICA mozna zapisaé w

sposob nastepujacy [7, 206]:

1. Wybierz n elementowy wektor inicjujacy wektor wag w, gdzie n jest liczbg sygnatow
wejsciowych.
2. Oblicz nowe warto$ci wspotczynnikow wagowych:

w* = EXgwTX)} — E{g' (W™ X)}w

+

3. Znormalizuj wektor wag: w* = m
4. Wykonuj kroki 3-5, dopdki ||W+|| — ||W|| < g, gdzie: € — to odpowiednio mata stata

wartos$¢.

5. W przypadku, gdy wyznaczana jest sktadowa o numerze wickszym niz 1, dokonaj
ortonormalizacji Grama-Schmidta (korzystajac z wektoroOw wag wyznaczonych dla
wszystkich wyznaczonych wczesniej skladowych) aby zapobiec zbiezno$ci réznych
wektorow wag do tego samego maksimum [7]. Ortonormalizacja Grama-Schmidta bazuje
na fakcie, ze gdy iloczyn skalarny dwoch kolejno wyliczonych wektorow wagowych jest
mozliwie bliski lub réwny 1, to oznacza to, ze wskazujg one ten sam kierunek [192].
Kolejnos¢ w jakiej algorytm FastICA w wersji deflacyjnej odnajduje kolejne sygnaty

zrodlowe jest S$ciS$le powigzana z warto$ciami poczatkowymi wektora w. W podejsciu

deflacyjnym, niektore sktadowe sg wigc ,,uprzywilejowane” i obliczane jako pierwsze.

3.2.2 FastICA — podejscie symetryczne

Algorytm ten realizuje ten sam cel co algorytm deflacyjny. R6znig si¢ one sposobem
obliczania wektora wag. W podej$ciu symetrycznym wszystkie wektory estymowane sa
rownolegle [7, 207]. Ortonormalizacja jest w tym przypadku osiggana za pomocg nastepujacego

wzoru:

w=Ww) 2w, (3.2.2.1)
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gdzie: W to macierz wektorow wag (wyq, ..., w,)T dla n sktadowych niezaleznych. Pierwiastek
kwadratowy (WWT)~1/2 jest obliczany poprzez dekompozycje macierzy WWT na wartoéci i

wektory wiasne WWT = QDQT:
(wWwT™h=12 = QD=2 QT (3.2.2.2)

gdzie Q jest macierza wektorow wiasnych, a D jest diagonalng macierza wartosci wlasnych [7,
195]. W symetrycznym algorytmie FastICA najczg$ciej spotykanym warunkiem stopu jest

warunek podany we wzorze (3.2.2.3):
1 — min (abs(diag(WTwold))) <e, (3.2.2.3)

gdzie: € — to odpowiednio mata stata wartos¢, W,;; — to warto§¢ macierzy zawierajacej wektory

wag z poprzedniej iteracji.

3.2.3 Infomax

Algorytm Infomax bazuje na ogélnej zasadzie optymalizacji sieci neuronowych oraz
innych systemow przetwarzania sygnalow opisanych przez Linsker’a w 1987 [208]. Fundamentem
algorytmu jest minimalizacja informacji wzajemnej. Pierwszy algorytm ICA, realizujacy
optymalizacje opisang przez Linsker’a zostal zaproponowany w 1995 przez Bell’a i Sejnowskiego

[209] a nastepnie, w 1997 zostat zoptymalizowany przez Amari’ego [7, 210].

Algorytm Infomax bazuje na maksymalizacji entropii wyj$ciowej z sieci neuronowej o
nieliniowych wyjsciach [7]. Kluczowa rolg przy estymacji ma wskaznik uczenia, ktory nie musi
by¢ stalty w czasie. Powinien by¢ on dobierany w taki sposob, aby zachowany byt kompromis
pomiedzy szybkoscia dzialania algorytmu a jakoscia estymacji [7, 211]. Regula aktualizacji wag
w algorytmie Infomax wyglada nastepujaco [210, 212]:

Wier1 = Wi + e[ = 29 () v Ik, (3.23.1)

gdzie: y — macierz sygnatow zrodtowych (y=Wx), k — numer iteracji, I — macierz jednostkowa, p,
— wskaznik uczenia, ktory moze by¢ zalezny od &, g(.) — funkcja nieliniowa. Jako nieliniowa

funkcja g w klasycznym algorytmie najczesciej wykorzystywana jest funkcja [212]:
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1
1+e-Y’

9gy) = (3.2.3.2)

lub w wersji rozszerzone;j:
g(y) =y £ tanh(y), (3.2.3.3)

Podsumowujac algorytm Infomax, optymalizujacy wektor wag w moze zosta¢ zapisany w
nastepujacej postaci [213]:

1.y, = wg xperm(X)

_ 1
9= 1+e Yk’

2.

3. 9'=9g%xi

4, g'=1-2xg'

5. Wip1 = Wi + i X g’ X Wy,
gdzie perm oznacza losowa permutacje, a y; to szybko$¢ uczenia si¢ dla k-tej iteracji metody,
zwykle nizsza niz le™2. Zbyt wysokie wartoéci yy, moga prowadzi¢ do szybszego obliczania
wektora w, ale jednocze$nie mogg spowodowac, ze wektory wyliczone pomiedzy poszczegdlnymi

iteracjami algorytmu moga by¢ zbyt odlegte od siebie. Moze to oznacza¢ pomigcie warunku stopu

oraz w konsekwencji brak zbiezno$ci algorytmu [211].
3.3 Ograniczenia klasycznego algorytmu analizy skladowych niezaleznych
Analiza sktadowych niezaleznych pozwala na rozktad sygnatow obserwowanych na

niezalezne skladowe, ale prawidlowa interpretacja tych sktadowych jest utrudniona z tego

powodu, ze ICA w swojej klasycznej postaci nie pozwala na:
e okreslenie wariancji sktadowych niezaleznych,
e okreslenie kolejnosci sktadowych niezaleznych,
e uzyskanie innej liczby sktadowych niezaleznych niz liczba sygnalow obserwowanych.

Pierwsze z ograniczen, czyli niemozliwos¢ okreslenia wariancji sktadowych niezaleznych,
spowodowane jest tym, ze zarowno sktadowe niezalezne, jak 1 macierz mieszajaca nie sg znane.
W celu zobrazowania tego ograniczenia, pomocne jest przeksztalcenie rownania 3.1.1 do postaci
sumy:
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x = As =Y a;s (3.3.1)

gdzie g; to j-ty wiersz macierzy mieszajgcej 4, a s; to j-ta sktadowa niezalezna. Ze wzgledu na to,

ze oba te wspotczynniki nie sg znane, rOwnanie 3.3.1 mozna zapisac jako:
1
x = ?’=1(a—j a;)(a;s;) (3.3.2)

gdzie a; to dowolny skalar. Jak wida¢ mnoznik skalarny sktadowej niezaleznej s; moze zostac
anulowany przez podzielenie j-tej kolumny a; przez ten sam wspofczynnik. W konsekwencji
niemozliwe jest okreslenie wariancji dla sktadowych niezaleznych. Ze wzgledu na to, Ze sa to
zmienne losowe, przyjmuje si¢ zalozenie, ze kazda sktadowa posiada jednostkowag wariancje
E{s?} = 1. Macierz 4 jest adaptowana w algorytmie ICA w taki sposob, aby uwzgledni¢ to
ograniczenie. Nalezy zauwazy¢, ze ograniczenie to zawiera rOwniez niemozliwo$¢ ustalenia znaku
danej sktadowej niezaleznej. Jest to spowodowane tym, ze dowolna sktadowa niezalezng mozna

pomnozy¢ przez -1 bez wptywu na model [7, 185, 193].

Drugie ograniczenie polega na niemozliwosci ustalenia kolejnosci skladowych
niezaleznych. Ponownie powodem jest to, ze zard6wno sktadowe niezalezne s jak i1 macierz
mieszajaca A nie sg znane. Celem algorytmu ICA, jest znalezienie macierzy W, ktoéra bedzie
odwrotno$cig macierzy 4. Warto$ci w macierzy W inicjowane sg losowo. Nastepnie, kazdy z
wierszy jest obracany w celu znalezienia komponentu niezaleznego. Podczas obrotu, warto$ci w
kazdym wierszu aktualizowane sg iteracyjnie, tak dlugo az uda si¢ odzyska¢ sktadowe niezalezne.
Niestety kolejno$¢ odzyskiwania skladowych jest losowa [192]. Problem ten mozna w prosty

sposob zademonstrowaé ponownie wykorzystujac zmodyfikowany model ICA z rownania 3.1.1:

x = AP~ 1Ps (3.3.3)

gdzie P — to macierz permutacji. Elementy Ps s oryginalnym sktadowymi niezaleznymi s, lecz
ustawionymi w innej w kolejnos$ci. Zadaniem algorytmu ICA jest znalezienie nieznanej macierzy
mieszajacej AP™1 [7, 185, 193]. W wielu przypadkach ograniczenie to nie jest istotne. Jezeli np.
przetwarzane sg sygnaty dzwigkowe, odzyskane sktadowe mogg by¢ rozpoznane i uporzagdkowane
przez specjalistg. W niektorych sytuacjach jednak, np. w sygnatach pochodzenia mézgowego brak

uporzadkowania sktadowych niezaleznych jest kiopotliwy. Problem uwidacznia si¢ jeszcze
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bardziej, jezeli sygnal przetwarzany jest fragmentami np. epoka po epoce. Nie mozna wowczas w
sposob bezposredni powigzac skltadowych niezaleznych pomiedzy poszczegdlnymi epokami. Tym
samym nie jest mozliwe np. przeprowadzenie optymalizacji modeli klasyfikacyjnych

wykorzystujacych dane z wielu epok.

Ostatnim ograniczeniem algorytmow z rodziny ICA jest to, ze w swojej klasycznej postaci,
nie pozwala on na uzyskanie liczby sktadowych wynikowych réznej od liczby obserwowanych
sygnatow. Rozpatrujac to ograniczenie nalezy wspomnie¢ o dwdch wariantach. Wariant pierwszy
pojawia si¢ w sytuacji, gdy liczba dostepnych sensorow (rejestrujacych sygnaty z otoczenia) jest
wieksza niz liczba faktycznych zrodet (Rysunek 3.3.1). Wariant ten jest okreslany w literaturze
jako nadkompletny model ICA (ang. overcomplete ICA). Wariant drugi zwigzany jest z sytuacja
odwrotng, czyli z sytuacja, w ktorej liczba sygnatow zrodlowych jest wieksza niz liczba sygnatow
obserwowanych (Rysunek 3.3.2) i jest on okre$lany jako niekompletny model ICA (ang.
undercomplete ICA).

4)" Macierz miksujgca ‘A’

S g

': \

“y,
\'\ X

-’

Zrodta s @E Obserwacje
~

Rysunek 3.3.1 Tlustracja przedstawiajaca przyktad niekompletnego modelu ICA, w ktorej liczba zrodet jest wicksza
od liczby obserwacji. Zrodto:
https://pdfs.semanticscholar.org/4b0b/39fcda83492a192a2f3385151575837f7047.pdf?_ga=2.151192383.722134934
.1560240146-2058687032.1552914876
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Rysunek 3.3.2 Ilustracja przedstawiajgca przykiad nadkompletnego modelu ICA, w ktérej liczba zrodet jest
mniejsza od liczby obserwacji. Zrédio:

https://pdfs.semanticscholar.org/4b0b/39fcda83492a192a2{3385151575837f7047.pdf? ga=2.151192383.722134934
.1560240146-2058687032.1552914876

Wariant pierwszy (m>n, gdzie m - liczba sygnatow obserwowanych, n — liczba zrodet)
formalnie moze zosta¢ zapisany w nastepujacy sposob:

x1(t) = ag151(¢) + ag25,(t)

X2 (1) = az151(t) + az;5,(t) (3.3.4)
x3(t) = az;51(t) + az;s,(t)

a;; sg statymi wspotczynnikami. To samo rownanie zapisane w postaci macierzowej wyglada

nastgpujaco:
X1 a1 Ar2 )
X2 | =|0Gz21 Q22 (s )
X3 az1 dzp 2
Proces odzyskiwania sktadowych niezaleznych wymaga, aby macierz separujaca byta

kwadratowa. W tym celu (jezeli znana jest liczba sygnatéw zrédtowych) nalezy dokona¢ redukcji
rozmiaru do postaci:

()= ) (s2)

A2/ \S2
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oraz zrealizowac¢ algorytm ICA w postaci:
S . W11 w X1
(52) B (W21 sz) (xz)
Sytuacja ta pozornie moze wydawac si¢ korzystna, poniewaz dostepnych jest wigcej informacji
niz jest to wymagane. Jednak, jak zostato pokazane powyzej, poprzez redukcje obserwacji x5,
utracono cze$¢ informacji. Teoretycznie zamiast redukowaé obserwacj¢ x; mozna rowniez
wykona¢ algorytm ICA na pelnej macierzy obserwacji uzyskujac w wyniku wieksza liczbe
sktadowych wyj$ciowych niz liczba faktycznych zrédet. Wykonanie algorytmu na wigkszej niz

potrzebna liczbie sygnatow skutkuje jednak gorszg separacja zrodet niz w sytuacji, kiedy liczba

zarejestrowanych sygnatow jest doktadnie réwna liczbie sktadowych wynikowych [185].

Wariant drugi, obejmujacy sytuacje, w ktorych liczba czujnikdéw jest mniejsza od liczby
sktadowych niezaleznych (m<n), mozna przedstawi¢ nastgpujaco. Niech x;(t) oraz x,(t)
oznaczajg sygnaly pochodzace z dwoch czujnikdéw, ktore zarejestrowaty dane z trzech zrodet:
51(t), s,(t) oraz s5(t). x;(t) sa wowczas wazonymi sumami sygnatéw s;(t), gdzie wspotczynniki

wagowe zaleza np. od odleglosci pomigdzy czujnikami rejestrujacymi.
x1(t) = a1151(t) + a125, () + a1383(¢) (3.3.5)
x2(1) = az151(6) + az25,(8) + azsss(t)

Ponownie a;; sg stalymi wspotczynnikami oznaczajgcymi wagi mieszajgce. To samo rownanie

zapisane w postaci macierzowej wyglada nastepujaco:
S1
(x1) _ (‘111 12 ‘113) s,
X2 21 Qzz 023 S5

Proces separujacy wraz z macierzg wag wygladatby natomiast nastgpujaco:

S1 Wi1 Wi X

1
Sy | = W21 W22 (Xz)
S3 W31 Wz

Jak mozna zauwazy¢ macierz mieszajaca 4 ma rozmiar 2 X 3 w zwigzku z czym macierz
separujaca W musi mie¢ rozmiar 3 x 2, nie jest wigc kwadratowa. Tym samym nie jest spelniony

jeden z warunkéw algorytmu ICA. O ile w przypadku nadkompletnej wersji modelu ICA warunek
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ten nie jest bardzo restrykcyjny, poniewaz jego niespelienie bedzie skutkowalo jedynie gorsza
separacjg sktadowych (a samg redukcje wymiar6w mozna przeprowadzi¢, np. stosujac algorytm

PCA), o tyle w przypadku wersji nieckompletnej brakujacych danych nie ma czym uzupehic.

Rozwigzanie wskazanego tu problemu jest szczegdlnie istotne w zastosowaniach, w
ktérych liczba sensorow jest ograniczona, a liczba sygnatow zrodlowych duza, lecz nieznana.
Jednym z zastosowan, ktorych szczegdlnie dotyka wskazane powyzej ograniczenie algorytmow
ICA jest analiza sygnatow pochodzenia mézgowego, zwlaszcza sygnalow rejestrowanych w
warunkach poza laboratoryjnych, gdzie niezbgdne jest stosowanie nisko-kanatowych macierzy

elektrod.

3.4 Algorytmy ICA dla system6w nisko-kanalowych

Jak wynika z poprzedniego podrozdziatu odzyskanie liczby sygnatow zrodlowych
wiekszej anizeli liczba sygnatow obserwowanych jest niemozliwe przy zastosowaniu klasycznych
algorytméw ICA. Stad, jezeli celem jest odzyskanie wigkszej liczby zrodet niz liczba sygnalow
obserwowanych, konieczne jest rozszerzenie macierzy sygnaléw obserwowanych poprzez
wygenerowanie dodatkowych, sztucznych sygnatow. Jak dotad zaproponowano w tej dziedzinie

Jjedynie kilka rozwiazan [13, 145, 179, 214, 215, 216, 217, 218, 219, 220].

Jednym z pierwszych jest metoda o nazwie SCICA (ang. Single Channel ICA). Autorami
metody sga Davies i James [217]. Zaproponowali oni rozwigzanie jednokanalowego modelu ICA
poprzez podzielenie sygnalu zarejestrowanego z pojedynczego czujnika na sekwencj¢ ciaglych

blokow, a nastepnie wykonanie algorytmu ICA na macierzy ztozonej z tych blokow.

Kolejna metoda, DE (ang. Dynamical Embedding), zostala zaproponowana przez Jamesa
oraz Lowe’a [221]. W metodzie tej reprezentacja zapisu pojedynczego kanalu jest macierz
sktadajaca si¢ z szeregu opoznionych wektorow pobranych z tego zapisu. Rozklad sygnatu

pobranego z pojedynczego kanatu za pomocg metody DE moze by¢ przedstawiony nastepujaco:
Xg0(k) = [x(kT),...,x(tk + N — 1] (3.4.1)

gdzie: T to opdznienie czasowe, k to numer bloku, N to rozmiar otrzymanego wektora natomiast

(zn + N — 1) to dtugos$¢ oryginalnego sygnatu. K elementowa macierz X4, ktora stanowi wejscie
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do algorytmu ICA jest tworzona w nastepujacy sposob:

Xae = [xae(1), X4 (2), ..., xge (K)]" (34.2)

Autorzy nie podaja konkretnych wartosci dla parametrow N oraz K (piszac, ze wartosci te nalezy

dobra¢ empirycznie), zalecaja jednak, aby zachowa¢ ponizsza proporcje [221]:
K> 2N+1 (3.4.3)

W przypadku gdy dostepnych jest wiecej sygnatow oryginalnych, operacje 3.4.1 1 3.4.2
wykonywane sg na kazdym sygnale z osobna, a ostateczna macierz sygnatow wejsciowych jest
tworzona poprzez konkatenacje¢ macierzy Xz, wyznaczonych dla kazdego z sygnatow. Po

stworzeniu macierzy wejsciowej jest ona poddawana dziataniu jednego z algorytmow ICA.

Kolejng metoda pozwalajacg na rozwigzanie nisko-kanatowego modelu ICA jest metoda
EEMD-ICA (ang. ensemble empirical mode decomposition ICA), ktora zostata opisana w [21,

22]. Metoda ta taczy zmodyfikowang wersje algorytmu EMD (EEMD) i FastICA.

Oryginalny algorytm EMD definiuje zestaw niezaleznych funkcji wewne¢trznych, tzw. IMFs
(ang. Intrinsic Mode Functions) usrednionych dla danej liczby prob. Funkcje te reprezentuja
szybkie 1 wolne oscylacje. Muszg one spelnia¢ dwa warunki. Warunek pierwszy mowi, ze liczba
ekstremoOw oraz przej$¢ funkcji przez zero musi by¢ rowna lub roézni¢ si¢ co najwyzej o jeden.
Drugi warunek mowi, ze w dowolnym punkcie $rednia warto$¢ obwiedni zdefiniowanej przez
lokalne maksima i obwiedni okre§lonej przez lokalne minima wynosi zero [219, 222]. Aby
uzyska¢ funkcje IMF z sygnalu x stosowany jest proces przesiewania (ang. sifting). Sygnat x(?) o

czasie t moze zosta¢ roztozony na funkcj¢ IMF za pomocg krokow przedstawionych ponizej:

1. Wyznaczane sa wszystkie lokalne ekstrema sygnatu, ktore nastgpnie sg interpolowane za
pomoca krzywej sklejanej. Tworzona jest goérna oraz dolna obwiednia sygnalu,

odpowiednio: e, (t) oraz eq(t).

2. Z obu obwiedni wyliczana jest srednia:

eg(t)+eq(t)

my(t) = "

(3.4.4)
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3. Roznica pomigdzy oryginalnym sygnatem x(t) a $rednig m,; definiowana jest jako pierwszy

komponent: h;:
h; = x(t) —m, (3.4.5)

4. Sprawdzane sa oba warunki istnienia funkcji IMF. Jezeli sa spetnione, to sygnat h; jest
uznawany za pierwszg funkcje IMF. W przeciwnym wypadku, powtarzane sg kroki od 1 do

3.

5. Sygnat h, jest usuwany z oryginalnego sygnatu. Rdznica z tej operacji to sygnat resztkowy

ry (¢):
71 (6) = x(t) — hy(£) (3.4.6)

6. Traktujac r1(t) jako nowy sygnat bazowy, kroki od 1 do 5 mozna powtorzy¢ k razy
otrzymujac k funkcji IMF.

Proces przesiewania konczy si¢ w sytuacji, kiedy sygnal r;, staje si¢ funkcja monotoniczng
lub stalg i nie mozna wyodrebni¢ kolejnych funkcji IMF. Dodatkowym warunkiem stopu jest

warto$¢ odchylenia standardowego pomigdzy dwoma kolejnymi funkcjami IMF:

[h1(k—1)(f)—h1k(t)]2
h (k—1y (®)

SD = ¥if } (3.4.7)

Jezeli warto$¢ SD jest mniejsza niz okreslony prog, proces jest zatrzymywany. Typowymi

warto§ciami progowymi jest warto$¢ pomiedzy 0.2 a 0.3 [222].

Jedng z gtownych wad oryginalnego algorytmu EMD, przedstawionego powyzej, jest to,
ze jest on bardzo wrazliwy na zaklocenia. Dlatego wprowadzono bardziej niezawodna,
zmodyfikowang wersj¢ algorytmu EMD, nazwang EEMD [21, 223]. Wprowadzona modyfikacja
polega na tym, ze oryginalny algorytm EMD uruchamiany jest wielokrotnie, przy czym w kazdej
prébie algorytm EMD stosowany jest na pierwotnym sygnale z dodanym szumem, réwnym
utamkowi odchylenia standardowego oryginalnego sygnatu [223]. Zestaw usrednionych IMFs
zwroconych przez algorytm EEMD stanowi wielokanatowg reprezentacje oryginalnego sygnatu

jednokanalowego [224]. Podobnie jak w algorytmie DE, w przypadku, kiedy rejestracja sygnatu
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EEG odbywala si¢ przy wykorzystaniu wigkszej liczby kanatow, to sygnal z kazdego kanalu jest
z osobna poddawany dziataniu algorytmu EEMD. Zestawy funkcji IMF wyznaczone dla kazdego

z kanalow sa nastepnie taczone ze soba, tworzac macierz wejsciowa dla algorytmu FastICA.

Ostatnie podejscie, o ktorym warto wspomnie¢, taczy w sobie algorytm ICA i dyskretng
transformate falkowa - DWT (ang. Discrete Wavelet Transform) [21, 23, 24, 25, 26]. Podobnie
jak we wczesniej wspomnianych metodach, réwniez ten algorytm, o nazwie WICA (ang. wavelet
ICA), sktada si¢ z dwoch czesci. Pierwsza czes$¢ algorytmu ma na celu znalezienie wielokanatowe;j
reprezentacji pojedynczego sygnatu za pomocag dyskretnej transformacji falkowej. W [24]
proponuje si¢ uzycie 3-poziomowej dekompozycji, zapewniajacej czterosktadnikowsa
reprezentacj¢ pojedynczego kanalu (aproksymacja plus cztery detale). Autorzy argumentuja, ze
taki schemat rozktadu w przyblizeniu zapewnia podziat sygnatu na cztery klasyczne podpasma
EEG: delta, theta, alfa i beta. Podobnie jak w przypadku innych podejs¢, wielosktadnikowa
reprezentacja uzyskana jako wynik dekompozycji falkowej jest nastgpnie przesytana do jednego z
algorytmow ICA. Oczywiscie, w przypadku, kiedy dostgpnych jest wigcej sygnaldow, algorytm
WICA jest wykonywany na kazdym sygnale z osobna, a nastgpnie aproksymacje i detale uzyskane
dla kazdego sygnalu sa konkatenowane do pojedynczej macierzy stanowigcej wejscie dla

algorytmu ICA.

Celem algorytmu ICA jest dekompozycja macierzy sygnalow wejsciowych do macierzy
oryginalnych zrédetl. Model ICA, bedacy przyktadem klasycznego rozktadu liniowego, zaklada,
ze sygnaly wejsciowe sg mieszaninami sygnalow zrodtowych. Doktadniej, model ten zaktada, ze
kazdy sygnat sklada si¢ z tych samych zrédel, ale polaczonych ze sobg w réznych proporcjach.
Chociaz zalozenie to nie dotyczy wszystkich sygnalow rzeczywistych, to jest prawdziwe w
wiekszosci przypadkdéw — wiele sygnatéw rejestrowanych z réznego rodzaju czujnikdéw faktycznie

sktada si¢ z wazonej sumy sygnalow zrodtowych.

Gdy SCICA, WICA lub EEMD-ICA rozktadaja sygnat zarejestrowany z pojedynczego
czujnika na komponenty, macierz wejsciowa ICA sktada si¢ z sygnalow, ktore nie sa ze soba
powiazane. Dlatego tez, chociaz metody te zapewniaja dodatkowe wymiary potrzebne modelowi
ICA do zwrocenia wigkszej liczby komponentow wyjsciowych, to uzywaja ICA jedynie do
przeksztatcenia zestawu mniej lub bardziej niezaleznych komponentow w inny zestaw
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niezaleznych komponentow. Transformacja taka bez ,,wzmocnienia” sygnatow zrodtowych w
macierzy wejsciowej ICA jest znacznie mniej skuteczna niz transformacja przeprowadzona na

macierzy wejsciowej ztozonej z mieszanin oryginalnych Zrodet.

W niniejszej pracy zaproponowany jest prosty, ale skuteczny algorytm rozwigzania nisko-
kanatowego modelu ICA. Ideg podejscia, nazwanego MAICA, jest utworzenie sztucznych
sygnatow wejsciowych poprzez zastosowanie zestawu filtrow o zerowej fazie na zarejestrowanych
sygnatach EEG. Glowna zaleta algorytmu MAICA jest to, ze spelnia on zalozenie o zachowaniu
mieszanin zréodet w macierzy wejsciowej. Uzywajac filtrow zero-fazowych o najmniejszych
mozliwych oknach, MAICA powtarza wigkszo$¢ informacji zawartych w sygnatach z
zarejestrowanych z czujnikow. W ten sposob nie tylko jest rozszerzany wymiar wejsciowej
macierzy ICA, ale rowniez transformacja liniowa jest znacznie bardziej efektywna (co zostanie

pokazane w rozdziale 6.1).

78



Praca doktorska — GORSKI PAWEL

R0OZDZIAL 4

EKSPERYMENTY WSTEPNE

Jedno z zatozen metody ICA, moéwi, ze liczba sktadowych uzyskanych na wyjsciu
algorytmu jest rowna liczbie sygnatéw wejSciowych. Parafrazujac to zalozenie, za pomoca
algorytmu ICA nie mozna odzyska¢ wigkszej liczby sygnatow zrodtowych niz liczba sygnatow,
ktora zostala podana na wejscie algorytmu. Jezeli wiec cata informacja o systemie jest zawarta w
sygnale zarejestrowanym z jednego czujnika pomiarowego, nie ma mozliwosci bezposredniego
rozlozenia tego sygnatu za pomocg algorytmow ICA na sygnaly stanowiace jego skladowe. W
niniejszym rozdziale zostanie omowiony szereg eksperymentow, ktore zostaty przeprowadzone w
celu znalezienia metody pozwalajgcej na wyeliminowanie powyzszego ograniczenia metody ICA.
W efekcie przeprowadzonych eksperymentow zostata opracowana metoda MAICA (ang. Moving
Average ICA), ktorej podstawowa ideg jest wytworzenie sztucznych sygnatow, dostarczajacych
dodatkowej przestrzeni umozliwiajacej rozklad sygnatéw wejsciowych na liczbg sktadowych
wigksza, anizeli wymiar przestrzeni wejsciowej. Opracowana metoda pozwala na skuteczne
stosowanie algorytmow analizy sktadowych niezaleznych nawet w przypadku rejestracji sygnatu
z jednego czujnika pomiarowego. Metoda MAICA zostanie szczegdtowo opisana w rozdziatach 5

oraz 6 niniejszej pracy.
4.1 Badania prowadzone na sygnalach dzwiekowych

W ramach niniejszej rozprawy doktorskiej przeprowadzono szereg badan zmierzajacych
do opracowania metody wstgpnego przetwarzania sygnalow, dedykowanej dla nisko-kanatowych
interfejsow EEG. Pierwsze dwa badania dotyczyly oceny skuteczno$¢ separacji za pomoca
algorytmow ICA. W badaniach tych nie korzystano jeszcze z sygnaldow EEG. Zamiast tego
zastosowano sygnaty dzwiekowe pozwalajace w prosty sposob oceni¢ skutecznos¢ metody ICA.
Do osiagnigcia tego celu wykorzystano probki $piewu pochodzace z bazy dzwickéw Wydziatu
Informatyki Zachodniopomorskiego Uniwersytetu Technologicznego. Baza ta zawiera nagrania
Spiewow trzech ¢wiczen wykonywanych przez mezczyzne oraz kobiete w technice artykulacji

legato. Cwiczenia polegaty na wy$piewaniu co pot tonu nastepujacych sekwencji:
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e a e i,0,u
e do,la, a, do,la, a, do
* a0y
Do testow wybrane zostaly 3 nagrania. Jedno z nich prezentowato glos $piewaczki, dwa
pozostate $piewaka. Kazde nagranie zawierato inng sekwencje dzwickow. Kolejne nagrania
(sygnaly zrodtowe) zostaty oznaczone jako: sygnall, sygnal? oraz sygnal3. Wykresy sygnatow

zroédtowych w dziedzinie czasu zaprezentowane sg na Rysunku 4.1.1.
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Rysunek 4.1.1 Sygnaly zrodlowe. Zrédlo: Opracowanie whasne.

Na podstawie sygnatéw z Rysunku 4.1.1 skonstruowano trzy nowe sygnaty. Kazdy nowo
utworzony sygnat byl mieszaning dwoch sposrod trzech sygnatow zrodtowych. Mieszaniny
sygnatéw (Rysunek 4.1.2) nazwano odpowiednio mixI, mix2 oraz mix3. Mieszanie nastgpito

zgodnie z wzorami:
mix1 = sygnall — 2 * sygnal2
mix2 = 0.73 * sygnall + 0.41 * sygnal2 (4.1.1)
mix3 = 3.14 x sygnal3 + 1.69 * sygnal2

Jak wynika z poréwnania Rysunkow 4.1.1 1 4.1.2 otrzymano sygnaly wyraznie roznigce
si¢ przebiegiem czasowym. W celu matematycznego oszacowania roéznicy miedzy sygnatami
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zrodtowymi, a sygnatami zmieszanymi wykorzystano wspotczynnik korelacji wzajemnej (miara
ta bedzie wykorzystywana réwniez do oceny stopnia podobienstwa sktadowych ICA oraz

sygnatow zrodtowych, zard6wno w niniejszym eksperymencie, jak i w wielu kolejnych).
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Rysunek 4.1.2 Sygnaty uzyskane po przeprowadzeniu procesu mieszania zgodnie ze wzorem 4.1.1.
Zrédto: Opracowanie wilasne.

Korelacja wzajemna jest miarg podobienstwa dwoch szeregdw czasowych, z ktérych jeden
moze by¢ przesuniety w czasie. Dla szeregéw czasowych a oraz b zlozonych z r probek kazdy,

korelacja wzajemna moze zosta¢ zapisana jako iloczyn [225, 226, 227]:
(a x b)[sh] = X5, a*[r]b[r + sh] (4.1.2)

gdzie a* oznacza sprzezenie zespolone funkcji a, sh — przesuni¢cie pomigdzy funkcjami
(mierzone liczbg probek). W przypadku, gdy funkcje nie sg skorelowane, warto$¢ (a * b) bedzie
bliska zeru. W innym przypadku funkcja moze osigga¢ dowolne wartosci. Aby otrzymac wartosci
z przedzialu [-1,1] wprowadzono znormalizowang wersje tej funkcji. Normalizacja funkcji
korelacji wzajemnej, powoduje, ze autokorelacja funkcji, ktéra posiada zerowe przesunigcie w
czasie wynosi 1. Okresla si¢ ja jako wspotczynnik korelacji Pearson’a ktory jest definiowany

nastepujaco [228]:

cov(a,b)

Pap = ot (4.1.3)
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gdzie: a, b to dwa sygnaly, cov(a.b) to kowariancja pomiedzy a oraz b, 0,0y to odchylenia
standardowe odpowiednio a oraz b. Wartosci unormowanego wspotczynnika korelacji wzajemne;j
mieszcza si¢ w przedziale od -1.0 dla idealnej korelacji ujemnej do 1.0 dla idealnej korelacji
dodatniej. Im warto$¢ blizsza 0, tym mniejsza jest korelacja pomiedzy sygnatami. Jako ze w
prowadzonych badaniach znak korelacji nie byt istotny, wigc wszedzie w dalszej czgsci pracy,
gdzie jest mowa o korelacji sygnalow, analizowana jest warto$§¢ bezwzgledna wspotczynnika

zdefiniowanego wzorem 4.1.3.

Aby potwierdzi¢, ze proces mieszania sygnalow przebiegt prawidtowo, dla kazdej pary
sygnatl zrédlowy — sygnat zmieszany, wyznaczono bezwzglgdng warto$¢ wspotczynnika korelacji.
Uzyskane wyniki przedstawiono w Tabeli 4.1.1. Jak mozna zauwazy¢ kazdy z sygnalow
zmieszanych byt podobny do dwoch sygnalow zréodlowych, tych, ktore postuzyly do jego
stworzenia. W celu dodatkowego potwierdzenia prawidlowego zmieszania sygnatow, pliki
dzwickowe zawierajace mieszaniny sygnatéw zroédtowych odstluchano i stwierdzono, ze

faktycznie w kazdym nagraniu stycha¢ dwa naktadajace si¢ glosy.

plx(®),y(0)] Mix1 Mix2 Mix3
s18m_e03 p26 02 nl0 dO v.wav 0.4007 0.8344 0.0011
s20f e05_p29 04 n03_dO0 v.wav 0.9200 0.5432 0.4678
s18m e0l p22 03 nll dO_v.wav 0.0026 0.0056 0.8859

Tabela 4.1.1 Wspoétczynnik korelacji sygnatow zrédlowych oraz sygnatéw uzyskanych na wyjsciu algorytmu FastICA

4.1.1 Badanie 1

Na tak przygotowanych sygnatach przeprowadzono dwa badania. Celem pierwszego bylo
oszacowanie jako$ci separacji sygnaléw za pomocg algorytmu FastICA w wersji symetryczne;.
Przygotowane mieszaniny sygnaléw zrédtowych wprowadzono wigc na wejscie algorytmu
FastICA. Z uwagi na fakt, ze algorytm ICA zostal uruchomiony na trzech sygnatach wejsciowych,
na wyjsciu algorytmu réwniez otrzymano trzy sygnaly wynikowe, bedace oszacowaniem
sygnatow zrédtowych. Sktadowe, obliczone za pomoca algorytmu FastICA, przedstawione sg na

Rysunku 4.1.1.1

82



Praca doktorska — GORSKI PAWEL

Tabela 4.1.1.1 przedstawia wspdfczynniki korelacji sygnalow Zréodlowych oraz
sktadowych zwréconych w efekcie dzialania algorytmu FastICA. Jak mozna zaobserwowaé w
tabeli, kazda sktadowa osiagnela idealng korelacj¢ doktadnie z jednym sygnatem Zrédlowym oraz
korelacj¢ mniejsza niz 0.01 z pozostatymi sygnalami. Uzyskany wynik matematyczny
potwierdzono poprzez odstuchanie sygnatdéw zwrdconych przez algorytm FastICA. Po
odtworzeniu sygnatdéw zwroconych przez algorytm FastICA stwierdzono, ze kazdy z sygnalow
zawieral pojedyncza sekwencje dzwiekéw nieodroznialng od sekwencji zrodtowej. Wynik
uzyskany w pierwszym badaniu wskazywat wiec, ze algorytm FastICA pozwala na prawidtowy

rozktad sygnatéw zmieszanych na sygnaty zrodtowe.
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Rysunek 4.1.1.1 Skladowe obliczone za pomocg algorytmu FastICA w wersji symetryczne;.
Zrédto: Opracowanie wilasne.

plx(®),y(®)] Skladowa1  Skladowa2  Skladowa 3
s18m_e03_p26 02 nl0_d0_v.wav 0.0024 1.0000 0.0043
s20f €05 p29 04 n03 dO v.wav 1.0000 0.0073 0.0068
s18m e01 p22 03 nll dO_v.wav 0.0024 0.0005 1.0000

Tabela 4.1.1.1 Wspodtczynniki korelacji sygnatow oryginalnych oraz sktadowych ICA otrzymane w badaniu
pierwszym.
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4.1.2 Badanie 2

W drugim badaniu do zmieszanych sygnatow dzwieckowych dodano réwniez losowy szum
z zakresu <5%; 10%> chwilowej wartosci sygnatu. Dodatkowo, w celu porownania jakosci
separacji za pomocg réznych algorytmow z rodziny ICA, w badaniu wykorzystano 5 algorytmow:
Infomax, FastICA w wersji deflacyjnej, FastiCA w wersji symmetrycznej, Cubica oraz Kernel

ICA. Tabela 4.1.2.1 przedstawia wyniki separacji dla pieciu wymienionych algorytmow.

plx(®),y(0)] Sktadowa 1  Skladowa2  Sktadowa3  Sktadowa 4
KernellCA
s18m_e03_p21 03 n03_d0_v.wav 0.0009 0.0110 0.0037 0.9999
s20f €05 p34 03 nl0 dO v.wav 0.0005 0.0014 1.0000 0.0092
s18m €01 p33 02 nl2 d0 v.wav 0.0026 0.9999 0.0080 0.0070
Szum 1.0000 0.0003 0.0028 0.0033
Cubica
s18m_e03_p21 03 n03 dO_v.wav 0.0139 0.0138 0.9998 0.0001
s20f €05 p34 03 nl0 dO v.wav 0.0052 0.9998 0.0193 0.0000
s18m_e01 p33_02 nl2 d0_v.wav 0.9999 0.0015 0.0099 0.0033
Szum 0.0000 0.0022 0.0002 0.5002

FastICA - podej$cie symetryczne

s18m_e03 p21_ 03 n03_d0_v.wav 0.9996 0.0008 0.0187 0.0188
s20f €05_p34 03 nl0_dO_v.wav 0.0240 0.0014 0.9997 0.0083
s18m_e01 p33 02 nl2 dO_v.wav 0.0149 0.0002 0.0014 0.9999

Szum 0.0021 1.0000 0.0052 0.0092

FastICA - podejscie deflacyjne

s18m e03 p21 03 n03_d0 v.wav 0.9989 0.0029 0.0424 0.0187
s20f e05 p34 03 nl0 dO v.wav 0.0478 0.0017 0.9988 0.0045
s18m e01 p33 02 nl2 dO v.wav 0.0147 0.0018 0.0027 0.9999
Szum 0.0113 1.0000 0.0052 0.0026
Infomax
s18m e03 p21 03 n03 dO v.wav 0.0140 0.0318 0.0150 0.9989
s20f e05 p34 03 nl0 dO v.wav 0.9991 0.0244 0.0039 0.0025
s18m_e01 p33 02 nl2 d0 v.wav 0.0020 0.4674 0.4914 0.0183
Szum 0.0353 0.8824 0.8716 0.0439

Tabela 4.1.2.1 Wspoétczynniki korelacji sygnaléw oryginalnych oraz sktadowych ICA otrzymane w badaniu drugim.
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Idea dodania szumu byto zasymulowanie artefaktow obecnych w sygnatach EEG. Badanie
mialo na celu sprawdzenie czy dodany szum zostanie odseparowany roéwnie dobrze, jak sygnaly

dzwigkowe.

Jak wida¢ trzy sposrod pieciu wykorzystanych algorytméw (FastiICA w  wersji
symetrycznej, FastlCA w wersji deflacyjnej oraz KernellCA) pozwolity na prawidlowe
odzyskanie wszystkich sygnatow zrodlowych, tacznie z dodanym sygnatem szumu. Wyniki
pozostalych algorytméw byly na nieco nizszym poziomie. Algorytm Infomax prawidtowo
odseparowal szum, ale nie poradzit sobie z doktadnym odseparowaniem poszczegolnych
sygnatéw dzwigkowych. Z kolei algorytm Cubica prawidlowo odseparowal sygnaty oryginalne,
na poziomie wspotczynnika korelacji okoto 0.9998, ale sygnat szumu nie odzyskat pierwotnej
postaci. Najbardziej dokladny wynik separacji uzyskano za pomocg algorytmu Kernellca.
Algorytm ten, z uwagi na ogromny narzut czasowy (czas pracy algorytmu byl kilkanascie razy
dhuzszy niz pozostatych algorytmow), nie nadaje si¢ jednak do stosowania w trybie rzeczywistym.
Czas pracy algorytmow przedstawiony jest w Tabeli 4.1.2.2. Kazdy z algorytméw zostat

uruchomiony trzykrotnie.

Czas(s)
1 2 3 Srednia
KernellCA 898.65 761.34 989.28 883.09
Cubica 0.7800 0.7800 0.7332 0.7630
FastICA - podejscie symetryczne 1.9656 2.5116 1.3572 1.9448
FastICA - podej$cie deflacyjne 2.3244 1.9188 2.1996 2.1476
Infomax 23.3065 21.6841 21.9337 22.3081

Tabela 4.1.2.2 Czas dziatania algorytmow ICA (kazdy algorytm byt uruchomiony trzykrotnie)

Wyniki badan dotyczacych separacji sygnatoéw dzwickowych zostaty opublikowane w
dwoch publikacjach [229, 230].

Pierwsze eksperymenty przeprowadzone zostaly na sygnatach dzwigkowych z uwagi na
to, ze efekty tych eksperymentow mozna bylo oceni¢ nie tylko wizualnie (na wykresach) oraz
matematycznie (przy pomocy wspotczynnika korelacji), ale réwniez doswiadczalnie (odstuchanie

plikow dzwigkowych). Jako ze eksperymenty te wykazaly skutecznos$¢ algorytmow ICA w
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procesie rozktadu mieszanin sygnalow na sygnaly zrodlowe, dalsze badania prowadzone juz byly

z wykorzystaniem sygnatow EEG.

Podstawowym problemem jaki musiat zosta¢ rozwigzany w momencie zmiany dziedziny
sygnatow byl problem szacowania dokltadnosci transformacji, czyli zgodnosci sktadowych
otrzymanych na wyjsciu algorytmu ICA z sygnatami zrédlowymi. W badaniu sygnatow $piewu
szacowanie doktadnos$ci transformacji odbywato si¢ poprzez wyznaczenie wartosci korelacji
wzajemnej migdzy sygnatami odzyskanymi, a sygnatami wzorcowymi. Takie podejscie bylo
mozliwe, poniewaz sygnaty wzorcowe byty zadane z gory. W przypadku sygnatow EEG znane sg
jedynie sygnaty zarejestrowane na powierzchni czaszki, ktore stanowig kombinacje sygnatéw
emitowanych przez zrodtowa podczaszkowe. Z uwagi na brak sygnatéw wzorcowych, szacowanie
doktadnosci transformacji nie mogto wigc odbywac si¢ na podstawie analizy zgodnosci. Z tego
powodu, w kolejnych badaniach doktadnos$¢ transformacji szacowano na podstawie doktadnosci
klasyfikatora zbudowanego na podstawie zbioru sygnatoéw EEG. Takie rozwigzanie bylo mozliwe,
poniewaz badane zbiory EEG pochodzity w wigckszosci z sesji treningowych przeprowadzanych z
interfejsami mézg-komputer, w ktérych zarejestrowanym sygnalom EEG towarzyszyly etykiety

klas informujace o zadaniach wykonywanych przez uczestnika eksperymentu.
4.2 Badania prowadzone na benchmarkowym zbiorze danych EEG

Sygnaly wykorzystane w trzech kolejnych eksperymentach pochodzity z referencyjnego
zbioru danych, przedstawionego na drugim konkursie BCI zorganizowanym przez Instytut
InZynierii Biomedycznej Wydzialu Informatyki Medycznej Uniwersytetu Technologicznego w
Graz. Zbidr ten zawieral sygnaty EEG zarejestrowane w trakcie sesji treningowej pojedynczego
podmiotu (25-letnia kobieta) z interfejsem mozg-komputer. Zadaniem uczestnika eksperymentu
bylo kontrolowanie, za pomoca wyobrazenia ruchéw lewej i prawej rgki, ruchow paska
wyswietlanego na ekranie monitora. Wskazéwki informujace o kierunku, w ktérym nalezy
przesuwac pasek, wyswietlane byly na ekranie w postaci strzatki wskazujacej w lewa badz prawa
strong. Kolejnos¢ kierunkow byta losowa. Eksperyment sktadat si¢ z 280 préob, kazda proba trwata
9 sekund. W trakcie pierwszych dwoch sekund na ekranie wyswietlane byto jedynie czarne tlo. Na
koniec drugiej sekundy (¢ = 2s) generowano bodziec akustyczny. Jednocze$nie wyswietlano na

ekranie krzyz ogniskujacy uwage uczestnika na srodku ekranu. Po uptywie jednej sekundy krzyz
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byl usuwany z ekranu, a jego miejsce zajmowala wskazowka graficzna, informujaca uczestnika,
ktorej reki ruch powinien sobie wyobrazi¢. Strzatka w lewo oznaczata polecenie wyobrazenia
ruchu regki lewej, strzatka w prawo — polecenie wyobrazenia ruchu r¢ki prawej. Doktadny schemat

czasowy eksperymentu zostat zaprezentowany na Rysunku 4.2.1.
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Rysunek 4.2.1 Schemat eksperymentu przedstawionego na drugim konkursie BCL
Zrédto: https://www.bbci.de/competition/ii/#datasets.

Sygnaly EEG rejestrowano w trzech bipolarnych kanatach EEG: C3, Cz i C4 (schemat
montazu zostal zaprezentowany na Rysunku 4.2.2) z czgstotliwoscig 128 Hz. Po zakonczeniu
rejestracji sygnaty zostaly wstgpnie przefiltrowane w pasmie 0.5-30 Hz. Caly zestaw danych,
zawierajacy dane z 280 prob, zostal nastepnie podzielony na dwa réwne podzbiory - pierwszy
przeznaczony byl do treningu klasyfikatora, a drugi do zewngtrznego testu klasyfikatora. Poniewaz
w repozytorium opublikowano peten zestaw danych (zawierajacy zaréwno sygnaty EEG, jak i
etykiety klas: 1 - lewa reka, 2 - prawa rgka) tylko dla podzbioru treningowego, tylko ten podzbior

(140 prob) mogt zosta¢ wykorzystany w opisanych ponizej badaniach.
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Rysunek 4.2.2 Schemat montazu elektrod do rejestracji danych do eksperymentu przedstawionego na drugim
konkursie BCI. Zrodto: https://www.bbci.de/competition/ii/#datasets.

4.2.1 Badanie 3

Celem trzeciego z przeprowadzonych badan, opublikowanego w [213] bylo zbadanie
wpltywu algorytmu ICA na doktadnos¢ klasytikacji w nisko-kanatowym interfejsie BCI. Badanie
rozpoczeto od przygotowania czterech zbiorow danych. Kazdy z nich sktadat si¢ ze 140 prob, przy
czym kazda proba zawierata trzy 7-sekundowe sygnaly EEG (z okresu od =3 do =9). Kolejne

zbiory zawieraly:

e sygnaly oryginalne,
e sygnaly przetworzone za pomocg algorytmu FastICA w wersji symetrycznej,
e sygnaly przetworzone za pomocg algorytmu FastICA w wersji deflacyjne;,

e sygnaly przetworzone za pomocg algorytmu Infomax.

Nastepnie dla kazdego ze zbioréw opracowano odpowiadajgca mu macierz cech. Kazda
cecha przestawiata moc pasmowa wyznaczong na podstawie jednej sekundy jednego z sygnatow
w jednym z 12 badanych pasm czestotliwosci: pasmie alpha (8-13Hz), pasmie beta (13-30Hz),
pigciu podpasmach pasma alpha (8-9Hz; 9-10Hz; 10-11Hz; 11-12Hz; 12-13Hz); oraz pigciu
podpasmach pasma beta: (13-17Hz; 17-20Hz; 20-23Hz; 23-26Hz; 26-30Hz). W wyniku ekstrakcji
cech uzyskano 252 cechy (7 sekund x 3 sygnaty x 12 pasm). Nastepnie, z uwagi na bardzo wysoki
rozmiar otrzymanego w ten sposob zbioru cech (252 cechy) oraz niewielka liczbe prob (140 prob)
zdecydowano si¢ przeprowadzi¢ proces selekcji cech. W procesie tym wykorzystano algorytm
genetyczny, opisany w [231]. Po przeprowadzeniu procesu selekcji otrzymano 6 zbioréw o
rosnacej liczbie cech. Zbidr pierwszy zawierat tylko jedng cechg, najlepsza z punktu widzenia
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klasyfikatora wykorzystanego do wyznaczenia wartosci funkcji przystosowania, przetwarzanych
w algorytmie genetycznym podzbiordw cech, zbidr ostatni zawieral szes¢ cech. W procesie
klasyfikacji zastosowano liniowa metod¢ SVM. Prog klasyfikacji zostat ustawiony na 0.5, a zatem
wszystkie wyniki klasyfikatora wigksze niz 0.5 byly klasyfikowane jako klasa ,,1”” (prawa r¢ka), a
wyniki mniejsze lub rowne 0.5 - jako klasa ,,-1” (lewa rgka). Doktadno$¢ klasyfikatora szacowano
przy wykorzystaniu 10-krotnej walidacji krzyzowej. Ostateczng miara dokladnos$ci danego
zestawu cech byla srednia warto$¢ obliczona na podstawie doktadnosci klasyfikacji uzyskanej dla

10 zestawow walidacyjnych.

Dla kazdego z czterech zbioréw danych oraz kazdego z sze$ciu poszukiwanych zbiorow
cech uruchomiono 5-cio krotnie algorytm genetyczny. Srednie wyniki klasyfikacji uzyskane dla

poszczegodlnej liczby cech i wszystkich zbiorow danych przedstawione sag w Tabeli 4.2.1.1.

Dane surowe FastICA pqdej $cie FastICA podejscie Infomax
deflacyjne symetryczne
Liczbacech D [%] S D [%] S D [%] S D [%] S
1 76.71 0.64 75.14 0.53 75.00 0.45 75.86 0.83
2 82.57 2.7 82.71 1.31 82.43 1.32 82.29 0.29
3 89.00 0.81 88.43 0.53 87.86 1.36 88.57 1.43
4 91.00 1.08 90.86 0.53 90.71 0.9 91.71 0.73
5 92.71 1.06 92.14 1.01 92.57 0.35 92.43 0.57
6 93.14 1.08 92.29 1.53 93.86 0.73 94.57 0.73
Srednia 87.52 1.23 86.93 0.91 87.07 0.85 87.57 0.76

Tabela 4.2.1.1 Srednia dokladnos¢ klasyfikacji uzyskana dla podzbioréw o réznej liczbie cech, wyznaczona dla
danych surowych oraz danych przetworzonych przy wykorzystaniu trzech algorytméw ICA (D — doktadnos¢, S —
odchylenie standardowe).

Uzyskane wyniki byly zaskakujace. Srednia precyzja klasyfikacji obliczona dla sygnatow
wstepnie przetworzonych algorytmami ICA byta réwna 87.2%, co bylo wartoScig nizszg niz
srednia precyzja klasyfikacji obliczona dla sygnatéw surowych (87.5%). Najwyzsza Srednig
precyzje klasyfikacji dla wszystkich szesciu algorytmow genetycznych uzyskano za pomoca
algorytmu Infomax (87.6%), nieco mniejsza precyzj¢ uzyskano za pomoca algorytmu
symetrycznego FastICA (87.1%), a najmniejsza precyzje uzyskano przy deflacji FastICA (86.9%).

Analizujac z kolei odchylenia standardowe wynikéw $rednich mozna zauwazy¢, ze wartosé
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odchylenia byta $rednio o 33% nizsza w przypadku Infomax (0.8%) niz w przypadku surowych
sygnatow (1.2%). Oznacza to, ze algorytm Infomax dat bardziej stabilne wyniki i Ze s one bardziej
wiarygodne niz wyniki obliczone na podstawie nieprzetworzonych sygnatow. Roéwniez dla
sygnaléw wstepnie przetworzonych za pomocg dwoch pozostalych algorytmow ICA warto$¢
odchylenia standardowego byta znacznie mniejsza niz w przypadku surowych danych (odchylenie

standardowe obu algorytmow ksztattowato si¢ na poziomie 0.9%).

Biorgc pod uwage odchylenie standardowe wynikoéw nalezaloby wyciagna¢ wniosek o
praktycznej uzytecznos$ci transformacji ICA. Z drugiej strony jednak, poréwnanie wynikoéw
doktadnosci klasyfikacji wykazato niska skuteczno$¢ tej transformacji w systemie nisko-

kanatowym, sktadajacych si¢ jedynie z 3 sygnatow wejsciowych (sygnaty z kanatow C3, Cz, C4).
4.2.2 Badanie 4

W poprzednich badaniach uzytecznos$¢ algorytmoéw ICA byla badana na podstawie jako$ci
odzyskanych sygnalow. Czy to na podstawie odwzorowania sygnatow oryginalnych czy
doktadnosci klasyfikacji zwroconej przez klasyfikator. Powodowalo to, ze algorytm ICA byt
traktowany jako rodzaj ,,czarnej skrzynki”. W czwartym z kolei badaniu [232] podj¢to probe
sprawdzenia czy zastosowanie algorytmu ICA spowoduje wzmocnienie zrodet w sktadowych
wynikowych, w taki sposob, ze zrodta moézgowe zostang wzmocnione w pewnych sktadowych,

natomiast artefakty w innych.

Badanie ponownie przeprowadzono na danych konkursowych z drugiego konkursu BCI.
Tym razem uwzgledniono jednak petng dtugos¢ proby, czyli wszystkie 9 sekund. W badaniu
analizowano wyniki uzyskane za pomoca tych samych algorytméw ICA, jak w badaniu 3-cim.
Roéwniez metoda ekstrakcji cech byta taka sama. Z uwagi na zwigekszong liczbe sekund w wyniku
ekstrakcji cech uzyskano 324 cechy (9 sekund x 12 pasm x 3 kanaty) dla kazdego z czterech
zbioréw danych (zbidr 1 - sygnaly surowe; zbior 2 — sktadowe FastICA podejscie deflacyjne; zbior

3 - sktadowe FastICA podejscie symetryczne; zbior 4 — sktadowe Infomax).

Nastepnie dla kazdego ze zbioréow danych wyznaczono 7 podzbioréw cech:

90



Praca doktorska — GORSKI PAWEL

e 3 podzbiory zawierajace cechy wyznaczone tylko z jednego kanatu/sktadowej ICA (kanatu:
C3, C4, Cz lub sktadowej ICA: sktadowal, sktadowa?2, sktadowa3),

e 3 podzbiory zawierajace cechy wyznaczone z dwoch kanatéw sktadowych (kanatow: C3-C4,
C3-Cz, lub C4-Cz lub sktadowych ICA: skladowal-sktadowa2, sktadowal-sktadowa3,
sktadowa2-sktadowa3),

e 1 podzbior zawierajagce cechy wyznaczone ze wszystkich trzech kanatow/sktadowych

(kanatow: C3-C4-Cz lub sktadowych ICA skladowal-sktadowa2-sktadowa3).

Z uwagi na niejednolita liczbe cech w kolejnych podzbiorach (oraz niewielkg liczbg danych),
liczba cech zostata zmniejszona do 6 przy wykorzystaniu algorytmu LASSO (ang. least absolute
shrinkage and selection operator) zaproponowanego przez Tibshiraniego [233]. W charakterze
klasyfikatora wykorzystano ponownie liniowg wersj¢ metody SVM. Wyniki klasyfikacji dla
poszczegdlnych algorytmoéw i poszczegdlnych podzbiorow cech zostaty przedstawione w Tabeli

4.2.2.1.

Na podstawie Tabeli 4.2.2.1 trudno jest wyciagna¢ jakiekolwiek wnioski odno$nie
postawionego na poczatku badania pytania badawczego ‘Czy zastosowanie algorytmu ICA
spowoduje wzmocnienie zrodel w skitadowych wynikowych, w taki sposob, zZe zrodta mozgowe
zostang wzmocnione w pewnych sktadowych, natomiast artefakty w innych?’. Wynika to z faktu,
ze algorytmy ICA sa niejednoznaczne w stosunku do kolejnosci sktadowych, co powoduje, Zze na
podstawie Tabeli 4.2.2.1 nie mozna nawet stwierdzi¢, czy skfadowal wyznaczona dla algorytmu

Infomax odpowiada sktadowejl wyznaczonej dla ktéregokolwiek algorytmu FastICA.

FastICA podejscie FastICA podejscie

deflacyjne symetryczne Infomax Surowe sygnatly

Skladowa 1 0.78 0.72 0.75 0.74
Skladowa 2 0.76 0.60 0.80 0.66
Skladowa 3 0.57 0.81 0.60 0.76
Skladowa 1+2 0.90 0.74 0.91 0.75
Skladowa 2+3 0.72 0.76 0.77 0.87
Skladowa 1+3 0.78 0.90 0.75 0.89
Skladowa 1+2+3 0.90 0.89 0.90 0.89

Tabela 4.2.2.1 Doktadno$¢ klasyfikacji; w przypadku kolumny ‘Surowe sygnaty’ sktadowa 1 oznacza kanat C3,
sktadowa 2 — kanat Cz, natomiast sktadowa 3 — kanat C4.
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Aby zweryfikowa¢ postawione pytanie badawcze skorelowano sktadowe uzyskane za
pomoca poszczegdlnych algorytméw ICA z oryginalnymi sygnalami, a nastgpnie poréwnano
doktadno$¢ klasyfikacji uzyskang dla wszystkich skladowych w najwyzszym stopniu
skorelowanych z kazdym z kanatow. Motywacja do przyjecia takiego podejScia byt fakt, ze
podczas ruchu badz wyobrazenia ruchu lewa reka aktywne sg zrodta korowe umieszczone w polu
recepcyjnym kanatu C4, natomiast podczas ruchu/wyobrazenia ruchu rekg prawa uaktywniajg si¢
zrodla korowe znajdujace si¢ w lewej korze motorycznej (pole recepcyjne kanatu C3). Stad,
sktadowe pozwalajace na uzyskanie najwyzszej doktadnosci klasyfikacji powinny by¢ silnie
skorelowane z kanatem C3 lub C4 oraz stabo skorelowane z kanalem Cz. Tabele 4.2.2.2-4.2.2.4

przedstawiaja wartosci wspotczynnika korelacji dla kazdej pary sktadowa-kanat.

Jak mozna zauwazy¢ w Tabelach 4.2.2.2-4.2.2.4, w przypadku kazdego algorytmu kazda
sktadowa mogta zosta¢ jednoznacznie przyporzadkowana do jednego z kanatow. Dodatkowo, tak
jak si¢ spodziewano, korelacja migdzy sktadowymi, a kanatami C3 1 C4 w kazdym przypadku byta
bardzo wysoka (wyzsza niz 0.9). Oznacza to, ze sktadowe te przejety wigkszos¢ sygnatu z kanatow
C3 1 C4 (wysoka korelacja). Z drugiej strony korelacja dla sygnatéw powigzanych z kanatem Cz
jest znacznie nizsza (60-80%). Wskazuje to na to, ze kanat Cz zostatl przetransformowany przez
ICA duzo bardziej niz kanaty C3 oraz C4. Jednym z mozliwych wyjasnien tego faktu jest to, ze
kanat Cz zebral pewng ilo§¢ szumoéw zawieranych w pozostatych komponentach. Na pytanie o to,
czy dzigki zastosowaniu algorytmu ICA zZrédta mézgowe zostaly wzmocnione w sktadowych
odpowiadajacych kanatom C3 i C4 oraz ostabione w skladowych odpowiadajacych kanatowi Cz
odpowiada Tabela 4.2.2.5, w ktoérej zaprezentowano te same wyniki klasyfikacji, co w Tabeli

4.2.2.1, ale uporzadkowane wedtug korelacji poszczegdlnych sktadowych z kolejnymi kanatami.

C3 Cz C4
Skladowa 1 0.97759 0.61553 0.41819
Skladowa 2 0.10162 0.62911 0.07574
Skladowa 3 0.18436 0.4747  0.90519

Tabela 4.2.2.2 Korelacja sygnatéw surowych oraz sktadowych ICA obliczonych za pomoca algorytmu FastICA w
wersji symetryczne;j.
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C3 Cz C4
Skladowa 1l 0.25626  0.44363 0.9218
Skladowa 2  0.9129 0.42612  0.29127
Skladowa 3  0.3177 0.78842  0.25582

Tabela 4.2.2.3 Korelacja sygnatéw surowych oraz sktadowych ICA obliczonych za pomoca algorytmu FastICA w
wersji deflacyjne;j.

C3 Cz C4
Skladowa 1l 0.96759 0.60171 0.3677
Skladowa 2  0.23442  0.47632  0.92254
Skladowa 3 0.086001 0.63513  0.10734

Tabela 4.2.2.4 Korelacja sygnatéw surowych oraz sktadowych ICA obliczonych za pomoca algorytmu Infomax.

Jak mozna zaobserwowaé¢ w Tabeli 4.2.2.5 w przypadku klasyfikacji na podstawie
pojedynczych kanatow, najwyzsza doktadnos¢ (w przypadku kazdego algorytmu) uzyskano dla
kanatu C4, nieco gorsza dla kanatu C3 a najgorsza dla kanalu Cz. Biorac pod uwage wspomniang
wczesniej lokalizacj¢ poszczegdlnych kanatdéw, transformacja ICA nie tylko przebiegla
prawidtowo, ale faktycznie spowodowala wzmocnienie zrodet moézgowych w sktadowych
skorelowanych z kanatem C4. Wyniki uzyskane dla par sygnatéw réwniez potwierdzaja powyzszy
wniosek. Maksymalng doktadno$¢ w kazdym przypadku uzyskano dla sktadowych skorelowanych
z kanatami C3 i1 C4, dodatkowo doktadno$¢ ta byta nieco wyzsza po zastosowaniu algorytmow
ICA niz w odniesieniu do surowego sygnatu. Poprawa byla co prawda nieznaczna, ale wystgpita

dla wszystkich trzech algorytmoéw ICA.

FastICA deflacyjny  FastICA symetryczny Infomax  Sygnaly surowe

C3 0.76 0.72 0.75 0.74

Cz 0.57 0.60 0.60 0.66

C4 0.78 0.81 0.80 0.76
C3,Cz 0.72 0.74 0.75 0.75
Cz, C4 0.78 0.76 0.77 0.87
C3,C4 0.90 0.90 0.91 0.89
C3, Cz,C4 0.90 0.89 0.90 0.89

Tabela 4.2.2.5 Doktadno$¢ klasyfikacji po skorelowaniu sktadowych ICA z sygnatami zarejestrowanymi w
poszczegolnych kanatach.
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Skomentowania wymaga tu jeszcze porownanie wynikow klasyfikacji dla trzech oraz
dwoch sygnatow. Jak mozna zauwazy¢ w Tabeli 4.2.2.5, klasyfikacja dla sygnatlow C3+C4 data
co najmniej tak samo dobry efekt (w przypadku algorytmoéw Infomax oraz FastICA w wersji
symetrycznej nawet lepszy) jak klasyfikacja dla sygnatoéw C3+Cz+C4. Oznaczac to moze, ze jedna
ze sktadowych (odpowiadajaca kanalowi Cz) zakumulowata szumy i\lub artefakty z dwoch
pozostalych sygnalow i dlatego nie wnosi zadnej dodatkowej informacji do klasyfikatora. Pozwala
to wysuna¢ wniosek, ze uzycie zaledwie dwoch, lecz kluczowych, kanalow C3+C4 daje tak samo
dobre a czgsto nawet lepsze wyniki klasyfikacji niz uzycie zestawu z kanatem Cz. Poza wyzsza
doktadnoscig klasyfikacji, zastosowanie mniejszej liczby kanatow umozliwia redukcje ztozonosci

obliczeniowej systemu.
4.2.3 Badanie 5

Badania 2-4 pozwolily zapozna¢ si¢ z jakoscig algorytmow ICA dla nisko kanatowych
macierzy danych. Nie wszystkie algorytmy jednak, dawaty poprawe¢ w kazdym z wymienionych
przypadkow. Najgorzej w zestawieniu wypadal algorytm FastICA w wersji deflacyjnej.
Prawdopodobnie przyczyng tego jest kumulacja bledow podczas obliczania kolejnych sktadowych
niezaleznych. Lepiej w zestawieniach wypadal drugi z algorytméw FastICA, algorytm
symetryczny, chociaz dawatl nieco gorsze wyniki niz algorytm Infomax. Nie wymagat on jednak
ustawiania, ani modyfikacji w trakcie dzialania wartosci zadnych parametrow, tak jak ma to
miejsce w algorytmach gradientowych, ktorych przyktadem jest Infomax. Pomimo wigc, ze
algorytm Infomax pozwolit na uzyskanie troch¢ doktadniejszych wynikow, w dalszych

eksperymentach wykorzystywano wytacznie algorytm FastICA w wersji symetryczne;.

Wyniki opisanego powyzej badania staty si¢ inspiracjg do kolejnego (piagtego) badania
[234]. W badaniu tym roéwniez wykorzystano zbidr danych z II-go konkursu BCI, ale powiekszony
o trzy sztucznie wygenerowane sygnaly. Kazdy z dodatkowych sygnalow (nazwanych NI, N2 i
N3) miat liczbe probek rowng liczbie probek sygnatu EEG i zawierat losowy szum z przedziatu <-
0.05, 0.05>. W badaniu postanowiono sprawdzi¢, czy dodanie do zbioru sygnatow
zarejestrowanych z kanaléw rzeczywistych wigkszej (niz jeden) liczby kanaléw sztucznych

pozwoli na bardziej skuteczne odseparowanie szuméw i artefaktow od rzeczywistych zrodet
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moézgowych. Innymi stowy, celem badania byto sprawdzenie, czy w efekcie transformacji ICA

wygenerowane sztucznie sygnaly zaabsorbuja szumy 1 artefakty z rzeczywistego sygnatu EEG.

W przeciwienstwie do dwoch wczesniej opisanych badan, tym razem w procesie
transformacji oryginalnego zbioru sygnatow wykorzystano tylko jeden algorytm ICA — FastICA
w wersji symetrycznej. Algorytm ten uruchomiono dwukrotnie, raz dla zbioru trzech i raz dla

zbioru szesciu sygnatow. Po zakonczeniu algorytmu uzyskano wiec trzy zbiory danych:

e zbior Oryginalny - zbidr trzech oryginalnych sygnatow EEG, zarejestrowanych w kanatach
C3,Cz1iC4,

e zbior ICA3 — zbior trzech sktadowych wyznaczonych po zastosowaniu algorytmu ICA na
macierzy oryginalnych sygnalow EEG,

e 7zbior ICA6 — zbior szesciu sktadowych wyznaczonych po zastosowaniu algorytmu ICA na
macierzy ztozonej z trzech oryginalnych sygnalow EEG oraz trzech sygnalow sztucznie

wygenerowanych.

Podobnie jak w badaniu czwartym, sktadowe ze zbioréw ICA3 i ICA6 przyporzadkowano do
odpowiednich sygnatéw wejsciowych korelujac je z sygnalami oryginalnymi (w przypadku
drugiego zbioru) oraz z sygnatami oryginalnymi i sztucznymi (w przypadku trzeciego zbioru).
Nastepnie dla wszystkich mozliwych jedno, dwu i trzyelementowych kombinacji sygnatow z
kazdego z trzech zbioréw przeprowadzono proces ekstrakcji oraz selekcji cech 1 klasytfikacji.
Otrzymane wyniki klasyfikacji zaprezentowane sa w Tabeli 4.2.3.1. W przypadku zbioru ICA6 w
tabeli nie podano wynikéw klasyfikacji dla sygnatéw skorelowanych z sygnalami sztucznie

wygenerowanymi z uwagi na to, ze:

e dla kombinacji sktadajacych si¢ wytacznie z sygnatow przyporzadkowanych do sygnatow
NI, N2, N3 doktadno$¢ klasyfikacji byta na poziomie btedu losowego,

e dla kombinacji sktadajacych si¢ z sygnatow przyporzadkowanych zard6wno do sygnatéw
NI, N2, N3, jak i z sygnatow przyporzadkowanych do sygnaldw oryginalnych, doktadnos$¢
klasyfikacji byla identyczna, jak w przypadku kombinacji zawierajacej wylacznie

odpowiednie sygnaty oryginalne.

95



Przetwarzanie wstepne nisko-kanatowych sygnatow EEG

Oryginalny ICA3 ICA6

C3 0.74 0.72 0.74

Cz 0.66 0.60 0.65

C4 0.76 0.81 0.83
C3,Cz 0.75 0.74 0.75
Cz,C4 0.87 0.76 0.81
C3,C4 0.89 0.90 0.92
C3,Cz,C4 0.89 0.89 0.92

Tabela 4.2.3.1 Doktadno$¢ klasyfikacji uzyskana dla kazdej kombinacji sygnalow odpowiadajacych kanatom C3, Cz
i C4 dla wszystkich zestawow danych: oryginal, ICA3 i ICA®.

Z Tabeli 4.2.3.1 wida¢, ze dokladno$¢ klasyfikacji dla zbioru opracowanego z
wykorzystaniem sztucznie wygenerowanych sygnatow (zbioru ICA6) byla najwyzsza.
Zwigkszenia doktadno$ci nie mozna przypisa¢ zwigkszonemu wymiarowi przestrzeni wejsciowe;j
klasyfikatora trenowanego na zbiorze ICA6, poniewaz, pomimo Ze liczba cech wyznaczonych na
podstawie sze$ciu sygnatow byta dwukrotnie wyzsza (648 cech) niz w przypadku trzech sygnatow
(324 cechy), to w procesie selekcji kazdy zbior cech redukowany byt do podzbioru sktadajacego
si¢ z tej samej liczby sze$ciu najbardziej istotnych cech. Jednym z mozliwych wyjasnien
zwigkszenia doktadnos$ci klasyfikacji jest to, ze sztucznie wygenerowane sygnaty faktycznie

zaabsorbowaly cz¢s$¢ artefaktow wystepujacych w sygnatach oryginalnych.

Jak juz wspomniano, klasyfikatory, ktére byly budowane na zbiorach ztozonych z
sygnatoéw oryginalnych oraz sygnatow sztucznych kazdorazowo charakteryzowatly si¢ identyczna
doktadnoscia jak odpowiednie klasyfikatory trenowane jedynie na danych pochodzacych z
kanatow oryginalnych. Przyczyne takiego zachowania pokazuje Tabela 4.2.3.2. W tabeli tej
przedstawiono zestaw szesciu cech kazdorazowo wybieranych przez metode LASSO w procesie
selekcji cech dla danego zestawu sygnatow. Jak mozna zauwazy¢ w tabeli, bez wzgledu na to, ile
sztucznych sygnatow byto dodawanych, finalny zbidr najbardziej istotnych cech pozostawat taki
sam jak w przypadku zbioru zawierajacego cechy wyznaczone wylacznie na podstawie

sktadowych odpowiadajacych kanatom C3 oraz C4.
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Celem opisanego badania, bylo sprawdzenie czy dodanie sztucznie wygenerowanego
szumu do surowego sygnatu EEG, przyniesie jaka$ praktyczng korzys¢. Ze wzgledu na
polepszenie si¢ wynikow klasyfikacji, pomyst byl czesciowo dobry (pomimo, ze nie do konca
zgodny z teorig metody sktadowych niezaleznych, ktéra wymaga, aby maksymalnie jeden z
sygnatléw wejsciowych charakteryzowat si¢ rozkladem gaussowskim). Dodatkowe sygnaty
zaabsorbowaly szum, czym przyczynity si¢ do poprawy wynikow klasyfikacji. Poprawa

doktadnosci klasytikacji byta jednak nieznaczna.

Dokladnosé Indeksy cech
Kanaly
[%] 1 2 3 4 5 6
C3 0.74 5 112 167 491 546 598
C4 0.83 24 185 187 291 453 561
C3,C4 0.92 5 24 167 168 185 291
C3, C4, i kazdy inny kanal 0.92 5 24 167 168 185 291
C3, C4,idowolne, dwa
0.92 5 24 167 168 185 291
pozostale kanaly
C3, C4, i dowolne, trzy
0.92 5 24 167 168 185 291
pozostale kanaly
C3, C4, i dowolne, cztery
0.92 5 24 167 168 185 291
pozostale kanaly
C3, C4, Cz, N1,N2, N3 0.92 5 24 167 168 185 291

Tabela 4.2.3.2 Zestawy najbardziej istotnych cech wybranych za pomoca metody LASSO dla ré6znych kombinacji
sygnalow pochodzacych ze zbioru danych ICAG.

4.3 Badania prowadzone na danych EEG zarejestrowanych w trakcie zaplanowanych

eksperymentéow badawczych

Badanie ze sztucznie wygenerowanymi sygnalami zlozonymi wylacznie z losowego szumu
bylo pierwszym podejsciem do generowania sztucznych sygnatow. Niewielka poprawa
doktadnosci sklonita do glebszego zastanowienia si¢ czy podejscie to jest na pewno stuszne.
Stwierdzono, ze by¢ moze sztuczne kanaly nie powinny by¢ czysto losowe, poniewaz, pomimo

tego, ze sygnaly losowe sg w stanie zaabsorbowac¢ cze$¢ szumu wystgpujacego w oryginalnych
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sygnatach, to nie sg w stanie przeja¢ wspotistniejacych w nich artefaktow. Postanowiono wigc

zmieni¢ podejscie na takie, ktore utatwitoby dodatkowym sygnatom absorbowanie artefaktow.

Zauwazono, ze aby dodatkowe sygnaly mialy mozliwos¢ przejmowania artefaktow
bedacych skltadowymi sygnatow oryginalnych, powinny by¢ podobne albo do artefaktéw, albo do
sygnatow Zrodtowych. Biorac pod uwage fakt, ze zarowno artefakty, jak i sygnaly Zrédlowe
stanowig sktadowe sygnalow rejestrowanych w kanatach EEG, stwierdzono wigc, ze sztucznie
generowane sygnaty powinny czesciowo powiela¢ informacje niesiong przez sygnaty rejestrowane
w kanatach EEG. W ten sposob jedne z nowo tworzonych sygnalow powinny przejmowaé

poszczegdlne artefakty, a inne - sygnaly generowane przez zrodta moézgowe.

Stuszno$¢ powyzszego stwierdzenia postanowiono sprawdzi¢ w najprostszy mozliwy
Sposob, to jest poprzez dodanie do trzech kanaléw zawierajacych informacje pochodzaca ze zrodet
mozgowych, istotnych z punktu widzenia danego badania, trzech kanatow rejestrujacych sygnat
EEG z okolic korowych teoretycznie nieistotnych dla danego badania. W przeprowadzonym w
tym celu badaniu wykorzystano dane zarejestrowane w trakcie eksperymentu przeprowadzonego
w laboratorium badawczym Zespotu Neuroanaliz Wydziatu Informatyki Zachodniopomorskiego

Uniwersytetu Technologicznego w Szczecinie.

Eksperyment przeprowadzono na 32 letnim, zdrowym, m¢zczyznie. Szczegdélowy schemat
eksperymentu byl nastepujacy. Uczestnik eksperymentu zostal umieszczony w wygodnym
krzesle. Naprzeciwko niego, w odlegtosci okoto 100cm, znajdowal si¢ monitor, na ktorym
wyswietlano informacje o zadaniu, ktére miat aktualnie wykonywaé. Eksperyment zostal
podzielony na 200 préb. Podczas kazdej proby uczestnikowi pokazywano strzatke skierowang w
lewo lub w prawo. Zadaniem badanego byto wyobrazi¢ sobie obrotowy ruch dloni w nadgarstku
reka wskazang przez strzatke (strzalka w lewo - lewa r¢ka; strzatka w prawo - prawa reka).
Kierunki strzatek dla kolejnych prob zostaty wybrane losowo. Dtugos¢ préby wynosita 10 sekund.
Pomigdzy préobami nie bylo przerw. Eksperyment podzielono na 4 sesje, kazda po 50 prob.
Pomigdzy sesjami byly 3 minuty przerwy. W trakcie eksperymentu rejestrowano dane EEG z
sze$ciu monopolarnych kanatow: O1, 02, Pz, C3, Cz i C4, z wsp6lng referencja umieszczong na

ptatku lewego ucha oraz elektroda uziemiajaca umieszczong w potozeniu Fpz. Czestotliwosé
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probkowania wynosita 256 Hz. Sygnal EEG byt rejestrowany za pomoca wzmacniacza Discovery

20 (BrainMaster) oraz oprogramowania OpenVibe [235].

Na etapie wstepnego przetwarzania danych sygnat EEG zarejestrowany we wszystkich 6
kanatach przefiltrowano w pasmie 4-35 Hz za pomocg filtra pasmowo-przepustowego Butterworth
czwartego rzedu. Nastgpnie przygotowano 16 zestawow danych zawierajacych rézne kombinacje
kanatow. Dwa kanaty, kluczowe przy rozpoznawaniu ruchu rak - C3 i C4, byty rdzeniem analizy
i dlatego byly obecne w kazdym zestawie. Zestaw podstawowy nazwano S2 (,,2” oznacza dwa

2

wejscia, ,,S” oznacza ,sygnal”’). Cztery pozostate kanaly zostaly dodane do zestawu
podstawowego we wszystkich mozliwych kombinacjach, tworzac pozostale 15 zestawow.

Stworzono wigc:

o 4 zestawy trzywejsciowe (S3 Cz; S3 Pz; S3 O1; S3 02);

e 6 zestawow czterowejsciowych (S4 Cz Pz; S4 Cz Ol1; S4 Cz O2; S4 Pz O1; S4 Pz O2; S4 Ol
02);

e 4 zestawy pieciowejsciowe (S5 Cz Pz O1; S5 Cz Pz 02; S5 Cz O1 02; S5 Pz O1 02);

o | zestaw szesciowejsciowy (S6).

Gdy zestawy byly gotowe, wszystkie z nich (oprocz zestawu podstawowego, ktory
pozostal niezmieniony jako zestaw referencyjny), przesylano jeden po drugim do algorytmu
FastICA. W rezultacie 15 zestawow sygnalow zostalo przeksztalconych w 15 zestawow
niezaleznych komponentdw zwroconych przez FastICA. Nowe zestawy nazwano zgodnie z tym
samym schematem co zestawy sygnalow, z prefiksem ,IC” (,,IC” oznacza ,,Independent
Component”). W dalszej analizie wykorzystano 16 zestawow danych: zestaw skladajacy si¢ z
surowych sygnatéw C3 i C4 oaz 15 zestawow sktadajacych sie ze skladowych zwrdconych przez

algorytm FastICA w wersji symetryczne;j.

Aktualnie opisywane badanie réznilo si¢ od poprzednich jednym bardzo waznym
elementem. We wszystkich dotychczas opisanych badaniach transformacja ICA byta wykonywana
na pelnym sygnale. Oznacza to, ze sygnaly zarejestrowane z poszczegélnych prob byly
konkatenowane i kazdorazowo tylko jedna transformacja byta przeprowadzana. Takie podejscie

bylto prawidtowe, dopodki analiza byta prowadzona w trybie offline na wcze$niej zarejestrowanym
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sygnale i dopdki badania prowadzono na zasadzie badan poréwnawczych, porownujacych wyniki
uzyskiwane przy wykorzystaniu algorytméw ICA z wynikami uzyskanymi dla sygnatow
surowych. Interfejs mozg-komputer dziata jednak w trybie online, co oznacza, ze klasyfikacja jest
prowadzona dla kazdej nowo zarejestrowanej porcji danych. Tak wiec kiedy eksperymenty sa
prowadzone z udziatem interfejsu moézg-komputer i majg na celu zastosowanie opracowanej
metodologii w trybie online, wszystkie etapy przetworzenia sygnatu, poczawszy od przetwarzania
wstepnego sygnatu, konczacego si¢ zastosowaniem transformacji ICA, az po ekstrakcje 1 selekcje

cech musza by¢ wykonywane dla kazdej proby z osobna.

Poczawszy od aktualnego badania, wszystkie dziatania byly prowadzone na kazdej probie
z osobna. W efekcie zmiany podejs$cia natknigto si¢ na bardzo powazny problem praktyczny, ktory
dodatkowo nalezalo rozwiagzaé¢ w trakcie prowadzonych badan. Problem wynikat z nieokre§lonosci
modelu ICA co do kolejnosci sktadowych wynikowych. Dopdki transformacja byta prowadzona
na catym sygnale z osobna, kolejno$¢ sktadowych nie miata Zadnego znaczenia, poniewaz
poszczegodlne cechy byty wyznaczane w kolejnych probach zawsze z tych samych sktadowych. W
momencie, kiedy transformacje przeprowadzono dla kazdej proby z osobna, cechy wyznaczone
dla jednej proby nie miaty bezposredniego odniesienia do cech z kolejnej proby. W zwigzku z tym
proces trenowania klasyfikatora stal si¢ niemozliwy do przeprowadzenia. Przed udzieleniem
odpowiedzi na postawione wczesniej pytanie badawcze ‘czy dodatnie kanatow nieistotnych z
punktu widzenia analizowanych zjawisk przyniesie poprawe doktadnosci klasyfikacji’ nalezato

wiec rozwigza¢ problem jednoznacznego uporzadkowania sktadowych ICA w kolejnych probach.

Aby rozwigza¢ opisany powyzej problem rozpoczeto poszukiwanie metody, ktora
pozwolitaby, wzorem wczesniej przeprowadzonych badan, powiaza¢ (sparowac) poszczegolne
sktadowe ICA z zarejestrowanymi sygnatami EEG. Jako miare¢ jako$ci parowania wykorzystano
doktadno$¢ klasyfikacji. W procesie klasyfikacji ponownie wykorzystano liniowy klasyfikator
SVM, na ktoérego wejécia wprowadzono osiem cech pasmowych uznanych za najbardziej istotne

z punktu widzenia metody LASSO.

W pierwszym podejsciu jako miare¢ podobienstwa sktadowych ICA i surowych sygnalow

EEG wykorzystano stosowany juz wczesniej wspolczynnik korelacji. Okazalo si¢ jednak, ze

wyniki metody, ktora dawata bardzo dobre rezultaty przy dtugich sygnatach (161280 probek: 9
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sekund x 128 Hz x 140 prob), sa zupetnie niezadowalajace dla sygnatéw krotkich (2560 probek:
10 sekund x 256 Hz). Z uwagi na niewielka dlugo$¢ parowanych sygnatow wspotczynniki
korelacji byty tu bardzo niejednoznaczne. W niektorych probach wskazywaty wrecz na mozliwo$é
przyporzadkowania jednej sktadowej do dwoch lub nawet wigkszej liczby sygnalow oryginalnych.
Niejednoznaczne parowanie skladowych ICA z sygnalami oryginalnymi powodowalo, ze
doktadno$¢ klasyfikacji wyznaczona dla poszczegdlnych kombinacji sktadowych byta znacznie

gorsza od doktadnosci klasyfikacji wyznaczonej dla pary surowych sygnatow C3 1 C4.

Z literatury wynika, ze wyobrazeniu ruchu reki towarzyszy desynchronizacja w pasmie mu
w korze motorycznej zawiadujacej ruchami danej reki (lewa reka — prawa kora motoryczna, kanat
C4; prawa rgka — lewa kora motoryczna — kanat C3) oraz nastgpcza do ruchu desynchronizacja w
pasmie beta nad korg motoryczng kontrlateralnej potkuli [6]. Biorac wskazany fakt pod uwage, w
kolejnym podejsciu sprobowano parowac sktadowe ICA z oryginalnymi sygnatami opierajac si¢
na podobienstwie mocy obu grup sygnatow w pasmie mu i/lub beta. Dokladniej méwiac,
porownywano tu nie tyle samg moc sygnalow, co miejsce sktadowej/sygnatu w hierarchii — np.
sktadowa ICA o najwyzszej mocy w pasmie beta byta przypisywana do tego sygnatu oryginalnego,
ktéry wykazywat si¢ rowniez najwyzsza moca w tym samym pasmie. Pomimo, ze podejscie to
wydawato si¢ by¢ stuszne 1 w pelni zgodne z teorig, to jednak okazato si¢, ze doktadnos¢
klasyfikacji rowniez byla nizsza niz dokladno$¢ klasyfikacji przeprowadzonej na
nieprzetworzonej parze sygnatow C3 1 C4. Przyczyng stabych wynikéw byl najprawdopodobnie;j
fakt, ze moc sygnatow we wskazanych pasmach wyznaczano bazujac na calej probie, bez

doktadnego lokalizowania wzrostu/spadku mocy w obrgbie proby.

W kolejnym podejs$ciu wykorzystano macierz demiksujaca zwracang, wraz ze sktadowymi
wynikowymi, przez algorytm FastICA w wersji symetrycznej. Kolejne wiersze tej macierzy
informuja o udziale jaki ma kazdy zarejestrowany sygnal w kolejnych sktadowych ICA. Podczas
parowania sktadowych ICA i sygnatow oryginalnych wykorzystano t¢ informacje¢ 1 parowano
kazda sktadowa z tym kanalem, ktory, zgodnie ze wspdiczynnikami zawartymi w macierzy
demiksujacej, byl najsilniej w niej reprezentowany. Proces parowania rozpoczynat si¢ od
wyszukania w macierzy demiksujacej wspotczynnika o maksymalnej wartosci bezwzglednej 1

powigzania sktadowej o numerze odpowiadajagcym numerowi wiersza tego wspotczynnika z
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sygnatem oryginalnym o numerze odpowiadajacym numerowi kolumny. W kolejnej iteracji
powtarzano oba kroki dla kolejnego maksymalnego wspotczynnika. Procedure powtarzano tak
dhugo, az sparowano wszystkie sktadowe ICA z wszystkimi sygnatami oryginalnymi. Opisane
podejscie ponownie wydawato si¢ by¢ catkiem uzasadnione (szczego6lnie, ze doktadnie w taki sam
sposob tworzone sa mapy przedstawiajace rozktad sktadowych ICA na powierzchni czaszki),

jednak rowniez nie spowodowato zwigkszenia doktadnosci klasyfikacji.

Po glebszej analizie przedstawionego podejscia udalo si¢ znalez¢ wlasciwe rozwigzanie.
Sktadowe zwracane przez algorytmy ICA sg z definicji najbardziej niezaleznymi komponentami
sygnatow zarejestrowanych z czujnikow pomiarowych. W sygnatach rejestrowanych za pomoca
elektrod naczaszkowych najwickszy wklad maja najczesciej artefakty. Tak wiec, gdy proces
parowania rozpoczynano od sktadowych ICA, ktére miaty najwyzsze bezwzgledne wartosci
wspolczynnikow  demiksujacych, to wykrywano kanaly, w ktérych skladowe te
(najprawdopodobniej stanowiace artefakty) byly najsilniej reprezentowane. W ten sposob, na
poczatkowym etapie, prawdopodobnie parowano artefakty z kanalami, w ktoérych mialy one
najwigkszy udzial, a nast¢gpnie prébowano przeprowadzi¢ parowanie mig¢dzy pozostalymi
sktadowymi wynikowymi i oryginalnymi kanatami. W rezultacie caty proces zaczynat by¢ silnie

losowy.

Z zwigzku z powyzszym postanowiono odwrdci¢ proces parowania. Zamiast
dopasowywa¢ kanaly do najsilniejszych sktadowych, zacze¢to dopasowywaé sktadowe do
kanatow. Dodatkowo, ograniczono liczbe przeszukiwanych kolumn w macierzy demiksujacej do
dwoéch  kolumn odpowiadajagcych kanatlom o najwyzszej istotnosci dla badania
rzeczywistych/wyobrazonych ruchow reki, kanatom C3 oraz C4. Pozostate kanaty nie powinny
zawiera¢ informacji uzytecznych w procesie rozpoznawania ruchow rgk, a zatem przyjgto, ze
rowniez sktadowe, ktore nie zostaly sparowane z kanatami C3 i C4, mozna usung¢ z dalszej
analizy. W tym podejsciu nie szukano wigc wspolczynnika o maksymalnej wartosci w catej
macierzy demiksujacej, lecz jedynie w kolumnach odpowiadajacych dwom wybranym kanatom.

W efekcie otrzymano parg komponentow, jeden odpowiadat kanatowi C3, a drugi kanatowi C4.

Byla to bardzo prosta zmiana obliczeniowa, ale zrobila ogromna rdéznicg. Wyniki
klasyfikacji uzyskane po przeprowadzeniu procesu parowania zgodnie z opisanym powyzej
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schematem zostaly przedstawione w Tabeli 4.3.1. Aby uzyska¢ bardziej wiarygodne wyniki,
proces klasyfikacji powtorzono 5 razy na kazdym z 16 przygotowanych wczesniej zestawow
danych. Nalezy tu wyraznie podkresli¢, ze w przypadku kazdego z 15 zestawow o minimum trzech
kanatach, algorytm FastICA w wersji symetrycznej byt stosowany (z osobna w kazdej probie) na
wszystkich wymienionych kanatach, lecz proces klasyfikacji prowadzony byt zawsze dla dwoch

sktadowych wynikowych sparowanych z kanatami C3 i C4.

e Jak mozna zaobserwowa¢ w Tabeli 4.3.1, zaproponowana metoda parowania sygnatow
oryginalnych ze sktadowymi ICA zapewnita lepsza doktadnos¢ klasyfikacji niz bezposrednia
klasyfikacja przeprowadzona na parze sygnaléw oryginalnych C3-C4.

Wzrost
Numer Kanaly/ Dokladnosé klasyfikacji [%] dokladnosci
kombinacji zestaw [%o]
komponentow
Test 1 Test 2 Test 3 Test 4 Test 5 Srednia
S2 (para sygnalow

(pc3 i (y:%) 65 63 64 65 63 64 -

1 1C3 Cz 77 81 76 77 75 77 21
2 IC3 Pz 73 73 75 72 73 73 14
3 IC3 02 77 75 75 77 77 76 19
4 IC3 01 72 76 74 79 79 76 18
5 1C4 Cz Pz 78 77 75 80 77 78 21
6 1C4 Cz 02 78 75 75 76 79 77 20
7 IC4 Pz O2 71 74 72 74 71 72 13
8 1C4 Cz O1 78 80 81 74 82 79 23
9 IC4 Pz O1 70 72 73 69 74 72 12
10 IC4 01 02 71 75 76 74 73 74 15

11 1C5 Pz 01 02 72 69 67 67 74 70 9
12 IC5 Cz 01 02 79 79 70 77 74 76 18
13 IC5 Cz Pz O1 75 68 75 73 74 73 14
14 IC5 CzPz O2 72 76 77 77 75 75 18
15 1C6 Cz Pz O1 O2 80 78 75 77 81 78 22
Srednia 75 75 75 75 76 75 17

Tabela 4.3.1 Doktadnos$¢ klasyfikacji uzyskana dla pary kanalow C3-C4 (pierwszy wiersz) oraz 15 zestawow
sktadowych ICA (pozostate wiersze) w kolejnych rundach testowych; dwie ostatnie kolumny przedstawiajg
usredniong doktadno$¢ dla 5 rund testowych i wzrost doktadnosci po zastosowaniu algorytmu FastICA.
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Wynik byt stabilny, niezaleznie od liczby kanatow i ich lokalizacji. Pozwala to sadzié¢, ze:
e odpowiednie skladowe zostaty sparowane z kanatami C3 1 C4,

dodanie dodatkowych kanaléw do zestawu ztozonego z kanaléw najbardzie; odpowiednich do

rozpoznawania ruchéw reki, poprawito jako$¢ sygnatu.

Z przeprowadzonego badania wynika, ze wybrane sktadowe ICA odzwierciedlaly ta sama
aktywno$¢ mozgu, co surowe kanaty C3 1 C4 (kazdy z tych kanatow mial najwyzszy udziat w
odpowiadajacej mu sktadowej), ale jednocze$nie charakteryzowaty si¢ wyzszym stosunkiem
sygnalu do szumu (wyzsza dokladno$¢ klasyfikacji). Ponadto, analizujac wyniki kolejnych
kombinacji kanatow, nalezy stwierdzi¢, ze najwyzsza poprawe doktadnosci klasyfikacji
zaobserwowano, gdy wsrod kanatow dodanych do kanatow podstawowych (C3 i C4) znajdowat
si¢ kanat Cz (poza zestawem nr 13). Ze wzgledu na lokalizacj¢ kanatu Cz (bardzo blisko kanatow
C3 1 C4) ta obserwacja moze oznacza¢, ze jedna ze skladowych ICA przechwycita artefakty
wspotistniejgce w tych trzech kanatach, w wyniku czego sktadowe odpowiadajace kanatlom C3 i
C4 byly lepszej jakosci. Opracowana metoda parowania sygnaléw wraz z wynikami zostata

opublikowana w [234].

Podstawowy cel badania, ktérym bylo wstepne sprawdzenie czy dodanie dodatkowych
kanalow powielajacych przynajmniej czg$¢ informacji pozwoli na odzyskanie sygnatow o
wyzszym wspotczynniku SNR (wspotczynnik sygnatu do szumu) zostal wiec osiagnigty.
Otwartym pozostalo jednak pytanie w jaki sposob dostarczy¢ do algorytmu dodatkowe sygnaty
wejsciowe powielajace informacj¢ zawarta w sygnalach oryginalnych, ale bez konieczno$ci
rejestracji sygnatu EEG z dodatkowych kanatow. W odpowiedzi na to pytanie opracowano metodg

MAICA, opisang w kolejnym podrozdziale.
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ROZDZIAL 5
METODA MAICA

Zaproponowana w niniejszej pracy metoda MAICA (ang. Moving Average ICA) pozwala
na wygenerowanie sztucznych sygnalow poprzez wielokrotne poddawanie sygnatu
zarejestrowanego przez czujniki pomiarowe procesowi filtracji dolnoprzepustowej filtrem zero-
fazowym. Parametry oraz liczba kolejnych filtrow sa wyznaczane przez algorytm na podstawie
zarejestrowanego sygnalu lub zestawu sygnatéw. Alternatywnie moga by¢ rdwniez podawane

przez uzytkownika. Doktadny opis dziatania metody zostal przedstawiony w niniejszym rozdziale.

5.1 Algorytm MAICA

Algorytm MAICA na wejsSciu przyjmuje e-elementowy zbior D, ktorego kolejnymi
elementami sg dwuwymiarowe macierze X zawierajace sygnaly rejestrowane w okreslonym czasie
z czujnikdw pomiarowych. Macierz X moze zawiera¢ od / do ch sygnaldw, przy czym jeden
sygnat reprezentuje dane pobrane z jednego czujnika pomiarowego (np. jednego kanatu EEG).
Kazdy z sygnatow pomiarowych stanowi ztozenie wielu (nieznanych) sygnatow zrodtowych:

xl = A1151 + A1252 + -+ AlmSm

xZ = A2151 + AzzSz + e+ AZmSm (5 1 1)

Xen = Acni1S1 + AcnaSz + -+ AcmSm

gdzie: x; — sygnal zarejestrowany przez i-ty czujnik pomiarowy (i = I ... ch), sq — pojedynczy

sygnat zrodlowy (g = 1...m), A;4 — element mieszajgcy.

Zbior danych stanowi pierwszy, obligatoryjny, element wejsciowy algorytmu. Kolejnym
elementem podawanym na wejscie algorytmu jest wektor v o dlugosci p, zawierajacy dodatnie
liczby catkowite rozne od siebie. Warto$ci umieszone w wektorze v przedstawiajg parametry
filtrow wygtadzajacych, za pomoca ktorych, dla danej macierzy X, tworzona jest macierz
sygnatow przefiltrowanych Y. Parametr ten jest opcjonalny, co oznacza, ze w przypadku, kiedy
optymalne warto$ci wektora v nie s3a znane, algorytm automatycznie obliczy je na podstawie

pierwszej macierzy danych zawartej w zbiorze D.
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Czy znany jest
niepusty wektor v

NTE

Pobierz wektor v oraz niepusty zbior D,
W=0j=1

TAK

Zastosuj filtr o parametrze v(z)
na i-tym wierszu macierzy X

v

Dodaj przefiltrowany sygnat
jako kolejny wiersz macierzy Y

A 4

Wykonaj algorytm ICA na
wszystkich sygnatach
pobranych z macierzy Xi Y

v

Wynik algorytmu (macierz G
zawierajgca wszystkie
sktadowe niezalezne) zapisz
jako j-ty element zbioru
wynikowego W

NIE

A-2

L

| B-1

Czyj==e?

KONIEC

Rysunek 5.1.1 Schemat blokowy przedstawiajacy lewa galaz algorytmu metody MAICA.

Zrodlo: opracowanie wlasne.
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A-1 Ustaw parametry: k, PI, P2, P3c=1,v=[],t=[].
j=Lr=X(11f), G=X

¢_1

Zastosuj filtr o parametrze ¢ na

A

sygnale r. Wynik zapisz jako w.

Czy riw sg podobne w
stopniu réwnym lub

mniejszym niz P1?

Usun ostatni wiersz macierzy G.
B-2 Zwrd6¢ wektor v jako wynik
dziatania algorytmu

Czy wit sg podobne w
stopniu réwnym lub

mniejszym niz P2?

Czyi<=ch?

Zastosuj filtr o parametrze ¢ na wierszu X(i).
Przefiltrowany sygnat dodaj do macierzy G

v=[v c]
v

Wykonaj algorytm ICA na macierzy G. Wynik
zapisz do macierzy S.

Czy dwie dowolne sktadowe

NIE

TAK
! niezalezne S s3 ze sobg skorelowane
w stopniu wiekszym niz P3?

Rysunek 5.1.2 Schemat blokowy przedstawiajgcy prawa galaz algorytmu metody MAICA.
Zrédto: opracowanie whasne.
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Po wyznaczeniu wartosci wektora v lub pobraniu ich od uzytkownika rozpoczyna si¢
wlasciwy algorytm, polegajacy na poddawaniu kolejnych sygnaléw zarejestrowanych przez
czujniki pomiarowe (x;) wielokrotnemu procesowi filtracji dolnoprzepustowej za pomoca filtra
typu FIR (ang. Finite Impulse Response, filtr o skonczonej odpowiedzi impulsowej), przy czym
parametry kolejnych filtrow sa pobierane z wektora v. Filtr wykorzystany w algorytmie jest filtrem

zero-fazowym, czyli filtrem bez przesunigcia fazowego. W dalszej czesci pracy filtr ten bedzie
oznaczany jako H.

Standardowy filtr dolnoprzepustowy typu FIR jest filtrem z liniowa faza. Filtry takie
opozniajg wszystkie skltadowe sygnalu w jednakowym stopniu. Sygnat wyjsciowy jest wigc
op6zniong wersja sygnalu wejsciowego (Rysunek 5.1.3a). W filtrze zero-fazowym przesuniecie
fazowe jest rowne zero (o = 0). Zastosowanie takiego filtru powoduje wigc, ze otrzymany sygnat

wyjsciowy jest zgodny w fazie z sygnatem wejsciowym (Rysunek 5.1.3b).

Dane wejsciowe
Sygnat przefiltrowany

Dane wejsciowe
Sygnat przefiltrowany

i
“f \v"

F ! f k \

L

02 03 04 05 06 07 08 09 1

a) b)
Rysunek 5.1.3 Zasada dziatania filtru dolnoprzepustowego typu FIR; a) filtr z przesunigciem fazowym; b) filtr zero-
fazowy. Zrédto: opracowanie wlasne.

Filtr z przesunigciem fazowym nie mogt zosta¢ zastosowany w proponowanej metodzie,
poniewaz przesuniecie fazowe wystepujace miedzy sygnatem oryginalnym, a jego kolejnymi
filtracjami powodowatoby zbytnig niezalezno$¢ sygnaldow w macierzy G, ktora stanowi wejscie
wiasciwego algorytmu ICA. Kolejne filtracje sygnatu (zwtlaszcza te o wyzszych warto$ciach
wspolczynnika wygtadzenia) nie zawieralyby juz tych samych skladowych zréodiowych, co
uniemozliwiatoby prawidlowa separacj¢ zrodel skladajacych si¢ na sygnaly rejestrowane z
czujnikéw pomiarowych.
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Odpowiedz czestotliwosciowa filtra H(z) jest dana jako H(e/®), a przesuniccie fazowe
jako: @y(w) = arg (H(e’®)). Oznacza to, ze faza skladowej czestotliwosciowej w jest
przesunigta o kat ¢ (w) w czasie, podczas zastosowania filtra na sygnale wejsciowym o dtugosci

q 1 n-tej probie [236, 237]:
y(n) = h(0)x(n) + h(Dx(n — 1) + -+ h(n)x(0), (5.1.2)
n=01..,g—-1

Z symetrii wynika, ze jesli filtr jest stosowany na tym samym sygnale wejSciowym, ale w

odwrotnym kierunku, tj. zgodnie z:
Vrer(M) = R(0)x(n) + h(Dx(n+ 1)+ -+ h(g—1—n)x(q — 1), (5.1.3)
n=q—-—1q-2..,0,

to faza sktadowej czestotliwosciowej w jest przesunieta o kat -¢y(w), natomiast amplituda
odpowiedzi czestotliwosciowej jest taka sama jak w przypadku implementacji z przesunigciem w
przéd (5.1.3). Wynika z tego, ze filtrowanie zero-fazowe mozna osiggna¢ przez dwukrotne
uruchomienie filtra H(z): najpierw z przesunigciem w tyl na sygnale wejsciowym, a nastepnie, w
drugiej iteracji z przesunigciem w przdd na sygnale wczesniej przefiltrowanym w tyl. W rezultacie
otrzymana zostaje dwustopniowa procedura filtracji, ktorg, dla danego sygnatu U o dtugosci g,

mozna opisa¢ nastepujaco:

l. wykonaj filtrowanie z przesunigciem w tyt zgodnie z wzorem (5.1.3) w celu uzyskania
przefiltrowanego sygnatu y,.,,(n),n =0,1,...,q — 1,
2. a nastepnie wykonaj filtracje w przesuni¢ciem w przod na sygnale {y,.,,(n)}

y() = h(0)yrer(M) + A(Dyrey(n — 1) + -+ A(M)Yrey(0),n = 0,1,...,g =1 (5.14)

Proces filtracji kazdego sygnalu wchodzacego w sktad macierzy X w metodzie MAICA
jest wykonywany wielokrotnie, zgodnie z ustalonym wektorem parametrow kolejnych filtrow,
wektorem v. Zbior wszystkich wielokrotnie przefiltrowanych sygnatow Zrédlowych z macierzy X
stanowi macierz Y. Z uwagi na to, ze macierz Y ma liczb¢ kolumn réwng liczbie kolumn macierzy

X, mozliwe jest zlaczenie tych dwoch macierzy we wspdlna macierz G.
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Macierz G jest podawana na wejscie dowolnie wybranego algorytmu ICA, ktorego
zadaniem jest estymacja zard6wno nieznanej macierzy mieszajacej A, jak 1 nieznanego wektora
sygnatow zrédtowych S, nazywanego wektorem sktadowych wynikowych. Wyznaczone sktadowe
wynikowe stanowig ostateczny wynik algorytmu. Ocena ich jakos$ci zalezy od konkretnego
zastosowania. W przypadku sygnalu EEG, o wysokiej lub niskiej jakosci sktadowych mozna
wnioskowa¢ np. na podstawie doktadnosci klasyfikacji przeprowadzonej na wartosciach cech
wyekstrahowanych ze sktadowych zaklasyfikowanych jako sktadowe pochodzenia mézgowego.
Z kolei, w przypadku analizy sygnatow dzwigkowych lub obrazéw, o jakosci sktadowych
wynikowych mozna wnioskowa¢ na podstawie analizy empirycznej, badajac np. czystosc
odseparowanych dzwigkow. Jezeli jako$¢ skladowych jest zadowalajaca, algorytm konczy
dziatanie. Jezeli wyniki nie sg zadawalajace, nalezy wréci¢ do etapu doboru parametrow filtra

wygtadzajacego.
5.2 Wyznaczenie wektora parametrow filtrow wygladzajacych

W zastosowaniach rzeczywistych, sytuacje, w ktorych wektor wspotczynnikow filtra
wygladzajacego (wektor v) jest znany z gory praktycznie nie wystgpuja. NajczesSciej nawet
doktadna liczba sygnalow zrodtowych wymagana do ustalenia optymalnej liczby zastosowanych
filtrow jest niemozliwa do ustalenia. Jest to spowodowane wystgpowaniem réznego rodzaju
zaktocen wilasciwych sygnatéw zZrodlowych. Stad, w sytuacjach rzeczywistych, zaréwno
optymalna liczba filtrow, jak 1 ich wspotczynniki, muszg zosta¢ dobrane eksperymentalnie.
Dobierajac liczbe oraz wspolczynniki filtrow dla danego zagadnienia rzeczywistego trzeba

pamigta¢ o dwoch istotnych regutach:

e sygnaly przefiltrowane musza by¢ w wysokim stopniu skorelowane z sygnalami
pobranymi z czujnikow pomiarowych; jezeli warunek ten nie zostanie spelniony, to nie
beda one zawieraly tych samych komponentéw co sygnaty oryginalne, a wigc stosowanie
algorytmow ICA straci sens; z kolei im silniejsza bedzie korelacja sygnatow
przefiltrowanych, tym wigcej bedzie mozna ich stworzy¢, a wigc potencjalnie tym wiecej
zrodet bedzie mozna odzyskac.

e z drugiej strony korelacja sygnatéw przefiltrowanych i oryginalnych (a takze korelacja

migdzy sygnatami poddanymi filtracji za pomoca kolejnych filtrow) nie moze by¢
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maksymalna, poniewaz uniemozliwi to matematyczne wyznaczenie macierzy odwrotnej

A~1 do macierzy miksujacej A w zastosowanym algorytmie ICA.

Bioragc pod uwage powyzsze reguly zaproponowano algorytm postgpowania pozwalajacy
na automatyzacj¢ procesu doboru liczby 1 wspotczynnikow filtréw wygtadzajacych. Z uwagi na
to, ze parametry kolejnych filtrow powinny by¢ dobierane w taki sposob, aby przefiltrowane
sygnaty byly skorelowane w okreslonym stopniu z macierzg oryginalnych sygnatow X w
algorytmie, decyzja o dodaniu kolejnych filtrow jest podejmowana na podstawie stopnia korelacji
sygnatow. Jako miar¢ korelacji wykorzystano warto$¢ bezwzgledng wspoétczynnika korelaci,

danego wzorem 4.1.3.

Parametry kolejnych filtrow, stanowiace elementy wektora v, dobierane sa w taki sposob,
zeby kazdy sygnat po filtracji filtrem o parametrze j byt skorelowany z sygnatem przefiltrowanym
filtrem o parametrze j-/ co najwyzej w stopniu P/ oraz zeby byt skorelowany z sygnatem
oryginalnym co najmniej w stopniu P2. Wartosci P/, P2 stanowig parametry metody. Ich zalecane
wartos$ci, pozwalajace na uzyskanie dobrej separacji zrodet w przypadku wielu zbioréw sygnatow
EEG, sa réwne P1 =0.97 1 P2 =0.4. Wartosci te nie sg bardzo restrykcyjne. Jak zostanie pokazane
w kolejnym rozdziale, metoda MAICA dziata réwnie dobrze woéwczas, gdy zarowno korelacja
wyznaczona mi¢dzy poszczegdlnymi sygnatami przefiltrowanymi oraz sygnatami oryginalnymi,
jak 1 korelacja wyznaczona dla par sygnalow otrzymanych po filtracji znaczaco odbiega od

podanych powyzej wartosci domyslnych.

Algorytm doboru parametréw filtrow wygladzajacych ma dwa oddzielne warunki
zatrzymania. Pierwszy odpowiada pierwszej wspomnianej powyzej zasadzie ,,podobienstwa” -
podobienstwo miedzy kazdym nowym wektorem wejSciowym, utworzonym w procesie
filtrowania, a odpowiadajacym mu oryginalnym sygnalem z wektora x powinno by¢ tak wysokie,
jak to mozliwe. Drugi warunek weryfikuje korelacje wzajemng skladowych wyjsciowych
zwracanych przez ICA. Zgodnie z tym warunkiem procedura doboru parametréw wektora v
konczy sig, gdy ktorekolwiek dwie skltadowe ICA sg silnie skorelowane migdzy soba. Wysoka
wzajemna korelacja sktadowych wynikowych zwykle oznacza, Zze zastosowany algorytm ICA nie

jest w stanie odzyska¢ wiecej niezaleznych sktadowych i1 zamiast tego zaczyna odzyskiwaé
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kombinacje sktadowych oszacowanych wcze$niej. Innymi stowy, wysoka korelacja dwoch
sktadowych wyjsciowych wskazuje, ze liczba filtrow jest zbyt wysoka i procedura generowania
nowych sygnatow wejSciowych powinna zosta¢ zatrzymana. Poziom korelacji, ktorego
przekroczenie powoduje zakonczenie algorytmu, jest trzecim parametrem metody, parametrem

P3. Dla zbiorow EEG jego zalecana wartos$ci to P3 = 0.6.

Wartosci wektora v obliczane sg na podstawie dowolnego sygnatu pochodzacego z jednej
proby z badanego zbioru prob (zbior D). Takie uproszczenie algorytmu jest mozliwe, poniewaz
pomimo tego, ze przebieg sygnatdw moze znaczaco rézni¢ si¢ w kolejnych probach (oraz w
kolejnych kanatach), charakterystyki sygnaléw majace kluczowe znaczenie podczas ustalania
wektora wspotczynnikow filtrow wygladzajacych, takie jak: dlugos$¢ sygnalu oraz zakres jego
zmienno$ci sg z reguty bardzo podobne w przekroju prob. Oczywiscie w rzeczywisto$ci moga
wystapi¢ sytuacje, kiedy zmiennos$¢ sygnatéw w kolejnych probach bedzie znaczaco réozna. W
takim przypadku zastosowanie powyzszego uproszczenia nie bedzie mozliwe, lecz konieczne
bedzie ustalenie wektora wygladzen z osobna dla kazdej proby, co zwigkszy czasochtonnos$é
algorytmu. W przypadku analizy sygnatu EEG najcze$ciej wystarczajgce jest ustalenie wektora
wspoteczynnikow filtrow na podstawie pierwszej proby, a nastgpnie zastosowanie go, zgodnie z

opisanym algorytmem, we wszystkich e probach.

Algorytm doboru optymalnej dtugosci wektora v oraz jego warto$ci mozna zapisac jako

zestaw dziatan przedstawionych w postaci pseudokodu na Rysunku 5.1.2 oraz opisanych ponize;j:

a) Pobierz pierwszg probe ze zbioru D; X=D{1}.

b) Zainicjalizuj wspotczynnik filtra wygladzajacego c=1; utworz pusty wektor v do
przechowywania finalnych wspotczynnikéw filtra wygtadzajacego oraz pusty wektor ¢
(przechowujacy ostatni przefiltrowany sygnat); ustal wspotczynniki korelacji: PI
(maksymalna korelacja migdzy sygnalami utworzonymi poprzez zastosowanie filtroéw o
kolejnych wspotczynnikach z wektora v), P2 (minimalna korelacja sygnatoéw po filtracji z
sygnalem oryginalnym) i P3 (maksymalna korelacja dwoch dowolnych sktadowych
wyjsciowych); przypisz pierwszy wiersz z macierzy X do zmiennej r (r =x;) oraz

zainicjalizuj macierz G macierza X, G=X.
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2

h)

Zastosuj filtracj¢ z uzyciem filtra H o parametrze ¢ na sygnale r. Przefiltrowany sygnal
zapisz jako w.

Sprawdz korelacje sygnatu w oraz sygnatu r. Jezeli korelacja jest mniejsza lub rowna P/
oraz wigksza lub réwna P2 idz do punktu e). Jezeli korelacja jest wieksza od P1 zwigksz ¢
o 1 oraz wré¢ do punktu c). Jezeli korelacja jest mniejsza od P2 idZ do punktu h).
Sprawdz korelacje miedzy sygnatem w a sygnatem ¢ Jezeli korelacja jest mniejsza lub
rowna P1, przypisz t=w oraz i=1 11dz do punktu f). W przeciwnym wypadku zwieksz c o
1 oraz wro¢ do punktu c).

Dodaj wspolczynnik ¢ do wektora v. Przeprowadz filtracj¢ za pomoca filtra ¢ na i-tym
sygnale z macierzy X. Przefiltrowany sygnat dodaj do macierzy G. Macierz G podaj na
wejscie algorytmu ICA. Oblicz sktadowe wynikowe (liczba sktadowych wynikowych jest
réwna ch + dlugoS¢ r x ch), wynik zapisz jako macierz S.

Sprawdz korelacj¢ pomigdzy wszystkimi parami sktadowych wynikowych znajdujacych
si¢ w macierzy S. Jezeli dwie r6zne sktadowe sg do siebie podobne w stopniu wigkszym
niz P3, usun wspoétczynnik ¢ z wektora v i idz do punktu h). W przeciwnym wypadku
sprawdz czy i jest mniejsze od liczby wierszy w macierzy X. Jezeli tak, zwigksz i o 1 11dz
do 1) jezeli nie zwigksz ¢ o 1 11dz do punktu d).

Zwr6¢ wektor v 1 zakoncz dziatanie algorytmu.

W  zaprezentowanym  algorytmie odstep miedzy kolejnymi  sprawdzanymi

wspotczynnikami filtra wygladzajacego wynosi 1. W celu przyspieszenia algorytmu, zwlaszcza w

przypadku dilugich sygnaléw (zawierajacych miliony 1 wigcej probek) mozliwe jest oczywiscie

zdefiniowanie innej warto$ci kroku migdzy kolejnymi wspdtczynnikami filtra. Warto$¢ kroku

moze by¢ rowniez traktowana jako dodatkowy parametr k ustalany na starcie algorytmu. Wartos¢

tego parametru powinna by¢ nizsza dla krotkich sygnatéw o duzej zmiennosci (filtrowanie

sygnatow o duzej zmiennos$ci znaczaco wptywa na ich przebieg), a wyzsza dla wolnozmiennych

dhugich sygnatow.
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P1=0.97; P2 =0.4; P3=0.6;
v=[I; t=[];G=[]; r=X(1)

dla c=1 do dtugosé(x;)
w= uzyj filtra h o Srednim rozmiarze okna c na x;
jezeli wbz(p(r, w))>PI
kontynuuj
koniec
jezeliwbz (p (w, t))> P2
kontynuuj;
w przeciwnym wypadku
ZWFO¢ v;
koniec
t=w;
dlai=1 do ch
G =[G uzyj filtra h of dlugosc c na x(i)];
S = wykonaj ICA na macierzy G
jezeli wbz(p (ktorekolwiek z dwoch S)) > P3
usun ostatni wiersz macierzy G
ZWroc vy
w przeciwnym wypadku
v=[vc];
koniec
koniec

koniec

Rysunek 5.2.1 Algorytm doboru parametrow procesu filtrowania; algorytm zwraca wektor L (wektor rozmiar6w okien
kolejnych filtrow).

Z przeprowadzonych eksperymentéw praktycznych wynika, ze dobrym kompromisem

miedzy efektywnos$cig algorytmu, a jego doktadnoscig jest ustawienie wartosci parametru k w taki
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sposob, aby wspotczynnik korelacji wyznaczony dla pierwszej pordwnywanej pary sygnatow
miescit si¢ w przedziale <P1-3%, PI>. We wszystkich prowadzonych dotad eksperymentach z
rzeczywistymi sygnatami EEG wspotczynnik & byl ustawiony na warto$¢ 2, dajac bardzo dobre
rezultaty. Przy eksperymentach ze sztucznie generowanymi sygnatami sinusoidalnymi, warto$¢

wspotczynnika k ustawiono na 10, ze wzgledu na duza nizsza zmienno$¢ tych sygnalow.
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ROZDZIAL 6

WERYFIKACJA DZIALANIA METODY MAICA

W niniejszym rozdziale przedstawione zostang eksperymenty praktyczne ilustrujace
odpornos¢ i ograniczenia metody MAICA oraz jej dziatanie dla r6znych warto$ci parametrow. We
wszystkich eksperymentach proces filtracji zostal przeprowadzony z wykorzystaniem
wbudowanej funkcji $rodowiska Matlab — funkcji fil#filt(), ktora stanowi programowa
implementacje filtru zero fazowego. Funkcja ta wykonuje cyfrowe filtrowanie sygnalu za pomoca
przetworzenia go w obu kierunkach. W pierwszej kolejnosci filtrowanie zachodzi w przod,
nastepnie kierunek filtrowania jest odwracany 1 sygnal ponownie przechodzi przez filtr — zgodnie
z algorytmem zaprezentowanym w podrozdziale 5.2. Do wyznaczenia wskaznik podobienstwa
pomiedzy dwoma sygnatami wykorzystano inng wbudowang funkcje pakietu Matlab — funkcje
xcorr [227]. Przy implementacji algorytmu MAICA wykorzystano wlasng implementacje¢

algorytmu FastICA w wersji symetryczne;.

Aby w pehi przedstawi¢ potencjat metody MAICA, zastosowano ja w 3 systemach o

odmiennych cechach:

e Systeml - sztuczny system ztozony z 10 sygnalow sinusoidalnych (dane z jednej proby);
e System 2 - sygnal EEG zarejestrowany z 64 kanaléw (pojedynczy ciagly sygnal z jedne;j
2-minutowej sesji, sktadajacej si¢ z kilku prob);

e System 3 - sygnal EEG zarejestrowany z 2 kanatow od 5 uczestnikéw (dane z wielu prob).

6.1 System 1 — sygnaly sinusoidalne

Aby wstepnie zweryfikowa¢ metodg¢ MAICA, stworzono sztuczng macierz ztozong z 10
przebiegow sinusoidalnych y;... yi9 o tej samej dtugosci (1000 probek), ale o rdznej czestotliwosci

podstawowej (Tabela 6.1.1).
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yi=sin(320m) y:=sin(200x) ys;=sin(9r)  y4=sin(100x) ys=sin(400rx)

ve=sin(2m)  y;=sin(120x) ys=sin(300x) yo=sin(250n) yip=sin(60x)

Tabela 6.1.1 Zrodlowe sygnaty sinusoidalne

Sinusoidy z Tabeli 6.1.1 zmieszano razem, tworzac dwie liniowe kombinacje sygnatow
oryginalnych. Pierwsza kombinacja zawierata 100% pierwszych 5 sinusoid 1 10% ostatnich 5
sinusoid, druga kombinacja zawierata 10% pierwszych 5 sinusoid 1 100% ostatnich 5 sinusoid:

M1 =100%(y, +y, + 3+ ya +¥s5) + 10%(Ys + Y7 + Y5 + Yo + ¥10)

6.1.1
M2 =10%(y; + ¥, + y3 + Y4 + y5) + 100%(ys + Y7 + ¥5 + Yo + Y10) ( )

Nastepnie mieszaniny M1 i M2 poddano trzykrotnie dziataniu algorytmu MAICA, dla
trzech réznych warto$ci parametrow PI, P2 1 P3. W pierwszym eksperymencie parametry
ustawiono na domys$lne wartosci zaproponowane przez autoréw (P1=0.97, P2=0.4 i P3=0.6). W
drugim eksperymencie zmniejszono warto$¢ parametru P2 oraz zwigkszono warto$¢ parametru
P3, aby zasymulowac sytuacj¢, w ktorej zostanie odzyskanych mniej sktadowych wynikowych niz
liczba rzeczywistych sygnalow zréodlowych (P2=0.2, P3=0.99). Wreszcie, w ostatnim
eksperymencie zwigkszono warto§¢ parametru P2 oraz zmniejszono warto$¢ parametru P3, aby
pokaza¢ wyniki dziatania algorytmu w sytuacji, kiedy zostanie uzyskana wigksza liczba

sktadowych wynikowych niz rzeczywista liczba sygnalow zrodtowych (P2=0.7, P3=0.2).

Rysunek 6.1.1 przedstawia oryginalny zestaw 10 sinusoid wykorzystanych do weryfikacji
algorytmu MAICA. Po potaczeniu sinusoid w proporcjach okreslonych w (6.1.1) uzyskano dwie
liniowe kombinacje sygnatow (pokazane na Rysunku 6.1.2). Zadaniem algorytmu MAICA byto
przyjecie tych dwoch kombinacji jako danych wejSciowych i zwrdcenie komponentow
wyjsciowych, ktore zostaty nastepnie poréwnane z rzeczywistymi sygnatami zrédtowymi, czyli

oryginalnymi sinusoidami.

Najpierw uruchomiono algorytm MAICA z domyS$lnym zestawem parametrow (P2=0.6,
P1=0.97 1 P3=0.4). Sktadowe zwrdocone przez MAICA przedstawiono na Rysunku 6.1.3. Jak
mozna zauwazy¢ na rysunku, algorytm nie tylko odzyskat prawidlowa liczbe sygnalow
zrodlowych, ale takze zwrocil sktadowe, ktore byly bardzo podobne do zrédtowych sinusoid z
Rysunku 6.1.1. Aby zbada¢ sit¢ podobienstwa, wyznaczono wspotczynnik korelacji miedzy

117



Przetwarzanie wstepne nisko-kanatowych sygnatow EEG

wszystkimi mozliwymi parami: sktadowa MAICA — oryginalna sinusoida. Nast¢pnie kazda
skladowa sparowano z tym sygnatem zrédtowym, w przypadku, ktérego uzyskano najwyzsza
korelacje. Tabela 6.1.2 przedstawia pary sktadowa ICA - sinusoida zrédlowa wraz z warto$ciami
wspotczynnika korelacji. Jak mozna zauwazy¢, korelacja migdzy sygnatami zZrodlowymi i

sktadowymi ICA, uzyskanymi po zastosowaniu algorytmu MAICA jest bardzo wysoka (0.99-1).
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Rysunek 6.1.1 Oryginalne sygnaty sinusoidalne. Zrodlo: opracowanie whasne.
20 T T T T
S 0 A A A

-20
0 0.2 04 0.6 0.8 1

20 : : : :
S0 fafinruaand e i oMo gt e Y

-20
0 0.2 0.4 0.6 0.8 1

Rysunek 6.1.2 Liniowa kombinacja Zrodet sinusoidalnych przedstawionych na Rysunku 6.1.1 w proporcjach
przestawionych we Wzorze: 6.1.1. Zrédto: opracowanie wiasne.
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ICA1

ICA2

ICA3

ICA4

ICA5

ICAB

ICAT

ICAB

ICAD

ICA10

Rysunek 6.1.3 Zestaw sktadowych zwrdéconych przez algorytm MAICA (ICA1, ICA2, ..., ICA10) uruchomiony z

domyslnymi parametrami: P2=0.6, P1=0.97, i P3=0.4. Zrodto: opracowanie whasne.

Sygnat
zrodowy V1 vz Y3 Y4 Ys Ys y7 ys Yo Yio
Skigdowa ICAS ICA9 ICA2 ICAS8 ICAI10 ICAl ICA6 ICA7 ICA4 ICA3
wynikowa
Korelacja 0.99 099 099 099 1 1 1 1 1 0.99

Tabela 6.1.2 Korelacja pomigdzy sktadowymi zwrdéconymi przez algorytm MAICA oraz sinusoidami zrédtowymi (w

tabeli przedstawiono tylko pary sygnalow o najwyzszej korelacji).
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Domyslne parametry metody MAICA posiadajg dos¢ duzy margines btedu. Nawet jesli
zostang znacznie zmienione, algorytm nadal bedzie dziatat poprawnie. Oczywiscie parametrow
nie mozna wybiera¢ calkowicie arbitralnie - nalezy zachowaé zasady przedstawione w
podrozdziale 5.2. Gdy reguly zostang zbyt mocno naruszone, algorytm zwroci wigkszg lub
mniejszg liczbe sktadowych niz liczba prawdziwych zrodel. Rysunki 6.1.4 1 6.1.5 przedstawiaja
zestawy sktadowych wynikowych zwrdocone przez algorytm FastICA po ustawieniu parametrow

algorytmu MAICA na zbyt wysokich/niskich poziomach.

W pierwszym przypadku (Rysunek 6.1.4) parametry ustawiono na: P2=0.7, P1=0.97 i
P3=0.2. Poniewaz ztagodzono warunki zatrzymania algorytmu, zwrocil on wigcej komponentow
niz oryginalnych Zrodet. Jednak jak mozna zauwazy¢ w Tabeli 6.1.3, przedstawiajacej korelacje
mi¢dzy parami sktadowa ICA — sinusoida zréodlowa, nawet przy tak wysokim naruszeniu

domysInych parametrow algorytmu, wiekszo$¢ sygnatow zrodtowych zostata odzyskana z bardzo

duza doktadnoscig.
Sygnat
zrodiowy Y1 Y2 3 Y4 Vs Yo y7 Vs Vo Yio
Sklgdowa ICA11 ICA13 ICA9 ICA6 ICAl ICA3 ICA7 ICA8 ICA12 ICAS
wynikowa
Korelacja 0.99 0.6 0.98 0.99 0.85 0.99 0.99 0.64 0.85 0.99

Tabela 6.1.3 Korelacja pomigdzy sktadowymi zwréconymi przez algorytm MAICA oraz sinusoidami zrédtowymi
(parametry algorytmu: P2=0.7, P1=0.97 i P3=0.2).
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Rysunek 6.1.4 Zestaw sktadowych zwrdéconych przez algorytm MAICA (ICA1, ICA2, ..., ICA14) uruchomiony z
parametrami: P2=0.7, P1=0.97, i P3=0.2. Zrodto: opracowanie wlasne.

Drugi przypadek (Rysunek 6.1.5, Tabela 6.1.4), z bardziej restrykcyjnymi warunkami
zatrzymania algorytmu (P2=0.2, P/=0.97 i P3=0.99) byt znacznie trudniejszy do rozwigzania dla
algorytmu MAICA. Algorytm nie mial bowiem wystarczajacej liczby komponentow do
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zaprezentowania wszystkich oryginalnych zrédel, zwrocil tylko dwa komponenty wysoce
skorelowane z sygnatami zrédlowymi (ICA3 — ys 1 ICS5 — ys) oraz 4 skladowe, ktore byty
mieszaninami innych zrodet (ICA1, ICA2, ICA4, i ICAO6).
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Rysunek 6.1.5 Zestaw sktadowych zwroconych przez algorytm MAICA (ICAL, ICA2,..., ICA6) uruchomiony z
parametrami: P2 =0.2, P/=0.97 i P3=0.99. Zrodto: opracowanie wlasne.

Sygnat
rodlowy 2 V3 V4 Vs Y6 Y7 Vs Y9 Yio
Skladowa yoa4 jcA2 - ICA3 ICAI - ICAS ICA6 -
wynikowa
Korelacja - 0.75 0.8 - 0.93 0.72 - 0.95 0.8 -

Tabela 6.1.4 Korelacja pomigdzy sktadowymi zwréconymi przez algorytm MAICA oraz sinusoidami zrédtowymi
(parametry algorytmu: P2 = 0.2, PI=0.97 i P3=0.99).

W kolejnym etapie badan kombinacje M1 1 M2 wprowadzono na wejscia czterech

referencyjnych algorytméw DE, SCICA, EEMD-ICA oraz WICA, opisanych w podrozdziale 3.4.

Pierwsza z wykorzystanych metod, metoda DE, przyjmuje dwa parametry, liczbg opdznien
kazdego z sygnalow wejsciowych (parametr d) oraz dtugo$¢ opdznienia mierzona liczbg probek
(parametr s). Zastosowanie tej metody wymagato zbudowania macierzy wejsciowej ztozonej z

zestawu mieszanin M1 1 M2 op6znionych w czasie. Poczatkowo, w celu odzyskania doktadnie
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takiej samej liczby sktadowych, jak liczba sygnatow zrodtowych, liczbe generowanych opdznien
sygnatéw M1 i M2 ustawiono na 4. W ten sposob macierz wejsciowa, na ktorej zastosowano
algorytm FastICA sktadata si¢ z 10 sygnatéw (sygnaty M1 1 M2 oraz cztery op6znienia sygnalu
M1 1 cztery opdznienia sygnalu M?2). Niestety, pomimo wyproébowania 26 réznych ustawien
parametru s (s = 2: 2: 50), nie uzyskano pelnej separacji. Najlepszy wynik, uzyskany dla s = 30,
przedstawiono na Rysunku 6.1.6 oraz w Tabeli 6.1.5. Jak mozna zauwazy¢ w Tabeli 6.1.5
odzyskano tylko trzy sygnaty Zzrédtowe z korelacja réwna ponad 90%. Ponadto dwie sktadowe
zrodtowe zostaty sparowane z dwoma, zamiast z jednym sygnatem zrédlowym (ICAS z y21ys oraz
ICA9 z y7 1 y9). W zwiazku z tym probowano zwiekszy¢ liczbe sktadowych wynikowych,
zmieniajgc warto$¢ parametru d (d = 2: 2: 50), dla zadanej warto$ci s (s = 2). Tym razem udato si¢
odzyskac piec¢ sktadowych skorelowanych z sygnatami Zrédtowymi w stopniu wyzszym niz 90%
(Rysunek 6.1.7, Tabela 6.1.6), ale przy znacznie wigkszej liczbie opdznien (d = 42). Przy tych
parametrach algorytm ICA musiat zosta¢ wykonany na 86 (zamiast 10) sygnatach wejSciowych,

co znacznie wydtuzylo czas obliczen.

Sygnat
zrodlowy Vi Y2 V3 Y4 Ys Y6 y7 ys Yo Yio
Sklgdowa ICA8 ICA5S ICA7 ICA1 ICA5 ICA10 ICA9 ICA4 ICA9 ICA6
wynikowa

Korelacja 0.65 0.63 0.97 0.99 0.62 0.78 0.48 0.9 0.72 0.78

Tabela 6.1.5 Korelacja pomigdzy sktadowymi zwrdéconymi przez metode DE dla parametrow: s=30, d=4 (10 sygnatow
na wejsciu do algorytmu FastICA).
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Rysunek 6.1.6 Zestaw sktadowych zwréconych przez metode DE, s = 30, d = 4 (10 sygnatoéw na wejsciu algorytmu
FastICA). Zrédlo: opracowanie wlasne.

Sygnal

zrodlowy Yz V3 Y4 Vs Ys y7 Vs Yo Yio
Skladowa .o jcA33  ICAGE ICAG2 ICA43  ICAGS ICA24 ICAI7 ICA69  ICAS6
wynikowa

Korelacia ~ 0.99  0.81 0.99 0.96 0.96 0.98 0.75 0.8 0.89 0.88

Tabela 6.1.6 Korelacja pomigdzy sktadowymi zwrdéconymi przez metode DE dla parametrow: s=2, d=46 (86 sygnatow
na wejsciu do algorytmu FastICA).
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Rysunek 6.1.7 Zestaw komponentow zwroconych przez metodg DE: s=2, d=46 (86 sygnalow na wejsciu do algorytmu
FastICA). Zrodto: opracowanie wlasne.

Kolejnym badanym algorytmem byt algorytm SCICA. Algorytm ten przyjmuje tylko jeden
parametr, ktorym jest liczba blokéw na jaka zostaje podzielony kazdy z oryginalnie
zarejestrowanych sygnatéw (tu: sygnaty M1 1 M2). W efekcie podziatu sygnatu na bloki powstaje

sekwencja roztagcznych blokow o takiej samej dlugosci. W przypadku, kiedy ostatni blok zawiera
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mniejszg liczbe probek niz bloki pozostale, jest on usuwany z macierzy. Macierz utworzona z

sygnatoéw z poszczegdlnych blokow jest nastepnie poddawana transformacji ICA.

Algorytm zbadano dla r6znej liczby blokéw, od 5 do 20. Najlepsze wyniki uzyskano dla 5
blokow. Zwigkszanie liczby blokéw powodowato, ze sktadowe wynikowe byly mniej podobne do
oryginalnych sygnatéw sinusowych. Bylo to prawdopodobnie spowodowane tym, ze kazdy
kolejny blok skracat sygnal, co powodowalo, ze informacja o niskich czgstotliwosciach
wystepujacych w sygnale byta bezpowrotnie tracona. Najlepszy wynik, uzyskany dla 10 sygnatow
w macierzy wejsciowej ICA (2 mieszanki sinusoidalne rozlozone na 5 blokéw kazda),
przedstawiony zostat na Rysunku 6.1.8 oraz w Tabeli 6.1.7. Z Tabeli 6.1.7 wynika, ze tylko jeden

sygnat sinusoidalny zostal odzyskany z podobienstwem wigkszym niz 90% - ys.

Sygnat
zrodlowy yi Y2 Vg 2] ¥s Vs y7 Vs Vo Yio
Skladowa .3 yoAg  ICA3  ICAS  ICA4  ICA4  ICAS ICAG6 ICAI0  ICAS
wynikowa

Korelacja 0.23 0.37 0.93 0.61 0.70 0.17 0.60 0.49 0.48 0.34

Tabela 6.1.7 Korelacja pomiedzy sktadowymi zwréconymi przez metod¢ SCICA dla liczby blokéw rownej 5 (10
sygnalow na wejsciu do algorytmu FastICA).

Kolejnym algorytmem poddanym badaniu byl algorytm EEMD-ICA. Algorytm
uruchomiono wielokrotnie dla réznej liczby funkcji IMF (od 4 do 20) oraz ré6znego poziomu
szumu (od 20% do 40%) dodawanego do sygnatu wejsciowego przed roztozeniem go na funkcje
IMF. Najlepsze wyniki uzyskano dla czterech funkcji IMF i przy 20%-wym zaszumieniu sygnalow
wejsciowych M1 i1 M2. Sktadowe wynikowe zwrdcone po zastosowaniu algorytmu FastICA na
macierzy ztozonej z sygnatow M1 1 M2 oraz 8 funkcji IMF (po 4 funkcje dla kazdego sygnatu)
przedstawione s3 na Rysunku 6.1.9. Po przeprowadzeniu procesu parowania sktadowych
wynikowych z oryginalnymi sinusoidami okazato si¢, ze 3 sktadowe wynikowe byty podobne do

oryginalnych sygnatéw w stopniu wiekszym niz 90% oraz dodatkowo dwie w stopniu wigkszym

niz 80% (Tabela 6.1.8).
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Rysunek 6.1.8 Zestaw sktadowych zwroconych przez metod¢ SCICA dla liczby blokéw réwnej 5 (10 sygnatow na
wejsciu algorytmu FastICA). Zrodto: opracowanie wiasne.
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Rysunek 6.1.9 Zestaw sktadowych zwroconych przez metode EEMD-ICA dla 4 funkcji IMF oraz 20%-wego poziomu
szumu (10 sygnalow na wejsciu algorytmu FastICA). Zrodto: opracowanie wiasne.

Sygnat
zrodlowy Y Y2 V3 Y4 Vs Y Y7 ys Yo Yio
Skladowa 1210 JcA2  ICAS  ICA7 ICA9 ICAI0 ICA3 ICA6 ICAI0 ICA4
wynikowa

Korelacja 0.18 0.70 0.57 0.93 0.67 0.11 0.98 0.99 0.85 0.90

Tabela 6.1.8 Korelacja pomigdzy sktadowymi zwroconymi przez metode EEMD-ICA dla 4 funkcji IMF oraz 20%-
wego poziomu szumu (10 sygnatéw na wejsciu do algorytmu FastICA).
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Ostatnim z badanych algorytmow referencyjnych byt algorytm WICA. W algorytmie tym
dodatkowe sygnaty wejSciowe generowane sg w efekcie przeprowadzenia na kazdym z
zarejestrowanych sygnatéw dyskretnej transformaty falkowej - DWT (ang. Discrete Wavelet
Transform). Ponownie dziatanie algorytmu przetestowano dla wielu roznych ustawien parametrow
algorytmu. W badaniu testowano zar6wno rdzne rodziny falek (Daubechies, Coiflets, Symlets, and
Biorthogonal), jak i rézng liczb¢ pozioméw dekompozycji (od 3 do 10). Najlepsze wyniki
uzyskano dla 4 poziomowej dekompozycji z wykorzystaniem falki Symletl7. Zastosowanie 4
poziomej dekompozycji falkowej oznaczalo, ze macierz wejsciowa algorytmu ICA sktadata si¢ z
10 sygnatéw (M1 1 M2 oraz 8 sygnatow uzyskanych w efekcie przeprowadzenia transformaty
falkowej na obu sygnalach). Szczegétowe wyniki zostaly przedstawione na Rysunku 6.1.10 oraz
w Tabeli 6.1.9. Jak mozna zauwazy¢ w Tabeli 6.1.9, cztery sygnaty oryginalne zostaly odzyskane
z ponad 90% doktadnoscia, a trzy kolejne — z doktadnoscia 70% i1 wigcej. Sktadowych y;9 oraz y;

nie udato si¢ jednak odzyskac¢ niemal w ogole.

Sygnat
zrodlowy Y1 Y2 3 Y4 Vs Yo y7 s Yo Y10
Skladowa 15 [cA7  ICA2  ICAG6  ICA4  ICAS ICA9 ICAl ICA3  ICAS
wynikowa

Korelacja 0.06 0.69 0.96 0.76 0.98 0.95 0.75 0.70 0.99 0.18

Tabela 6.1.9 Korelacja pomiedzy sktadowymi zwrdconymi przez metod¢ WICA przy 4 stopniowej dekompozycji (10
sygnalow na wejsciu do algorytmu FastICA).

Ostatnia tabela w tym podrozdziale (Tabela 6.1.10) przedstawia podsumowanie wynikow
uzyskanych dla wszystkich pieciu przetestowanych metod. Kolejne kolumny tabeli zawieraja
nazwe¢ metody, zestaw parametrow zapewniajacych najlepsze wyniki separacji, liczbg zrodet
odzyskanych z korelacja réwng lub wyzsza niz 90% oraz czas obliczen potrzebny do wykonania
algorytmu. Wszystkie obliczenia przeprowadzono na komputerze o nast¢pujacych parametrach:

procesor Intel CORE 17-6700HQ 2,60 GHz, 16 GB pamigci RAM, Windows 10, x64.
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Rysunek 6.1.10 Zestaw sktadowych zwroconych przez metode WICA dla 4 poziomowej dekompozycji (10 sygnatow
na wejsciu algorytmu FastICA). Zrédto: opracowanie whasne.
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Metoda Parametry Korelacja >=90% dzia(l:azr?isa Is]
MAICA P2 =0.6,P1=0.97, 10 0.3987
P3=0.4
DE s=2, d=46 5 14.2895
SCICA Liczba blokow=5 1 0.6738
EMD-ICA Liczba funkcji IMF=4, szum=20% 4 0.3873
WICA Simletl7, 4-poziomy dekompozycji 4 0.6443

Tabela 6.1.10 Podsumowanie wynikoéw uzyskanych za pomoca wszystkich 5 metod.

6.2 System 2 — pojedynczy ciagly sygnal EEG

W drugim etapie badania wykorzystano plik s001703.edf, pochodzacy z referencyjnej bazy
danych EEG Motor Movement/Imagery Dataset [238] zlokalizowanej w zasobach PhysioBank
[239]. Plik ten zawierat sygnaty EEG zarejestrowane podczas jednej cigglej 2-minutowej sesji, w
trakcie ktorej uczestnik eksperymentu wykonywal zadania motoryczne, zgodnie ze wskazéwkami
wyswietlanymi na ekranie. Zadania polegaty na otwieraniu i zamykaniu wskazanej pigsci tak
dhugo jak wskazowka pozostawata wyswietlona na ekranie. Dane EEG zostaly zarejestrowane z
64 elektrod umieszczonych zgodnie z Miedzynarodowym Systemem 10-20. Czestotliwos¢
probkowania wynosita 160 Hz. Podstawowa réznice migdzy systemem opisywanym w niniejszym
podrozdziale, a systemem opisanym w punkcie 6.1 stanowita calkowita nieznajomos¢
rzeczywistych sygnatow zrédtowych. Z tego powodu weryfikacja poprawnosci dzialania
algorytmu MAICA nie mogla odby¢ si¢ tak, jak w poprzednim badaniu poprzez poréwnanie

sktadowych wynikowych z sygnatami oryginalnymi.

Celem przeprowadzonego badania byto sprawdzenie czy algorytm MAICA zastosowany
do danych zarejestrowanych w konfiguracji nisko-kanalowej zwrdci te same artefakty, co
klasyczna implementacja algorytmu ICA zastosowana do danych zarejestrowanych w konfiguracji
wielokanatowej. Badanie rozpoczg¢to od wykonania klasycznej wersji algorytmu FastICA w wersji
symetrycznej na catym 64-kanalowym zbiorze danych. Nastgpnie wizualnie sprowadzono zestaw
64 sktadowych wyjsciowych zwroconych przez algorytm FastICA i zidentyfikowano najbardziej
oczywiste sktadowe-artefakty. Sktadowe te zostaty p6zniej wykorzystane jako wektory wzorcowe
dla sktadowych zwroconych przez algorytm MAICA. W nastepnym kroku uruchomiony zostat
algorytm MAICA na podzbiorze danych zlozonym z sygnatéw zarejestrowanych jedynie z pigciu

kanatow (Fz, Cz, Oz, T7, T8). Fragment zapisu EEG zarejestrowany z wybranych kanatow (Fz,
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Cz, Oz, T7, T8) przedstawiono na Rysunku 6.2.1. W celu lepszej wizualizacji na wykresie

przedstawiono jedynie 15-sekundowy wycinek badanych sygnatéw (od 10 do 25 sekundy).
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Rysunek 6.2.1 Fragment sygnatu EEG zarejestrowanego w pigciu wybranych kanatach (Oz, Cz, Fpz, T8, T7).
Zrbdto: opracowanie wiasne.

Warto$ci dwoch z trzech parametrow algorytmu pozostawiono na poziomie domys$lnym
(P2=0.6,a P3=0.4). Parametr ostatni, P/, zostal nieznacznie zmieniony (z 0.97 na 0.98), poniewaz
sygnaty EEG charakteryzowatly si¢ znacznie wigksza zmiennoscig czasowg oraz byly znacznie
dhuzsze (19200 probek) niz sinusoidy. Algorytm zwrdcit wektor v zawierajacy parametry dla 11
filtroéw wygladzajacych, v = /3, 7, 15, 28, 49, 79, 118, 171, 229, 289, 355]. Filtry o parametrach z
wektora v zastosowano nastepnie na kazdym z pigciu wybranych kanalow, otrzymujac 60-
kanalowg macierz wejSciowg (5 oryginalnych sygnatow EEG i ich 55 przefiltrowanych wersji).
Macierz ta zostala wprowadzona do algorytmu FactICA, ktory zwrocit 60 niezaleznych

sktadowych wyjsciowych.

Aby wstepnie potwierdzi¢ poprawnos$¢ sktadowych uzyskanych po zastosowaniu
algorytmu MAICA, skladowe wyjsciowe zostaly sparowane z oryginalnymi sygnalami EEG.
Proces parowania przeprowadzono w dwodch etapach. W pierwszym etapie obliczono korelacje
migdzy kazda sktadowa wyjsciowg a kazdym kanalem oryginalnym za pomoca wspotczynnika
korelacji wzajemnej. W wyniku uzyskano macierz korelacji. W drugim etapie kazda sktadowa
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wyjsciowa przypisano do tego kanatu, dla ktérego uzyskano maksymalng warto$¢ wspotczynnika

korelacji. Rysunek 6.2.2 przedstawia sze$¢ wybranych par (4 pary o wysokiej oraz 2 pary o niskiej

korelacji).
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Rysunek 6.2.2 Sktadowe wyjsciowe zwrocone przez algorytm FastICA (po zastosowaniu algorytmu MAICA) w
polaczeniu z oryginalnymi sygnatami; przedstawiono sze$¢ wybranych par (4 o wysokiej i 2 o niskiej korelacji).
Zrodto: opracowanie wiasne.
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Nalezy tu podkresli¢, ze wysoka korelacje mozna zaobserwowac nie tylko dla sktadowych
sparowanych z kanatami, ktore zostaly umieszczone w macierzy wejsciowej algorytmu MAICA
(Fpz, T8), ale takze dla sktadowych odpowiadajacych kanatom, ktére nie zostaly bezposrednio

podane na wejscie algorytmu (Iz, AfS).

Parowanie migdzy skladowymi wynikowymi uzyskanymi po zastosowaniu algorytmu
MAICA 1 oryginalnymi sygnatami byto pierwszym z dwoch, ktore przeprowadzono w celu
weryfikacji poprawnosci sktadowych wygenerowanych przez algorytm MAICA. Drugie
parowanie przeprowadzono mig¢dzy sktadowymi wyjsciowymi zwrdconymi przez FastICA dla
zestawu 64 oryginalnych sygnatéw i1 60 sktadowych uzyskanych po zastosowaniu MAICA.
Niektore, losowo, wybrane pary przedstawiono na Rysunku 6.2.3. Jak mozna zauwazy¢, pomimo
tego, ze korelacja migdzy parami sktadowymi zwrdéconych przez oba algorytmy jest mniejsza niz

na Rysunku 6.2.2, przebiegi obu sktadowych z poszczegdlnych par maja bardzo podobny ksztatt.

Dwa kolejne Rysunki 6.2.4 1 6.2.5 przedstawiaja pig¢ najbardziej charakterystycznych
sktadowych wynikowych zwroconych przez algorytm FastICA dla zestawu 64 oryginalnych
kanatow (Rysunek 6.2.4) oraz pi¢¢ najbardziej charakterystycznych sktadowych dla zestawu 60
sygnatow utworzonych za pomocg algorytmu MAICA (Rysunek 6.2.5). Jak mozna zauwazy¢, oba
zestawy zawieraja skladowe, ktore mozna przypisa¢ niektorym dobrze znanym artefaktom. Na

przyktad:

1) sktadowe ICASI1 fastica i ICA37 maica prawdopodobnie wychwycily szum linii
energetycznej;

2) sktadowe ICA21 fastica, ICA57 maica i ICA13_maica przypominajg artefakty EOG (dobrze
widoczne w kanale Fpz z Rysunku 6.2.1);

3) skladowe ICA9 fastica, ICA14 fastica, ICA53 maicai ICA3 maica przechwycity rytmiczny
artefakt, prawdopodobnie artefakt EKG.
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Rysunek 6.2.3 Sktadowe wynikowe zwrocone przez algorytm FastICA (po zastosowaniu MAICA) potaczone ze
sklfadowymi wynikowymi zwréconymi przez algorytm FastICA zastosowany bezposrednio na 64 oryginalnych

sygnatach; przedstawiono 5 losowo wybranych par. Zrodto: opracowanie wlasne.

Poréwnujac oba wykresy, mozna powiedzie¢, ze chociaz wspomniane artefakty sa

widoczne w obu zestawach sktadowych, sa one znacznie bardziej widoczne w zestawie sygnatow

wygenerowanych przy pomocy algorytmu MAICA.
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Rysunek 6.2.4 Najbardziej charakterystyczne sktadowe wyjsciowe zwrocone przez algorytm FastICA dla zestawu 64
oryginalnych sygnalow. Zrodto: opracowanie wiasne.
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Rysunek 6.2.5 Najbardziej charakterystyczne sktadowe wyjsciowe zwrdcone przez algorytm FastICA dla zestawu 60
sygnalow utworzonych za pomoca algorytmu MAICA. Zrddto: opracowanie wiasne.
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6.3 System 3 — dane EEG z wielu préb

Celem ostatniego etapu weryfikacji dziatania algorytmu MAICA bylo ustalenie czy
algorytm ten przyniesie korzys$ci praktyczne po zastosowaniu go w procesie klasyfikacji danych
EEG w czasie rzeczywistym. Tym razem w badaniu wykorzystano zestaw danych EEG
zarejestrowanych ~ w  laboratorium  Zespotu  Neuroanaliz ~ Wydzialu  Informatyki
Zachodniopomorskiego Uniwersytetu Technologicznego w Szczecinie w trakcie eksperymentu
przeprowadzonego z interfejsem modzg-komputer opartym na wyobrazeniu ruchu rak.
Eksperyment przeprowadzono na pigciu osobach (3 m¢zczyzn, 2 kobiety, sredni wiek 26.4 lat,
zakres 22-32 lata). Wszyscy badani byli praworeczni. Zaden z badanych nie miat wczeéniejszych
doswiadczen z BCI i zaden nie zglosit zadnych zaburzen psychicznych. Przed rozpoczeciem

eksperymentu uzyskano pisemng zgode od wszystkich uczestnikow.

Szczegdlowy schemat eksperymentu z jednym uczestnikiem byl identyczny jak w
przypadku badania opisanego w podrozdziale 4.3. Tak jak we wspomnianym badaniu eksperyment
zostat podzielony na 200 10-sekundowych préb. Podczas kazdej proby pacjentowi przedstawiano
strzatke skierowang w lewo lub w prawo. Zadanie badanego polegalo na wyobrazeniu sobie obrotu
nadgarstka rekg wskazang przez strzatka. Kierunki strzatek dla kolejnych prob zostaty wybrane
losowo. Eksperyment podzielono na 4 sesje, kazda po 50 prob. Proby w obrebie jednej sesji
wystepowaly jedna po drugiej (bez przerwy), natomiast po kazdej sesji zaplanowano 5-cio

minutowg przerwe. Stad caty eksperyment z jednym podmiotem trwal okoto 45 minut.

Dane EEG rejestrowano z dwoch kanatéw monopolarnych przy czestotliwosci
proébkowania 256 Hz. Elektrody przymocowano do skory glowy pacjenta w pozycjach C3 i C4,
zgodnie z Miedzynarodowym Systemem 10-20 [240]. Elektrode referencyjna umieszczono na
lewym wyrostku sutkowatym, natomiast elektrod¢ uziemiajaca w pozycji Fpz. Sygnal EEG zostat
pozyskany za pomoca wzmacniacza Discovery 20 (BrainMaster) 1 zarejestrowany za pomoca
oprogramowania OpenVibe [235]. Dane EEG wstegpnie przefiltrowano w pasmie 1 - 30 Hz za

pomoca filtra Butterwortha czwartego rzedu.

Aby dowiedziec¢ sie, czy MAICA zwigkszy dokladno$¢ klasyfikacji prowadzonej w czasie

rzeczywistym w trybie online, przygotowano dwa zestawy danych. Pierwszy sktadat si¢ z 2-
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kanatowych danych EEG (zarejestrowanych podczas pierwszych trzech sesji), drugi byt tego
samego rozmiaru, ale zawieral kanaly zrekonstruowane ze skladowych zwroconych przez
MAICA. Jak przedstawiono w rozdziale 4, sktadowe niezalezne zwrdcone przez algorytm MAICA
nie moga by¢ bezposrednio wykorzystane w procesie klasyfikacji z uwagi na to, ze algorytmy ICA
zwracaja nieuporzadkowany zestaw sktadowych. Wielokrotne uruchomienie algorytmu ICA
nawet na tym samym zestawie sygnatow skutkuje najczesciej zupetlie przypadkowa (i r6zna)
kolejnoscia sktadowych wynikowych. Oznacza to, ze zwykle nie ma bezposredniego dopasowania

mi¢dzy sktadowymi wynikowymi znalezionymi w r6znych probach.

Do przeprowadzenia prawidlowego treningu klasyfikatora konieczne wigc byto
uporzadkowanie sktadowych wynikowych. Najprostszym (i jednocze$nie najczesciej stosowanym
przy analizie EEG) rozwigzaniem byla rekonstrukcja pierwotnych kanatéw ze sktadowych
wynikowych. Oczywiscie rekonstrukcja kanalow przy wykorzystaniu wszystkich sktadowych
wynikowych nie miataby sensu, poniewaz prowadzitaby do uzyskania sygnatéw identycznych z
oryginalnymi sygnatami C3 i C4. Dlatego przed rozpoczegciem procesu rekonstrukcji nalezato
wykry¢ 1 usuna¢ ,,najgorsze” sktadowe z kazdej proby. Standardowo zadanie to jest wykonywane
poprzez manualng analiz¢ poszczegdlnych skladowych wynikowych 1 odrzucenie tych
sktadowych, ktére najprawdopodobniej stanowig artefakty wspolistniejace z rzeczywistymi
zrodtami w sygnale EEG. Takie postepowanie jest mozliwe w przypadku analizy sygnatu w trybie
offline, nie jest natomiast mozliwe do zastosowania w trybie online. Oczywiscie sa metody
pozwalajace na automatyczng redukcje artefaktow sposrod zestawu sktadowych niezaleznych
(omoéwione w rozdziale 2 niniejszej rozprawy), ale zwykle pracuja one dobrze jedynie na
sygnatach znacznie dtuzszych niz sygnaly analizowane w badaniu (2560 probek: 10 sekund x 256

Hz).

Z uwagi na powyzsze, opracowano autorska procedur¢ automatycznego wykrywania i
odrzucania sktadowych o najnizszej istotno$ci. Zaproponowana procedura rozpoczyna si¢ od
uruchomienia algorytmu MAICA niezaleznie na kazdym z kanatéw. Nastgpnie wyznaczana jest
korelacja migdzy sktadowymi wynikowymi otrzymanymi dla obu kanatow i1 odrzucane sg te pary

sktadowych, ktore spetniajg dwa warunki:
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1) sa wysoce skorelowane ze soba (wspotczynnik korelacji wzajemnej przekracza 90%),
2) maja podobny wplyw na oba kanaty (odpowiadajace im wspoOtczynniki w macierzy
mieszajacej r6znig si¢ o co najwyzej 10%).

Podejscie takie byto motywowane dwoma faktami.

1) Po pierwsze, tak wysoka korelacja dwoch sktadowych wyodrgbnionych z r6znych kanatow
prawdopodobnie oznacza, ze reprezentujg one to samo zrodto.

2) Po drugie, jesli zrodto to jest mniej wigcej rowno reprezentowane zarowno w kanatach C3
jak 1 C4, raczej nie odpowiada biezacej aktywnos$ci médzgu zwigzanej z zadaniem
wyobrazenia ruchu prawej lub lewej reki.

Procedura opisana powyzej zostala zastosowana w celu usuni¢cia najmniej istotnych
sktadowych z kazdej epoki. Kazdorazowo po usunigciu najmniej istotnych skladowych

dokonywano rekonstrukcji kanatow C3 1 C4 wykorzystujac pozostate sktadowe.

Opisane powyzej dwa zestawy danych (zestaw 1 — zestaw oryginalnych sygnatow z
kanatow C3 i1 C4; zestaw 2 — zestaw sygnatow C3 i C4 zrekonstruowanych na podstawie
nieodrzuconych sktadowych wynikowych algorytmu MAICA) zostaty przetworzone zgodnie z
dwustopniowym cyklem przetwarzania: ekstrakcja cech - klasyfikacja. Poniewaz w procesie
klasyfikacji zastosowano 10-krotng walidacje krzyzowsa, oba etapy przeprowadzono w 10-
iteracyjnej petli, osobno dla kazdego z 10 zestawow testowych. Macierz cech sktadata si¢ z 8 cech
(po cztery cechy dla kazdego kanatu) przedstawiajacych moc pasmowa w jednym z czterech pasm
czestotliwosci: klasycznym pasmie alfa (8—13 Hz) i trzech podpasma pasma beta: 13—18 Hz, 18—
24 Hz i 24-30 Hz. W procesie klasyfikacji wykorzystany zostal liniowy klasyfikator SVM. W
kazdej z 10 iteracji petli walidacyjnej klasyfikator byt uczony na 135 probach i walidowany na 15
pozostatych. Miernikiem jakosci klasyfikatora byta usredniona doktadno$¢ wyznaczona z 10

zbioréw walidacyjnych.

Dla kazdego uczestnika badania zbudowano wiec dwa klasyfikatory. Trening
klasyfikatorow zostat przeprowadzony podczas przerwy miedzy trzecig i czwartg sesja na danych
zarejestrowanych w pierwszych trzech sesjach. W ostatniej sesji oba klasyfikatory zostaty uzyte
w trybie online do sprawdzenia ich jako$ci na nowo pozyskanych danych. W kazdej probie klasa
wyznaczana przez jeden (losowo wybrany) klasyfikator byta prezentowana uczestnikowi (jako
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informacja zwrotna informujaca uczestnika o tym jak dobrze wykonal postawione przed nim
zadanie) w postaci malej niebieskiej strzalki wy$wietlanej tuz nad strzatka wskazujaca aktualny

kierunek. Usredniony wynik z 50 prob testowych stanowit miarg efektywnosci klasyfikatora.

Zgodnie z opisang powyzej procedurg, przed rozpoczgciem procesu uczenia klasyfikatora
dane zarejestrowane w kazdej ze 150 analizowanych prob zostaty wprowadzone na wejscie
algorytmu MAICA. Z uwagi na to, ze wszystkie proby zostaly zarejestrowane z tego samego
systemu (co oznacza, ze zlozono$¢ kazdej proby byta mniej wigcej taka sama), parametry filtrow
wygtadzajacych wykorzystanych do generowania kolejnych sygnatéw wejsciowych wyznaczono
na podstawie pierwszej proby i zastosowano we wszystkich kolejnych probach. Algorytm
szukania parametréw filtrow wygladzajacych zostal uruchomiony z domyslnymi warto$ciami
parametrow (P2 =0.4, PI=0.97 1 P3=0.4). Oczywiscie, jako ze w kazdej probie algorytm MAICA
byt uruchamiany dwukrotnie (najpierw dla kanatu C3, a nastgpnie dla kanalu C4), dla kazdego
podmiotu otrzymano dwa osobne wektory wspotczynnikow filtra wygladzajacego, jeden dla
kanatu C3 1 jeden dla kanatu C4. Wektory wyznaczone dla kolejnych podmiotéw zostaly

przedstawione w Tabeli 6.3.1.

Podmiot Kanat Dhugo$c¢ filtra
C3 471013172227 31
Pl C4 471014 1823283236
P C3 5913182429 3439
Cc4 5913 1823283338
C3 51016222732364044
P3 ca 59141925303539434751555963
68 73 78 83
P4 C3 4710131721 2630
Cc4 4710131722273236
P5 C3 5811141721263034
Cc4 581215192429 3337

Tabela 6.3.1 Wektory parametrow filtrow wygtadzajacych wyznaczone za pomoca metody MAICA dla kazdego
podmiotu oraz kanatu.

Tabela 6.3.1 pokazuje, ze zaréwno liczba filtréw, jak i1 rozmiar okna kolejnych filtrow,
byty bardzo podobne dla obu kanatoéw dla prawie wszystkich badanych podmiotéw. Tak wysokie

podobienstwo oznacza, ze zlozonos$¢ analizowanego systemu nie ulegta istotnej zmianie pomi¢dzy
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badanymi podmiotami. Jedynie wektor uzyskany dla kanatu C4 podmiotu P3 znaczaco odbiegat
od pozostatych wektoréw 1 zawieral wigcej filtrow niz pozostate kanaty. Po przeprowadzeniu
dokladnej analizy sygnatu zarejestrowanego w kanale C4 okazato si¢, ze niewystarczajgco
doktadny montaz elektrody C4 spowodowal pojawienie si¢ w sygnale artefaktu wolno-falowego
(trendu). W efekcie filtry o szerszym oknie czasowym generowaly sygnaly o wystarczajaco
wysokiej korelacji z oryginalnym sygnatem C4, stad wiecej filtrow zostalo zwrdconych przez

algorytm.

Po zdefiniowaniu parametréw filtrow przeprowadzono pozostale etapy opisanej powyzej
procedury otrzymujac w efekcie dwa klasyfikatory dla kazdego z badanych podmiotow.
Klasyfikator pierwszy byt trenowany na oryginalnych sygnalach zarejestrowanych z kanatow C3
1 C4 (C_classic), klasyfikator drugi byl trenowany na sygnatach zrekonstruowanych z wybranych
sktadowych wynikowych algorytmu MAICA (C_MAICA). Wyniki klasyfikacji dla obu sesji,
treningowo-walidacyjnej oraz testowej, przedstawiono w Tabeli 6.3.2. Dwie pierwsze kolumny
opisujace kazda sesj¢ przedstawiaja doktadno$¢ klasyfikacji dla klasyfikatora C classic (1.
kolumna) 1 klasyfikatora C_ MAICA (2. kolumna). W trzeciej kolumnie podano liczbe prob, ktére
zostaty poprawione w wyniku zastosowania zaproponowanego podej$cia do usuwania najmnie;j
istotnych sktadowych. Ostatnia kolumna w kazdej grupie przedstawia wzgledny wzrost

doktadnosci klasyfikacji po zastosowaniu algorytmu MAICA.

Sesja treningowo-walidacyjna Sesja testowa
Liczba Wrost Liczba
Podmiot C_classic C_MAICA skor doklad. C_classic C_MAICA skor Wrost doklad.
[%] [%] Y8 Kas. [%] [%] Y8 Klas. [%]
prob o prob
[Yo]

P1 76.00%  76.00% 30 0.0 70.00%  74.00% 13 5.7
P2 78.00% 80.70% 36 3.5 64.00%  80.00% 13 25.0
P3 83.30% 84.70% 28 1.7 80.00%  84.00% 9 5.0
P4 66.00%  68.00% 56 3.0  66.00%  70.00% 13 6.1
Ps 74.70%  76.00% 34 1.7 82.00%  86.00% 19 4.9
75.60%  77.10% 36.8 20  72.40%  78.80% 134 8.8

Tabela 6.3.2 Doktadno$¢ klasyfikacji uzyskana dla poszczegdlnych podmiotow po zastosowaniu klasyfikatora
C_classic oraz C_ MAICA w sesji treningowo-walidacyjnej oraz testowe;j.
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Analizujac doktadnos$¢ klasyfikacji z 1 bez wstgpnego przetwarzania MAICA mozna
zauwazy¢, ze chociaz wzrost dokladnosci byt niewielki w przypadku danych walidacyjnych
(Srednio 2%), to w przypadku danych testowych wynidst juz prawie 9% ($rednia dla 5
podmiotow). Doktadnos¢ klasyfikacji wyznaczona dla kazdego podmiotu wzrosta co najmniej o
okoto 5%, osiagajac najwyzsza wartos$¢ 25% dla podmiotu P2. Tak wysoki wzrost doktadnosci
klasyfikacji uzyskany w przypadku danych, ktore nie byly znane podczas etapu uczenia
klasyfikatora jest bardzo wazng cecha proponowanego podejscia. Pomimo tego, ze kiedy
rozpoczynano eksperyment, nie przewidywano takiego zachowania, wydaje si¢ ono catkiem
rozsadne 1 do$¢ tatwe do wyjasnienia. Poprzez rozklad sygnatu z kazdej nowej préby na
indywidualny zestaw sktadowych, MAICA (w polaczeniu z zaproponowanym podejsciem do
usuwania sktadowych najmniej istotnych dla danego zadania) byta w stanie wyodrgbni¢ sktadowe
o niskiej istotno$ci, nawet jezeli byly one inne niz te wystgpujace w probach zawartych w zestawie

uczacym.

Jak mozna réwniez zauwazy¢ w Tabeli 6.3.2, jedynie okoto 25% préb w obu zestawach
zostato skorygowanych po zastosowaniu MAICA. Warto$¢ ta byla nieco wyzsza w przypadku
zestawu testowego (26%) w pordwnaniu z zestawem walidacyjnym (24%). Trudno jest
zaobserwowac¢ korelacj¢ migdzy liczbg poprawionych prob a doktadnoscig klasytikacji.
Zasadniczo, w przypadku danych walidacyjnych, im wigcej prob zostato skorygowanych, tym
wiekszy wzrost doktadnosci uzyskano (jedynie dla podmiotu P/ nie zaobserwowano wzrostu
doktadnosci niezaleznie od korekty 30 préb). W przypadku sesji testowej brak jest zauwazalnej

korelacji migdzy doktadnoscig klasyfikacji, a liczbg skorygowanych prob.

W przypadku przetwarzania sygnalu w trybie online bardzo istotny jest czas niezbedny do
przetworzenia sygnatu z danej proby. Zastosowanie algorytmu MAICA (wraz z proponowanym
podej$ciem do usuwania sktadowych) jedynie nieznacznie wydtuza czas przetwarzania sygnatéw
zarejestrowanych w danej probie. Tabela 6.3.3 przedstawia czas potrzebny na wykonanie catego
cyklu przetwarzania BCI dla jednej proby bez (C_classic [ms]) i z wstgpnym przetwarzaniem
MAICA (C_MAICA [ms]). Proces obliczeniowy zostal uruchomiony na komputerze o
nastepujacych parametrach: Procesor: Intel CORE 17-6700HQ CPU @ 2,60 GHz, 16 GB pamigci
RAM, Windows 10 x64.
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C_classic C_MFICA

Podmiot [ms] (ms] Roznica [ms]
P1 14.869220 20.688880 5.819660
P2 13.486405 19.220645 5.734240
P3 30.542290 36.273030 5.730740
P4 14.818445 20.547605 5.729160
P5 18.101060 23.835120 5.734060

Srednia:  18.363484 24.113056 5.749572

Tabela 6.3.3 Czas przetwarzania potrzebny do przeprowadzenia klasyfikacji jednej proby z zastosowaniem algorytmu
MAICA oraz bez niego.

Jak mozna zauwazy¢ w ostatniej kolumnie Tabeli 6.3.3, przedstawiajacej roznice migdzy czasem
przetwarzania z oraz bez uruchomienia algorytmu MAICA dodatkowy czas potrzebny na

obliczenia MAICA byt bardzo krotki (mniej niz 6 ms) i stabilny dla poszczegdlnych podmiotow.
6.4 Wnioski koncowe

Kazdy z trzech systeméw przedstawionych w niniejszym rozdziale ilustruje korzys¢ z
zastosowania algorytmu MAICA. Pierwszy system (sktadajacy si¢ z dwoch kombinacji 10
sinusoid zrédtowych) udowodnil, ze proponowana metoda zwigkszenia wymiaru macierzy
sygnatow wejsciowych pozwala na uzyskanie wiekszej liczby sktadowych na wyjsciu algorytmu
ICA, niz liczba sygnatow dostepnych pierwotnie. Jak pokazano w podrozdziale 6.1, gdy w analizie
zastosowano domys$lne warto$ci parametréw MAICA, rozktad mieszanin M/ 1 M2 na sygnaty
zroédlowe byt prawie idealny. Odzyskano nie tylko wszystkie 10 sygnatow sinusoidalnych
(Rysunek 6.1.3), ale takze korelacja miedzy skladowymi wyjsciowymi ICA 1 wejSciowymi

sinusoidami byta niezwykle wysoka (99-100%, Tabela 6.1.2).

Dodatkowo, poréwnanie sygnatow zrodlowych odzyskanych po zastosowaniu algorytmu
MAICA z sygnatami Zrodlowymi odzyskanymi za pomoca metod referencyjnych (DE, SCICA,
EEMD-ICA oraz WICA) wykazato, ze zaproponowana metoda zwraca sktadowe charakteryzujace
si¢ wyzsza korelacja z sygnatami Zzrédlowymi. Pomimo wyprébowania wielu réznych zestawow
parametrow dla kazdej z metod referencyjnych, nie udato si¢ odzyskaé¢ wszystkich sinusoid
zrodtowych z tak samo wysoka korelacja, jak w przypadku metody MAICA (Tabela 6.1.2).
Sposrod czterech metod uzytych do poréwnania, najlepszy zestaw komponentow uzyskano przy
zastosowaniu metody DE (dla zestawu wejSciowego ztozonego z dwoch oryginalnych mieszanin
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sinusoidalnych i ich 42 opdznief). W sytuacji, kiedy uruchomiono algorytm ICA na tak duzym
zestawie komponentéw wejsciowych, udato si¢ odzyska¢ 10 komponentéw wyjsciowych
wykazujacych dos¢ wysoka korelacj¢ ze zrodtami (75% —99%). Mozliwym jest, ze wykorzystanie
metody DE z odpowiednio duzym zestawem opdznien pozwolitoby na odzyskanie sygnatow
zrédtowych z doktadno$cig porownywalng do tej ktora zostala uzyskana przy pomocy metody
MAICA, jednak z powodu ograniczonej dlugosci sygnatu (1000 prébek) stosowanie wyzszej
liczby opdznien bytoby niewlasciwe, poniewaz wymagatoby zbytniego skrocenia analizowanego

sygnatu.

Metoda DE potencjalnie mogtaby wiec zwréci¢ sktadowe wynikowe o wysokiej korelacji
z sygnalami zréodtowymi, jednak z uwagi na wymagang do tego celu duzg liczbe¢ sktadowych
wejsciowych proces rozkladu sygnatu trwalby znacznie dluzej. Problem z metoda DE nie polega
wigc na doktadnosci rozktadu, ale raczej na czasie przetwarzania. Gdy poréwna si¢ ten czynnik
dla obu metod, MAICA okazuje si¢ by¢ znacznie szybsza. Chociaz ilo$¢ czasu potrzebna do
wygenerowania dodatkowego sztucznego elementu wejsciowego (poprzez zastosowanie filtra
sredniej ruchomej Ilub opdznienie sygnalu mieszanego) jest nieistotna, czas potrzebny
algorytmowi ICA na znalezienie macierzy miksujacej znacznie wzrasta z kazdym dodatkowym
wejsciem. Kiedy porownano czas obliczen obu metod, algorytm DE byt 35 razy wolniejszy niz
MAICA. Nie stanowi to oczywiscie problemu podczas przetwarzania offline, ale znaczaco

utrudnia analize sygnalu w trybie online.

Kolejnym faktem, o ktérym nalezy wspomnie¢ poréwnujac metody MAICA z metoda DE,
jest to, ze w przypadku metody MAICA po transformacji powrotnej z przestrzeni komponentow
wyjsciowych do przestrzeni wejSciowej (na przyktad po usunieciu komponentdw
zidentyfikowanych jako artefakty) uzyskiwane sg sygnaty o takiej samej dlugosci jak sygnaly
oryginalne. W przypadku metody DE sygnaty uzyskiwane po powrocie do przestrzeni wejsciowe;j
s3 natomiast zawsze skrdcone. Jest to wynikiem tego, ze poprzez zastosowanie opoznionych
sygnaléw ograniczana jest dlugo$¢ macierzy sygnatow wprowadzanej do ICA, a zatem sktadniki

zwracane przez ICA s3 réwniez krotsze niz poczatkowe mieszaniny zarejestrowane z czujnikow.

W badaniu prowadzonym z wykorzystaniem 64-kanalowej macierzy rzeczywistych
sygnatow EEG wykazano, ze sktadowe zwrdocone przez ICA po zastosowaniu zestawu filtrow o
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zerowej fazie sg poprawne nie tylko dla sztucznie utworzonego systemu matematycznego, ale
takze dla prawdziwego wielowymiarowego zestawu danych. Jak wykazano w podrozdziale 6.2,
MAICA uruchomiona na zestawie jedynie pigciu kanatdow oryginalnych zwrocita zestaw
sygnatow, wsrod ktorych znajdowaty si¢ sktadowe-artefaktowe analogiczne do sktadowych-
artefaktowych zwroconych przez klasyczny algorytm ICA uruchomiony na pelnym zestawie 64
kanatow (Rysunki 6.2.2 1 6.2.3). Co wigcej, skladowe-artefaktowe zwrdocone przez MAICA byly

tatwiej rozpoznawalne niz te zwrdocone przez klasyczny algorytm ICA.

Ostatni system (klasyfikacja wyobrazenia ruchu) zostat wykorzystany do wykazania, ze
MAICA moze z powodzeniem pracowaé w trybie online. Cel ten udato si¢ osiaggnaé, poniewaz
op6znienie powstate w wyniku: 1) przygotowania dwoch zestawow filtrowanych sygnatow (dla
C3 1 C4), 2) zastosowania ICA do kazdego z dwodch zestawow oraz 3) odrzucenia
prawdopodobnych artefaktéw wyniosto mniej niz 6 ms dla kazdej proby (Tabela 6.3.3). Ten
niewielki wzrost czasu przetwarzania nie spowodowal zauwazalnych opdznien w procesie

klasyfikac;ji.

Zasadniczo MAICA moze by¢ stosowane do wszystkich rodzajow sygnalow, w przypadku
ktorych mozna zastosowac klasyczny algorytm ICA. Innymi stowy, jesli mozna zastosowa¢ ICA
do macierzy sygnatow, mozna réwniez wykorzysta¢ MAICA do rozszerzenia tej macierzy, aby
utatwi¢ odzyskanie poszczegdlnych sygnatow zrodtowych. Jednak oprocz pytania o ,,mozliwos¢”
istnieje rOwniez pytanie o ,,zasadno$¢” takiego rozwigzania. Istnieja dwa przypadki, w ktorych
zastosowanie MAICA jest nieuzasadnione i oba zalezg od wielko$ci macierzy sygnatow

wejsciowych:

1) macierz wejsciowa sktada si¢ z bardzo krétkich sygnatéw — w tym przypadku prawdopodobnie
nie zostang utworzone zadne filtry, a zatem nie zostanie uzyskany zysk z zastosowania MAICA;
2) macierz wejsciowa sktada si¢ z dziesigtek sygnatléw — poniewaz ICA dziata dobrze z danymi

wielowymiarowymi, aplikacja MAICA prawdopodobnie tylko zwigekszy ztozono$¢ obliczen.
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ZAKONCZENIE

Celem niniejszej rozprawy byto: opracowanie metody przetwarzania wstepnego nisko-
kanatowych sygnatow EEG, korzystajgcej z idei polqczenia rzeczywistych kanatow EEG z
kanatami sztucznie wygenerowanymi. Cel ten udato si¢ osiagnac. Algorytm MAICA moze by¢ z
powodzeniem stosowany do znajdowania komponentow sygnatu, nawet w przypadku konfiguracji

jedno-kanatowej oraz przy $cisle narzuconych ograniczeniach czasowych.

W pracy pokazano, ze zaproponowane podejscie do rozwigzania nieokreslonego modelu
ICA umozliwia dekompozycje nisko-kanatowego sygnatu na zestaw elementow o wysokim
wymiarze. Trzy badania przedstawione w rozdziale szostym pokazuja, ze istnieje duze
prawdopodobienstwo, ze przynajmniej niektore komponenty z tego zestawu sg rownowazne
prawdziwym zrodtom sygnatu rejestrowanego z czujnikow. W przyktadzie z sinusami wszystkie
10 komponentow wyjsciowych byto prawie identycznych jak funkcje sinusoidalne wykorzystane
w przygotowanych dwoch mieszaninach wejsciowych. Ponadto, w badaniu nr. 2 pokazano, ze gdy
tylko 5 z 64 zarejestrowanych sygnatow EEG zostalo wprowadzonych do algorytmu MFICA,
wykryte artefakty byty nie tylko podobne do tych zwroconych przez klasyczny algorytm ICA
zastosowany na wszystkich 64 kanatach, ale byly rowniez znacznie bardziej czytelne. Przyktad
badania drugiego bezposrednio potwierdza teze, ze MAICA jest w stanie dekomponowaé
niskokanatowy sygnal EEG na komponenty w taki sam sposob, jak ICA dla sygnatu
wielokanalowego. Wreszcie ostatni etap eksperymentu ujawnil dwie dodatkowe zalety
proponowanej metody - krétki czas przetwarzania (narzut czasowy zwigzany z uzyciem MAICA
byl bardzo krotki, mniejszy niz 6ms) oraz stabilno$¢ parametrow zestawu filtrow. Obie zalety s3
bardzo wazne, poniewaz pozwalaja na wykorzystanie algorytmu do klasyfikacji aktywnosci
moézgu w czasie rzeczywistym. Dodatkowo, dzigki stabilno$ci parametrow zestawu filtrow,
parametry te mozna obliczy¢ tylko raz przed rozpoczgciem klasyfikacji w trybie online, a

nastepnie mozna je stosowac do kolejno rejestrowanych prob.

Z przeprowadzonych badan wynika, Ze hipoteza niniejszej rozprawy, sformulowana
nastepujaco: Zaproponowana w rozprawie metoda wstgpnego przetwarzania nisko-kanatowych

sygnatow EEG pozwala na uzyskanie sktadowych wynikowych charakteryzujqcych si¢ wyzszym
146



Praca doktorska — GORSKI PAWEL

podobienstwem do rzeczywistych (bgdz przewidywanych) sygnatow zZrodtowych oraz
pozwalajgcych na uzyskanie wyzszej doktadnosci klasyfikacji, anizeli metody referencyjne.
Jednoczesnie z uwagi na niski narzut czasowy metoda ta moze by¢ z powodzeniem stosowana w
interfejsach mozg-komputer pracujgcych w trybie online zostala udowodniona. Odnoszac si¢

bardziej szczegdtowo do poszczegdlnych fraz zawartych w hipotezie mozna powiedzie¢, ze:

1. Fraza moéwiaca o tym, ze metoda MAICA pozwala na uzyskanie sktadowych wynikowych
charakteryzujgcych si¢ wyzszym podobienstwem do rzeczywistych (bgdz przewidywanych)
sygnatow zrodtowych zostata zwerytikowana w eksperymencie 1 i 2 (rozdziat 6).

2. Fraza mowiaca o tym, ze sktadowe wynikowe uzyskane po zastosowaniu algorytmu MAICA
pozwalaja na uzyskanie wyzszej doktadnosci klasyfikacji, anizeli metody referencyjne zostala
zweryfikowana w eksperymencie 3 (rozdziat 6).

3. Fraza moéwiaca o tym, ze z uwagi na niski narzut czasowy metoda ta moze by¢ z powodzeniem
stosowana w interfejsach mozg-komputer pracujgcych w trybie online zostata zwerytfikowana

w eksperymencie 3 (rozdziat 6).
W pracy mozna wyrdzni¢ nastgpujace elementy wktadu wlasnego:

1. Opracowanie oraz implementacja metody MAICA, pozwalajacej na wygenerowanie zestawu
sztucznych sygnatdéw na podstawie nisko-kanatowej macierzy sygnalow rzeczywistych
zarejestrowanych z czujnikéw pomiarowych. Jak pokazano w pracy, opracowana metoda
dziata bez dostarczenia jakiejkolwiek informacji o procesie mieszania sygnatéw zrodtowych.

2. Wykazanie skuteczno$ci dziatania metody MAICA w trzech systemach o réznych
charakterystykach.

3. Opracowanie oraz implementacja metody pozwalajacej na parowanie sktadowych
niezaleznych z zarejestrowanymi sygnatami EEG. Zaproponowane rozwigzanie bazuje na
macierzy demiksujacej zwracanej przez algorytm ICA.

4. Opracowanie oraz implementacja procedury automatycznego wykrywania i odrzucania

sktadowych o najnizszej istotnosci.

Pewna niedogodnoscia zaproponowanej metody jest konieczno$¢ ustalenia wartosci trzech

parametrow wejsciowych PI, P2 oraz P3 okreslajacych minimalne/maksymalne poziomy
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korelacji pomigdzy sygnatami analizowanymi na wejsciu i wyjsciu algorytmu ICA. Wprawdzie
uzycie domyslnych wartosci tych parametrow pozwala uzyska¢ bardzo dobre rezultaty rozktadu
(nawet przy duzych zmianach ich wartosci, generowane wyniki sa nadal warto$ciowe), to jednak
wystepowanie parametrow powoduje, ze metoda MAICA nie jest metoda w petni automatyczna i
uniwersalng. Stad dalsze kierunki prac autora niniejszej rozprawy beda zmierzaly wilasnie do
opracowania sposobu bardziej uniwersalnej metody doboru parametrow filtrow. Dodatkowo, w
dalszych badaniach przewiduje si¢ przeprowadzenie analizy uzytecznos$ci algorytmu MAICA dla
roznej liczby sygnaldow o réznej dlugosci. Planowane jest rowniez wprowadzenie zmian w
zaproponowanej metodzie parowania sygnatow. Korzystajac z techniki parowania bazujacej na
macierzy demiksujacej, mozna by podja¢ probe automatycznej detekcji i usuwania artefaktow.
Metoda ta moglaby opiera¢ si¢ na charakterystyce artefaktu oraz kanale, w ktorym powinien by¢

on widoczny.
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