chhodniopomorski .
Technologieany Wydziat
w Szczecinie |nf0rmatyki
ZACHODNIOPOMORSKI

UNIWERSYTET TECHNOLOGICZNY
W SZCZECINIE

Wydzial Informatyki

Lokalne uczenie algorytmow
regresyjnych metodg mini-modeli

PRACA DOKTORSKA

Autor: mgr inz. Marcin Pietrzykowski
Promotor: prof. dr hab. inz. Andrzej Piegat

Promotor pomocniczy: dr inz. Marcin Plucinski

Szczecin, 2019



Moim Rodzicom



Spis tresci

Wprowadzenie A\
Celihipoteza . . . . . . . . . . . vii
Metodyka badan . . . . . . ... oo ix

1 Przeglad metod i zagadnien wykorzystanych w pracy 1
1.1 Wybrane zagadnienia podstawowe . . . . . . . .. .. ... .. 1

1.1.1 Zadanie aproksymacji danych . . . ... ... ... .. 2
1.1.2  Generalizacja i nadmierne dopasowanie . . . . . . . . . 2
1.1.3 Wybér modelu . . . ... ... ... ... 3
1.1.4 Klagtwa wymiarowos$ci . . . . . . . . .. ... 5
1.2 Klasyczne algorytmy regresji . . . . . . ... ... 7
1.2.1 Regresja liniowa . . . . .. .. .. ... .00 8
1.2.2  Regresja wieloraka . . . . .. .. ... ... 11
1.2.3 Regresja wielomianowa . . . . . . . .. ... ... ... 14
1.3 Metody bazujace na probkach . . . . . ... ... ... .. .. 15
1.3.1 Metoda k-najblizszych sasiadow . . . . . . . . . .. .. 17
1.4 Metody oparte o funkcje jadra . . . . . ... ..o 18
1.4.1 Maszyna wektorow nosnych . . . . . ... ... ... 20
1.4.2 Regresyjna maszyna wektoréw nosnych . . . . . . . .. 22
1.4.3 Smoothing kernels . . . . ... ... 0oL 23
1.4.4 Regresja Nadaraya-Watson’a . . . . . . .. .. .. ... 25
1.4.5 Regresja lokalnie wazona . . . . . . . . .. .. .. ... 25
1.5 Sieci neuronowe . . . . . . ... 26
1.5.1 Modele neuronu . . . . .. ... 27
1.5.2  Jednokierunkowe sieci wielowarstwowe . . . . . .. .. 30
1.5.3 Algorytm wstecznej propagacji btedow . . . . . . . .. 32
1.5.4  Sieci neuronowe typu RBF . . . . . . ... .. ... .. 34
1.5.5 Sieci neuronowe typu GRNN . . . . . . ... ... ... 35
1.6 Algorytmy klasteryzacji . . . . . ... . ... ... ... ... 37
1.6.1 Metoda k-$rednich . . . . .. .. ... ... 38

1.6.2 Metoda k-medoidéw . . . . . ..o 42

i



SPIS TRESCI iii

1.6.3 Rozmyta metoda c-srednich . . . . . . .. .. ... .. 43

2 Bryly geometryczne w przestrzeni wielowymiarowej 45

2.1 Simpleks . . ..o 45

2.1.1 Wspotrzedne wierzchotkow . . . . . . . ... ... 46

2.1.2  Simpleks jako wielokomoérka dualna . . . . . . . .. .. 48

2.2 HiperszeScian . . . . . . . . ... 51

2.3 Hipero$mio$cian . . . . . . . .. ... 52

3 Metoda mini-modeli 54

3.1 Mini-modele w przestrzeni dwuwymiarowej . . . . . . . . . .. 57

3.1.1 Mini-modele liniowe 2D . . . . . .. ... ... 58

3.1.2  Mini-modele nieliniowe 2D . . . . .. . ... ... .. 60

3.1.3 Parametr minimalnej liczby probek . . . . . . ... .. 62

3.2 Mini-modele w przestrzeni wielowymiarowej . . . . .. .. .. 63
3.2.1 Domena mini-modelu jako bryla w przestrzeni wielo-

WYMIATOWE] . .« « o v v v v o e e e e e 64

3.2.2  Algorytm uczenia mini-modeli . . . . . ... ... L. 70
3.2.3 Przyktady mini-modeli opartych na brytach wielowy-

miarowych . . . . ... 72

3.3 Mini-modele z lokalna redukcjg wymiarowosei . . . . . . . .. 79

3.4  Mini-modele oparte o klasteryzacje . . . . ... ... ... .. 82
3.4.1 Uczenie mini-modeli i modelowanie matematyczne na

obszarze domeny . . . . .. . ... ... 84

3.5  Mini-model jako klasyfikator . . . . .. .. ... ... ... .. 85

3.6 Poréwnanie metod: k-najblizszych sasiadéw i mini-modeli . . . 88

4 Eksperymenty poréwnawcze roéznych metod modelowania

bazujacych na prébkach 93
4.1 Mini-modele 2D . . . . . ..o 95
4.1.1 Testowanie przy uzyciu kroswalidacji leave-one-out . . 97
4.1.2 Badanie luk informacyjnych . . . . ... .. ... ... 116
4.2 Mini-modele wielowymiarowe pracujace w uktadzie wspotrzed-
nych sferycznych . . .. . ..o 00000 122
4.3 Mini-modele pracujace w oparciu o uktad wspoétrzednych sfe-
rycznych z lokalng redukcja wymiarowosei . . . . . ... ... 128
4.4 Mini-modele bazujace na metodach klasteryzacji . . . . . . . . 130
4.4.1 Mini-modele bazujace na rozmytej metodzie c-$rednich 134
4.5 Metoda mini-modeli jako metoda klasyfikacji danych . . . . . 137

4.6 Podsumowanie eksperymentow . . . . . . ... 144



SPIS TRESCI iv

5 Podsumowanie pracy 146
5.1 Dalsze kierunki badan . . . . . .. ... 149

A Przyktady mini-modeli bazujacych na sferycznym uktladzie
wspolrzednych 151

Bibliografia 180

Skorowidz 189



Wprowadzenie

Ludzkos¢ na przestrzeni swojej historii nieustannie tworzyta nowe dane. Wraz
z nastaniem ery komputerow, a pézniej z coraz powszechniejszym dostepem
do Internetu i podtaczaniem do niego coraz wigkszej liczby urzadzen, przy-
rost ten stal sie coraz gwaltowniejszy. Szacuje sie, ze w roku 2012 ludzkosé
tworzyta 2.5 miliarda nowych bajtéw danych kazdego dnia. 80% tych danych
byta nie ustrukturyzowana i zaliczaty sie¢ do nich: filmy, zapisy audio, dane z
réznego rodzaju czujnikéw oraz dane z mediéw spotecznosciowych!. Ludzie
oprécz tworzenia danych zawsze starali sie je analizowa¢. Robili to w r6z-
nym celu: od zrozumienia praw rzadzacych swiatem, do zdobycia informacji
w celu osiggniecia réznego rodzaju korzysci. Z czasem zaczely powstawac
roznego rodzaju metody i algorytmy pozwalajace na przetwarzanie danych.
Jedna z pierwszych metod uzywanych do tego celu jest metoda najmniej-
szych kwadratéw, bedaca w uzyciu od poczatku XIX wieku kiedy to zostata
sformutowana?.

Wraz z rozwojem nauki, powstaniem komputeréw, a pdzniej wraz ze wzro-
stem ich mocy obliczeniowej powstal szereg réznego rodzaju algorytmow
przetwarzania danych, w tym szereg metod sztucznej inteligencji. Dzicki tym
algorytmom, dane mogag by¢ m. in. analizowane, aproksymowane, klasyfi-
kowane, grupowane. Na potrzeby niniejszej pracy skupiono sie jedynie nad
algorytmami stuzacymi do aproksymowania lub modelowania danych. Jedng
z pierwszych metod majacych niebagatelny wptyw na nauke byta metoda
najmniejszych kwadratéw wspomniana powyzej. Innymi waznymi metodami
z punktu widzenia niniejszego opracowania jest metoda najblizszych sasiadow
opracowana w latach 50-tych XX wieku przez E. Fix oraz J. Hodgesa [24].
W latach 60-tych XX wieku powstala podstawowa wersja Maszyny Wekto-
réw Nosnych opracowana przez V. Vapnika [88]. W latach 80-tych ubiegtego

!'Dane korporacji IBM, www.ibm.com/annualreport/2013/bin/assets/2013_ibm_
annual.pdf, dostep: 24 lipca 2018

2Metoda zostala opublikowana przez Legendre’a w 1805 roku. W 1809 roku Carl F.
Gauss opublikowal swoja metode obliczania pozycji cial niebieskich, deklarujac w artykule,
ze byl w posiadaniu metody od 1795 roku.


www.ibm.com/annualreport/2013/bin/assets/2013_ibm_annual.pdf
www.ibm.com/annualreport/2013/bin/assets/2013_ibm_annual.pdf

wieku powstata metoda LOWESS [14] oraz sieci neuronowe typu RBF [11].
Lata 90-te ubiegtego wieku zaowocowaly powstaniem sieci neuronowych typu
GRNN|[83] oraz opracowano Regresyjna Maszyne Wektoréw Nosnych [20].

Kroétki rys historyczny skupia sie na metodach nalezacych do grupy algo-
rytmoéw bazujgcych na préobkach. Algorytmy te nie wykonuja generalizacji,
a jedynie poréwnujg nowg probke z danymi uzyskanymi w procesie uczenia.
Metoda mini-modeli ze wzgledu na swoj sposob dziatania réwniez wpisuje sie
do tego zestawienia. Algorytmy tego typu charakteryzowane sa przez szereg
cech pozytywnych oraz negatywnych i z tego wtasnie wzgledu to one beda
stanowity grupe poréwnawcza dla badanej metody, o ktorej traktuje ta praca.

W swoim zamysle metoda mini-modeli ma by¢ metoda modelowania ogdl-
nego i moze zosta¢ zastosowana dla danych réznorakiego pochodzenia. Zbiory
danych numerycznych moga pochodzi¢ z r6znego rodzaju systemow, na przy-
ktad: fizycznych, ekonomicznych czy tez biologicznych. Jednym z przyktadow
modelowania moze by¢ okreslenie wielkosci stopy bezrobocia przy znanym
poziomie innych czynnikéw ekonomicznych. Innym klasycznym przyktadem,
z ktorego prawie wszyscy na co dzien korzystamy, bedzie modelowanie tem-
peratury powietrza na danym obszarze. Kolejnym przyktadem, tym razem
dotykajacym mediow spotecznosciowych, a majacych duze znaczenie dla biz-
nesu, bedzie okreslenie wieku lub wielkosci zarobkow uzytkownika na pod-
stawie polubionych stron i wydarzen na Facebooku w celu lepszego dostoso-
wania do niego reklam. Wszystkie metody modelowania danych w sensie ma-
tematycznym staraja sie szacowa¢ postaé¢ funkcji opisujacej dane wyjéciowe
na podstawie danych wejsciowych. Dzieje si¢ tak dlatego, ze bardzo czesto
nie znamy réwnania rzeczywistej funkcji rzadzacej danym zjawiskiem, ktora
opisuje zaleznosci wystepujace pomiedzy danymi. Zaawansowane algorytmy
sztucznej inteligencji w potaczeniu z duzg mocg obliczeniows wspotczesnych
komputeréw sg w stanie wykry¢ takie zaleznosci nawet w danych wielowy-
miarowych.

Ze wzgledu na ograniczenia rzeczywistosci w jakiej zyjemy, czlowiek jest
w stanie czytelnie i bez problemu wizualizowa¢ dane dwu- i trojwymiarowe.
Oczywidcie istniejg sposoby wizualizacji danych wielkowymiarowych, ale ze
wzgledu na ich czesto trudny do zrozumienia charakter, bardzo wazne jest aby
opracowywane metody byty w stanie pracowa¢ w przestrzeniach wielowymia-
rowych bez potrzeby ich wizualizacji. Ponadto dla zbioréw punktéw istnieja-
cych w przestrzeni wielowymiarowej pojawiaja sie nieoczekiwane wtasciwosci
zwigzane z podstawowymi pojeciami takimi jak: objetos¢, pole powierzchni,
Sciany, itd. Aby zrozumieé jak czesto dziwne, nieintuicyjne i trudne do zrozu-
mienia prawa rzadza przestrzeniami wielowymiarowymi warto tutaj przyto-
czy¢ dwa przyktady. Biorac pod uwage stosunek objetosci kota jednostkowego
i opisanego na nim kwadratu okazuje si¢, ze wraz ze wzrostem wymiarowosci
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stosunek ten bardzo szybko maleje. W przestrzeni dwuwymiarowej wynosi on
iw ~ (.7854. Natomiast stosunek jednostkowej 10—Wymiar0wej sfery do opi-
sanego na nim 10-wymiarowego hiperszescianu wynosi juz 1228807r ~ 0.0025.
Dzieje sie tak m. in. dlatego, ze objetos¢ jednostkowej hipersfery, ktora jak sie
okazuje nie ro$nie w nieskonczono$¢, swoje maksimum osiaga w 5 wymiarze,

a potem zaczyna maleé.

Cel i hipoteza pracy

Metoda mini-modeli u swych podstaw wychodzi z zatozenia, ze aby otrzymac
odpowiedz na konkretne zapytanie nie trzeba budowaé¢ globalnego modelu w
caltej dostepnej dziedzinie. Jest to odmienne od sposobu w jaki dziataja dla
przyktadu sieci neuronowe, ktore na podstawie probek uczacych staraja sie
zbudowa¢ model majacy zastosowanie w catej dziedzinie problemu. Zamiast
tego wystarczy jedynie lokalny, prosty model zbudowany na danych znajdu-
jacych si¢ w pewnym otoczeniu punktu zapytania. Funkcja matematyczna i w
tym przypadku réwniez jest estymowana, jednak nie obejmuje catej obszernej
dostepnej dziedziny, a jedynie jej wycinek.

Na wstepie nalezy uwypukli¢ zasadnicza roznice pomiedzy mini-modelem,
a modelem globalnym. Mini-model operuje tylko i wytacznie na punktach
znajdujacych sie w granicach jego zasiegu, ktore sg Scisle okreslone i nie
obejmuja catej modelowanej dziedziny tak jak w przypadku modeli global-
nych. Mini-model liniowy tworzony jest na podstawie probek nalezacych do
Scisle okreslonego cigglego obszaru przestrzeni wejs¢ zwanego dalej otocze-
niem punktu zapytania, obszarem mini-modelu lub domeng mini-modelu. Co
prawda w ekstremalnych przypadkach mini-model liniowy moze rozszerzy¢
otoczenie punktu zapytania na calg dostepna dziedzine, ale jest to sytuacja
mogaca mie¢ miejsce jedynie podczas modelowania danych, w ktérych zacho-
dzi Scista zalezno$¢ liniowa, co jest raczej rzadkoscia. Model globalny operuje
1 musi uczy¢ sie na wszystkich dostepnych probkach. Réznice pomiedzy nimi
ilustruje Rysunek A.

Mini-model w swym zatozeniu pracuje przy uzyciu prostych narzedzi ta-
kich jak na przyktad regresja liniowa. Oczywiscie istnieje mozliwos¢ tworzenia
mini-modeli pracujacych w oparciu o bardziej ztozone metody. Preferowanym
podejsciem jest jednak odnajdywanie optymalnej domeny (podzbioru prze-
strzeni wej$¢), w ktorej regresja liniowa przynosi najlepsze rezultaty, zamiast
na przyktad zwigkszania ztozonos$ci modelu.

30bjetosé 3-wymiarowej sfery wynosi Vs = 7 ~ 4.1888, w koleJnych Wymiarach war-
tosci te sg nastepujace: Vy = 271' ~ 4.9348, V5 = % 2 ~5.2638, Vi = 7 ~ 5.1677.

w \
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(a) Mini-model 3D (b) Model globalny 3D

Rysunek A: Poréwnanie mini-modelu i modelu globalnego. Zrédio: opraco-
wanie wlasne.

Przechodzimy tutaj do celu rozprawy, ktorym jest:

udoskonalenie metody uczenia mini-modeli na bazie pré-
bek lokalnych w przestrzeni wielowymiarowej.

Podstawowa koncepcja metody mini-modeli zostata opracowana przez prof.
Andrzeja Piegata. Motywacja do opracowania metody byta che¢ ulepszenia
algorytmu najblizszych sgsiadéw. Poczatkowe prace nad mini-modelami obej-
mowaly modelowanie probleméw dwu- i trojwymiarowych [58, 59]. Lokalne
otoczenie punktu zapytania, czyli domena mini-modelu, przybiera wtedy
ksztalt odcinka lub figury ptaskiej w zaleznosci od wymiarowosci problemu.
Definiowanie zakresu domeny polega na operowaniu wierzchotkami bryty geo-
metrycznej. Zmiana potozenia figury geometrycznej lub zmiana jej ksztattu
sprowadza sie wowczas do zmiany potozenia jej wierzchotkéw. Podejscie to
bardzo dobrze sprawdza si¢ dla problemow niskowymiarowych, jednakze dla
probleméw 4D i wiecej podejscie to jest malo lub nieefektywne. Przejscie do
przestrzeni wielowymiarowej jest niezbedne, aby metode mozna byto uznaé
za metode ogdlnego przeznaczenia. Tego typu podejscie stwarza niestety
pewne trudnosci, w tym dwa najpowazniejsze: okreslenie rozpietosci otocze-
nia punktu zapytania (domeny mini-modelu) w przestrzeni wielowymiarowej
oraz opracowanie takiej metody uczenia, ktéra nie bedzie wpada¢ w minima
lokalne. Przechodzimy tutaj do hipotezy badawczej, ktora mowi, ze:
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udoskonalenie metody uczenia mini-modeli umozliwi wy-
kazanie co najmniej czesci przewidywanych zalet tej me-
tody wzgledem geometrycznych metod modelowania ba-
zujacych na proébkach.

Pierwsza przewidywang zaleta powinna by¢ doktadnosé¢é metody. Zgodnie z
zasada No free lunch theorem [94], nie mozna wymagaé aby metoda byla
metodg idealng dajaca optymalne rezultaty we wszystkich przypadkach dla
wszystkich zbioréw danych. Metoda powinna przynajmniej dla znacznej cze-
Sci zbiorow danych dawac¢ lepsze rezultaty od innych metod modelowania
bazujacych na préobkach. Po drugie zaktada sie, ze wersja metody bazujaca
na brytach wielowymiarowych potrafi wykry¢ sytuacje, w ktorej algorytm nie
jest w stanie odnalez¢ optymalnej domeny mini-modelu spetniajacej zatozone
na nig kryteria. Ustalenie odpowiednich kryteriow takich jak: liczba prébek,
potozenie punktu zapytania we wnetrzu domeny, czy tez informacja o nad-
miernym rozciggnieciu domeny, powinno zwigkszy¢ doktadno$é modelowania.
Po trzecie, ze wzgledu na sposéb dziatania metoda mini-modeli powinna pra-
cowaé poprawnie w sytuacji wystepowania luk informacyjnych.

Metoda mini-modeli jest w stadium rozwojowym. Rozwdéj innych metod
samouczacych, np. sieci neuronowych, trwat wiele lat. Stad niniejsza roz-
prawa nie zamyka badan nad mini-modelami, lecz stanowi jedynie pewien
etap w rozwoju tej metody.

Praca zostata podzielona na cztery gtéwne rozdziaty. W rozdziale pierw-
szym opisano wybrane metody i zagadnienia podstawowe wykorzystywane w
pracy. Opisujac metody, skupiono sie w gtéwnej mierze na algorytmach ba-
zujacych na probkach. Opisano réwniez kilka algorytmoéw klasteryzacji, uzy-
wanych w jednej z wersji mini-modeli. W rozdziale drugim opisano wybrane
zagadnienia zwigzane z brytami wielowymiarowymi, ze wzgledu na charak-
ter domeny mini-modeli. Rozdziat trzeci zawiera opis metody mini-modeli
w roznych wariantach. W rozdziale czwartym znalazty sie wyniki ekspery-
mentow numerycznych przeprowadzonych na metodzie mini-modeli oraz na
metodach wchodzacych w sktad grupy poréwnawczej.

Metodyka badan

Hipoteza badawcza zostanie uzasadniona empirycznie poprzez przedstawie-
nie wynikow eksperymentow oraz ich analize. Metodyka badan jest zgodna
z 0g6lng procedura wykrywania zaleznosci pomiedzy danymi i budowania
modeli na ich podstawie. Procedura ta polega na: postawieniu problemu,
sformutowaniu hipotezy, przygotowaniu eksperymentu, pozyskaniu danych
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pomiarowych i ich wstepnym przetworzeniu, estymacji modelu, interpretacji
wynikéw i formutowania wnioskéw [19].

Empiryczne udowodnienie hipotezy pracy wymaga przeprowadzania wielu
eksperymentéw, ktore zostang przeprowadzone na drodze symulacji kompu-
terowej na zbiorach danych zaczerpnietych z repozytoriow internetowych.
Badania nad metoda mini-modeli zostang przeprowadzone przy uzyciu au-
torskiego oprogramowania komputerowego. Badana metoda jest oryginalnym
pomystem i nie jest szerzej znana w literaturze naukowej, a co za tym idzie
nie posiadata ona istniejacej implementacji w postaci programu komputero-
wego. Uzyskane wyniki zostang opracowane i poréwnane z wynikami metod
konkurencyjnych, w szczegdlnosci z metodami bazujacymi na prébkach.



Rozdziatl 1

Przeglad metod i zagadnien
wykorzystanych w pracy

Gléwnym tematem niniejszej pracy jest metoda mini-modeli uzywana w za-
daniu regresji i aproksymacji danych. Opracowane algorytmy korzystaja w
procesie uczenia i dziatania z metod statystycznych takich jak regresja li-
niowa czy test t-studenta oraz metod sztucznej inteligencji: w szczegdlnosci
perceptronu oraz algorytmoéw klasteryzacji opartych o centroidy. Odrebna
grupe stanowig wybrane zagadnienia geometrii wielowymiarowej, na ktorych
bazuja niektore wersje mini-modeli i dlatego zostaly one opisane w osobnym
rozdziale.

W celu nalezytego przebadania opisywanej metody, w pracy postuzono
sie szeregiem metod i technik sztucznej inteligencji. Ze wzgledu na specyfike
metody mini-modeli, ktéra nalezy do metod bazujacych na prébkach, sku-
piono si¢ na algorytmach nalezacych do tej grupy, ktorej przedstawicielami
sa: metoda najblizszych sasiadow (k-NN), regresja lokalnie wazona, radialne
sieci neuronowe (RBF), sieci neuronowe uogélnionej regresji (GRNN) czy
maszyna wektoréw nosnych (SVM).

1.1 Wybrane zagadnienia podstawowe

Na potrzeby niniejszego opracowania zdecydowano sie¢ przyblizy¢ niektore
wybrane zagadnienia podstawowe z zakresu sztucznej inteligencji takie jak:
zadanie aproksymacji danych czy problemy wynikajace z doboru odpowied-
niego modelu. W podrozdziale tym skupiono si¢ jedynie na kwestiach istot-
nych z punktu widzenia pracy i kluczowych dla kompletnego opisania algo-
rytméw opracowanych w wyniku badan.



1.1.1 Zadanie aproksymacji danych

Posiadajac zbior danych opisanych przez zmienng wejSciowg x i zmienng
wyjsciowa y, zakladamy, ze dane pochodzg z nieznanej funkcji f co mozemy
zapisa¢ w postaci y = f(x). Naszym celem bedzie estymacja funkcji f na
podstawie zbioru danych uczacych, a nastepnie dokonanie predykcji y =
f (). Gléwnym celem bedzie obliczenie odpowiedzi estymowanej funkcji dla
nowych danych wejsciowych, czyli takich ktérych nie znaliSmy wczesniej |8,
13, 53].

Przyktady zadnia regresji ze swiata rzeczywistego moga by¢ nastepujace:

e Okreslenie wielkosci stopy bezrobocia przy znanym poziomie innych
czynnikéw ekonomicznych.

e Okreslenie temperatury powietrza, przy posiadanej informacji na temat
potozenia, pory dnia i roku oraz innych czynnikow atmosferycznych.

e Okreslenie wieku uzytkownika na podstawie polubionych stron i wyda-
rzen na Facebooku.

e Okreslenie potozenia drona w przestrzeni powietrznej na podstawie in-
formacji o jego wtasciwosciach fizycznych, warunkach atmosferycznych
oraz sygnatach sterujacych.

e Okreslenie czasu wykonania aplikacji mobilnej na podstawie informacji
opisujacych wymagania klienta oraz moce przerobowe zespotu.

Istnieje wiele mozliwych podziatéw istniejacych metod. Jednym z gtow-
nych i kluczowych jest podziatl na metody parametryczne i nieparametryczne
[53]. Metody parametryczne charakteryzuja sie stata liczba parametréow nie-
zalezng od rozmiaru zbioru uczacego. Metody takie sa szybsze w uzyciu,
niestety wymagaja zdefiniowania silnych zalozen co do charakteru mode-
lowanych danych. W metodach nieparametrycznych liczba parametréw nie
jest stala i ro$nie wraz z liczba danych. Modele takie sa bardziej elastyczne
W uzyciu, niestety czesto sa wymagajace obliczeniowo zwtaszcza dla duzych
zbioréw danych.

1.1.2 Generalizacja i nadmierne dopasowanie

W zadaniu aproksymacji danych bardzo wazna jest zdolnos¢ funkcji do gene-
ralizacji wynikéw. Poprzez generalizacje rozumiemy podawanie wiarygodne;j
odpowiedzi nie tylko dla danych uczacych, ktore juz znamy, ale rowniez otrzy-
mywanie wiarygodnych odpowiedzi dla nowych danych nie biorgcych udziatu



w uczeniu funkcji. Poruszajac t¢ kwesti¢ nalezy opisa¢ temat zjawiska prze-
uczenia inaczej okreslanego nadmiernym dopasowaniem [8, 21, 53]. Ma ono
miejsce gdy estymowana funkcja nie popetnia btedu na danych uczacych,
ale jednoczesnie nie potrafi zwroci¢ wiarygodnej odpowiedzi dla nowych pro-
bek. Rysunek 1.1 porownuje wyglad dwoch réznych funkcji estymowanych
na podstawie tych samych danych uczacych. Pierwsza funkcja jest wielomia-
nem 2 stopnia (Rysunek 1.1a), druga funkcja wielomianem 14 stopnia (Ry-
sunek 1.1b). Obie funkcje sa dopasowane do 15 prébek przy pomocy metody
najmniejszych kwadratéw. Pierwsza funkcja dokonuje generalizacji wynikow
starajac sie zamodelowac¢ linie trendu. Druga funkcja jest nadmiernie dopaso-
wana i pomimo, ze nie popetnia btedu na danych uczacych, nie jest w stanie
zwr6eié wiarygodnej odpowiedzi dla nowych probek.
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(a) Wielomian 2 stopnia (b) Wielomian 14 stopnia

Rysunek 1.1: Poréwnanie funkcji wielomianowych 2 stopnia i 14 stopnia es-
tymowanych na 15 probkach danych przy pomocy metody najmniejszych
kwadratow. Zradto: opracowanie wiasne.

1.1.3 Wybér modelu

Posiadajac duzg liczbe dostepnych modeli o réznej ztozonosci np.: regresje
liniows, wielomiany réznego stopnia, sieci neuronowe i inne, powstaje py-
tanie ktory rodzaj modelu nalezy wybra¢ aby otrzymac najlepsze wyniki.
Jak juz zostalo wczesniej powiedziane, uzycie modelu o zbyt duzej zlozo-
noséci (np. wielomianu wysokiego stopnia) bedzie skutkowato nadmiernym
dopasowaniem do danych uczacych. Uzycie modelu o zbyt niskiej ztozonosci



(np. wielomianu niskiego stopnia) moze skutkowaé¢ niedostatecznym dopaso-
waniem do danych uczacych, co bedzie przektadato si¢ na wysokie wartosci
bledow.

Aby odpowiednio wybra¢ model, czyli np. prawidtowo dobraé stopien wie-
lomianu aproksymujacego, niezbedne jest przeprowadzenie testow weryfikuja-
cych doktadnos¢ uzyskiwanych wynikéw. Jak juz weze$niej zostato napisane,
nie mozna polegaé tylko na danych, ktére braty udzial w procesie uczenia po-
niewaz moze to prowadzi¢ do przeuczenia funkcji. Rozwigzaniem jest uzycie
zbioru testowego, ktory nie brat udziatu w procesie uczenia. Niestety bardzo
czesto nie posiadamy dostepu do zbioru testowego. Mozemy jednak utworzy¢
sobie tego typu zbiér poprzez podziat posiadanego zbioru danych na dwa
podzbiory: zbiér uczacy i zbior testujacy. Powstaje tutaj kolejne zagadnienie
w jaki spos6b nalezy podzieli¢ zbiér danych na dwa wyszczegdlnione pod-
zbiory, na przyktad w sytuacji, w ktérej probek jest mato. Odpowiedzia na
to zagadnienie jest kroswalidacja zwana roéwniez sprawdzianem krzyzowym
[8, 21, 53]. Na potrzeby pracy zostana oméwione dwa typy kroswalidacji:
K-krotna np. 10-krotna oraz kroswalidacja typu leave-one-out. W K-krotnej
krzyzowej walidacji oryginalna préba jest dzielona na K podzbioréw. Nastep-
nie kolejno kazdy z podzbioréw jest uzywany jako zbiér testowy, a pozostate
razem jako zbior uczacy. Calo$¢ powtarza sie K-krotnie dla kazdego pod-
zbioru, a koncowe wyniki rezultatéw usrednia sie. W przypadku 10-krotne;j
krzyzowej walidacji oryginalny zbiér danych dzielony jest na 10 podzbioréw.
W przypadku np. 5-krotnej kroswalidacji zbior danych dzielony jest na 5
podzbiorow.

Kroswalidacja leave-one-out jest odmiana walidacji K-krotnej. Zakta-
damy w niej, ze N-elementowa proba jest dzielona na N podzbioréw. Innymi
stowy, ze zbioru danych pobierana jest jedna probka jako préobka testujaca,
a reszta danych traktowana jest jako dane uczace. Nastepnie probka ta jest
zwracana do zbioru i pobierana jest kolejna probka, ktora jest traktowana
jako prébka testujaca. Procedura systematycznie pobiera kazdy punkt jeden
raz, a nastepnie wylicza sredni btad popeliany przez model.

W celu wyboru optymalnego modelu najczesciej wykorzystuje sie jedna z
dwo6ch miar bledow: sredni btad absolutny (ang. mean absolute error):

n

> lyi = [ (@)l
MAE = =1 - (1.1)

lub btad éredniokwadratowy (ang. mean square error):

n

> (yi — fr(x:))?
MSE == : (1.2)

n




Wystepuje tu problem wyboru kryterium oceny, czyli czego wymaga dany
decydent od rozwiagzania, co oznacza “dobre rozwigzanie”.

Na koniec nalezy zaznaczy¢, ze w uczeniu maszynowym nie istnieje jedna
najlepsza metoda dzialajaca optymalnie dla kazdego zbioru danych. Jeste-
Smy w stanie wyselekcjonowac optymalng metode dla konkretnego problemu,
stosujac metody empiryczne takie jak na przyktad sprawdzian krzyzowy. Nie
istnieje jednak jedna metoda idealna, w nauce jest to czasem okreslane z
jezyka angielskiego jako No free lunch theorem [94]. Metoda, ktora dziata
poprawnie dla pewnych danych, dla innych danych przy innych zatozeniach
moze dawac o wiele grosze wyniki. Konsekwencja tego jest szerokie spektrum
opracowanych modeli oraz algorytméw ich uczenia, ktére majg za zadanie
pracowac z réznego rodzaju danymi rzeczywistymi.

1.1.4 Klagtwa wymiarowosci

Przeklenstwo wymiarowosci polega na tym, ze wraz ze wzrostem liczby wy-
miar6w (zmiennych) liczba obserwacji potrzebnych do wiarygodnego osza-
cowania parametréw lub funkeji rosnie wyktadniczo [8, 21, 53]. Zjawisko to
zostato po raz pierwszy opisane przez Richarda Bellmana [3]. Problem ten
wystepuje kiedy probujemy stosowaé algorytmy uczenia maszynowego do da-
nych wielowymiarowych.

Aby zobrazowaé na czym polega ten problem postuzmy sie zbiorem [
obserwacji: X = Xj, Xo,... Xy, dla uproszczenia zalézmy, ze I = 20. Zakla-
damy, ze kazda z obserwacji posiada N wymiarow: X; = X1, Xo,..., Xin, a
warto$¢ kazdej obserwacji w dowolnym wymiarze n wynosi X;, € [0;1]. Do-
datkowo zal6zmy, ze do kazdej z obserwacji jest przypisana liczba rzeczywista
Y; € [0;1]

Zaktadamy, ze chcemy nauczy¢ funkcje aproksymujaca, ktorej rezulta-
tem bedzie Srednia warto$¢ z probek w najblizszym otoczeniu. Uzyjmy do
tego prostego podejscia, w ktorym korzystamy tylko z pierwszego wymiaru
(pierwszego atrybutu kazdej z probek), a cala przestrzen dzielimy na 4 réwne
regiony Ry, x7 = [0;0,25); Ry, o = [0,25;0,5); R3,x3 = [0,5;0,75); Ry, x4 =
[0, 75; 1]. Podejscie zostalo to zobrazowane na Rysunku 1.2a. Mozemy teraz
w prosty sposob obliczy¢ srednia wartos¢ probek w kazdym z regionow. Mo-
zemy réwniez obliczy¢ $rednig liczbe probek na poszcezegdlny region 24—0 = 5.

Teraz sprobujmy nauczy¢ nasz algorytm na podstawie dwdch pierwszych
wymiaréw. Stosujac ten sam podzial co (0.25) widaé, ze przestrzen zostata
podzielona na 16 regionéow R1,z; = [0;0,25), 22 = [0;0,25); R2, 2, = [0, 25;
0,5),z = [0;0,25)... itd. Calo$¢ mozna zobaczy¢ na Rysunku 1.2b. Mo-
zemy zauwazy¢, ze w niektorych regionach odpowiedZ naszego modelu be-
dzie bazowala na 3 préobkach w innych tylko na jednej. Co wiecej, niektore



regiony sa puste (np. Rs) tzn. nie posiadaja zadnych probek uczacych i nie
ma mozliwo$ci dokonania w nich predykcji. Nalezy zauwazy¢, ze znaczaco
spada srednia liczba probek na region i wynosi tylko % =1,25.

0 0.25 0.5 0.75

X

(a) Dane w przestrzeni jednowymiarowej.

0.75 [

N05f

0.25 [

0 0.25 0.5 0.75 1

51

(b) Dane w przestrzeni dwuwymiarowej.

(c) Dane w przestrzeni tréjwymiarowej.

Rysunek 1.2: Poréwnanie utozenia danych w przestrzeniach o réznej liczbie

wymiaréw. Zrodto: opracowanie wilasne.

W sytuacji, w ktorej uzylibySmy trzech pierwszych wymiaréow posiadamy
juz 64 regiony, co mozemy zaobserwowac na Rysunku 1.2c. W tréjwymiarowej
przestrzeni wejsciowej Srednie pokrycie probek na region wynosi % =0, 3125.
Co wiecej wigkszosé regionéw nie bedzie posiadata zadnej probki wejsciowe;j,



a cala przestrzen bedzie w wigkszosci pusta.
Gestodé probek w przestrzeni jest réwna:

G(I)=1Iv, (1.3)

gdzie I to liczba prébek, a N wymiarowos¢ przestrzeni. Dzigki temu mozna
w prosty sposob obliczy¢, ze aby zachowaé gestos¢ z przestrzeni jedno wy-
miarowej w przestrzeni trojwymiarowej potrzeba az 8000 probek:

1 1
201 =3

1.4
x = 8000. (14

Gesto$¢ probek w przestrzeni przekitada sie oczywiscie na dziatanie al-
gorytmoéw. Zatdzmy, ze chcieliby$my, aby nasz algorytm pracujacy w prze-
strzeni 10 wymiarowej bral pod uwage 10% probek. Zaktadamy, ze wszystkie
probki zostaly znormalizowane do przedziatu [0;1]. Korzystajac ze wzoru
1.4, mozemy policzy¢ ze G(0,1) = 0, 116 ~ 0,79. Oznacza to, ze obszar za-
wierajacy 10% danych bedzie zawieral sie w hipersze$cianie, ktorego kra-
wedzie beda rozciggniete na 79% dlugosci kazdego z wymiardéw. Gdyby-
$my chcieli zmniejszy¢ liczbe danych do zaledwie 1% otrzymujemy wtedy
G(0,01) = 0,011 ~ 0.63, co oznacza, ze 1% danych zmiescitby sie w hi-
perszescianie, ktérego dtugosé krawedzi w kazdym wymiarze wynositby 0.63.
Oznacza to, ze dla przyktadu metoda najblizszych sasiadow k-NN w wyso-
kowymiarowej przestrzeni pomimo, ze korzysta z najblizszych probek, wcale
nie jest tak lokalna jak ma to miejsce w przestrzeni o niskiej wymiarowosci.

1.2 Klasyczne algorytmy regresji

Jako regresje rozumiemy dopasowanie zbioru parametréow funkcji matema-
tycznej do danych, ktére mamy do dyspozycji, w taki sposob aby model jak
najdoktadniej opisywal te dane. Kazda parametryczna funkcja aproksyma-
cyjna moze by¢ w ten sposéb traktowana jako model regresyjny. Czynnikiem
wyrozniajacym klasyczna regresje jest analityczny sposéb wyznaczania pa-
rametrow modelu [13]. Nic nie stoi jednak na przeszkodzie, aby uczace si¢
aproksymatory funkcji nazywaé algorytmami regresji. W tym paragrafie sku-
pimy si¢ na klasycznych algorytmach regresji bazujacych na metodzie naj-
mniejszych kwadratow: regresji liniowej majacej na celu dopasowanie proste;j
linii do prébek danych, regresji wielomianowej znajdujacej najlepiej dopaso-
wany wielomian oraz regresji wielorakiej. Nie sg to oczywiscie jedyne mo-
dele regresji jaki moga zosta¢ uzyte w procesie aproksymacji danych. Do
powszechnie stosowanych naleza réwniez m. in. metody takie jak regresja
wyktadnicza czy logistyczna [44, 73].



1.2.1 Regresja liniowa

Omawiajac regresje liniowa [10, 27, 36, 44, 53, 73| nalezy rozpoczaé¢ od funk-
cgi regresyi I rodzaju, ktore realizacjom zmiennych objasniajacych przypisuja
srednie warunkowe zmiennej objasnianej. Funkcja regresji I rodzaju Y wzgle-
dem zmiennej losowej X ma postac:

gi(x) =E(Y/X = x), (1.5)
oraz odpowiednio dla X wzgledem Y ma postac:

92(y) = E(X/Y =y). (1.6)

W praktyce stosunkowo rzadko zdarza sie sytuacja, w ktérej znamy postac
funkeji g(z). Na ogdét postepuje sie w ten sposéb, ze z populacji dwuwy-
miarowej pobiera si¢ probke i sporzadza punktowy wykres. Innymi stowy
dokonuje si¢ pomiaru danego zjawiska. Z reguty punkty na wykresie tworza
pewnego rodzaju smuge, na podstawie ktorej wysuwa sie hipoteze, ze funk-
cja g(x) nalezy do pewnej klasy funkeji np.: jest funkcja liniowa. Nastepnie
na podstawie pozyskanych prébek danych oblicza sie funkcje regresji II ro-
dzaju, ktéra jest aproksymanta funkcji regresji I rodzaju, opisujaca zaleznosé
korelacyjna zmiennych w prébie losowe;j.
Liniowy model regresji I rodzaju ma nastepujaca postac:

Y =f(X)+e=0 -X+53+e (1.7)

gdzie przez 3y, #1 rozumiemy parametry modelu, Y to zmienna zalezna (ob-
jasniana przez model), X to zmienna niezalezna (zmienna objasniajaca), €
jest to skladnik losowy o wartodci $redniej o = 0 i wariancji o2 > 0. Jest to
tak zwana regresja teoretyczna.

Niestety w skutek btedéw pomiaréow oraz statystycznych wtasciwosci sa-
mego zjawiska punkty pomiarowe rzadko kiedy utoza sie w prostej linii. Aby
oszacowac funkcje regresji stosuje sie wtedy liniowy model funkcji regresji I1
rodzaju, ktora jest przyblizeniem faktycznych zaleznosci miedzy zmiennymi:

yi = f(2:) = G +e; = by - + bo + ¢4, (1.8)

gdzie y; to warto$¢ zmiennej zaleznej oszacowanej przez funkcje regresji dla
probki i, by, by to parametry modelu, ktore szacuja odpowiednio [y, 51, e; =
y; — v; to sktadnik losowy (reszta modelu). Model regresji liniowej opiera sie
na nastepujacych zatozeniach:

e zwiazek pomiedzy z i y jest liniowy,



e wartosci zmiennej niezaleznej nie sa losowe, losowosé¢ wartosci y pocho-
dzi jedynie ze sktadnika losowego,

e skladniki (btedy) losowe maja rozklad normalny o éredniej p = 0 i
wariancji o2 > 0.

Oszacowana funkcja regresji oczywiscie nie bedzie w stanie przechodzi¢ przez
wszystkie punkty pomiarowe ze wzgledu na ich utozenie. Funkcja powinna
przebiega¢ w ten sposob, aby odbiega¢ od wszystkich punktow pomiarowych
w najmniejszy mozliwy sposéb. Aby to osiggnaé¢, parametry funkcji mozna
wyznaczy¢ przy pomocy metody najmniejszych kwadratow w taki sposob, aby
funkcja celu F'(by,by) osiagneta minimum:

n n

F(bO7 bl) - Z(yz - gz) = Z(yz — by x; — bg) = min. (19)

i=1 =1

Warunek konieczny istnienia ekstremum funkcji wymaga, aby dwie pochodne

czastkowe 8Fg’b°0’b1) i 6Fg;f1’b1) wynosity zero co prowadzi do nastepujacych
rownan: SF (b b .
5%071) = -2 Z(yz — by -2 — bo)z;i = 0,
1 i=1
(1.10)
OF (by, b n
0 i=1
Dokonujac przeksztatcen otrzymujemy:
512%2 + bozxi = Z%yz
izl i=1 . i=1 ) (111)
b1 xwit+n-bo= y
i=1 i=1
Po rozwigzaniu uktadu rownan otrzymujemy:
b = =4 =1 =l (1.12)
ny x?— (Y x;)?
i=1 i=1
AT i — 2 Tl >
b() _ i=1 7,711 z:ln =1 (113)
ny xi— (X x;)?
=1 i=1

Stosujac inne przeksztalcenia mozemy otrzymac rowniez inng tozsama war-
tos¢ wspotezynnikow:

by =y — bz, (1.14)



by = = 7 (1.15)
> (z; —2)?
i=1
gdzie:
1 & 1
T = EZZL‘,, = EZyl (1.16)
i=1 i=1

Po oszacowaniu modelu powstaje pytanie jak dobrze model jest dopasowany
do danych, na podstawie ktérych zostat zbudowany. Jedng z miar jest wspdl-
czynnik determinacji R?, ktéry jest miarg dopasowania do danych empirycz-
nych i okresla w jakim stopniu zmiennos¢ zmiennej objasnianej jest wyja-
$niona przez model:

n /\‘ = 2
_SSR__SSE _ 25 —7)

i=1

RQ

(1.17)

gdzie SSR interpretujemy jako regresyjna sume kwadratow odchylen (czesé
wyjasniong przez zbudowany model), a SSE to resztowa suma kwadratéw od-
chylen (czesé nie wyjasniona przez zbudowany model). SST jest to catkowita
suma kwadratow odchylen i oblicza sie jg ze wzoru SST = SSR 4+ SSE =
S (U — 7)2 4+ Xi (v — 9)%.

Réwnoczesnie nasuwa sie drugie pytanie jak dobrze wyznaczone wspot-
czynniki regresji by i by przyblizaja teoretyczne parametry 5y i 1. Mozna to
zrobi¢ korzystajac z testu t-Studenta, sprawdzajac istotnosé parametréw mo-
delu regresji poprzez sprawdzenie odpowiednich hipotez. Dla wspétezynnika
b1 majg one nastepujaca postac:

Hy : by = 0 (zalezno$¢ nieistotna),

1.18
Hy : by # 0 (zaleznosé istotna). (1.18)

Aby przetestowa¢ hipotezy nalezy wyznaczy¢ wartosé statystyki testowej t:

\ :(:cl — )2, (1.19)

gdzie S(e) to estymator odchylenia standardowego sktadnikéw losowych:

b

= 5

n—1

5(6)=J ! é:(yi—z]i)? (1.20)
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Statystyka ta posiada rozktad ¢-Studenta o n —2 stopniach swobody. Nastep-
nie konstruujemy obszar krytyczny postaci:

K = (—OO7 _tn—Z,a) U (tn—Z,a; OO) . (121)

Jezeli obliczona wartos$¢ t znajduje sie w dwustronnym obszarze krytycznym
to nalezy odrzuci¢ Hj na korzys¢ hipotezy alternatywnej H;. Dla wyrazu
wolnego czyli wspotezynnika by postepujemy analogicznie, jedynie wartosé
statystyki testowej obliczamy z innego wzoru:

t= bond n- zn:(:c@ — ;)2 (1.22)
S(e) - le? i=1

1=

1.2.2 Regresja wieloraka

W sytuacji, w ktorej w modelu regresji mamy co najmniej dwie zmienne
niezalezne méwimy o regresji wielorakiej [28, 36, 44, 73]. Model regresji wie-
lorakiej (II rodzaju) posiada nastepujaca postac:

y:bk'$k+"‘+bl'$1+bo+6, (123)

gdzie y jest to zmienna zalezna (objasniana przez model), k to liczba zmien-
nych niezaleznych, 1, z, . .., x sa to zmienne niezalezne (zmienne objasnia-
jace), bo, b1, ..., by to parametry modelu, e jest sktadnikiem losowym (reszta
modelu). Calos¢ mozemy zapisa¢ w postaci macierzowej:

y=Xb+e, (1.24)
gdzie:
Y1 bo €1 Iz w2 ooz
o S R T T L BT
y.n b, én L Ty Tp2 - xnk

Model szacujemy rowniez przy pomocy metody najmniejszych kwadratow,
przy zaltozeniu, ze:

e'e — min, (1.26)

gdzie:
e=y—y=y— Xb. (1.27)
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7 warunku koniecznego istnienia ekstremum funkcji, ktéry moéwi, o zerowaniu
sie pochodnych czastkowych:

oF oF oF

— = —=0, ..., =— =0 1.28
Obg T Oby ’ T oby, ’ (1.28)

otrzymujemy uktad réwnan normalnych nastepujacej postaci:
(XTX)b=X"y. (1.29)

Jezeli wyrazenie (XTX) posiada element odwrotny to wektor wspotezynni-
kéw b obliczamy przy pomocy nastepujacego rownania:

b= (XTX)'XTy. (1.30)

Ogolna forma wyrazenia XTX jest nastepujaca:

r n n n |
n Z Ti1 > Tio D Tk
i=1 i=1
n n
> Til Z Tho Y Tai > Tl T
iil T% iiln 17:11
T _
X X = Y. Tia YL TitTo > SU?Q > TioTik | - (1-31)
i=1 i=1 i=1 i=1
n ' n n n
Y. Tik Y TiTik ), TpXi ... 2, T
Li=1 i=1 i=1 i=1 i

Wynik mnozenia macierzy X 'y mozna zapisa¢ w nastepujacy sposob:

Xty = Z Tigli | - (1.32)

Z xlkyz

Li=

Dla réwnania regresji mozemy rowniez obliczy¢ wariancje odchylen losowych
(wariancje resztowa,):

2 B ‘2:21612
o (e):n—(k+1) :n—(k+1)’

(1.33)



oraz macierz wariancji i kowariancji parametrow modelu:
cov(b) = S?%(e) - (XTX) 7. (1.34)

Btedy standardowe parametréw b; (gdzie przez b; rozumiemy i-ty element
wektora b, a nie i-ty wyraz rownania regresji) sg obliczane w nastepujacy
Sposob:

S(b) = /S2(e) - (XTX);! = S(e) -\ (XTX);". (1.35)
Aby stosowa¢ model regresji wielorakiej musi zosta¢ spetnione kilka zalozen:

e Zmienne niezalezne x; nie moga by¢ ze soba silnie skorelowane.

Zadna ze zmiennych nie powinna by¢é kombinacjg liniows innych zmien-
nych niezaleznych.

Brak autokorelacji reszt.

Liczba obserwacji n musi by¢ wicksza lub réwna od liczby parametrow
do oszacowania n > k + 1.

W celu oceny poprawnosci zbudowanego réwnania regresji mozemy po-
stuzy¢ sie globalnym testem badajacym statystyczna istotnosé¢ wszystkich
zmiennych w modelu przy pomocy statystyki testowej F' o rozktadzie Fishera-
Snedocera o (n — k — 1) stopniach swobody. Test ten weryfikuje jednoczesnie
3 réwnowazne hipotezy:

Hy : wszystkie b; =0 H; : istnieje b; # 0
Hy: R*>=0 H,: R*#0 : (1.36)

Hy : liniowos¢ zwigzku  H; : brak zwigzku liniowego

gdzie statystyka testowa F ma postac:

SSE/(n—k—1) ' |

F (é(yi - y}-)2> fn—k—1)

Nastepnie wyznaczong na podstawie statystyki testowej warto$é¢ p pordw-
nujemy z poziomem istotnosci a: jezeli p < a to odrzucamy hipoteze H,
przyjmujac hipoteze Hy, w przypadku przeciwnym nie ma podstaw do od-
rzucenia hipotezy H.
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Podobnie jak w przypadku regresji liniowej, takze w przypadku regresji
wielorakiej mozna dokonaé¢ oceny istotnosci poszczegdlnych parametrow w
modelu przy pomocy testu t-studenta. Hipotezy maja identyczng postac¢ jak
we wzorze (1.18). Warto$¢ statystki testowej mozna policzy¢ ze wzoru:

(1.38)

Oprocz opisanych powyzej sposobéw sprawdzania doktadnosci modelu re-
gresji liniowej oraz regresji wielorakiej bardzo wazne miejsce zajmuje takze
analiza reszt. 7. zatozen wiemy, ze sktadnik losowy powinien charakteryzo-
wal sie rozktadem normalnym, co mozna zweryfikowaé przy pomocy testu
Shapiro-Wilka. Przy pomocy testu Durbina-Watsona mozna sprawdzi¢ czy
reszty sg nieskorelowane dla wszystkich par zmiennych. Dzigki analizie reszt
mozemy roéowniez wychwyci¢ obserwacje odstajace i zaburzajace model regre-
sji.

Sposobem na wybdr zmiennych objasniajacych w modelu moze by¢ regre-
sja krokowa [73]. Mozemy wyrdznié dwa podstawowe typy regresji krokowej:
postepujaca i wsteczna. W regresji krokowej postepujgce; do modelu doda-
wane sa kolejne zmienne, ktore maja najistotniejszy wplyw na zmienna za-
lezng. Proces jest powtarzany do momentu, w ktérym dodanie kolejnej zmien-
nej nie polepszy dziatania modelu. W regresji krokowej wstecznej z modelu
zawierajacego wszystkie potencjalne zmienne objasniajace, systematycznie
eliminowane sa zmienne, ktére maja najmniejszy wpltyw na zmienng zalezna.
Celem jest otrzymanie modelu z najwyzszg wartoscig wspotezynnika deter-
minacji przy zachowaniu istotnosci parametréw. Proces powtarza sie do mo-
mentu, w ktorym zadna z kolejnych zmiennych nie moze zosta¢ usunig¢ta
poniewaz jej brak spowodowaltby statystycznie istotny spadek dopasowania
modelu do danych. Istniejg rowniez metody mieszane, w ktérych algorytm
dodaje i usuwa zmienne w kolejnych krokach.

1.2.3 Regresja wielomianowa

Regresja nie ogranicza si¢ jedynie do modelowania danych linia prosta lub
plaszczyzna, ale moze zosta¢ rozszerzona takze do wielomianéw. Zadanie to
sprowadza sie do odnalezienie wielomianu stopnia m postaci [43, 73]:

Y= f(x) = bpa™ + -+ bgx® + bz + by +e. (1.39)
Wielomian taki powinien aproksymowac¢ n punktéw danych w najlepszy moz-

liwy sposob. Zapisujac wielomian w postaci macierzowej otrzymujemy forme
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identyczng z réwnaniem (1.24) y = Xb + u, gdzie:

hn bo el 1 oz 22 -
Y b e 1 z9 22 - 27

y= 171 o= e P x=0 T T (Lo
Un by, én 1z, 22 - 2™

Model taki réwniez szacujemy przy pomocy metody najmniejszych kwadra-
tow poprzez minimalizacje nastepujacej funkcji:

F(bo,b1,...,bm)

Z(f(l“i) — i)
i1 (1.41)
(b + - + box? + by; + by — i)

-

@
Il
—

Warunek konieczny istnienia ekstremum méwi aby wszystkie pochodne czast-
kowe funkeji wielu zmiennych wynosilty zero tak jak w réwnaniu (1.28), co
prowadzi do nastepujacego uktadu rownan normalnych.

=1 =1

i=1 =

(Z %) bo+ ( xf) bi+--- +< %m+1> by, = szyz
i=1 i=1 i=1 i=1 )

(1.42)

<Z x?””) bo+ (Z :c;“+1> bi+- -+ <Z x?’”) b =Y 2"ys
i=1 i=1 i=1 i=1
Roéwnanie takie mozemy rozwigza¢ podobnie jak w przypadku regresji wie-
lorakiej przy pomocy wzoru (1.30).

1.3 Metody bazujgce na prébkach

W uczeniu maszynowym poprzez uczenie bazujace na prébkach (ang. in-
stance-based learning) okreslamy zbior algorytméw, ktére nie wykonujg wy-
raznej generalizacji, ale porownuja one nowa probke danych, z danymi uzy-
skanymi w procesie uczenia. Z tego wzgledu niekiedy okresla si¢ je uczeniem
opartym na pamieci (ang. memory-based learning) [8, 13, 53]. Metody oparte
na tym typie uczenia charakteryzuja sie naste¢pujacymi cechami:

e przyktady uczace sa przechowywane w pamieci,

15



e gencralizacja jest odtozona w czasie do momentu naptywu kolejnej
probki,

e obliczenie odpowiedzi modelu, wymaga zbadania powigzan pomiedzy
nowa probka, a prébkami przechowywanymi w pamieci.

Zaletami uczenia bazujacego na probkach jest mozliwosé przeprowadzania
lokalnej aproksymacji funkcji, zamiast wykonywania aproksymacji dla catej
przestrzeni wejé¢. Algorytmy z tej grupy metod majg zdolno$é¢ przystosowa-
nia sie do nowych wczesniej niezaobserwowanych danych. Wadg tego typu
algorytmow jest konstruowanie odpowiedzi modelu bezposrednio na podsta-
wie danych przechowywanych w pamieci. W typowym podejsciu w celu ob-
liczenia odpowiedzi modelu wymagane jest sprawdzenie wszystkich probek
danych. Oznacza to, ze ztozonos¢ obliczeniowa algorytmu rosnie wraz z liczba
danych, na ktérych zostal nauczony model. Oczywiscie istnieja techniki po-
zwalajace na ograniczenie przestrzeni przeszukiwania poprzez odpowiednie
grupowanie zapamietanych danych. Przyktadem moga by¢ tutaj kD-drzewa,
specjalna struktura uzywane do podziatu przestrzeni stosowana w algorytmie
k-najblizszych sasiadow, ale nalezy ja traktowaé jako dodatkowy algorytm,
jedynie przyspieszajacy dziatanie metody.

Wedle koncepcji, w czasie obliczania odpowiedzi algorytm powinien prze-
szuka¢ wszystkie dostepne dane w celu wybrania najbardziej podobnych.
Niestety bardzo czesto najbardziej podobne dane moga by¢ bardzo odlegte
w wielowymiarowej przestrzeni, co zostato pokazane w podrozdziale 1.1.4.

W przypadku niektoérych metod, aby w poprawny sposéb wybraé¢ dane
najbardziej podobne nalezy je znormalizowac¢. Powinno si¢ tego dokonaé za-
wsze gdy obliczana jest odlegtos¢ pomiedzy dwoma punktami. Jezeli jeden z
atrybutow posiada bardzo szeroki zakres wartosci jego wptyw na odlegtosé
jest dominujacy. W takiej sytuacji dokonuje sie przeskalowania wszystkich
wartoséci do tego samego zakresu, aby wplyw poszczegdlnych atrybutéw na
odlegltosé byt proporcjonalny. Wyrdzniamy kilka rodzajow skalowania: nor-
malizacja min-max, standaryzacja. Normalizacja min-max polega na prze-
skalowaniu danych z ich aktualnego zakresu do zakresu [0;1] lub [—1;1].
Przeskalowania do zakresu [0, 1] dokonuje sie przy pomocy wzoru:

, = —min(z) (1.43)

~ max(x) — min(z)’

Drugim przyktadem przeskalowania danych jest standaryzacja, w wyniku
ktorej zmienna otrzymuje warto$¢ oczekiwang zero i odchylenie standardowe
jeden. Dokonuje sie jej przy pomocy nastepujacego wzoru:

P — (1.44)

)
o
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gdzie T to érednia, a o odchylenie standardowe skalowanej zmiennej.

Najprostszym mozliwym algorytmem bazujacym na probkach jest tablica
przechowujaca wszystkie mozliwe probki danych. W sytuacji zapytania mo-
delu dla f(z), algorytm zaczyna przeszukiwaé tablice w celu odnalezienia da-
nych wejsciowych x, a nastepnie zwraca powigzang z nimi wartos$¢ y. Problem
powstaje gdy w tablicy nie wystepuje konkretna warto$é¢ z, wtedy algorytm
musi zwroécié¢ jakas domyslna odpowiedz.

Do grupy algorytméw bazujacych na probkach naleza takie metody jak:
algorytm k-najblizszych sasiadéw, maszyna wektoréw nosnych, regresja lo-
kalnie wazona, sieci neuronowe typu RBF i GRNN. Ze wzgledu na systema-
tyke, metody oparte o funkcje jadra jak i sieci neuronowe zostaly opisane w
osobnych podrozdziatach, odpowiednio 1.4 i 1.5.

1.3.1 Metoda k-najblizszych sgsiadow

Jedng z najprostszych metod bazujacych na probkach jest algorytm k-naj-
blizszych sasiadéw [21, 24, 53| (ang. k-nearest neighbors) (k-NN) . Algorytm
powstal w latach 50-tych XX wieku i do tej pory przez niektorych naukow-
cow jest uwazany za bardzo efektywny [42]. Metoda w trakcie obliczania
odpowiedzi modelu bierze pod uwage k najblizszych punktow i oblicza Sred-
nia arytmetyczna wartosci ich zmiennej zaleznej y. Obliczanie odpowiedzi
modelu w zapisie matematycznym wyglada nastepujaco:

1
y=1 2 (1.45)

iENk ((E,D)

gdzie Ni(x, D) to indeksy k najblizszych punktéw do punktu x w caltym zbio-
rze uczacym D. Zbiér uczacy D posiadajacy n probek mozemy zdefiniowaé
jako D = {(z;,y:;)}1~,. Wplyw parametru k& na odpowiedz metody prezen-
tuje Rysunek 1.3. Istnieja modyfikacje metody, w ktorej odpowiedz moze
zosta¢ oblicza réwniez jako srednia wazona przez odleglosé lub przez atry-
buty zbioru. Algorytm najblizszych sasiadéw oprdcz wariantu regresyjnego
jest rowniez powszechnie uzywany w klasyfikacji. W swojej klasycznej for-
mie algorytm £-NN uzywa odleglosci euklidesowej do wybrania najblizszych
sgsiadow:

=1

Aoy 2, = \Jzn:(%z — Zpi)? (1.46)

W procesie selekcji najblizszych sasiadéw mozna réwniez uzy¢ innej metryki.
Powszechnie stosowane rodzaje metryk zostaly opisane w podrozdziale 1.6.1.
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Rysunek 1.3: Porownanie dziatania metody k-najblizszych sasiadow przy réz-
nej wartoéci parametru k. Zrodto: opracowanie wtasne.

kD-drzewa

W klasycznej wersji algorytmu k-NN w celu odnalezienia najblizszych sa-
siadow obliczana jest odlegtos¢ kazdego punktu uczacego od punktu dla kto-
rego chcemy policzy¢ odpowiedz modelu. Wymaga to zachtannego sprawdze-
nia wszystkich punktéw uczacych, co staje sie problematyczne w przypadku
duzych zbioréw danych. W celu usprawnienia tej procedury zbiér danych
mozna przedstawi¢ w postaci drzewa binarnego. Struktura taka nazywa sie
kD-drzewem i dzieli ona przestrzen wejs¢ przy pomocy hiperptaszczyzny na
dwie podprzestrzenie [91]. Nastepnie kazda z podprzestrzeni dzielona jest re-
kursywnie na kolejne podprzestrzenie. Struktura danych nazywana jest kD-
drzewem poniewaz przechowuje ona zbiér punktow w k-wymiarowej prze-
strzeni.

1.4 Metody oparte o funkcje jadra

Poprzez funkcje jadra (ang. kernel functions) rozumiemy funkcje przyjmu-
jaca argumenty rzeczywiste, x(x,z’) € R dla x, 2" € X gdzie X to pewna abs-
trakcyjna przestrzen. Funkcja jadra x powinna byé¢ symetryczna: k(z,z’) =
k(2', x) oraz nie ujemna k(z,2") > 0 [37, 53, 81]. Niektore metody wymagaja
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jeszcze aby macierz Grama zdefiniowana nastepujaco:

k(z1,m1) -+ Kz, zN)
k=| i (1.47

k(xy,r1) -+ KTy, TN)

dla dowolnego zestawu argumentow z; byta pozytywnie okreslona. Kiedy ma-
cierz Grama jest pozytywnie okreslona mozna wtedy zastosowacé twierdzenie
Mercer’a, ktére mowi, ze istnieje funkcja ¢ mapujaca x € X do przestrzeni
RP w nastepujacy sposéb:

w(x,a') = o(x)o(), (1.48)

gdzie ¢ zalezy od rownania wtasnego k. Taka funkcje okredlmy jako pozy-
tywnie okreslone jadro (ang. positive definite kernel) lub jadro Mercera (ang.
Mercer kernel). Przykladowe pozytywnie okreslone funkcje jadra w prze-
strzeni euklidesowej R” to:

e jadro liniowe:
k(z,2') =2T2', z 2 €RP, (1.49)

e jadro wielomianowe:
k(z,2') = (yala' +r)", 2,2/ € RP,r >0, (1.50)

e jadro Radial Basis Function (RBF) (Gaussowskie):

2
|

k(r,2)=e 27 | z,2 €RP o>0, (1.51)

e jadro Laplace’a:

k(z, o) = el 2 2" e RP a > 0. (1.52)

Analizujac jadro wielomianowe x(z,2') = (272’ + r)" odpowiadajacy mu
wektor cech ¢(z) bedzie posiadal wszystkie wyrazy do stopnia n. Dla przy-
ktadu dlan =2,v=1,r = 1 oraz z,2’ € R? mamy:

(14 272")? = (1 + 2012, + 220, + (212))% + (z9xh)? + 2212} 2025). (1.53)
Zamieniajac to na ¢(x)¢(x') otrzymujemy:
() = [1,V2x1, V29, 22, 22, V2 20) 7. (1.54)

Uzywanie powyzszej funkcji jest rownoznaczne z obliczeniami w 6 wymiaro-
wej przestrzeni cech.
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1.4.1 Maszyna wektoréw nosnych

Wedlug pierwotnej wersji maszyna wektorow nosnych (ang. support vector
machine) (SVM) zostata opracowana jako klasyfikator danych separowalnych
liniowo [37, 53, 81, 88]. Stanowi ona podstawe regresyjnej maszyny wektoréw
nosnych.

Poprzez dane separowalne liniowo rozumiemy, zbiér k-wymiarowych
punktéw x; nalezacych do dwéch réznych klas y; = {—1;1}. Dodatkowo
jesteSmy w stanie znalezé taka (k — 1)-wymiarowa hiperptaszczyzne, ktora
rozdzieli przestrzen tak by w kazdej powstatej podprzestrzeni znajdowaly sie
punkty nalezace wylacznie do jednej klasy. Ptaszczyzne te nazywamy granica
decyzyjng. Metoda SVM znajduje ptaszczyzne dajgca najwiekszy mozliwy
margines pomiedzy dwoma klasami. Méwiac inaczej, odnaleziona plaszczy-
zny charakteryzuje sie najwieksza mozliwg odlegtoscig pomiedzy najblizszymi
punktami z dwoch réznych klas. Z formalnego punktu widzenia SVM odnaj-
duje hiperptaszczyzne:

w* x; —wy =0, (1.55)

scharakteryzowang przez wektor normalny w. Granice marginesu sg okreslone
przez dwie hiperptaszczyzny: w*x; —wg = 1 oraz w*x; —wy = —1. Szerokosé
marginesu jest rowna ﬁ W zadaniu zalezy nam na maksymalizacji odlegto-
Sci pomiedzy dwoma rozgraniczajacymi ptaszczyznami. Jednoczesnie chcemy
zapobiec wpadaniu poszczegdlnych probek do marginesu, ktory okreslamy tu-
taj jako margines twardy (ang. hard margine). Dziatanie klasyfikatora SVM w
tej postaci zostato zaprezentowane na Rysunku 1.4a. Maksymalizacja mar-
ginesu sprowadza si¢ do rozwigzania zadania optymalizacji przy zadanych
ograniczeniach:

min = ;HwHQ p.o. yi(wlm+wy) > 1. (1.56)
W sytuacji, w ktérej dane nie sg separowalne liniowo mozna wprowadzic¢
tak zwany miekki margines (ang. soft margine) [15]. W tym celu mozemy
zastosowal specjalna funkcje straty hinge loss: max(0,1 — y;(w * x; — wp)).
Przektada sie ona na dodatkowa zmienna: &; > 0. Jezeli dany punkt lezy po
wtasciwe] stronie marginesu to & = 0. Jezeli punkt lezy wewnatrz marginesu
ale po wlasciwej stronie granicy decyzyjnej to 0 < & > 1. Jezeli & > 1
oznacza to, ze punkt lezy po ztej stronie granicy decyzyjnej. Modyfikujac
funkcje celu poprzez dodanie zmiennej &; do réwnania 1.56 otrzymujemy:

1 n
=1

w,wo 75
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Zadanie optymalizacji jesteSmy w stanie rozwiaza¢ przy pomocy metody
mnoznikéw Lagrange’a. >, & mozemy interpretowaé jako gérng granice zle
sklasyfikowanych punktéw. Parametr C' stanowi parametr regularyzacyjny
kontrolujacy liczbe btedéw, ktora jestesmy w stanie zaakceptowac. Dziatanie
klasyfikatora SVM z miekkim marginesem zostato zaprezentowane na Ry-
sunku 1.4b.

o I' l.
4 1
09 e, 7 09 | 7
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08 | 08 | < .
® !
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o o o 0
05 05 .
0.4 04 .
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Xy X4
(a) SVM z twardym marginesem (b) SVM z migkkim marginesem

Rysunek 1.4: Dzialanie klasyfikatora SVM. Zrédlo: opracowanie wlasne.

Opisany powyzej klasyfikator dziata w sposéb liniowy. Aby zastosowaé go
do danych, w ktorych granica pomiedzy klasami jest nieliniowa nalezy do-
kona¢ nieliniowej transformacji zbioru wektoréw wejsciowych do przestrzeni
o wyzszej wymiarowosci. Po transformacji, problem klasyfikacyjny daje sie
rozwiaza¢ w sposob liniowy. Przeksztalcenia do przestrzeni o wyzszej wymia-
rowosci dokonuje sie poprzez uzycie funkcji jadra, ktéra jest podstawowym
parametrem nieliniowego klasyfikatora SVM [9]. Przyktad uzycia nieliniowego
klasyfikatora SVM, w ktérym korzystajac z funkcji jadra w(z,2’) = ala’
dochodzi do przeksztalcenia z przestrzeni R? do przestrzeni R? prezentuje
Rysunek 1.5.

Algorytm uczenia klasyfikatora sprowadza sie do dwdch krokow:

e wyboru funkcji jadra, a tym samym niejawnego wyboru nieliniowej
transformacji,

e konstrukcji optymalnej ptaszczyzny rozdzielajace;j.
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Rysunek 1.5: Transformacja danych z 2D do 3D przy uzyciu funkcji jadra
k(x, ') = 2T, Zrédlo: opracowanie wilasne.

Warto$¢ wektora w okreslona jest wzorem:

n

Z 1yz¢ SL’@ (1.58)

=1

gdzie a = (ay,...,ay), sa to wyznaczone mnozniki Lagrange’a w zadaniu
optymalizacji, a ¢(z;) to obraz wektora uczacego transformowanego poprzez
nieliniowg funkcje ¢. Predykcji dokonujemy przy pomocy funkcji:

Zalyl k(i x) + wo. (1.59)

1.4.2 Regresyjna maszyna wektoréw nosnych

Na podobnej zasadzie dziata regresyjna wersja maszyny wektorow nosnych
(ang. Support Vector Regression) (SVR) [20, 53, 81]. Funkcja podobnie jak
SVM w wersji z mickkim marginesem rowniez implementuje funkcje straty.
W tym przypadku jest to funkcja straty epsilon insensitive:

0 jezelily — g| < e

1.60
=gl —c jorelily—g| > ¢ (1.60)

Le(y,9) = {
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Taka funkcja starty powoduje, ze punkty lezace wewnatrz marginesu nie sg
karane. Odpowiadajaca funkcja celu ma nastepujaca postac:

n o
J =0 Ly, 5i) + §I|WI|27 (1.61)

=1

gdzie ; = wlz;+wy a C to stala regularyzacyjna. W celu znalezienia wartoéci
parametrow zadanie mozna zdefiniowaé jako problem optymalizacji. Nalezy
doda¢ dwie zmienne reprezentujace stopien oddalania punktéw danych od
marginesu:

fla) +e+& (1.62)
flzi) —e—& . (1.63)
Modyfikujac funkcje celu otrzymujemy:

Ui S
Yi =

n

J= OV + )+ 5l po. & 0.6 >0 (L6)

=1

Rozwigzanie optymalne posiada postac:
w= Zaixi, (1.65)
i

gdzie o; > 0. W rozwiazaniu nie dbamy o punkty, dla ktéorych btad jest
mniejszy od e. Punkty dla ktorych a > 0 nazywamy wektorami no$nymi i
leza one w srodku marginesu. Predykcji dokonujemy przy pomocy funkcji:

J=wo+ Y o] . (1.66)

Poprzez zastapienie wyrazenia x!z funkcja jadra s(z;, ) otrzymujemy fi-
nalne rozwigzanie

g =wo+ Y ol x). (1.67)

1.4.3 Smoothing kernels

Istnieje inna grupa funkcji jadra znana w literaturze jako smoothig kernels,
ktéra moze byé uzywana jako nieparametryczny estymator gestosci [8, 53].
Funkcje te moga by¢ uzywane zarowno do nienadzorowanej estymacji funk-
cji gestosci jak réowniez do tworzenia modeli klasyfikacyjnych oraz modeli
regresyjnych. Funkcje jadra muszg spetnia¢ nastepujace whasciwosci:

/n(a:)da: =1, /xm(m)dm =0, /x%(x)dw > 0. (1.68)



Przyktadem takiej funkcji jest jadro Gaussa:

k(z) = (271r) e "2, (1.69)

D=

Dodatkowo mozemy kontrolowaé zasieg jadra poprzez dodanie parametru h:

1 =z

kp(x) = —

h’i(ﬁ)' (1.70)

Generalizacji wektora wejsciowego mozna dokona¢ poprzez zdefiniowane ja-
dra RBF (radial basis function):

rn(x) = w([|z()). (1.71)

Stosujac powyzsze reguty wielowymiarowe jadro Gaussowskie przyjmuje po-
stac:

kp(x) = ——m—— hD(27T ]1;[ h2 ]. (1.72)

Inne czesto uzywane funkcje jadrowe to:

e Epanechnikov’a

3(1 _ 22
a(w) = {11 = %) s (1.73)
0 lz| > 1
e trojkatna:
K(z) = g (1= lz)) ol <1 (1.74)
0 lz] > 1
e kwadratowa:
() = o1 =) el (1.75)
o 2| > 1 ‘
e tricube:
K(z) = sl = el lal <1 (1.76)
0 lz| > 1
e boxcar (jednostajne)
1 Jz| <1
5() {0 2] > 1 (177)



1.4.4 Regresja Nadaraya-Watson’a

Jedng z metod bazujacych na funkcjach jadra jest jadrowy estymator gestosci
(ang. kernel density estimator) (KDE), bedacy nieparametrycznym estyma-
torem uzywanym do wyznaczania gestosci rozktadu préby losowej p(x) [8, 53].
Tak jak w przypadku wszystkich metod nieparametrycznych wiedza na te-
mat charakteru rozktadu proby losowej (np. czy probki pochodza z rozktadu
normalnego) nie jest wymagana. Podejscie to moze by¢ wyrazone w postaci
nastepujacego wzoru:

me_@ _1]125(

=1

) (1.78)

Jadrowy estymator gestosci moze zostaé takze uzyty w zadaniu regresji. Ce-
lem takiego zadania jest obliczenie wartosci oczekiwanej:

_ Jyp(z,y)dy
f) = Blyl) = [y plyle)dy = LRI (1.79)

Uzywajac jadrowego estymatora gestosci otrzymujemy:

p(z,y) ~ - Z Kn(x — ) kp(y — ys). (1.80)
=1
Po przeksztatceniach otrzymujemy:

n

Yikn(T — ;)
@) =3 - (1.81)
; j=1 k(@ — ;)
Regresja jest wykonywana na podstawie wazonej sumy wyjs¢ y, gdzie wagi
zaleza od tego jak bardzo podobny jest  do probek przetrzymywanych w
pamieci. Inne angielskojezyczne nazwy tej regresji to kernel regression lub
kernel smoothing .

1.4.5 Regresja lokalnie wazona

Zasada dziatania regresji lokalnie wazonej polega na lokalnym dostosowywa-
niu funkcji liniowej na podstawie otaczajacych danych [8, 34, 53] . Réwnanie
regresji mozemy zdefiniowaé nastepujaco:

flwo) = @+ o, (1.82)

przy czym parametry rownania obliczamy osobno dla kazdego punktu zy w
celu lokalnego dopasowania funkcji. Obliczamy to rozwigzujac nastepujacy
problem:

Ig,ignf:lﬁh(xi — )y —a — B (x; — )] (1.83)
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Parametry a i § dla kazdego x( obliczamy rozwigzujac rownanie przy pomocy
metody najmniejszych kwadratow :

5] =t X, (184
gdzie:
L (21— l’o)T Y1
Xa:o = |: ) Y = s (185)
1 (zn —w0)" YN
a macierz W zlezy od funkcji jadra
W, = diag(kn(z1 — 20), - - -, k(TN — 20))- (1.86)

Przeksztaltcajac otrzymujemy:

n

fwo) = > wilwo)yi, (1.87)

i=1
gdzie w;(xg) jest kombinacja funkcji jadra z efektem regresji liniowej. Metoda
ta nazywana jest LOWESS (ang. locally-weighted scatterplot smoothing) [14].

1.5 Sieci neuronowe

Sztuczne sieci neuronowe sg to matematyczne struktury inspirowane dziata-
niem mozgu oraz pojedynczych neuronéw. Omawiane zagadnienie jest nie-
zwykle szerokie i obejmuje w swym zakresie m.in. biologiczne podstawy, opis
oraz topografie r6znego rodzaju sieci, sposoby ich dziatania i uczenia, a takze
ich zastosowanie na réznorakich polach. Ze wzgledu na objetos¢ tematu w
pracy zostana opisane jednie wybrane zagadnienia podstawowe (takie jak
perceptron czy sie¢ jednokierunkowa) oraz sieci neuronowe, ktére ze wzgledu
na budowe i sposob dziatania mozna zaliczy¢ do metod bazujacych na prob-
kach. Sieci jednokierunkowe nie naleza do metod bazujacych na probkach, ale
byty uzywane jako metoda poréwnawcza w czesci badan nad mini-modelami
i dlatego zostaly tutaj opisane dla kompletnosci zagadnienia.

Poczatek sieci neuronowych siega lat 40-tych XX wieku kiedy McCulloch
i Pits [48] opracowali pierwszy matematyczny model biologicznego neuronu.
Nastepnie w roku 1957 Frank Rosenblatt [77] opracowal algorytm uczenia
perceptronu. Podobny model nazwany adaline zostal opracowany przez Wi-
drowa i Hoffa [90] w roku 1960. Regres nad badaniami sieci neuronowymi na-
stapil po gtosnej ksiazce Minskyego i Paperta z roku 1969 [51], w ktorej poka-
zano, ze proste sieci neuronowe bez warstw ukrytych nie potrafig klasyfikowaé
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danych nieseparowalnych liniowo takich jak np. problem XOR. W 1986 zo-
stal opracowany algorytm wstecznej propagacji bledéw przez Rumpelharta,
Hintona i Williamsa [78] pozwalajacy uczy¢ sieci wielowarstwowe, ktéry na
powrét przywrocit zainteresowanie ta tematyka. Sam algorytm wstecznej pro-
pagacji bledéw zostat wynaleziony wcezesniej niezaleznie przez Brysona i Ho
w 1969 [12] oraz Werbosa w 1974 roku [89]. W 2002 roku Hinton [38] opraco-
wal algorytm contrastive divergence pozwalajacy na uczenie gtebokich sieci
neuronowych.

1.5.1 Modele neuronu

Jednym z podstawowych modeli biologicznego neuronu jest perceptron. W
swym dzialaniu przypomina on algorytm SVM w wersji liniowej, bowiem
jego zadaniem jest odnalezienie granicy decyzyjnej rozdzielajacej dwie klasy
separowalne liniowo. Réznica jest taka, ze granica odnajdowana przez per-
ceptron nie musi spelia¢ zalozenia maksymalizacji marginesu decyzyjnego,
a jego procedura uczenia jest iteracyjna [8, 25, 43, 77, 79, 80]. Dzialanie
perceptronu mozna opisa¢ nastepujacym réwnaniem:

g:f<zwi*$i+wo> ; (1.88)
i=1
gdzie w; sa to wagi perceptronu, x; to wartosci poszczegolnych wejs¢é per-
ceptronu, a wy okreslane jest jako bias albo wejécie progowe. Rysunek 1.6
prezentuje schemat perceptronu.

Funkcja f jest nazywana funkcja aktywacji i moze by¢ nieciggla funkcja
skokowa bipolarng przyjmujaca wartosci —1 lub 1:

L, gdys>0
fls) = ) (1.89)
-1, gdys<0
lub funkcjg unipolarng przyjmujaca wartosci 0 lub 1:
1, gdys>0
f(s) = . (1.90)
0, gdys<0

W przypadku danych z dwoma wej$ciami 1, x5 odnaleziona granica decy-
zyjna bedzie okreslana przez wagi perceptronu i bedzie postaci wozs + w21 +
wp = 0. Dla danych n-wymiarowych bedzie to (n—1)-wymiarowa hiperptasz-
czyzna.

Uczenie perceptronu polega na modyfikowaniu wartosci jego wag w;, tak
by poprawnie klasyfikowal probki uczace. Na wejscie perceptronu podajemy
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Rysunek 1.6: Schemat perceptronu. Zrédlo: opracowanie wlasne.

wektor danych uczacych x(t) = [21(t),z2(t),...,z,(t)]",t = 1,2,..., dla
ktorych znamy wartoséci sygnatéow wyjsciowych y(t),t = 1,2,.... Dla kaz-
dej takiej probki uczacej oblicza sie odpowiedZ perceptronu, a w przypadku
ztej klasyfikacji koryguje si¢ jego wagi. Algorytm uczenia perceptronu dla
skokowej bipolarnej f. aktywacji jest nastepujacy:

1. Wybranie losowych wag perceptronu.

2. Na wejécie podajemy wektor uczacy x(t) = [x1(t), z2(t),. .., z,(t)]", t =
1,2,

3. Obliczamy wartos¢ wyjsciowa g(t), wedtug wzoru (1.88).
4. Poréwnujemy warto$¢ y(t) z wartoscia y(t).

5. Jezeli wartosci sg rozne to korygujemy wagi perceptronu korzystajac ze
wzoru w;(t + 1) = w;(t) + y(t)z;(t). Jezeli odpowiedZ perceptronu jest
prawidlowa to wagi pozostaja bez zmian w;(t + 1) = w;(t).

6. Powrét do punktu 2.

Zaprezentowana procedura jest iteracyjna, a przez w;(t) rozumiemy wage ¢ w
iteracji t. Wykonanie algorytmu dla wszystkich danych uczacych okreslamy
jako jedng epoke uczenia. Po kazdej epoce uczenia obliczamy sredni btad
popetniany przez model. Procedure mozna stosowaé wielokrotnie prze wiele
epok uczenia, az btad popelniany przez model osiggnie satysfakcjonujacy
poziom.
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Oprocz perceptronu istnieja takze inne matematyczne modele neuronu.
Jednym z nich jest model Adaline (ang. Adaptive Linear Neuron) [90]. Oprocz
tego wyrézniamy takze inne modele m.in. takie jak neuron Hebba [35] czy
neuron ReLLU [54]. Omawiajac sieci neuronowe nalezy réwniez opisa¢ neuron
sigmoidalny [25, 79], ktérego budowa jest analogiczna do budowy percep-
tronu. Roznica tkwi tylko w funkcji aktywacji, ktéra moze by¢ unipolarna:

1
R 1.91
f@) = T (1.91)
lub bipolarna:
(&) = tanh() = - (1.92)
x) =ta xr) = el :

Wykres bipolarnej funkcji znajduje sie na Rysunku 1.7. Jak mozna zaobser-
wowac, przy wysokiej warto$ci parametru 3 funkcja zaczyna dziata¢ w sposéb
skokowy. Obie funkcje aktywacji sa ciggle i rozniczkowalne. Pochodna funkcji

Rysunek 1.7: Wykres bipolarnej sigmoidalnej funkeji aktywacji dla réznych
wartosci parametru 3. Zrédio: opracowanie wiasne.

unipolarnej jest postaci:

f'(@) =B f(x)(1 = f(x)), (1.93)
a bipolarnej wyraza si¢ wzorem:
f'(2) = B(L = f*(x)). (1.94)
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Ma to bardzo duze znaczenie w procesie uczenia neuronu, ktory mozna uczy¢
przy pomocy reguty najwiekszego spadku, gdzie wagi neuronu sa korygowane
zgodnie ze wzorem:

d5¢e?

w;(t) = w;(t)

Przeksztatcajac go otrzymujemy:

wi(t) = wi(t) —nly —9)f'(s)xs, (1.96)

gdzie n € (0;1] to wspotezynnik uczenia, a 1e? to btad popeliamy przez

2
neuron na proébce uczgcej:

3¢ = 5(?/ —§)* = ; (y — (wo + zn:wzo%)) : (1.97)

i=1

1.5.2 Jednokierunkowe sieci wielowarstwowe

Sztuczne neurony moga tworzy¢ réznego rodzaju struktury zwane sieciami
neuronowymi [8, 25, 43, 53, 79, 80|. Najprostsza struktura jest tzw. sie¢ jed-
nowarstwowa. Schemat sieci jednowarstwowej prezentuje Rysunek 1.8a. Sieci
moga rowniez posiadac strukture wielowarstwowa, gdzie sygnaly sa przeka-
zywane z warstwy k do warstwy k+ 1 przy zatozeniu, ze neurony w tej samej
warstwie nie sa ze soba potaczone, a sie¢ nie posiada sprzezen zwrotnych.
Sa to tak zwane sieci jednokierunkowe. W wielowarstwowych sieciach musza
istnie¢ przynajmniej dwie warstwy: wejsciowa i wyjsciowa. Pomiedzy nimi
moga znajdowaé si¢ warstwy ukryte. W sytuacji kiedy sie¢ zawiera tylko
dwie warstwy, warstwa wejsciowa utozsamiana jest z warstwa ukryta. Nie-
ktore opracowania interpretujg wektor sygnaléw wejsciowych podawanych
do sieci neuronowych jako warstwe wejsciowa. Schemat sieci wielowarstwo-
wej znajduje sie na Rysunku 1.8b.

Neurony znajdujace si¢ w wewnetrznych warstwach sieci z reguty sa typu
sigmoidalnego. Czasami uzywa sie rowniez neurondéw o innej funkcji aktywa-
cji. Warstwa wyjsciowa czesto sktada sie z neuronéw, ktorych funkcja akty-
wacji przyjmuje posta¢ liniowa. Dla poprawnego dziatania sieci wazna jest
liczba warstw oraz liczba neuronéw. Wielkosci te sg uzaleznione od problemu,
ktory sie¢ powinna rozwiaza¢. Za pomoca trzech warstw sie¢ jest w stanie
zamodelowa¢ dowolng zalezno$¢. Bardzo wazna jest takze liczba neuronéw
w kazdej warstwie. Zbyt mata liczba neuronéw moze skutkowaé¢ niedosta-
tecznym dopasowaniem utworzonej powierzchni funkcyjnej do danych. Zbyt
duza liczba neuronéw wydhuza proces uczenia, a przy jednoczesnie zbyt ma-
tej liczbie préobek uczacych moze to skutkowaé przeuczeniem sieci. Sytuacje
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(a) Sieé¢ jednowarstwowa (b) Sie¢ wielowarstwowa

Rysunek 1.8: Schematy jednokierunkowych sieci neuronowych. Zrédto: opra-
cowanie wlasne.

te mozna poréwnaé¢ do zbyt duzego stopnia wielomianu, skutkujacego prze-
uczeniem sieci co zostato opisane w podrozdziale 1.1.2.

Zaktadajac, ze rozpatrujemy sie¢ neuronowsg posiadajaca K warstw, na-
lezy zauwazy¢, ze wyjscie neuronu ¢ w warstwie k bedzie jednoczesnie i-tym
wejsciem dowolnego neuronu j w warstwie k+ 1. Korzystajac z tej zaleznosci

mozna zapisaé, ze xr ! = y¥, co uogdlniajac mozna przedstawié w postaci:
x;, dla k=1
eF =y dlak=2,... K : (1.98)
1, dlai=0,k=1,..., K

gdzie przez zf rozumiemy wejscie progowe, na ktére zawsze podawana jest

wartos¢ 1. Wektor wag neuronu ¢ w warstwie k moze zapisa¢ jako:

7

wk = [wﬁo,...,wg‘j%_l}, k=1,....K,i=1,..., Ny, (1.99)

gdzie przez Nj_; rozumiemy liczbe neuronéw w warstwie k — 1. Sygnat wej-
$ciowy dowolnego neuronu N mozemy opisaé jako:

v = £ (s, (1.100)
Nk-1

si =Y whalk. (1.101)
=0



Sposéb dziatania i-tego neuronu w warstwie k przedstawia Rysunek 1.9. Na-
lezy zauwazy¢, ze sygnaly wyjsciowe neurondéw w warstwie K:

UL Y5 s YN (1.102)

sg jednoczesnie sygnatami wyjsciowymi dla calej sieci neuronowej.

Rysunek 1.9: Schemat dzialania i-tego neuronu w warstwie k. Zrédlo: opra-
cowanie wlasne.

1.5.3 Algorytm wstecznej propagacji btedow

Podstawowg metoda uczenia jednokierunkowej sieci neuronowej jest algorytm
wstecznej propagacji bledow [8, 25, 43, 53, 78, 79]. Sie¢ neuronowa podczas
obliczania odpowiedzi przepuszcza sygnat wejsciowy podany do sieci przez
wszystkie warstwy, az do warstwy wyjsciowej. Uczenie sieci odbywa si¢ w
przeciwnym kierunku. Algorytm wstecznej propagacji btedu, tak jak sugeruje
nazwa, po obliczeniu odpowiedzi sieci koryguje wagi neurondéw propagujac
btad wyjsciowy do tylu z uwzglednieniem potaczen miedzy warstwami, a
takze funkcji aktywacji neuronéw. W algorytmie tym jak nazwa wskazuje
btad jest “przesuwany” od warstwy wyjsciowej do warstwy wejsciowej. Blad
sieci neuronowej definiujemy jako:

e:Z(yi—yiK)Q. (1.103)



Wzoér na korekte wagi mozemy zapisa¢ nastepujaco:

Oe

—N—. 1.104

wfj(t +1)= wfj(t)

Po wykonaniu przeksztatcen algorytm wstecznej propagacji btedu mozna za-
pisa¢ jako:
wi(t+ 1) = wij(t) + 2n6; 7, (1.105)

f = e f'(s7), (1.106)

gdzie jako € rozumiemy blad i-tego neuronu w warstwie k:

o . 1.107
' Yot etk k=1, K -1 ( )

E _ {yl - yzK ) k=K

Jt
Zaprezentowany schemat uczenia jest uczeniem okreslanym jako uczenie on-
line polegajace na modyfikacji wag sieci kazdorazowo po podaniu na wejscie
wektora uczacego. Bardzo waznym problemem poruszanym w tematyce sieci
neuronowych jest poczatkowa inicjalizacja wag. Im wagi bedg blizej wartosci
optymalnych tym uczenie sieci bedzie trwalto krécej. Uczenie sieci polega na
odnalezieniu minimum funkcji btedu, ktéra jest funkcja wielu zmiennych.
Funkcja posiada tyle zmiennych ile jest wag w sieci, a co za tym idzie tak
skomplikowana funkcja moze posiada¢ wiele minimoéw lokalnych. Niestety
zaprezentowany algorytm nie jest na nie odporny i moze si¢ zdarzy¢, ze utknie
w jednym z takich miniméw.

W procesie uczenia bardzo duze znaczenie ma wspotczynnik uczenia 7.
Niestety nie istnieje ogdélna metoda doboru jego wartosci. Duza wartos¢
wspotezynnika powoduje duze zmiany wag i gdy funkcja celu jest stroma,
skutkuje to oscylacjg wokot rozwigzania. Niska wartosé wspotezynnika spraw-
dzajaca si¢ przy stromych funkcjach celu, wydtuza proces uczenia na po-
wierzchniach gdzie wartosci gradientu sg niewielkie. Wartos¢ wspotezynnika
dobiera sie w zaleznosci od problemu, ktory nalezy rozwiazac.

Istnieje wiele modyfikacji metody wstecznej propagacji btedu, majacych
na celu lepsze radzenie sobie z problemem miniméw lokalnych, a takze przy-
spieszenie procedury uczenia. Niektore z modyfikacji to: algorytm wstecznej
propagacji btedéw ze sktadnikiem momentum, algorytm zmiennej metryki,
RPROP (ang. resilient backpropagation) [75]. Istnieja takze inne algorytmy
takie jak algorytm Levenberga-Marquardta [31] czy uczenie oparte na reku-
rencyjnej metodzie najmniejszych kwadratéw [7].
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1.5.4 Sieci neuronowe typu RBF

Neuronowe sieci radialne sktadaja sie z neuronéw, ktérych funkcja aktywacji
jest radialna funkcja bazowa (ang. radial basis function) (RBF) [11, 43, 79].
Przez radialng funkcje bazowa rozumiemy funkcje postaci ¢||z — ¢||, ktérej
warto$¢ zmienia sie radialnie wokot centrum ¢ . Typowe przyktady funkcji
radialnych sg nastepujace:

e gaussowska:

=l

o(||lx = ¢|) = exp( ), >0, (1.108)

r2
e radialna:

lz — c|l?

e(llz —cl) = , 17>0, (1.109)

r2
e odwrotna wielokwadratowa (ang. inverse multiquadratic):

oz —al) = (7’2 + ||z — c||2)_°‘, a>0,r>0, (1.110)

e wiclokwadratowa (ang. multiquadratic):

o(lle —cill) = (* + o —c|®)?, 0<B<1r>0, (1.111)

e cienkiej ptytki (ang. thin splines):
p(lz —cll) = (rlle — ) (rflz — ), >0 (1.112)

Schemat sieci neuronowej RBF przedstawia Rysunek 1.10. Neurony w war-
stwie ukrytej realizujg odwzorowanie x — ||z — ¢||. Neuron w warstwie wyj-
Sciowej realizuje sume wazong sygnatéw wyjsciowych neuronéow z warstwy
ukrytej, wedtug wzoru:

N N
y = wipi =y wiplllz —cil)). (1.113)
i=1 i=1

Aby sie¢ posiadata mozliwo$¢ uogdlniania przyjmuje sie ze liczba neuronow
sieci musi by¢ mniejsza niz liczba wzorcoéw uczacych M. Podczas uczenia sie¢
musi dobra¢ nie tylko wagi w; ale réwniez srodki ¢; dla neuronéw radialnych.
Przyjmijmy nastepujace oznaczenia:

Pllar=al) ¢llo—cl) - pllo—ex|)
oo |Flm el el —al) - elln=ad|
ellese = erl) ¢llleas = eal) - @(llzw = exl)
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Rysunek 1.10: Schemat sieci RBF. Zrddlo: opracowanie wlasne.

y="[y1.v2. - yml”, (1.115)
w = [wy, wy, -+, wy]" (1.116)

Macierz G jest to tak zwana macierz Greena. Wspoétezynniki w obliczamy ze
WZOoru:
Gw =y, (1.117)

co po przeksztatceniach daje nam
w= Gy, (1.118)

gdzie GT rozumiemy jako pseudoinwersje macierzy, czyli Gt = (GTG)'GT.
Algorytm uczenia sieci RBF sktada si¢ z dwoch etapow: doboru potozenia i
ksztaltu funkeji bazowych oraz dobrania macierzy wag wedtug wzoru (1.118).
Etap wyboru potozenia jest o wiele trudniejszy i mozna go dokona¢ wedtug
nastepujacych sposobéw: losowo, przy zastosowaniu procesu samoorganizacji
lub metoda wstecznej propagacji btedow.

1.5.5 Sieci neuronowe typu GRNN

Sie¢ neuronowa uogélnionej regresji (ang. general regression neural network)
(GRNN) [79, 83, 86] jest wariantem sieci RBF. Sieé¢ estymuje funkcje regresji
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zmiennej losowej Y wzgledem X przy pomocy jadrowego estymatora gestosci
zwanego inaczej estymatorem Parzena korzystajac z funkcji jadra co zostato
juz opisane w podrozdziale 1.4.4. Dziatanie sieci mozna opisa¢ nastepujacym
rOwnaniem:

S Jo—cil

2. Yiexp <—7)

flz) =55 o (1.119)
z; P (_ 207 )

Sie¢ neuronowa posiada dwie warstwy ukryte. Warstwa wejsciowa jest toz-
sama z wektorem danych uczacych. Pierwsza warstwa ukryta sktada sie z
neuronow radialnych, ktérych jest tyle ile jest wektoréw uczacych, co oznacza,
ze kazdy neuron bedzie reprezentowal pojedyncza préobke uczaca. Warstwe te
okreslamy jako warstwe radialna. W warstwie drugiej znajduja sie tylko dwa
neurony tzw. neuron mianownikowy i neuron licznikowy, jest to tak zwana
warstwa regresyjna. Neuron mianownikowy sumuje odpowiedzi neuronéw ra-
dialnych, a neuron licznikowy oblicza sume odpowiedzi neuronéw radialnych
wazong przez wartosci y;. W warstwie wyjsciowe]j znajduje sie jeden neuron,
ktory wykonuje dzielenie. Schemat sieci prezentuje Rysunek 1.11. Dla sieci,
w ktorej liczba neuronéw radialnych N jest réwna liczbie wektorow uczacych
M nalezy przyja¢ nastepujace wagi dla neuronéw regresyjnych a; = y; oraz
b; = 1. W przypadku gdy danych jest bardzo duzo mozna grupowa¢ wektory

Rysunek 1.11: Schemat sieci GRNN. Zrédlo: opracowanie wlasne.

uczace w podobny sposob jak wykonuje sie to w przypadku sieci RBF. W
sytuacji, w ktorej sie¢ bedzie posiadata mniej neuronéw w warstwie radialnej
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niz jest wzorcow uczacych M > N, réwnanie (1.119) wymaga modyfikacji:

N .
5 a;exp (_ IIZ?\\)
flx) =5 , (1.120)
. _z=aill
g:l b; exp ( 557 )
gdzie dla kazdej probki x; rozpoznanej przez neuron ¢ otrzymujemy:
bi(k) = Bi(k—1) + 1. (1.122)

gdzie A;(k—1) 1 B;(k—1) to wartosci wspétczynnikéw dla klastra ¢ po k ob-
serwacjach. A;(k — 1) to suma wartosé¢ y a B;(k — 1) jest to liczba obserwacji
przypisanych do klastra :. W rezultacie, warstwa radialna bedzie reprezento-
walta skupienia wystepujace w danych wejsciowych. W warstwie regresyjnej
wagi neuronu licznikowego sa suma wektoréw wyjsciowych y; rozpoznanych
przez dany neuron radialny, a wagi neuronu mianownikowego sg proporcjo-
nalne do liczby przypadkow rozpoznanych przez dany neuron radialny.

1.6 Algorytmy klasteryzacji

Klasteryzacja danych nazywana jest inaczej grupowaniem lub analizg skupisk
(ang. cluster analysis). Jej zadaniem jest pogrupowanie danych w skupiska.
W odroéznieniu od zadania klasyfikacji, w ktorym dane staramy sie przydzieli¢
do wilasciwej klasy (kategorii), w klasteryzacji staramy sie jedyne pogrupowaé
dane ze wzgledu na ich podobienstwo. Pogrupowanie powinno zostac zrealizo-
wane w takich sposob, aby dane przypisane do jednego skupiska (klasy) byty
do siebie podobne, natomiast dane nalezace do dwoch réznych skupisk roz-
nity sie od siebie jak najbardziej [25]. Metody klasteryzacji mozna podzieli¢
na dwie zasadnicze grupy:

e Metody oparte na podziale, w ktérych wiadomo na ile skupisk nalezy
podzieli¢ dane.

e Metody hierarchiczne, w ktorych informacja na temat liczby skupisk
nie jest znana.

Do metod opartych na podziale mozemy zaliczy¢ metody oparte o centro-
idy, metody bazujace na rozktadzie prawdopodobienistwa (takie jak algorytm
expectation-maximization (EM) [53]), metody bazujace na gestosci probek
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(takie jak DBSCAN [22]) czy tez rozmyte algorytmy klasteryzacji. W ni-
niejszej pracy zostana przedstawione jedynie algorytmy oparte o centroidy:
metoda k-Srednich [46], metoda k-medoidéw [40] oraz metoda c-$rednich [6],
ktora jednoczesnie nalezy do rozmytych algorytméw klasteryzacji.

W metodach opartych o centroidy, klaster jest reprezentowany przez cen-
tralny wektor. Nie zawsze jest wymagane aby ten wektor nalezat do zbioru
danych uczacych. Dziatanie tych algorytméw polega na podziale przestrzeni
wejs¢ na kilka podprzestrzeni, w wyniku iteracyjnej procedury przydzielaja-
cej n obserwacji do doktadnie £ klastrow. Glowna wada tego typu metod jest
trudno$é w doborze parametru k (analogicznie ¢ dla algorytmu c-srednich),
poniewaz jest on wybierany a prior: przed uruchomieniem algorytmu.

1.6.1 Metoda k-srednich

Algorytm k-$rednich (ang. k-means) przypisuje n obserwacji do doktadnie
k klastréw [25, 46, 53]. Kazdy klaster jest definiowany przez centroid. W
podstawowej wersji algorytmu centroid jest obliczany jako Srednia wszystkich
punktéw uczacych nalezacych do danego klastra. Algorytm dziatania jest

nastepujacy:
1. Wybranie poczatkowego potozenia centréow klastrow (centroidow).
2. Obliczenie odlegtosci wszystkich probek do wszystkich centroidow.

3. Przypisanie kazdej obserwacji do klastra zdefiniowanego przez najbliz-
szy centroid.

4. Obliczenie $redniej warto$ci probek w kazdym klastrze w celu otrzy-
mania nowego potozenia centroidow.

5. Powtarzanie krokéw 2 - 4 do momentu, az zaden z punktéw nie zmieni
swojej przynaleznosci do innego klastra, albo maksymalna liczba itera-
cji zostanie osiggnieta.

W celu poprawy czasu dziatania algorytmu oraz jakosci koncowego roz-
wigzania, poczatkowe potozenie centroidéw mozemy odnalezé przy pomocy
algorytmu k-means++ [2], ktérego kroki sg nastepujace:

1. Wybor losowej obserwacji ze zbioru danych. Wybrana obserwacja be-
dzie pierwszym centroidem oznaczanym jako cy.

2. Obliczenie odlegtosci pomiedzy kazda probka i centroidem ¢;. Odlegtosé
pomiedzy ¢; i prébka m oznaczona bedzie jako d(z,, ;).
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3. Wyboér nastepnego centroidu c; z danych z prawdopodobienstwem:

d*(zm, 1)

iy d*(xs,c1)

(1.123)

4. W celu wybrania centroidu ¢ nalezy:

e Obliczy¢ odlegto$é¢ pomiedzy kazda obserwacja, a kazdym centro-
idem, a nastepnie przypisa¢ kazda obserwacje do najblizszego cen-
troidu.

eDlam=1,....nip=1,...,1— 1, wybra¢ centroid i losowo z
prawdopodobienstwem

d* (2, cp)
Zh;athCp d2 (x}H Cp) 7

(1.124)

gdzie C), jest zbiorem najblizszych obserwacji do centroidu ¢, i z,
nalezy do C,.

5. Powtarzanie kroku czwartego, az zostanie wybranych % centroidow.

W algorytmie wybieramy kazdy nastepny centroid z prawdopodobienstwem
proporcjonalnym do odlegtosci pomiedzy nim samym, a najblizszym juz wy-
branym centroidem.

Podstawowa wersja algorytmu k-srednich uzywa kwadratu odlegtosci Eu-
klidesowej!, a kazdy centroid jest wyliczany jako $rednia punktéw w klastrze.
Mozliwe jest uzycie innych odlegltosci niz odlegtos¢ Euklidesowa. Metryka jest
funkcja okreslajaca odlegtos¢ pomiedzy kazda para elementéw zbioru nazy-
wanego przestrzeniag metryczng. Ponizej opisano przyktadowe metryki oraz
odlegtosci.

Odlegtosé euklidesowa

Metryke euklidesowa definiujemy jako:

n

d(a,b) = | > (a; — ;)2 (1.125)
i=1
Na potrzeby niektorych algorytméw mozna uzywaé spotegowanej odlegtosci

euklidesowej:

d*(a,b) = (a; — b;)*. (1.126)

=1

1Stosuje sie ja w sytuacji gdy niezbedne jest jedynie poréwnanie dwéch réznych odle-
glosci

39



Odleglo$¢ ta nie jest metryka poniewaz nie spelnia nieréwnosci trojkata
d(a,c) < d(a,b) + d(b,c). Jednak czesto stosuje sie ja w niektérych algo-
rytmach w sytuacji, gdy niezbedne jest jedynie poréwnanie dwédch réznych
odlegtosci.

Odlegto$é miejska

Metryka miejska zwana jest takze metryka Manhattan, takséwkowa, wielko-
miejska. Jest okreslona wzorem:

d(&7 b) = Z‘az _bi’7 (1127)
i=1
i jest to suma absolutnych roznic.

Odlegtosé Czebyszewa

Metryka Czebyszewa zwana jest inaczej metryka nieskonczonos$é albo maksi-
mum. Jest okreslona wzorem:

d(a,b) = .ma:f(n{ai —b;}. (1.128)

i=1,..

Odlegtosé Minkowskiego

Metryki: euklidesowa, miejska oraz Czebyszewa mozna uogélnié¢ przy pomocy
metryki Minkowskiego zdefiniowanej nastepujaco:

d(a,b) = » gnj la; — by (1.129)

Dla wartosci n = 1 metryka Minkowskiego daje odlegto$¢ miejska, dla n = 2
metryka daje odlegtos¢ euklidesowa, dla n — inf metryka daje odlegltosé¢
Czebyszewa.

Odleglosé cosinusowa

Odlegtosé cosinusowa traktuje wszystkie punkty jak wektory. Odlegtos$é jest
obliczana jako jeden minus cosinus zawarty pomiedzy wektorami:

4” aibi
d(a,b) =1— nZ:1 —. (1.130)
> aiy | 3 b



W zapisie wektorowym odlegto$¢ mozna przedstawi¢ jako:

ab?
\/(aaT)(bbT)

Odleglos$é cosinusowa nie jest metryka.

d(a,b) =1 — (1.131)

Odlegtosé korelacyjna

Metryka korelacyjna traktuje punkty jako sekwencje wartosci. Odleglosé jest
obliczana jako jeden minus korelacja pomiedzy punktami:

d(a,b) =1—

(1.132)

gdzie:
1 n
a=— (Z ai> , (1.133)
n\i=1
- 1/>
b= — (Z bz-> : (1.134)
n\iz1

W zapisie wektorowym odlegtosé mozna przedstawic¢ jako:
(a—a)(b— )"

d(a,b) =1— ~ —.
Via—=a)(a—a)T\/(b—b)(b—b)T

(1.135)

Ustandaryzowana odlegtosé¢ euklidesowa

W ustandaryzowanej metryce Euklidesowej kazda réznica pomiedzy zmien-
nymi jest skalowana w wyniku dzielenia przez odchylenie standardowe:

d(a,b) = &lj (ai_bi>2, (1.136)

i=1 Si

gdzie s; jest odchyleniem standardowym atrybutu «. W zapisie macierzowym
odlegtos¢ mozna przedstawié¢ jako:

d(a,b) = (a — b))V (a—b)T, (1.137)

gdzie V' jest macierza diagonalng odchylen standardowych skalujaca kazdy
wymiar.
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1.6.2 Metoda k-medoidow

Metoda k-medoidéw [40] jest podobna do metody k-$rednich. Cel obu metod
jest identyczny: przydzielenie danych do & klastrow. Kazdy podzbiér mini-
malizuje sume odlegtosci pomiedzy punktami danych i centrum klastra. W
metodzie k-medoidow centrum klastra jest nazywane medoidem. Medoid jest
reprezentatywna probka z catego zbioru danych, przy zalozeniu, ze srednia
odlegtos¢ do wszystkich probek w klastrze jest minimalna. Mozemy go okre-
sli¢ réwniez jako najbardziej centralnie potozong probke w klastrze. Medoid
zawsze bedzie nalezal do zbioru danych. Algorytm k-medoidéw jest bardzo
czesto uzywany gdy wymagana jest odpornos¢ na dane odstajace. Uzywany
jest w zbiorach danych, w ktoérych srednia albo mediana nie istnieje. Dzieki
tej wladciwosci metoda ta moze zostacé uzyta do klasteryzacji danych jakoscio-
wych. Gléwna réznica pomiedzy metodami k-$rednich a k-medoidéw polega
na tym, ze w metodzie k-medoidéw centroid zawsze bedzie nalezat do danych
uczacych.

Metoda k-medoidéw posiada kilka iteracyjnych algorytmoéw, wybieraja-
cych centroid, ktory bedzie minimalizowat sume odlegtosci od kazdej prébki
w klastrze. Najbardziej popularny jest algorytm PAM (Partitioning Around
Medoids) [40]. Algorytm operuje w dwdch krokach: budujacym (ang. build-
step) i zamieniajacym (ang. swap-step). Kroki algorytmu sa nastepujace:

1. Wybierz k& medoidéw sposréd n punktéw danych.

2. Krok budujacy: kazdy z punktow jest przydzielany do klastra z najbliz-
szym medoidem.

3. Krok zamieniajacy: w kazdym z klastréow, kazdy z punktéow jest te-
stowany jako potencjalny medoid (poprzez wyliczenie sumy odlegtosci
kazdego z punktéw do potencjalnego medoidu). Jezeli punkt zostanie
zdefiniowany jako nowy medoid, wtedy kazdy z punktow jest przypisy-
wany do klastra z najblizszym medoidem.

Algorytm dziata do momentu, az medoidy pozostang bez zmian lub inny
warunek zatrzymania niezostanie osiggniety. PAM uzywa przeszukiwania za-
chtannego, ktore dla duzych zbiorow danych moze by¢ czasochtonne. Metoda,
ktora dziata szybciej i moze zosta¢ wykorzystana do klasteryzacji duzych
zbioréw danych to CLARA (ang. Clustering LARge Applications) [40]. Me-
toda ta wykonuje algorytm PAM na losowym podzbiorze danych uczacych.
Kroki algorytmu sa nastepujace.

1. Wybranie losowego podzbioru danych i zastosowanie algorytmu PAM
na podzbiorze.
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2. Przypisanie wszystkich punktéw danych do klastréow poprzez wyboér
najblizszego medoidu.

3. Zatrzymanie algorytmu, kiedy medoidy pozostaja bez zmian lub inne
warunki zatrzymania zostaly osiggniete.

Metoda k-medoidéw moze uzywaé algorytmu k-means++ do inicjalizacji
medoidow w klastrze, co skutkuje poprawa czasu dziatania algorytmu oraz
jakosci koncowego rozwigzania. Algorytm k-medoidéw moze korzystaé z ta-
kich samych metryk jak metoda k-$rednich. Przyktadowe metryki zostaly
opisane w poprzednim podrozdziale 1.6.1.

1.6.3 Rozmyta metoda c-Srednich

Metoda c-$rednich nazywana réowniez algorytmem FCM [6, 79] (ang. fuzzy
c-means) jest metoda bazujaca na zbiorach rozmytych. Jest to metoda kla-
steryzacyjna, mogaca przydzieli¢ kazdy punkt danych do wiecej niz jednego
klastra. W metodach klasteryzacji, ktére nie sa rozmyte, punkty danych sa
przydzielane do rozdzielnych klastréw, a pojedynczy punkt danych moze na-
leze¢ tylko i wytacznie do jednego klastra. W klasteryzacji rozmytej, mozliwa
jest sytuacja, w ktorej dany punkty moze nalezeé¢ do kilku klastréw jedno-
czesnie. Dla kazdego z punktow obliczana jest wartosé funkeji przynaleznosci
do kazdego z klastrow. Wartosci te pozwalaja stwierdzi¢ w jakim stopniu
dany punkt przynalezy do konkretnego klastra. Prowadzi to do sytuacji, w
ktorej punkty lezace blisko krawedzi klastra otrzymaja nizsza wartos¢ funkceji
przynalezno$ci niz punkty znajdujace sie w jego centrum.

Rozmyta metoda c-srednich stara si¢ zminimalizowa¢ nastepujaca funkcje
celu:

M N
T = D3l |z — ¢, (1.138)
i=1j=1

gdzie M to liczba danych uczacych, N liczba klastrow, m jest to wyktadnik
rozmytej macierzy definiujacy stopien nachodzenia (m > 1). Stopien rozmy-
tego nachodzenia definiuje jak bardzo bedg rozmyte granice klastra, czyli jak
duzo punktéw danych bedzie posiadato znaczaca wartosé funkeji przynalez-
nosci w wiecej niz jednym klastrze. x; jest to pojedynczy punkt danych, ¢; to
centrum poszczegélnego klastra, a p;; jest to stopien przynaleznosci punktu
x; do klastra 7. Suma wartosci przynaleznosci punktu z; do wszystkich kla-
stréw jest réwna jeden. Kroki algorytmu sa nastepujace.

1. Losowa inicjalizacja wartosci funkeji przynaleznosci do klastra p;;.
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. Obliczenie centrum klastra:

M m
i=1 MijTi

M m
i=1 Hij

Cj—

. Aktualizacja p;; zgodnie ze wzorem:

1

Wij =

2

llzi—ckll

. Obliczenie funkcji celu J,,,.

M [zi—cjll | m=1
k=1

(1.139)

(1.140)

. Powtarzanie krokéw 2-4 do momentu az poprawa wartosci J,,, pomiedzy
kolejnymi iteracjami bedzie ponize] minimalnego progu lub zostanie

osiggnieta maksymalna liczba iteracji.
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Rozdzial 2

Bryly geometryczne w
przestrzeni wielowymiarowej

Na potrzeby metody mini-modeli, o ktorej traktuje niniejsza praca, w roz-
dziale tym zostanie przyblizone zagadnienie bryt wielowymiarowych w trzech
konkretnych przypadkach: simpleks, hiperszescian i hiperosmioscian. Uogol-
nienie pojecia wielokata z drugiego wymiaru i wielodcianu z wymiaru trze-
ciego na dowolng liczbe wymiaréw nazywamy wielokomoérka lub wielotopem
(ang. polytope).

2.1 Simpleks

W geometrii simpleks stanowi uogolnienie odcinka, trojkata oraz czworo-
Scianu do przestrzeni o dowolnej wymiarowosci. Simpleksem n-wymiarowym
nazywamy n-wymiarowy wieloscian, ktory jest wypukta otoczka n+ 1 wierz-
chotkéw [16, 29, 50, 52]. Formalnie simpleks mozna opisa¢ jako zbior punktéw
o, ..., Ty € R™

i=0
przy zalozeniu, ze xy — xg,%s — Tg,...,Ty, — T S§ liniowo niezalezne. W

przestrzeni euklidesowej:
e zerowymiarowy simpleks to punkt,
e jednowymiarowy simpleks to odcinek,

e dwuwymiarowy simpleks to trojkat,
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e trojwymiarowy simpleks to czworoscian,

e n-wymiarowy simpleks to n-wymiarowa wielokomorka, posiadajaca
(n+ 1)-wierzcholkéw, a jego Scianami sa (n — 1)-wymiarowe simpleksy.

Simpleks w przestrzeni 3D to czworo$cian, ktory zostal zaprezentowany na
Rysunku 2.1.

Rysunek 2.1: Wizualizacja czworos$cianu foremnego w przestrzeni 3D. Zrddto:
opracowanie wlasne.

2.1.1 Wspoélrzedne wierzchotkow

Wspoétrzedne wierzchotkow n-wymiarowego regularnego simpleksa moga zo-
sta¢ obliczone przy pomocy dwoch wlasciwosci:

e W regularnym simpleksie odlegto$¢ wierzchotkéw od centrum jest jed-
nakowa.

e Miara kata, ktorego ramiona przechodza, przez dwa dowolne wierz-
chotki simpleksa, a wierzchotek kata znajduje sie w centrum simpleksa
wynosi arc cos(—2).

Dla przyktadu 4-wymiarowy simpleks bedzie posiadal 5 wierzchotkow
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(v1,v9,...,v;5). Rozpisujac otrzymujemy:

T T21 T31 T41 T51
T12 7 T22 : T32 : Ty2 ’ T52 _ (2'2)
Z13 T23 T33 T43 T53
T14 T4 T34 uov Ts4

Zaktadajac, ze odlegtos¢ wszystkich wierzchotkéw v; od centrum uktadu
wspotrzednych wynosi 1, jako pierwszy wektor mozemy przyjac:

1 T21 T31 T41 Ts1

0 T2 T32 Tyg2 T52 (2 3)
O | woz | | w3 | | was | |53 | '

0 Tog T34 Lyq T5q

Korzystajac z drugiej wtasciwosci, z ktorej wynika ze iloczyn skalarny wek-
tora vy z kazdym innym wynosi — %, czyli w tym przypadku — %, otrzymujemy:

NN (Y () (-

0 T2 32 T42 T52 (2 4)
O | z2s | |33 ]| | Tas | | 53 '
0 Taoq T34 Taq T4

Nastepnie w wektorze vy wszystkie elementy poza pierwszymi dwoma
(291, T22) powinny by¢ réwne zero. Tylko drugi element jest niewiadoma,
ktora mozna policzy¢ z twierdzenia Pitagorasa otrzymujac:

1 1 1 1
Wo(—=3) (1) [~1)| [~
V15
0 4 T32 L42 L52
7 ) ) ) (25)
0 0 x33 T43 Ts53
0 0 T34 T 44 T54

Ponownie druga wtasciwos¢ moze zosta¢ uzyta do policzenia drugiej wspot-
rzednej x;o pozostatych wektorow, przez co otrzymujemy:

1 1 1 1
1 i i i i
0 V15 /15 V15 V15
4 12 12 12 2.6
b ) b b * ( * )
0 0 T33 T43 T53
0 0 X34 L44 L54
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Nastepnie aby obliczy¢ warto$¢ xs3 nalezy skorzysta¢ ponownie z twierdze-
nia Pitagorasa i wtasciwosci pierwszej zaktadajac, ze x34 = 0, dzieki czemu
otrzymujemy:

1 _1 _1 _1 _1
4 4 4 4
0 V15 _ V15 _ V15 _ V15
4 12 12 12 . (27)
0 0 @ T43 T53
0 0 0 Ta4 T54

Ponownie aby policzy¢ wspotrzedne x43 oraz xs3 korzystamy z wlasciwosci
drugiej:

1 _1 _1 _1 _1
4 4 4 4
0 V15 _ V15 _ V15 _ V15
4 12 12 12 (28)
ol | o |7 @ [ ||| v '
6 12 12
0 0 0 Tq4 Ty

Ostatnie niewiadome wspoétrzedne (44 oraz xs4) obliczamy przy pomocy wia-
Sciwosci 1 i twierdzenia Pitagorasa otrzymujac:

A 1 1 1
4 4 4 4
ol || || | _vs| |_vs
4 12 12 12 (2 9)
O ’ O ’ \/ﬁ ! _ V30 ! _\/@ ’
6 12 12
V10 V10
0/ \ 0 0 T \TT

Wynik procedury bardzo prosto mozna sprawdzi¢. Odlegtos¢ kazdego z wierz-
chotkéw od centrum uktadu powinna wynosi¢ tyle samo (w tym przypadku
1), a iloczyn skalarny dowolnych dwdch wektoréw powinien wynosié —%. Pro-
cedure te mozna stosowaé dla simpleksa o dowolnej wymiarowosci.

2.1.2 Simpleks jako wielokomérka dualna

W geometrii wieloscian jest powigzany z drugg dualng figurg, kiedy wierz-
chotki jednego wieloscianu odpowiadajg Scianom drugiego wieloscianu, a kra-
wedzie pomiedzy para wierzchotkoéw jednego wieloscianu odpowiadajg kra-
wedziom pomiedzy parami Scian drugiego wieloscianu [26, 30]. Wieloscian
dualny W' do wieloscianu W mozna skonstruowaé nastepujaco:

e W érodku masy kazdej Sciany W umieszczamy wierzchotek W',
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e Jesli dwie $ciany W miaty wspoélna krawedz, ich srodki taczymy kra-
wedzig W'.

e Wypeliamy powstate brzegi wielokatéw $cianami, a ograniczong przez
nie przestrzen wnetrzem wieloscianu W,

e Powiekszamy proporcjonalnie caty wieloscian W’ tak aby érednia od-
legtos¢ wierzchotkow od jego srodka masy byta identyczna jak w przy-

padku W.

Dualnosé¢ moze zostaé¢ rozszerzona do przestrzeni n-wymiarowej na wie-
lokomorki dualne. Figura dualng do simpleksa jest simpleks.

Twierdzenie 1. Figurg dualng do simpleksa jest simpleks.

Dowad. Przy zatozeniach, ze srodek simpleksa znajduje si¢ w centrum uktadu
wspotrzednych, na potrzeby niniejszej pracy mozna udowodnié¢ to nastepu-
jaco: srodek masy n-simpleksa definiujemy jako srednig arytmetyczna odpo-
wiednich wspotrzednych wszystkich n+ 1 wierzchotkow. Wzor na i-ta wspot-
rzedng $rodka masy jest nastepujacy:

1 n+1
S; = Thi, 2.10
nJrlkz::1 g (2.10)

gdzie przez x;; rozumiemy wspotrzedna ¢ dla k-tego wierzchotka.
Wspblrzedne wierzchotkéw simpleksa dualnego W’ beda znajdowaly sie
w srodku masy kazdej ze Scian simpleksa W, co mozna zapisa¢ w nastepujacy

Sposob:
1 n+1
/

gdzie z; oznacza wspotrzedna 4, j-tego wierzchotka simpleksa dualnego W,
xj; jest wspotrzedna i, j-tego wierzchotka simpleksa W, lezacego naprzeciwko
Sciany zawierajacej wierzchotek j-simpleksa dualnego W”.

Oba simpleksy W i W’ zawieraja wsp6lny srodek masy co mozna udowod-
ni¢ nastepujaco. Wzoér na wspotrzedng ¢ srodka masy simpleksa W’ mozna

zapisac jako:
, 1 n+1 1 n+1
’ le(n((;xk) x”)) 212

J=1
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Przeksztatcajac otrzymujemy:

1 1 n+1 n+1
!/
ST ( Z”’“’)‘”)

Jj=1 k=1
1 n+1n+1 n+1
= Tki — Zji
n(n+1) j=1 k=1 ]z::l ’
1 n+1 n+1 (2.13)
=—|(n+1)) z— ) x5 :
n(n+1) 2 ; !
1 n+1
= n Tri
n(n +1) ( 2 )
1 n+1
= Z T = Sz
n+1;=

Jest to dowodem, ze $rodek masy simpleksa W' jest taki sam jak simpleksa
W. W powyiszym wzorze obie sumy Y32} ay; oraz 305
wazne co pozwala na ich dodanie.

Miara kata «, ktorego ramiona przechodza, przez dwa dowolne wierz-
chotki regularnego simpleksa W a wierzchotek kata znajduje sie w centrum
simpleksa wynosi arc COS(—%) i jest taka sama jak odpowiadajgca jej miara
kata o’ w simpleksie dualnym W’. Dla simpleksa regularnego, ktérego Sro-
dek masy znajduje sie¢ w centrum uktadu wspoétrzednych, miare kata mozna

policzy¢ ze wzoru na iloczyn skalarny:

xj; sg sobie réwno-

o= —=1 : (2.14)

gdzie x4 1 xp; to odpowiednio kolejne wspodtrzedne wierzchotka a i b. Aby
obliczy¢ miare kata o' dla simpleksa dualnego W', powyzszy wzoér mozna
przeksztalci¢ korzystajac ze wzoru (2.11), otrzymujac:

B ) G () )

o = . (2.15)

VEG((E =) ) V& G (E) =)
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Przeksztalcajac wzor otrzymujemy:
1 n n+1 n+1
L.l ((Z Mz) _xai> ((Z %) —Ibz‘)
I i=1 k=1 k=1
n+1 2 1 n n+41 2
5 (02 m0) =) oy & () )
n n+1 n+1
£ ((E) ) ((£)
n n+1 2 n n+1 2
(5 o) — o) |2 (z o) = )
z:ln =1 k=1 (216)
2

:1( Tai) (—Tbi)

[y

%

.

Jest to dowdd, ze kat o simpleksa W' ma taka samg miare jak kat a simpleksa
W. W powyzszym wzorze nalezy zauwazy¢, ze S.pt1 2, = 0 ale dotyczy to
tylko simpleksa, ktorego érodek znajduje sie w centrum uktadu wspotrzed-
nych. O

Powyzszy dowdd pokazuje, ze figura utworzona przez potaczenie srodkéw
mas $cian simpleksa stanowi mniejszy simpleks, ktory réowniez bedzie regu-
larny. Fakt ten bedzie mial bardzo duze znaczenie w procesie konstruowania
domeny mini-modeli opartej na hiperbrytach wielowymiarowych.

2.2 Hiperszescian

W geometrii n-szeScian (hipersze$cian) stanowi uogélnienie odcinka, kwa-
dratu oraz szescianu do przestrzeni o dowolnej wymiarowosci. Jest to figura
zamknieta, wypukta, a jej szkielet sktada sie z grup przeciwlegtych, réwnole-
glych do siebie odcinkéw, ustawionych w kazdym wymiarze przestrzeni, pro-
stopadlych nawzajem do siebie i tej samej dtugosci. SzeScian n-wymiarowy
sktada sie z 2n (n — 1)-wymiarowych $cian, oraz z 2" wierzchotkéw. Hiper-
szescian jest wielokomérka foremna [16, 50].

Hiperszescian mozna potraktowac jako otoczke wypukta zbioru punktéw.
Przyktadowe wspotrzedne wierzchotkéw mozna opisaé jako wszelkie mozliwe
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permutacje wspoOtrzednych (£1,+1,...,£1). Krawedz takiego n-szescianu
bedzie réwna 2. Dla przyktadu wspédtrzedne wierzchotkow 4-wymiarowego
hiperszescianu beda nastepujace:

1\ /-1 1 1 1 —1\ /-1\ /-1
1 1 ~1 1 1 ~1 1 1
IR T
1 1 1 1 ~1 1 1 ~1
(2.17)
1 1 1 1 —1\ /=1\ /-1\ /-1
~1| [-1 1 ~1 1 —1| [-1] [-1
ST N U A DS N NS L ST L T (R S I A |
1 1) \-1) \~-1) \~-1/ \~1 1 —1

W przestrzeni euklidesowe;j:

zerowymiarowy hiperszescian to punkt,
jednowymiarowy hipersze$cian to odcinek,
dwuwymiarowy hipersze$cian to kwadrat,
tréjwymiarowy hiperszescian to szescian,
czterowymiarowy hiperszescian to tesserakt,

n-wymiarowy hiperszescian sktada si¢ z 2n hiperszescianéw (n — 1)-
wymiarowych.

Figura dualng do hipersze$cianu jest hipero$mioscian.

2.3 HiperosmioScian

Os$mioscian foremny w przestrzeni trojwymiarowe] jest wieloScianem forem-
nym o 8 $cianach w ksztalcie trojkatéw réwnobocznych. Bryta wygladem
przypomina dwie piramidy potaczone podstawami. Rysunek 2.2 przedstawia
wizualizacje o$mio$cianu foremnego w przestrzeni 3D. Hipero$mioscian (ang.
cross-polytope, orthoplex, hyperoctahedron) inaczej n-ortopleks jest uogdlnie-
niem osmioscianu z przestrzeni 3D do przestrzeni o dowolnej liczbie wymia-
réw. Sktada sie on z 2" (n — 1)-wymiarowych $cian, z ktérych kazda jest
(n — 1)-wymiarowym simpleksem, oraz posiada 2n wierzchotkéw. Hipero-
$mioscian jest wielokomorka foremna [16].
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(a) (b) (c)

Rysunek 2.2: Wizualizacja o$mioscianu foremnego w przestrzeni 3D. Zrddto:
opracowanie wlasne.

Hiperodmio$cian mozna potraktowaé jako otoczke wypukta zbioru punk-
tow. Przyktadowe wspotrzedne mozna opisa¢ jako wszelkie mozliwe permu-
tacje wspétrzednych (£1,0,...,0). Dla przyktadu wspétrzedne wierzchotkéw
4-wymiarowego hiperosmioscianu bedg nastepujace:

1 —1 0 0 0 0 0 0
0 0 1 —1 0 0 0 0
O i 0 ) O ) 0 ) 1 ) _1 ) O ? 0 (218)
0 0 0 0 0 0 1 —1

Hipero$mio$cian n-wymiarowy moze zostac¢ zdefiniowany jako zamknieta kula
przy uzyciu metryki miejskiej w przestrzeni R™:

{x e R": ||z]|: < 1}. (2.19)
W przestrzeni euklidesowe;j:
e zerowymiarowy hipero$mioscian to punkt,
e jednowymiarowy hiperosmioscian to odcinek,
e dwuwymiarowy hiperosmioscian to kwadrat,
e trojwymiarowy hiperosmioscian to osmioscian,

e n-wymiarowy hipero$mioscian sklada sie z 2" simplekséw (n — 1)-
wymiarowych.

Hiperszescian i hiperosmioscian sa figurami wzajemnie do siebie dual-
nymi.
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Rozdziat 3

Metoda mini-modeli

Podstawowa koncepcja metody mini-modeli zostal opracowana przez pro-
fesora Andrzeja Piegata [58, 59]. Motywacja do opracowania metody byla
cheé¢ ulepszenia algorytmu najblizszych sasiadow. W odréznieniu od znanych
i powszechnie stosowanych metod modelowania globalnego takich jak: sieci
neuronowe, sieci neurorozmyte, aproksymacja wielomianowa, ktore dokonuja
aproksymacji w calej domenie systemu, metoda mini-modeli (metoda MM)
nie tworzy modelu globalnego, jezeli nie jest on wymagany. Gléwna zasada
dzialania prezentowanej metody opiera si¢ na zatozeniu, ze w procesie mode-
lowania danych bardzo cz¢sto jesteSmy zainteresowani odpowiedzig na jedno
tylko konkretne zapytanie. Wiedza na temat wartosci zmiennej zaleznej w ca-
tej modelowanej dziedzinie nie zawsze jest potrzebna. Dlatego metoda MM
stara sie zidentyfikowaé funkcje matematyczng opisujaca zalezno$¢ pomiedzy
zmiennymi wejsciowymi i wyjsciowymi operujac jedynie na danych znajduja-
cych si¢ w lokalnym otoczeniu punktu zapytania. Dla przyktadowego zapyta-
nia: “Jaka wysoka bedzie stopa bezrobocia w sytuacji, gdy podaz pieniadza
bedzie wynosi¢ 950 mld z1, stopa inflacji 10%, liczba ludno$ci 37.5 mln os6b, a
minimalne wynagrodzenie bedzie na poziomie 1500 zt?”, odpowiedz wymaga
jedynie danych znajdujacych si¢ w otoczeniu punktu zapytania tj. danych,
dla ktérych podaz pienigdza wynosi okoto 950 mld zt, stopa inflacja jest na
poziomie okoto 10%, liczba ludnosci wynosi okoto 37.5 mln 0séb, a minimalne
wynagrodzenie wynosi okoto 1500 zt.

Jako punkt zapytania definiujemy zbiér wszystkich zmiennych niezalez-
nych o znanej wartosci. Wartos$¢ zmiennej zaleznej pozostaje niewiadoma.
Dla powyzszego przyktadu punkt zapytania bedzie posiadatl postaé¢: xr; =
950; x5 = 0.1;2z3 = 37.5;x4 = 1500;y =7 albo w prostszej formie z; =
950; x5 = 0.1; 23 = 37.5; x4 = 1500.

Metoda MM jest metodg modelowania lokalnego i operuje tylko i wy-
tacznie na danych znajdujacych si¢ w lokalnym otoczeniu punktu zapytania,

o4



ktore jest Scidle okreslone i nie obejmuje catej modelowanej dziedziny tak jak
w przypadku modeli globalnych. Lokalne otoczenie puntu nazywamy obsza-
rem mini-modelu lub domeng mini-modelu. Mozna je zdefiniowaé, jako obszar
bryty geometrycznej okreslonej w przestrzeni wejs¢. Dla danych dwuwymia-
rowych (jedna zmienna niezalezna, jedna zmienna zalezna) bedzie to odci-
nek, dla tréjwymiarowych (dwie zmienne niezalezne, jedna zmienna zalezna)
bedzie to figura ptaska (np. tréjkat lub czworokat) dla danych czterowy-
miarowych bedzie to bryta wypukta (np. czworoscian, szescian, osmioscian).
Obszar mini-modelu uogdélniony do przestrzeni n-wymiarowej przyjmuje po-
sta¢ (n — 1)-wymiarowej wypuktej i nieregularnej hiperbryly [65, 66, 68].
Domena mini-modelu moze zostaé¢ zdefiniowana réwniez jako hipersfera lub
hiperelipsoida [70, 71].

Na wstepie nalezy podkresli¢ zasadniczg réznice pomiedzy mini-modelem,
a modelem globalnym. Mini-model operuje tylko i wytacznie na punktach
znajdujacych sie w granicach jego zasiegu, ktére sag SciSle okreslone i nie
obejmuja catej modelowanej dziedziny tak jak w przypadku modeli global-
nych. Model globalny operuje i uczy sie na wszystkich dostepnych probkach.
Omawiang réznice w przestrzeni 2D obrazuje Rysunek 3.1 przedstawiajacy
réznice pomiedzy mini-modelem, a modelem globalnym. Model globalny (re-

0e®
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0 ‘ ‘ oo 3 . | 0 ‘ ‘ Lyl
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(a) Mini-model

0.8
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(b) Model globalny

Rysunek 3.1: Poréwnanie mini-modelu i modelu globalnego. Zrédio: opraco-
wanie wlasne.

gresja wielomianowa na Rysunku 3.1a) korzysta ze wszystkich dostepnych
prébek i obejmuje cata dziedzine problemu. Mini-model liniowy (Rysunek
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3.1b) tworzony jest na podstawie probek nalezacych do $cisle okreslonego
ciggtego obszaru przestrzeni wejs¢ zwanego dalej otoczeniem punktu zapyta-
nia, obszarem mini-modelu lub domeng mini-modelu.

Co prawda, w ekstremalnych przypadkach mini-model liniowy moze roz-
szerzy¢ otoczenie punktu zapytania na cala dostepna dziedzine, ale jest to sy-
tuacja mogaca mie¢ miejsce jedynie podczas modelowania danych, w ktorych
zachodzi $cista zaleznosé liniowa, co jest raczej rzadkosciag. Réznice pomiedzy
mini-modelem, a modelem globalnym w przestrzeni 3D prezentuje Rysunek
A, umieszczony we wstepie do pracy

Metoda MM jest metoda modelowania lokalnego i w opisanej wersji nie
tworzy modelu globalnego takiego jak np. sieci neuronowe. Jezeli istnieje
potrzeba mozna dla mini-modeli réwniez utworzy¢ model globalny poprzez
“sklejenie” ze soba mini-modeli dla kolejnych sasiadujacych odpowiednio roz-
mieszonych punktow zapytania. Nalezy jednak pamigtaé¢ ze model globalny
utworzony w ten sposob nie bedzie gtadkim modelem ciggltym. Powierzchnia
tego typu modelu globalnego nie bedzie gtadka na granicach obszaréw utwo-
rzonych przez niezalezne i sasiadujace ze sobg lokalne mini-modele. Sytuacja
ta jest podobna do sytuacji, w ktorej chcielibySmy utworzyé¢ model globalny
przy pomocy metody k-NN. Utworzenie gtadkiego modelu globalnego po-
zwala nam zobrazowaé jak ksztattuje sie¢ modelowana przez nas wartos¢ w
calej domenie w przestrzeni dwu- lub tréjwymiarowej. Argument ten traci
jednak na znaczeniu w przestrzeniach o wigkszej liczbie wymiaréw, ktorych
nie da sie w prosty sposob czytelnie wizualizowa¢. Co wiecej wartos¢ btedu
w lokalnych podzakresach moze znacznie odbiegaé¢ od dopuszczalnej wartosci
pomimo, ze globalna $rednia wartos¢ btedu bedzie niska.

Metoda mini-modeli nalezy do grupy metod bazujacych na prébkach (ang.
memory-based learning). Algorytmy nalezace do tej grupy nie dokonuja ge-
neralizacji na podstawie danych uczacych, ale poréwnujg nowe probki da-
nych z juz istniejacymi danymi pochodzacymi z treningu, a przetrzymywa-
nymi w pamieci. Dlatego niekiedy w angielskojezycznej literaturze okresla
sie te metody jako memory-based learning czyli metody bazujace na pamieci
[8, 13, 53].

Podejscie takie ma oczywiscie swoje wady i zalety. Ztozono$¢ danego za-
gadnienia rosnie wraz z liczbg probek uczacych. Istnieje rowniez ryzyko prze-
uczenia modelu oraz jego podatnosci na dane odstajace lub zaszumione. Z
drugiej jednak strony, algorytmy oparte na probkach maja zdolnos¢ do szyb-
kiego przystosowania sie do nowych danych, ktoére wezesniej nie byty obser-
wowane. Nowa probka danych jest po prostu dodawana do pamieci. Daje to
przewage nad innymi algorytmami uczenia maszynowego w sytuacji, w ktorej
do systemu ciagle sptywaja nowe dane.
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3.1 Mini-modele w przestrzeni dwuwymiaro-
wej

Poczatkowe prace nad mini-modelami obejmowaty modelowanie problemow
dwu- i trojwymiarowych [58, 59, 60, 61, 62]. Lokalne otoczenie punktu zapy-
tania czyli domena mini-modelu przybiera wtedy ksztatt odcinka lub figury
ptaskiej w zaleznosci od wymiarowosci problemu. Definiowanie zakresu do-
meny polega na operowaniu wierzchotkami bryty geometrycznej. Zmiana po-
tozenia figury geometrycznej lub zmiana jej ksztattu sprowadza sie do zmiany
potozenia jej wierzchotkéw. Podejscie to bardzo dobrze sprawdza sie dla pro-
blemoéw niskowymiarowych jednakze dla probleméw 4D i wiecej, podejécie to
jest nieefektywne.

Dla problemu 2D przyktad prostego zapytania moze mie¢ nastepujaca
posta¢: “Jakie jest spalanie benzyny w litrach na 100 kilometrow w samo-
chodzie z silnikiem o mocy 80 koni mechanicznych?”. W realnym problemie
oczywiscie trudno bytoby jednoznacznie odpowiedzie¢ na to pytanie bez do-
datkowych parametréw takich jak chocby waga samochodu. Jednakze tego
typu prosty przyktad w czytelny sposob przedstawia idee mini-modelu. W
zaprezentowanym przyktadzie zmienng zalezng y jest spalanie benzyny, a
zmienng niezalezng x jest moc samochodu. Punkt zapytania bedzie posiadat
posta¢ x = 80,y =7 . Zbiorem danych bedzie zbiér réoznych samochodéw z
informacja o mocy silnika i spalaniu.

Kolejnym zagadnieniem jest zdefiniowanie lokalnego otoczenia punktu za-
pytania czyli domeny mini-modelu. Lokalne otoczenie nie jest state i moze
przybierac rozne warto$ci w zaleznosci od potozenia punktu zapytania, mode-
lowanego problemu i uzytego wariantu mini-modeli. Gléwnym parametrem
definiujagcym domene mini-modelu jest parametr minimalnej liczby probek
(parametr m), ktéra powinna braé¢ udzial w uczeniu mini-modelu. Przyjmuje
sie, ze parametr jest zdefiniowany nastepujaco:

m>d+1, (3.1)

gdzie d jest to liczba wymiaréw przestrzeni. W rozwazanej przez nas prze-
strzeni 2D, m > 3. Zbiér danych uczacych P definiujemy jako zbiér punktow
p; posortowanych rosngco wzgledem zmiennej z:

pi = (xiu yz)7

. 3.2
P:{p17p27"'7pi7"'7p1}7 gdZ1e $1<.§C2<"‘<x1. ( )

Lokalne otoczenie punktu zapytania zdefiniowanego jako xy definiujemy po-
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przez jego granice: dolng x, i gérna xy:

Ta, Tp € X,
’ (3.3)

xo € [Ta; ) -
Zbior punktéw, na ktorym bedzie operowatl mini-model definiujemy jako M
M ={p; € P:x; € [xq;x]},

card(M) > m. (34)

W trakcie badan zostaly opracowane dwa warianty metody: liniowa i nieli-
niowa.

3.1.1 Mini-modele liniowe 2D

Mini-model liniowy (MM) w procesie budowy modelu matematycznego
uzywa regresji liniowej [59, 60, 61, 62]. Podczas uczenia MM powstaje py-
tanie jak zdefiniowa¢ optymalne lokalne otoczenie punktu zapytania. Oto-
czenie takie powinno by¢ ciggltym podzbiorem danych uczacych, na ktérym
regresja liniowa bedzie generowata jak najmniejszy btad. Sprowadza sie to w
praktyce do odpowiedniego zdefiniowania puntéw granicznych P,, P,. Jedna
z odpowiedzi na to pytanie jest zachtanne przeszukanie wszystkich mozli-
wych kombinacji spelniajacych podane wyzej warunki (3.1) - (3.4). Algorytm
przedstawia sie nastepujaco

1. Wybér kombinacji punktéw uczacych M; spetniajacych zaleznodci (3.1)
- (3.4).

2. Obliczenie funkcji regresji liniowej f; dla wybranych punktéw uczacych.

3. Obliczenie btedu sredniokwadratowego lub sredniego btedu bezwzgled-
nego e; generowanego przez model f;.

4. Powtorzenie krokéw 1-3 dla wszystkich mozliwych kombinacji punktow.

5. Wybdr modelu f; dla ktoérego btad e; ma wartos¢ najnizsza.

W odréznieniu od mini-modeli bazujacych na regresji liniowej, istnieje
mozliwos¢ heurystycznego uczenia MM, w ktérym nie wystepuje problem
zdefiniowania lokalnego otoczenia punktu zapytania. Jest ono tworzone na
biezaco wraz z uczniem MM. Zwalnia nas to z zachtannego przeszukiwania
wszystkich mozliwych kombinacji. Algorytm rozpoczyna sie od wylosowa-
nia polozenia punktéw granicznych, tak aby spelniaty warunki (3.1) - (3.4).
Uczenie heurystyczne sktada sie z dwoch podstawowych operacji: przesuwa-
nia punktu granicznego wzdluz osi OX oraz przesuwania wzdtuz osi OY.
Uproszczony algorytm heurystycznego uczenia wyglada nastepujaco:
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1. Losowy wybér punktéw granicznych P, i P,. Punkty musza spelniaé
wlasdciwosci (3.1) - (3.4).

2. Przesuwanie punktu granicznego wzdtuz osi OY o zadang wartos¢ A.

Przesuniecie punktu granicznego wzdtuz osi OX.

- W

Powtarzanie krokéw 2-3, az do braku poprawy wynikéw.

ot

Wykonanie krokéw 2-4 dla drugiego punktu granicznego.
6. Powtarzanie punktow 2-5, az do osiagniecia warunku zatrzymania.
7. Wybranie mini-modelu dajacego najmniejszy btad.

Uczenie heurystyczne polega na cyklicznym naprzemiennym przesuwaniu
punktéw granicznych P, i P, wzdtuz osi OX i OY. Przeszukiwanie wzdtuz osi
OY odbywa sie o zadang wartos¢ A w wybranym kierunku. Po kazdym prze-
sunieciu oblicza sie funkcje mini-modelu przy uzyciu wzoru na linie prosta
przechodzaca przez dwa punkty na plaszczyznie:

Yo — Ya

e —— (T — Za) + Y- (3.5)
Oblicza sie takze btad mini-modelu. Punkty, przy ktérych mini-model osiaga
najmniejsza warto$¢ btedu zostaja zapamigtane i stanowia wartos¢ wyjsciows
dla kolejnych obliczen. W przypadku, w ktérym przeszukiwanie nie przynio-
sto poprawy wynikow w stosunku do wartosci wejsciowej dokonuje sie prze-
szukiwania w kierunku przeciwnym. Przeszukiwanie wzdtuz osi OX dobywa
sie w podobny sposéb, ale punkt graniczny nie jest przesuwany o wartosé¢ A,
lecz przyjmuje potozenie najblizszego punktu p; nalezacego do catego zbioru
uczacego w kierunku, w ktérym dokonujemy przeszukiwania. Nie ma po-
trzeby by zmienna przyjmowata wartos¢ posrednig. Nie zmienitoby to liczby
punktéw uczacych nalezacych do domeny mini-modelu, a tym samym btedu
generowanego przez mini-model. Pozawala to na zmniejszenie liczby iteracji
w celu znalezienie optymalnego rozwiazania. Uczenie mini-modelu odbywa si¢
poprzez cykliczne naprzemienne przemieszczanie punktu granicznego wzdtuz
osi OX i OY. Gdy przemieszczanie jednego z punktow nie przynosi poprawy
wynikéw, przesunieciom zostaje poddany drugi punkt graniczy. Procedura
powtarza sie, az zostanie spelniony warunek zatrzymania. Warunkiem za-
trzymania moze by¢ osiggniecie zadanego poziomu btedu generowanego przez
mini-model, wykonana zostanie zadana liczba iteracji catego algorytmu lub
liczba iteracji nie przynoszaca poprawy wynikéw. Nalezy jednak pamietac, ze
W procesie uczenia metoda moze osiggna¢ minimum lokalne, z ktérego moze
juz nie wyjsc.
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3.1.2 Mini-modele nieliniowe 2D

Mini-modele nieliniowe, w odr6znieniu od metody opisanej powyzej, w proce-
sie uczenia przybieraja ksztalt wygietego odcinka. Odcinek moze mie¢ postaé
fragmentu krzywej wielomianowej, fragmentu tuku okregu lub przyjmowac
inng matematyczng postaé. Ze wzgledu na swoj nieregularny ksztatt mini-
modele nieliniowe posiadajg mozliwos¢ lepszego dopasowania sie do modelo-
wanych danych.

Sposéb dziatania mini-modeli opartych o aproksymacje wielomianowa jest
analogiczny do dziatania MM bazujacych na regresji liniowej. W celu znale-
zienia optymalnego lokalnego otoczenia punktu zapytania, tutaj rowniez nie-
zbedne jest zachtanne przeszukanie wszystkich mozliwych kombinacji punk-
téw uczacych spemiajacych warunki (3.1) - (3.4). Réznica polega na uzy-
ciu aproksymacji wielomianowej drugiego stopnia zamiast regresji liniowej.
Nie ma potrzeby uzywania aproksymacji wyzszego rzedu, gdyz doprowadzi-
toby to jedynie do zwiekszenia ztozonosci obliczeniowej algorytmu. Metoda
mini-modeli ze wzgledu na swoja zasade dziatania jest w stanie modelowaé
skomplikowany ksztalt funkcji przy pomocy kilku stosunkowo prostych mini-
modeli. Algorytm uczenia mini-modelu wyglada nastepujaco:

1. Wybér kombinacji punktéw uczacych M; spetniajacych zaleznosci (3.1)
- (3.4).

2. Obliczenie funkcji aproksymujacej wielomianem stopnia drugiego f; dla
wybranych punktéw uczacych M;.

3. Obliczenie btedu e; generowanego przez model f;.
4. Powtorzenie krokéw 1-3 dla wszystkich mozliwych kombinacji punktow.
5. Wybér modelu f;, dla ktérego blad e; ma warto$¢ najnizsza.

Oprocz mini-modeli bazujacych na aproksymacji wielomianowej istnieja
takze MM uczone heurystycznie. Heurystyczne MM nieliniowe w poczatko-
wej fazie uczone sg tak samo jako ich liniowe odpowiedniki. Uczenie odbywa
sie poprzez cykliczne naprzemienne przemieszczanie punktow granicznych
wzdhuz osi OX i OY. Procedura powtarza sie, az zostanie spetniony warunek
zatrzymania. Warunek zatrzymania moze by¢ identyczny jak w przypadku
poprzednim. W efekcie otrzymujemy najlepszy mini-model bedacy odcinkiem
pomiedzy punktami P, i P,. Na Rysunku 3.2 zostal on przedstawiony jako
ml. Nastepnie w celu najlepszego dopasowania znalezionego rozwiagzania do
modelowanych danych odcinek jest wyginany jako tuk okregu. W tym celu
obliczane jest rOwnanie prostej prostopadtej do odcinka m1 przechodzacej
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Rysunek 3.2: Przyktady mini-modeli nieliniowych opartych na tuku okregu.
Zrodto: opracowanie wiasne.

przez jego srodek C', oznaczonej na rysunku jako prosta k. Nastepnie na pro-
stej k umieszcza sie srodek okregu. Odlegtos¢ pomiedzy srodkiem okregu, a
punktem C' jest powiazana z miara kata sSrodkowego zawartego miedzy odcin-
kami |P,S| i |P,S|, na ktérym oparty jest tuk okregu. Im wieksza odlegtosé
od punktu C' tym krzywizna mini-modelu jest mniejsza (srodek okregu w
punkcie S2 i mini-model m2). Zblizenie srodka okregu do punktu C' powo-
duje zwiekszenie krzywizny mini-modelu (Srodek w punkcie S3 i mini-model
m3). Diugo$¢ promienia okregu okresla odlegtosé pomiedzy jego $rodkiem,
a jednym z punktow granicznych P, lub P,. Posiadajac wyznaczony srodek
okregu oraz dtugos$¢ jego promienia bez trudu przy pomocy wzoru na row-
nanie okregu jesteSmy w stanie modelowaé¢ wybrany przez nas zbiér danych:

(x—8.)* + (y — Sy)2 =r2 (3.6)

Zblizanie srodka okregu do punktu C' ma miejsce jedynie do momentu gdy
krzywizna mini-modelu jest funkcja tj. dla danego = bedzie przyjmowaé tylko
jedna warto$¢ y. W celu znalezienia mini-modelu najlepiej dopasowanego
do zbioru danych nalezy systematycznie zwieksza¢ miare kata srodkowego.
Ewentualnie odwzorowaé¢ go symetrycznie wzgledem punktu C' w celu wygie-
cia mini-modelu w “drugg strone”. Algorytm uczenia mini-modelu przedsta-
wia sie nastepujaco:

1. Losowy wybor punktéw granicznych P, i P,. Punkty musza spetniac
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wlasciwosci (3.1) - (3.4).
2. Przesuwanie punktu granicznego wzdtuz osi OY o zadang warto$¢ A.
3. Przesuniecie punktu granicznego wzdtuz osi OX.
4. Powtarzanie krokow 2-3, az do braku poprawy wynikéw.
5. Wykonanie krokéw 2-4 dla drugiego punktu granicznego.
6. Powtarzanie punktow 2-5, az do osiggniecia warunku zatrzymania.

7. Wyznaczenie prostej prostopadtej k przechodzacej przez srodek mini
modelu.

8. Wyznaczenie $rodka okregu potozonego na prostej k.
9. Zwigkszanie miary kata $rodkowego.
10. Wybranie mini-modelu dajacego najmniejszy btad.

Wyniki eksperymentéow numerycznych wykazaly, ze modele, w ktérych
dokonywano wygiecia powierzchni w trakcie ustalania pofozenia punktéw
granicznych osiagajg gorsze rezultaty niz heurystyczne mini-modele liniowe.
Dodanie kolejnego stopnia swobody jakim jest wygiecie odcinka sprawia, ze

uczenie jest procesem trudniejszym, a MM czesciej osigga lokalne minima
funkcji btedu.

3.1.3 Parametr minimalnej liczby prébek

Dobranie parametru minimalnej liczby probek (parametr m) jest sprawa klu-
czowq dla poprawnego dziatania mini-modelu. Niestety nie istnieje zadna re-
guta méwiaca w jaki sposoéb dobra¢ minimalng liczbe préobek do danego mo-
delowanego problemu. Sytuacja jest tu analogiczna do problemu doboru para-
metru liczby sasiadéw w algorytmie k-NN. Ustawienie parametru a priori na
wybrang wartos$¢ z reguty nie da optymalnych wynikéw. Optymalne nastroje-
nie wymaga zachtannego przeszukania wszystkich mozliwych wartosci. Dzigki
temu, rozwigzanie ma mozliwos¢ lokalnej adaptacji do wybranego problemu.
Minimalna warto$¢ parametru definiuje wzor (3.1). Maksymalna wartosé w
ekstremalnym przypadku bedzie wynosita tyle samo co rozmiar catego zbioru
uczacego, ale w przypadku mini-modelu liniowego bedzie to sytuacja iden-
tyczna do zastosowania regresji liniowej dla catego zbioru danych. Podobnie
w przypadku mini-modelu nieliniowego opartego o aproksymacje wielomia-
nowa 2-go stopnia. Zastosowanie parametru m réwnego liczbie elementow
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catego zbioru uczacego sprowadzi zagadnienie modelowania do aproksymacji
calego zbioru funkcjg kwadratowa. Oczywiscie tego typu przypadki sa jak
najbardziej mozliwe, ale w praktyce niezmiernie rzadkie. Badania ekspery-
mentalne pokazaly, ze gorne ograniczenie parametru m oscyluje w granicach
40% liczby elementéw zbioru uczacego. Aby zbadaé, ktéra wartosé parame-
tru m jest optymalna dla wybranego zbioru danych niezbedne jest uzycie
metody testujacej opartej o kroswalidacje.

Parametr m moze zosta¢ dobrany globalnie dla catego zbioru danych ucza-
cych. Warto zaznaczy¢, ze optymalna wartos¢ parametru m z reguty jest
rozna dla réznych typéw mini-modeli. Warto$¢ parametru m moze zostac
ustawiona lokalnie, dla wybranego przez nas podzakresu. Dziedzine mozna
podzieli¢ na kilka podprzedziatow i dla kazdego z nich ustawi¢ lokalng war-
tosci parametru m. Dzieki tego typu podejsciu mozliwe jest lepsze dopaso-
wanie mini-modeli do modelowanych danych. Obszary danych cechujace si¢
wieksza zmiennoscig beda posiadaty inng warto$¢ parametru m od obszaréw
bardziej jednorodnych. Wyniki eksperymentéw numerycznych uwodnity, ze
mini-modele, w ktorych zastosowano lokalng warto$é¢ parametru m osiggaly
lepsze wyniki od mini-modeli, w ktorych warto$¢ parametru byta ustawiana
globalnie dla catego przedziatu.

3.2 Mini-modele w przestrzeni wielowymia-
rowej

W poczatkowych badaniach obejmujacych mini-modele w przestrzeni dwu-
wymiarowej, w procesie definiowania lokalnego otoczenia punktu zapytania
operowano wierzchotkami bryly geometrycznej. Podejscie to jest mozliwe
do zastosowania w przestrzeni trojwymiarowej, jednakze zastosowanie go
w przestrzeni o wiekszej liczbie wymiarow byloby nieefektywne. Operowa-
nie wierzchotkami bryly geometrycznej jest obarczone “przeklenstwem wy-
miarowosci”, gdyz liczba wierzchotkéw w bryle opartej na hiperszescianie
wzrasta wyktadniczo. Kolejnym problemem jest problem wspotptaszczyzno-
wosci wierzchotkéw nalezacych do jednej $ciany. Gdy Sciana ma postaé wie-
loboku, zmiana potozenia jednego wierzchotka wymusza zmiang¢ potozenia
innych wierzchotkéw nalezacych do tej samej Sciany w celu zachowania ich
wspotplaszezyznowosci. Ponadto wystepuje szereg innych problemoéw takich
jak: problem manipulowania $ciang jako zbiorem wierzchotkéw, problem roz-
strzygania o zawieraniu si¢ danego punktu we wnetrzu domeny mini-modelu
opisanej jedynie przez jej wierzchotki. Ztozonos¢ tych zagadnien wzrasta wraz
z wymiarowoscia przestrzeni. Wyzej wymienione problemy doprowadzity do
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powstania koncepcji manipulowania Sciana jako catoscia oraz przeniesienia
wiekszosci obliczen z kartezjanskiego do sferycznego uktadu wspoétrzednych
[65, 66, 68]. Centrum uktadu stanowi punkt zapytania. Sciana zdefiniowana
jest poprzez pojedynczy punkt zwany generatorem $ciany. Istnieje zalozenie,
ze Sciana jest ortogonalna do wektora utworzonego przez ww. punkt oraz
poczatek uktadu wspotrzednych. Koncepcja ta posiada nastepujace zalety:

e brak problemu wspotptaszezyznowosci wierzchotkéw nalezacych do jed-
nej sciany,

e stosunkowo proste obliczenia rozstrzygajace o zawieraniu si¢ punktu
we wnetrzu domeny mini-modelu,

e zmniejszenie liczby parametrow potrzebnych do sterowania mini-mode-
lem,

e stosunkowo proste manipulowanie potozeniem Sciany,

e stosunkowo prosta rozszerzalnos¢ mini-modelu do przestrzeni o wyzszej
wymiarowosci.

Zastosowanie tego podejscia pozwala uniknaé¢ przeklenstwa wymiarowosci
(mini-model bazujacy na obszarze hiperszescianu w przestrzeni n—wymia-
rowej bedzie posiadat 2"~! wierzchotkéw, ale tylko 2(n—1) écian). Ma to duze
znaczenie, poniewaz pozwala uproscic¢ trudny heurystyczny proces uczenia sie
mini-modelu.

3.2.1 Domena mini-modelu jako bryla w przestrzeni
wielowymiarowej

Pierwsza cze$¢ algorytmu realizuje konwersje punktéw danych z uktadu
wspoéhrzednych kartezjanskich do uktadu wspoétrzednych hipersferycznych [65,
66, 68]. Transformacja nastepuje jedynie w przestrzeni wej$¢, zmienna wyj-
Sciowa pozostaje bez zmian. Oznacza to, ze tréjwymiarowy punkt danych zo-
stanie przetransformowany do uktadu wspétrzednych biegunowych, a punkt
czterowymiarowy do uktadu wspotrzednych sferycznych. W ogélnym przy-
padku n-wymiarowy punkt zostanie przetransformowany do uktadu wspol-
rzednych opartych na (n — 1)-wymiarowej sferze. Punkt zapytania @ = {x¢1,
TQ2, - - TQn, Yo}, staje sie centrum ukladu wspéhrzednych. Wartosci zmien-
nych wejsciowych zg1,2g2, ..., Tgn sa znane, warto$¢ zmiennej wyjsciowej
yq jest niewiadoma, ktorg zostanie obliczona w wyniku dziatania algorytmu.
Wszystkie punkty danych p; sa rowniez konwertowane do hipersferycznego
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uktadu wspotrzednych. Punkt jest okreslony przez promien r € [0, 00), (odle-
0

glod¢ od centrum) i katy @i, @iz, ..., Qin—2) € [0;7), Qim-1) € [0;2m). Zbior
P sktadajacy sie z I punktéw oznaczamy jako:
P = ) PRI < R )

bi = (fEil, e ,l’m,yi) = (7“1'7901‘17 e 7901‘(7;,71),3/1')-

Konwersja pomiedzy dwuwymiarowym (tréjwymiarowym) uktadem wspot-
rzednych kartezjanskich, a uktadem wspoétrzednych polarnych (sferycznych)
jest oczywista i mozna jg odnalezé w wigkszosci podrecznikow matematycz-
nych. W przestrzeniach o wyzszej wymiarowosci konwersja pomiedzy ukta-
dem wspotrzednych kartezjanskich, a uktadem wspotrzednych hipersferycz-
nych przyjmuje bardziej skomplikowana postaé [33, 76]:

x1 =1 cos(p1)
x9 = 7sin(py) cos(¢2)

x3 = rsin(py) sin(pg) cos(¢s)

(3.8)
Tp1 = rsin(p) - - sin(@n_2) cos(@n_1)
Ty = rsin(py) - - - sin(@n_2) sin(p,_1).
Konwersja odwrotna jest nastepujaca:
r:\/a:%—l—x%—l—-~—|—x%
X1
(1 = arccot
YEEE
X2
(g = arccot
Vg 2
(3.9)
Xn—2
Ppn—g = arcCot ———m—m=
\ Xpoy + X3
Xn—1 + \; X%, + Xi
pYp_1 = 2arccot ! .
Xn
Transformacja ta jest jednoznaczna poza nastepujacymi przypadkami:
1. Jezeli wszystkie xgy1,...,x, sa réwne zero, a z; > 0 to wtedy ¢ = 0.
2. Jezeli wszystkie xyy1,..., 2, sa réwne zero, a x; < 0 to wtedy @) = .
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3. Jezeli zy, ..., z, sa réwne zero to warto$¢ oy jest nieokreslona. W tym
przypadku mozna uznadé, ze warto$¢ ¢, wynosi zero.

W ogélnym przypadku domena mini-modelu jest wypukta nieregularng hi-
perbryta sktadajaca sie z J $cian. Dla simpleksu liczba $cian wynosi J = n+1,
dla bryty bazujacej na hiperszescianie J = 2n, gdzie n jest to wymiarowos¢
przestrzeni. Kazda $ciana j hiperbryly jest czescig ptaszczyzny F;. W przy-
sztych rozwazaniach calg ptaszczyzne F; bedziemy nazywac Sciang. Plaszczy-
zne w sferycznym uktadzie wspotrzednych mozemy zdefiniowaé przy pomocy
pojedynczego punktu G; zwanego generatorem Sciany. Istnieje zalozenie, ze
plaszczyzna Fj jest ortogonalna do wektora utworzonego przez generator

sciany QG ;. Kazda plaszezyzne F; mozemy zdefiniowac jako:

T

J } (3.10)

COS ij

m
FjZ{Gj,pz'i%j<2/\7“z'=

gdzie ¢;; jest wartoscia kata pomiedzy wektorami QGj i Q_pz Kat moze zo-
staC¢ obliczony przy pomocy iloczynu skalarnego dla wspoétrzednych karte-
zjanskich:
TinTji+ -+ TinTin
= arc cos S ! : (3.11)

\/x“ --+xm\/x]2~1+~-+xj2n

Po podstawieniu z (3.8) i uproszczeniu otrzymamy:

@i = arc cos( cos ;1 cos ;1 + sin ;1 sin ;1 (
COS ;2 COS Qo + SiN 4o SIN Yo (
(3.12)
COS Pj(n—2) COS Pj(n—2) + SIN Qi(n—2) SIN Q2 (
co8(Pi(n-1) = Pjn-1))) -+ )))-
Ptaszczyzna F) dzieli calg przestrzen wejs¢ na dwie potprzestrzenie. Pierwsza

polprzestrzen zawiera punkty danych, ktére moga zostaé¢ witgczone w domene
mini-modelu. Mozemy ja zdefiniowa¢ nastepujaco:

T

m m
! {p A (SOJ 2™ COSS%)} (313

Druga potprzestrzen zawiera punkty, ktére nie wejdg w sktad domeny mini-
modelu i jest zdefiniowana jako:

. 3.14
2 coS gom} ( )
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Kazda ptaszczyzna zawierajaca w sobie $ciang bryty definiujacej domene
mini-modelu dzieli przestrzen wejé¢ w ten sposob bez wzgledu na wymia-
rowos¢. Czes¢ wspdlna wszystkich potprzestrzeni I; definiuje domene mini-
modelu i zawiera w sobie punkty uczace:

Sposéb, w jaki ptaszczyzna dzieli przestrzen wejéé¢ zostat przedstawiony na
Rysunkach 3.3 i 3.4. Punkty oznaczone, trojkatami na pewno zostana wy-

L L L L L L - L L )
0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1

Rysunek 3.3: Przyktad podziatu przestrzeni 2D przez prosta, ($ciane). Zrddto:
opracowanie wlasne.

taczone poza domene mini-modelu natomiast punkty oznaczone kwadratami
moga zosta¢ w niej zawarte. O tym czy punkt rzeczywiscie wejdzie w sktad
domeny mini-modelu decyduje jego potozenie wzgledem innych ptaszczyzn.
Tylko punkty, ktore beda zawarte przez wszystkie ptaszczyzny wejda w sktad
domeny MM. Przyktad jak Sciany tworzg domene mini-modelu dla problemu
trojwymiarowego zostal pokazany na Rysunku 3.5. Na Rysunku 3.6 zostata
przedstawiona przyktadowa domena dla problemu czterowymiarowego. Pun-
kty danych wyselekcjonowane w powyzszy sposob staja sie¢ danymi uczacymi
dla metody modelowania matematycznego uzywanej przez mini-model.
Bardzo wazna operacja uzywang podczas uczenia mini-modeli jest ro-
tacja calej domeny mini-modelu czyli rotacja catej bryty geometrycznej w
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Rysunek 3.4: Przyklad podziatu przestrzeni 3D przez plaszczyzne (Sciane).
Zrodto: opracowanie wiasne.

J A" punkty wykluczone przez plaszczyzny (sciany)
. ¥ punkly zawarte przez plaszczyzny (éciany)
@ punkt zapytania
0.9 - % generator sciany
N EN wektor pomigdzy punktem zapytania
i generatorem sciany
08l A [—_Jdomena mini-modelu
: a sciana
A A
£ L]
07 -
FYSEE N s
sk A
064 A - a a
= a
A L] A
= .
05 2 L
a
A A
4
04 N
A
03 2
A
a a A
02F a
A
A A A
A
01 a a 7y
A
o . . . . . . . )
0 0.1 02 03 04 05 06 07 08 09 1
X

Rysunek 3.5: Przyktad domeny mini-modelu dla problemu 3D. Zrédlo: opra-
cowanie wlasne.
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A punkty wykluczone przez plaszczyzny (§ciany)
[—__Idomena mini-modelu

0.9 -

Rysunek 3.6: Przyktad domeny mini-modelu dla problemu 4D. Zrédio: opra-
cowanie wlasne.

przestrzeni wielowymiarowej. Rotacji mozna dokonaé¢ poprzez pomnozenie
wspotrzednych generatorow scian przez odpowiednig macierz rotacji. W prze-
strzeni trojwymiarowej istnieja trzy takie macierze:

1 0 0 cosp 0 —sing
R, =10 cos¢ sing|, R, = 0 1 0 ,
0 —sing cos¢ —sing 0 cos¢
(3.16)
cos¢p sing 0
Ry, =|—sing cos¢ 0],
0 0 1

gdzie ¢ jest katem obrotu wokot okreslonej osi. Idea rotacji polegajaca na
obrocie wokot osi uktadu wspotrzednych, ktora pochodzi z przestrzeni troj-
wymiarowej, bytaby trudna w realizacji w przestrzeniach o wigkszej licz-
bie wymiarow. Jednakze, na rotacje w przestrzeni 3D mozemy spojrzeé nie
jak na rotacje wokot osi uktadu wspotrzednych, ale jak na rotacje réwnole-
gla do plaszczyzny dwuwymiarowej. Innymi stowy mozemy zapisa¢: R,, =
Riyyws, Ry = Ryjng, Ry = Rgip,. Ten sposdb rozumowania jest spéjny z
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przestrzenig 2D gdzie istnieje tylko jedna ptaszczyzna [56]. W przestrzeni 4D
istnieje szes¢ macierzy obrotu:

cos¢ sing 0 0 cosgp 0 —sing 0
R, — —sing cos¢ 0 0 R, = ‘O 1 0 0 ,
12 0 0 10 1 sing 0 cos¢p O
0 0 01 0 0 0 1
cosgp 0 0 sing 1 0 0 0
Ryvi = 0 10 0  Rup, = 0 cos ¢ sing 0 ,
0 01 O 0 —sing cos¢ 0
—sing 0 0 cos¢ 0 0 0 1
10 0 0 1 0 O 0
R |0 cos¢ 0 —sing R {01 0 0
©E0 001 0 T ) 0 cos¢ —sing
0 sing 0 coso 0 0 sing cos¢

(3.17)
W ogdélnym przypadku w przestrzeni n-wymiarowej liczba macierzy obrotu
jest rowna ( 5 ). Przyktadowo jedna z macierzy obrotu w przestrzeni 5D po-

siada postac:

10 0 0 0
0 cos¢p 0 —sing 0
Ryyey =10 0 1 0 0 (3.18)
0 sing 0O cos¢p O
0O 0 O 0 1

3.2.2 Algorytm uczenia mini-modeli

Uczenie mini-modelu sktada sie z dwoch czesci 1 polega na okresleniu opty-
malnego lokalnego otoczenia punktu zapytania oraz nastrojeniu metody mo-
delowania matematycznego uzywanego przez MM. Dzicki temu MM posiada
zdolno$¢ do lokalnej adaptacji w wybranym obszarze dziedziny problemu.
Jako algorytm modelowania matematycznego moze zosta¢ uzyta dowolna
metoda modelowania: regresja liniowa, regresja wielomianowa, wartos¢ sred-
nia z probek, wnioskowanie rozmyte, sie¢ neuronowa, itd.

W praktyce jako algorytmu modelowania matematycznego bardzo czesto
uzywa sie regresji liniowej. Algorytm szerzej zostal opisany w podrozdziale
1.2. Wybrany algorytm jest stosunkowo prosty i jest zdolny jedynie do mo-
delowania zaleznosci liniowej. Nie nadaje si¢ on do modelowania ztozonych
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zaleznosci wystepujacych w calej domenie rzeczywistego zbioru danych. Po-
mimo swej prostoty, regresja liniowa jest wystarczajaca aby modelowaé lo-
kalne zaleznosci, ktére wystepuja w matej ograniczonej czesci domeny.

Okreslenie optymalnego otoczenia punktu zapytania, czyli domeny MM
jest procesem heurystycznym i polega na zmianie potozenia Scian bryty ota-
czajacej domene. W praktyce sprowadza sie jedynie do zmian potozenia punk-
tow zwanych generatorami $cian G;. Manewrowanie Scianami uczynito pro-
ces uczenia prostszym, w porownaniu do poprzedniej wersji mini-modeli, w
ktorej manewrowano wierzchotkami. Pozwolito to na wyeliminowania wielu
niedogodnosci, ktére zostaly wymienione w poprzednim podrozdziale. Ist-
nieje wiele potencjalnych lokalnych otoczen punktu zapytania, ktére moga
zostaé osiggniete w procesie uczenia. Po zdefiniowaniu domeny mini-modelu,
metoda uzywa punktow wchodzacych w jego sktad, jako danych uczacych
dla algorytmu modelowania matematycznego. Nastepnie mini-model oblicza
sredni btad generowany przez model matematyczny na prébkach uczacych i
obliczana jest wartos¢ dla zmiennej zaleznej punktu zapytania. W nastep-
nym kroku mini-model stara sie odnalezé kolejng domene, nastepnie oblicza
btad generowany na prébkach oraz odpowiedz mini-modelu na punkt zapy-
tania. Domena MM, z najmniejszym btedem zostaje uznana za optymalng.
Nalezy jednak zaznaczy¢, ze nie kazda domena mini-modelu jest poprawna.
Punkt zapytania musi znajdowac sie w domenie, a jej powierzchnia musi by¢
bryta (hiperbryla) wypukta. Poza tymi podstawowymi zatozeniami domena
powinna spetnia¢ nastepujace warunki:

1. liczba punktéw uczacych wchodzaca w sktad mini-modelu powinna by¢
wigksza lub réwna niz zadana warto$¢ minimalna,

2. liczba punktéw uczacych wchodzaca w sktad mini-modelu powinna by¢
mniejsza lub réwna niz zadana warto$¢ maksymalna,

—
3. stosunek dtugosci wektorow (QG; o minimalnej i maksymalnej dtugodci,
powinien by¢ mniejszy niz zadana wartos¢,

4. punkt zapytania nie powinien by¢ ekstrapolowany przez probki uczace
(nie zawsze jest to mozliwe, a czasem nie jest wymagane).

Nie ma prostej reguty jak dobra¢ wartosci powyzszych parametréw. Mi-
nimalna i maksymalna liczba punktéw uczacych zalezy od zbioru danych.
Jednakze dolna granica przedzialu punktowego musi by¢ wyzsza niz wy-
miarowo$¢ problemu. Czasem dla wybranego punktu zapytania nie istnieje
zadna domena mini-modelu speliajaca warunki poczatkowe. W takiej sytu-
acji mini-model nie jest w stanie zwréci¢ wiarygodnej odpowiedzi numerycz-
nej.
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W eksperymentach numerycznych procedura uczaca polegala na rotacji
caltej bryly geometrycznej i zmianie promieni generatoréw $cian G;. Para-
metry zmiany potozenia oraz ksztattu bryty takie jak: kat i kierunek obrotu
oraz promien r; byly losowe. Wyniki poczatkowych eksperymentéow nume-
rycznych pokazaty, ze mini-modele bardzo czesto byt nadmiernie dopasowane
do danych uczacych w sytuacji, w ktérej potozenie ptaszczyzn definiujacych
domeng mini-modelu byto zmieniane w zupelnie dowolny sposéb. Aby unik-
nacé przetrenowania ograniczono mozliwo$¢ nadmiernego rozciagniecia figury
poprzez ustaleniﬂinimalnego stosunku pomiedzy najkrotszym a najdtuz-
szym wektorem ()G na 0.5. Pojedyncza ptaszczyzna nie zmienia swojego po-
tozenia, co oznacza, ze katy pomiedzy Scianami figury pozostaja bez zmian.
Bardzo wazng operacjg w procesie uczenia jest operacja rotacji catej figury
wzgledem centrum uktadu wspotrzednych, umozliwiajaca modyfikacje jej po-
tozenia w przestrzeni wejs¢. Uproszczony algorytm zostat zaprezentowany
ponizej (Algorytm 1).

Jest to jedynie szablon, ktoéry moze zosta¢ zmodyfikowany na wiele réz-
nych sposobow. Jedna z modyfikacji moze by¢ nastepujaca: dwie domeny
mini-modelu moga zosta¢ uznane za rowne jezeli zbiér punktéw uczacych
wchodzacych w ich sktad bedzie taki sam. Tego typu sytuacje moga zostac
zoptymalizowane przy pomocy tablic haszujacych przetrzymujacych infor-
macje na temat juz sprawdzonych domen MM.

3.2.3 Przyklady mini-modeli opartych na brytach wie-
lowymiarowych

Metoda mini-modeli operujaca w przestrzeni wielowymiarowej zostanie bli-
zej zaprezentowana na trzech przyktadach, w ktorych domena mini-modelu
zostanie oparta na nastepujacych brytach geometrycznych: simpleksie, hiper-
szescianie i hipero$mioscianie. Bryty szerzej zostaly opisane w Rozdziale 2.
Catosé zostanie zaprezentowana na zbiorze danych Stopa bezrobocia w Polsce
[74]. Na potrzeby niniejszego przyktadu zostaly uzyte jedynie 4 atrybuty:
x7 - liczba emerytow, xg - podaz pienigdza, xg - kurs dolara, xy - inflacja.
Jako punkt zapytania zostata uzyta probka nr 10, a zbiér wraz z opisanymi
ponizej przeksztalceniami zostat dotaczony do pracy w Tablicy A.1 (dodatek
A). Pierwszym krokiem jest zdefiniowanie punktu zapytania o wspotrzednych
P> = (.1, %20, 2.3, 2.4) = (0.054,0.662,0.998, 0.373) jako $rodka hipersferycz-
nego uktadu wspotrzednych p, = (7., p.1, ¥.2, ©.3) = (0,0,0,0).

Nastepnie wszystkie atrybuty wejsciowe catego zbioru danych sg prze-
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Algorytm 1: Uczenie mini-modeli w przestrzeni wielowymiarowej

begin

end

for p € P do

normalizacja punktu p danych do zakresu [0; 1];

konwersja punktu p do wspotrzednych hipersferycznych;
end
repeat

/* kat o ktéry bedziemy obracac
kat_obrotu = Random();

/* ptaszczyzna rotacji np.xozy
plaszczyzna_obrotu = Random();

for i = 0 to 360 step kqt_obrotu do
obréot domeny MM o kgt_obrotu réwnolegle do

plaszczyzna_obrotu;

/* delta o ktérg bedziemy zmieniaé dtugosé
promienia, wartos¢ moze by¢ negatywna

delta_promienia = Random();

wybrane_sciany = Random();
repeat
przesuniecie wybrane_sciany o delta_promienia;

if Z spetnia zaloZone kryteria then
uczenie MM;
obliczenia bledu generowanego przez MM,

if MM generuje najmniejszy blgd then
zachowanie MM jako najlepszy model;
zresetowanie licznika iteracji;

end

end

until domena MM speinia natozone kryteria;
zresetowanie potozenia $cian MM do wartosci
poczatkowych;

end

zresetowanie parametrow MM do ostatnich najlepszych

wartosci;

until zadana liczba iteracyi bez poprawy wyniku;

/* Sciany domeny, ktérymi bedziemy operowali

obliczenie Z, punktéow bedacych w domenie MM;

obliczenie odpowiedzi MM na punkt zapytania;
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ksztalcane wzgledem punktu zapytania zgodnie z wzorami (3.7),(3.8),(3.9):

Di = (%1,%2,%‘37%4) - (7“1‘7%17 90i2,90i3)
P = (0.020,0.778,0.973,0.214) — (0.201, 2.479,1.770, 5.999)

(3.19)
ps = (0.000,0.724, 0.844, 0.000) — (0.412, 2.703, 2.651, 5.566)

Nalezy pamieta¢, ze transformacja do hipersferycznego uktadu wspotrzed-
nych nie dotyczy zmiennej zaleznej v;.

Simpleks

W procesie definiowania domeny w pierwszym kroku nalezy zdefiniowac bryte
w hipersferycznym uktadzie wspotrzednych. Jak zostato opisane w podroz-
dziale 3.2.1, wymaga to wyznaczenia kilku réwnan hiperptaszczyzn Fj, z
ktorych kazda zawiera jedng ze $cian simpleksa. Pojedyncza hiperptaszczy-
zne okreslamy poprzez zdefiniowanie jednego punktu zwanego generatorem
Sciany G; (3.10). Latwo mozna zauwazy¢, ze generatory $cian w regularnym
simpleksie beda wierzchotkami simpleksa dualnego opisanego w podrozdziale
2.1.2. Na poczatek zdefiniujmy wierzchotki simpleksa w przestrzeni 4D odle-
glego od srodka uktadu wspotrzednych np. o 0.2:

1\ /_1 1 1 1
5 20 20 20 20
0 V15 _ V15 _ V15 _ V15

20 60 60 60 (320)

ol | o || v || _weso| | _val |

30 60 60
/10 /10
0 0 0 50 — %

Nastepnie nalezy dokonaé¢ transformaty wspotrzednych do hipersferycznego
uktadu wspotrzednych (w1, T2, 253, T4)T — (v}, i1, Pi2, Pj3) T :

0.2 0.2 0.2 0.2 0.2
1.571 1.571 1.571 0.659 2.483
1571 7| 15717 (0.421 | 7| 2.412 ] 7 | 2.412
1.571 6.031 3.801 3.801 3.801

(3.21)

Tak zdefiniowane wierzchotki simpleksa dualnego stanowiag generatory Scian
(G1,Gq,G3,Gy, G5) simpleksa definiujacego obszar domeny mini-modelu.
Wartosci wspotrzednych generatorow $cian zostaty dotaczone do pracy w
Tablicy A.2. Obszar domeny mozna modyfikowa¢ na dwa sposoby: poprzez
zmiane dlugodci promienia 7; poszczegélnego generatora Sciany G; lub po-
przez rotacje catej bryty. Nalezy zauwazy¢, ze zadna z tych operacji nie zmieni
katéw pomiedzy Scianami simpleksu i figura pozostanie foremna.
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Nastepnie, aby okresli¢ czy dana probka p; znajduje si¢ wewnatrz sim-
pleksa nalezy policzy¢ miary katéw ¢;; pomiedzy wektorem utworzonym
przez probke danych, a wektorami utworzonymi przez poszczegdlne genera-
tory Scian G;. Probka danych zawiera si¢ w simpleksie w dwoch przypadkach:

o jezeli p;; > 5

e jezeli p;; < 5 to musi by¢ spetniona nast¢pujaca nierownosc:

Ti - COS Pi; < Tj. (3.22)

W pierwszym przypadku kat jest wigkszy niz 7 czyli 90°. Oznacza to, ze
punkt jest zawsze zawarty przez plaszczyzne w domenie MM niezaleznie od
dtugosci promienia r; > 0. W drugim przypadku kat jest mniejszy niz 90° i
przy pomocy réwnania (3.22) trzeba sprawdzié, po ktorej stronie plaszczyzny
lezy badany punkt.

Katy ¢;; mozna obliczy¢ przy pomocy wzoru (3.11) lub (3.12). Dla do-
ktadniejszego zrozumienia problemu przeanalizujmy prébke nr 1. Katy po-
miedzy wektorem utworzonym przez punkt p;, a poszczegdlnymi generato-

rami §cian G; s nastepujace:
P11 = 1741, P12 = 0924, Y13 = 1829, P14 = 2363, Y15 = 1.007. (323)

Punkt p; na pewno jest zawarty w domenie MM przez plaszczyzny Fi, F3
oraz Fy poniewaz ©11, 013, P14 2> 5. Dla dwoch pozostatych ptaszezyzn F; i
F5 nalezy sprawdzié¢ nier6wnos¢ (3.22). I tak odpowiednio dla kata 1o mamy:

Tp, * COS P12 < Ty
0.201 - cos(0.924) < 0.1 (3.24)
0.121 $ 0.1,

co oznacza, ze punkt zostal wykluczony przez Sciang¢ F3 i znajduje si¢ poza
obszarem simpleksa. Na tym etapie nie ma juz potrzeby sprawdzania nieréw-
nosci dla ptaszczyzny Fj poniewaz punkt musi by¢ wlaczony przez wszyst-
kie ptaszczyzny aby znajdowat sie we wnetrzu hiperbryly (3.15). Analizujac
wszystkie punkty uczace mozna obliczy¢, ze wewnatrz simpleksa znajduja
si¢ nastepujace punkty: p1, ps, pr, Ps, P9, P10, P11, P12, P15, P23, P2a- Wartosci
wszystkich katow ¢;; dla analizowanego zbioru zostaty dotgczone do pracy w
Tablicy A.3 wraz z informacja na temat potozenia punktu wzgledem $ciany.

Nastepnie, w czasie obliczania odpowiedzi modelu dla wybranego punktu
zapytania p, uzywane sg tylko prébki znajdujace sie we wnetrzu simpleksa:
D1, D6, P75 P8; Po, P11, P12, Pis; P23, Pea (Probke pyg pomijamy poniewaz sta-
nowi ona punkt zapytania). W procesie uczenia mini-modelu modyfikuje sie
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potozenie i rozmiar simpleksa poprzez dwie operacje: rotacje catej bryty oraz
modyfikacje dtugosci promienia r; dla generatora sciany G;. Po kazdej zmia-
nie wspoélrzedne generatora $ciany Gj beda inne, a tym samym wartosci katow
i; rowniez ulegng zmianie.

Hiperszescian

Domena mini-modelu moze przybiera¢ posta¢ innych wielotopéw. W tym
przyktadzie skupimy sie na hiperszescianie. Cze$¢ dotyczaca konwersji da-
nych uczacych do systemu hipersferycznego pozostaje bez zmian. Réznica
polega na wyznaczeniu hiperptaszczyzn F; wraz z generatorami scian, kto-
rych czes¢ wspolna ulozy sie w posta¢ hiperszescianu. Tak jak zostato opi-
sane w podrozdziale 2.2 punkty stanowigce srodki Scian hipersze$cianu beda
wierzchotkami hipero$mio$cianu bedacego jego figura dualna.

Na poczatek zdefiniujmy wierzchotki hiperosmioscianu w przestrzeni 4D
odlegtego od srodka uktadu wspoétrzednych np. o 0.2:

0.2 —0.2 0 0

0 0 0.2 —0.2

01’ 0 ’ 01’ 0 ’

0 0 0 0

(3.25)

0 0 0 0

0 0 0 0

0.2’ —-0.2|’ 01’ 0

0 0 0.2 —0.2

Nastepnie nalezy dokona¢ transformacji wspotrzednych do hipersferycznego
uktadu wspotrzednych (w1, T2, 253, 24)T — (r5, i1, Pi2, i)

0.2 0.2 0.2 0.2 0.2 0.2 0.2 0.2
2 2 2 2 0 m 2 2
5 %” 0 s 0 0 0 0

Tak zdefiniowane wierzchotki hipero$mio$cianu stanowiag generatory $cian
(G1,Ga, . ..,Gs) hipersze$cianu definiujacego obszar domeny mini-modelu.
Wartosci wspotrzednych generatorow scian zostalty doltaczone do pracy w
Tablicy A.4.

Stwierdzenia czy dana probka danych zawiera si¢ w obszarze hipersze-
Scianu dokonuje sie tak samo jak w przypadku simpleksa poprzez analize
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miary katéw ¢;; 1 nieréwnosci (3.22). Wartosci wszystkich katéw ¢;; dla ana-
lizowanego zbioru oraz przyktadowego hiperszescianu zostaly dotaczone do
pracy w Tablicy A.5. W Tablicy A.6 dotaczono informacje na temat potoze-
nia punktéw wzgledem Scian. We wnetrzu hiperszescianu, a tym samym w
obszarze domeny mini-modelu znalazty si¢ punkty: p1, pe, p7, P9, P11, P12, P15
(prébke pjp pomijamy poniewaz stanowi ona punkt zapytania).

Takze w tym przypadku obszar domeny mozna modyfikowa¢ na dwa spo-
soby: poprzez zmiang diugosci promienia r; poszczegolnego generatora Sciany
G lub poprzez rotacje calej bryty. Nalezy zauwazy¢, ze zadna z tych ope-
racji nie zmieni katow pomiedzy $cianami hiperszescianu. Figura w wyniku
zmiany dlugosci promienia 7; z hiperszescianu moze przeksztalci¢ si¢ w hi-
perprostopadtoscian.

Hipero$smioscian

W ostatnim przyktadzie zostanie przeanalizowana domena mini-modelu przy-
bierajaca ksztaltt hiperosmioscianu. Podobnie jak w poprzednich przyktadach
czes¢ dotyczaca konwersji danych uczacych do systemu hipersferycznego jest
niezmienna. Roznica polega na wyznaczeniu hiperptaszczyzn F; wraz z gene-
ratorami Scian, ktérych czes¢ wspélna utozy sie w postaé hipero$mioscianu.
Tak jak zostalo opisane w podrozdziale 2.2 punkty stanowiace srodki scian
hiperosmioécianu bedg wierzchotkami hiperszescianu bedacego jego figurg du-
alng. Na poczatek zdefiniujmy wierzchotki hipero$mioscianu w przestrzeni 4D
odlegte od érodka uktadu wspédtrzednych np. o 0.2:

0.1 ~0.1 0.1 0.1
0.1 0.1 —0.1 0.1
01| o1 | (o1 ]| [-01]
0.1 0.1 0.1 0.1
0.1 ~0.1 ~0.1 ~0.1
0.1 —0.1 0.1 0.1
01 | o1 | [-01| [o1]|
—0.1 0.1 0.1 —0.1
(3.27)
0.1 0.1 0.1 0.1
—0.1 —0.1 0.1 —0.1
—01| [o1 | [=01| [-01|
0.1 —0.1 —0.1 —0.1
~0.1 ~0.1 —0.1 —0.1
0.1 —0.1 —0.1 —0.1
—01|” o1 | [=01]| |-o01
—0.1 —0.1 0.1 —0.1
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Nastepnie nalezy dokonaé¢ transformaty wspotrzednych do hipersferycznego
uktadu wspohrzednych (z;1, 22, T3, 14)T — (75,01, ©j2, pj3)’:

0.2 0.2 0.2 0.2

1.047 2.094 1.047 2.094

095517 [0955]7 2186  [2.186 |’

0.785 0.785 0.785 0.785

0.2 0.2 0.2 0.2

1.047 2.094 1.047 2.094

095517 [0955]7 2186 |2.186 |’

2.356 2.356 2.356 2.356

(3.28)

0.2 0.2 0.2 0.2

1.047 2.094 1.047 2.094

095517 (09557 2186 2186’

3.927 3.927 3.927 3.927

0.2 0.2 0.2 0.2

1.047 2.094 1.047 2.094

095517 [0955|7 2186 |2.186

5.498 5.498 5.498 5.498
Tak zdefiniowane wierzchotki hiperszescianu stanowia generatory $cian (G,
Go,...,G1g) hiperosmio$cianu definiujacego obszar domeny mini-modelu.
Wartosci wspotrzednych generatorow scian zostaly doltaczone do pracy w
Tablicy A.7.

Sprawdzenia czy dana probka zawiera si¢ w obszarze hiperosmioscianu do-
konuje sie analogicznie jak w dwoch poprzednich przyktadach przez analize
miary katéw ¢;; 1 nieréwnosci (3.22). Wartosci wszystkich katéw ¢;; dla ana-
lizowanego zbioru oraz przyktadowego hiperosmioscianu zostaly dotaczone
do pracy w Tablicach A.8 i A.9.

W Tablicach A.10 1 A.11 dotaczono informacje na temat potozenia punk-
tow wzgledem $cian. We wnetrzu hipero$mioscianu, a tym samym w obszarze
domeny mini-modelu znalazty sie punkty: p1, p7, ps, P, P11, P12, P15 (probke
p1o pomijamy poniewaz stanowi ona punkt zapytania).

Modyfikacje hiperbryty polegajace na zmianie dtugosci promienia r; po-
szczegblnego generatora Sciany G oraz rotacja calej bryty, nie zmienig katow
pomigdzy poszczegolnymi Scianami. W wyniku zmiany dtugosci promienia r;
bryta straci swoj regularny charakter. Korzystanie z hiperosmioscianu ma
sens jedynie przy danych niskowymiarowych. Wraz ze wzrostem wymiarowo-
Sci przestrzeni liczba $cian figury ro$nie wyktadniczo (27).
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3.3 Mini-modele z lokalng redukcjg wymiaro-
wosci

Metoda mini-modeli moze zosta¢ rozszerzona o lokalng redukcje wymiaro-
wosci. Istnieje wiele réznych metod redukeji wymiarowosci takich jak: Prin-
cipal Component Analysis (PCA) [47], Linear Discriminant Analysis (LDA)
[47], manifold learning [45], Locally Linear Embedding (LLE)[18] oraz wiele
innych. Wszystkie te metody redukujg wymiarowosé¢ problemu w calej dzie-
dzinie. Lokalna redukcja wymiarowosci opiera sie natomiast na zatozeniu, ze
wszystkie zmienne wejsciowe nie muszg by¢ tak samo istotne w poszczegol-
nych czesciach domeny. Dla przyktadu pewna zmienna, statystycznie istotna
w danej czesci domeny moze by¢ kompletnie nieistotna w innym jej obszarze,
a tym samym moze by¢ zrodtem szumu zaktocajacego doktadnosé modelowa-
nia. W przestrzeni wielowymiarowej partycjonowanie przestrzeni w regularne
sektory jest zadaniem trudnym, ze wzgledu na zdolnos$¢ pokrycia kazdego
sektora wystarczajaca liczbg danych. Problem ten jest okreslany “klatwa wy-
miarowosci”. Z tego wzgledu istotnosé zmiennych jest sprawdzana osobno dla
kazdego punktu zapytania [57].

Jak juz wczesniej zostalo napisane, uczenie mini-modelu sktada sie z
dwdbch etapow i polega na okreséleniu optymalnego lokalnego otoczenia punktu
zapytania oraz nastrojeniu metody modelowania matematycznego uzywa-
nego przez MM. Zaproponowana modyfikacja metody uzywa regresji linio-
wej jako algorytmu modelowania matematycznego. Uzyty algorytm regresji
liniowej jest stosunkowo prosty i potrafi modelowaé¢ jedynie zaleznosci li-
niowe. Pomimo to jest on wystarczajacy aby modelowaé lokalne zaleznosci,
ktore wystepuja w malej ograniczonej czeSci domeny. Ponadto istnieje do-
brze znany zestaw narzedzi statystycznych potrafigcych przetestowaé doktad-
nos¢ modelowania oraz poszczegélne parametry metody. W celu dokonania
lokalnej redukcji wymiarowosci wykonywana jest regresja krokowa opisana
w podrozdziale 1.2.2. Algorytm sprawdza statystyczng istotnos¢ zmiennych
przy pomocy testu t-studenta. Zmienne statystycznie nieistotne zostaja usu-
niete z modelu. Odrzucanie zmiennych dla wybranego punktu zapytania jest
w praktyce lokalna redukcja wymiarowosci. Istniejg oczywiscie inne metody
statystyczne pozwalajace sprawdzi¢ dopasowanie regresji, jak np. test F. Jed-
nakze test t pozwala na sprawdzenie poszczegdlnych parametréw modelu
[28, 36, 44, 73].

Procedura uczenia mini-modelu jest bardzo podobna do algorytmu opisa-
nego w podrozdziale 3.2.2. Roznica polega jedynie na rozszerzeniu procedury
uczenia modelu matematycznego. Wyliczenie wspotczynnikéw réwnania re-
gresji liniowej zostaje rozszerzone do regresji krokowej, ktéra w oparciu o
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testy statystyczne badajace istotnos¢ zmiennych, odrzuca kolejne zmienne
nieistotne. Bez zmian zostaje natomiast czes¢ algorytmu odpowiedzialna za
znajdowanie domeny mini-modelu. Polega ona tak jak wczesniej na losowej
zmianie polozenia punktéw G, w wyniku czego zostaje znalezionych wiele
potencjalnych domen MM.

Algorytm regresji liniowej uzywa tylko tych punktéw, ktore znajdujg sie
wewnatrz domeny mini-modelu. W pierwszym kroku algorytm sprawdza czy
wybrane punkty uczace nie zawierajg zmiennych zaleznych liniowo. Jezeli
ktoras zmienna jest zalezna liniowo od innej to zostaje ona usunieta z modelu.
Algorytm nastepnie oblicza model regresji liniowej:

Y =Gy + fiar + Paxg + - + Soxn + € (3.29)

Sprawdzenie zaleznosci liniowej wraz z obliczeniem wspoétczynnikéw regresji
moze zosta¢ wykonane przy pomocy algorytmu RRQR (ang. rank-revealing
QR factorization) bazujacym na faktoryzacji QR, ktéry moze zostaé uzyty
do wykrycia rzedu macierzy [39]:

AP = QR <= A= QRPT, (3.30)

gdzie P jest macierza permutacji. Po obliczeniu rzedu macierzy usuwane sg
kolumny reprezentujace zmienne zalezne w macierzach P, (), R. Nastepnie
aby obliczy¢ wspotczynniki regresji liniowej wystarczy rozwigza¢ rownanie:

8= (R (QY))"P. (3.31)

W nastepnym kroku algorytm uzywa testu t-studenta aby wykry¢, ktére
zmienne sg statystycznie nieistotne. Statystyka ¢ jest obliczana indywidualnie
dla wszystkich wspotczynnikow réwnania regresji. Dodanie zmiennej istotnej
powoduje, ze model bedzie bardziej doktadny, natomiast dodanie zmiennej
nieistotnej powoduje pogorszenie jakosci. Hipoteza zerowa Hy méwi, ze ba-
dany wspoétezynnik regresji nie ma wpltywu na wynik:

HD:ﬁi:(L
Hl@#o

Jezeli nie ma podstaw do odrzucenia hipotezy zerowej, oznacza to, ze nie
mozna uzasadni¢ wpltywu zmiennej x; na zmienng y. Do obliczen definiuje
sie statystyke testowa:

(3.32)

Bi
t= , 3.33
S(3) 339
gdzie S(b;) to btedy standardowe parametru b;
S(B;) = \/S2(XTX),;}' = Se\/(XTX);; (3.34)
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S jest to wariancja resztowa wyliczana na podstawie btedow e i liczby zmien-
nych k:

G2 — i€ _
“ n—(k+1)
Jezeli wartos¢ statystyki lezy w obszarze krytycznym to odrzucamy hipoteze
Hj na korzy$c¢ hipotezy H;. Jako obszar krytyczny definiujemy:

(3.35)

K = (—OO7 —tn_g’a) U (tn—2,a; OO) . (336)

W przeciwnym wypadku nie ma podstaw do odrzucenia hipotezy zerowej. Na
potrzeby zadania stosuje sie alternatywne podejscie oparte na p-wartosci:

p-warto$é = 2 x (1 — P(t < |to]). (3.37)

Wspodtezynnik statystycznie nieistotny, ktéry posiada najwyzsza wartosé p
(p musi by¢ wigksze niz zadany z géry poziom istotnosci) jest usuwany z mo-
delu. Nastepnie obliczany jest nowy model regresji oczywiscie z pominieciem
odrzuconej wczesniej zmiennej. Dla tak nowo utworzonego réwnania regresji
sprawdzana jest istotnos¢ wspoteczynnikéw. Cala procedura jest powtarzana
do czasu, az wszystkie pozostate wspotezynniki beda statystycznie istotne
albo zostanie osiggnieta minimalna liczba wspotczynnikéw w réwnaniu re-
gresji. Cala procedura jest powtarzana iteracyjnie poniewaz kazda zmienna
statystycznie nieistotna wptywa na statystyke ¢ dla pozostatych zmiennych
w modelu. Dla niektérych mocno zaszumionych zbiorow danych, moze dojsé
do sytuacji, w ktorej w poszczegdlnych czesciach domeny bardzo mato lub
zadna ze zmiennych nie bedzie statystycznie istotna. Aby uniknaé¢ sytuacji,
w ktorej model zostatby nadmiernie zredukowany, nalezy okresli¢ minimalng
liczbe zmiennych jaka musi pozosta¢ w modelu. Kolejne kroki algorytmu sa
takie same jak w podstawowej wersji MM. Uproszczony algorytm lokalnej
redukcji wymiarowo$ci mini-modelu moze zosta¢ zapisany nastepujaco:

1. Sprawdzenie zaleznosci liniowej zmiennych w modelu przy pomocy al-

gorytmu RRQR (3.30).

2. Obliczenie wspoélczynnikéw regresji przy pomocy algorytmu RRQR
(3.31).

3. Obliczenie wariancji resztowej S, (3.35).

4. Sprawdzenie istotnosci statystycznej poszczegdlnych wspotezynnikow
rOwnania regresji przy pomocy testu t-studenta:

4.1. Obliczenie bledu standardowego parametru b; (3.34).
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4.2. Obliczenie statystyki testowej t (3.33).

4.3. Testowanie hipotezy statystycznej o istotnosci parametru regresji

(3.32), (3.37).
5. Odrzucenie najmniej istotnego statystycznie parametru modelu.

6. Zakonczenie algorytmu gdy wszystkie parametry sa istotne lub osia-
gnieta minimalng liczbe parametrow modelu, w przeciwnym wypadku
powrot do punktu 1.

Zaproponowana metoda redukcji wymiarowosci odrzuca zmienne, ktore sg
nieistotne lokalnie. Zmienna odrzucona dla danego punktu zapytania moze
by¢ statystycznie istotna w innej czesci domeny dla kolejnego punktu zapy-
tania. Daje to wielkag przewage nad globalnymi metodami redukcji wymiaro-
wosci, ktore analizujg zmienne wejsciowe w calej domenie. Lokalna redukcja
wymiarowosci posiada wiele zalet. Proces usuwania zmiennych statystycz-
nie nieistotnych pozwala na zmniejszenie btedu generowanego przez model.
Utworzony model bedzie prostszy z mniejsza liczba zmiennych wejsciowych.
Zmienne uznane za nieistotne mogg zosta¢ pominiete w wybranej czesci do-
meny. Informacja ta moze mie¢ duze znaczenie w sytuacji, w ktérej musimy
zebra¢ dodatkowe dane uczace w otoczeniu punktu zapytania.

Takze w tej wersji mini-modeli nalezy kazdy model traktowac¢ osobno. Mo-
del dla kazdego kolejnego punktu zapytania moze mie¢ rozny zestaw zmien-
nych istotnych.

3.4 Mini-modele oparte o klasteryzacje

Proces okreslania domeny mini-modelu bedacy czedcia procesu jego uczenia
moze zastaé zastapiony przez algorytmy klasteryzacji danych [67, 69]. Istnieje
kilka typow metod klasteryzacyjnych: hierarchiczne, bazujace na centroidach,
bazujace na rozktadach prawdopodobienstwa, bazujace na gestosci probek.
Zastosowanie algorytmu klasteryzacji upraszcza proces uczenia mini-modelu
i zmniejsza jego ztozono$¢ obliczeniowg w sytuacji, w ktorej dla wybranego
zbioru danych nalezy obliczy¢ odpowiedz dla wielu punktow zapytania. Al-
gorytm grupowania danych pozwala wyznaczy¢ lokalne otoczenia dla wszyst-
kich punktéw zapytania na poczatku procesu uczenia.

Uzycie metod klasteryzacji modyfikuje jedynie pierwszy etap uczeni mini-
modelu polegajacy na odnalezieniu obszaru optymalnej domeny dla wybra-
nego punktu zapytania. Domena MM zawiera w sobie zastaw punktow, ktore
zostang pozniej uzyte w procesie uczenia. W poprzednio opisanych wersjach
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metody, okreslenie domeny MM byto procesem dosé ztozonym i dos$¢ cza-
sochtonnym. MM musial odnalez¢é optymalna domene sposrod wszystkich
dostepnych, ktore spetniaty warunki poczatkowe takie jak: domena musiata
by¢ zbiorem wypuktym, liczba préobek uczacych musiata miesci¢ sie w za-
danym przedziale itd. Takie podejscie posiada kilka zalet: granice domeny
byty scisle okreslone (posiadaty ksztalt wielowymiarowej bryty wypuklej), a
doktadno$é metody byta wysoka. W przedstawionej modyfikacji metody ob-
szar przestrzeni wejs¢ problemu zostanie podzielony na domeny mini-modeli
w wyniku dzialania algorytmu klasteryzacji. Kazdy klaster bedzie stanowit
osobng domene mini-modelu. W pracy skupiono sie na metodach opartych
o centroidy takich jak: algorytm k-$rednich, k-medoidéw, c-Srednich. Algo-
rytmy te zostaly opisane w podrozdziale 1.6. Oczywiscie przebadane algo-
rytmy moga zostaé¢ zastapione przez inny algorytm klasteryzacji danych.

Algorytmy klasteryzacji oparte o centroidy grupuja dane do kilku kla-
strow. Dziatanie tych algorytméw polega na podziale przestrzeni wejs¢ na
kilka podprzestrzeni, w wyniku iteracyjnej procedury przydzielajacej n ob-
serwacji do doktadnie k klastrow. Gléwng wada tego typu metod jest trud-
no$¢ w doborze parametru k (¢ dla algorytmu c-$rednich), poniewaz jest on
wybierany a priori przed uruchomieniem algorytmu.

Kazdy klaster moze by¢ interpretowany jako oddzielna domena MM.
Kazdy MM uzywa jedynie takiego zestawu punktow uczacych, ktory za-
wiera sie w odpowiadajacej mu domenie (klastrze). Nalezy pamietaé, ze mini-
modele nie s ze sobg potaczone i kazdy MM nalezy traktowa¢ osobno. Me-
toda nie tworzy spojnej gtadkiej powierzchni funkcyjnej w catej modelowanej
dziedzinie. Jest to zachowanie analogiczne do sposobu dziatania innych wersji
mini-modeli opisanych powyzej.

Ze wzgledu na to, ze metoda c-$rednich potrafi przydzieli¢ punkt da-
nych do kilku klastrow jednoczesnie, w dalszej czesci algorytmu mozliwe jest
zastosowanie kilku wariantéw. Domene¢ mini-modelu dla wybranego punktu
zapytania mozna zdefiniowa¢ w dwoch wersjach:

e Wyostrzenie granic - granice poszczegdlnych domen bede oddzielne
i SciSle wyznaczone. Punkt danych bedzie nalezal do domeny (kla-
stra) z najwieksza wartoscia funkeji przynaleznosci y; liczonej ze wzoru
(1.140). Dla przykladu zalézmy, Ze istnieja 3 domeny, a stopien przy-
naleznosci do kolejnych klastrow jest nastepujacy: pu; = 0.45, ps =
0.35, g = 0.2. Punkt bedzie nalezal do domeny mini-modelu nr 1, gdyz
wartos¢ funkcji przynaleznosci do pierwszego klastra jest najwyzsza.

e Zastosowanie progu przynaleznosci - granice poszczegdlnych domen
beda rozmyte i beda na siebie nachodzity. Punkt danych bedzie na-
lezal do tych domen, w ktorych warto$é¢ funkcji przynaleznosci be-
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dzie powyzej zdefiniowanego progu. Wartos¢ funkcji przynaleznosci p;
jest liczona ze wzoru (1.140). Dla przyktadu zalézmy, ze istnieja 3 do-
meny, a stopien przynaleznosci do kolejnych klastréw jest nastepujacy:
1 = 045, py = 0.35, uz = 0.2. Przy zalozeniu progu przynaleznosci na
poziomie 0.3 punkt bedzie nalezal do domeny mini-modeli nr 11 2.

3.4.1 Uczenie mini-modeli i modelowanie matematycz-
ne na obszarze domeny

Algorytm uczenia mini-modeli bazujacych na algorytmie klasteryzacji opartej
o centroidy jest nastepujacy:

1. Zdefiniowanie domen mini-modeli przy uzyciu algorytmu klasteryzacji.

2. Zbadanie, w obszarze ktérej domeny (w ktorym klastrze) znajduje sie
punkt zapytania.

3. Obliczenie réwnania regresji liniowe] jedynie na probkach znajdujacych
sie we wnetrzu wybranej domeny mini-modelu:

Y = B+ fix1 + Bowa + - + Butn + €. (3.38)

4. Obliczenie btedu mini-modelu na prébkach uczacych oraz odpowiedzi
mini-modelu na punkt zapytania.

W przypadku obliczenia odpowiedzi dla kolejnego punktu zapytania, al-
gorytm rozpoczyna sie od kroku 2. Nalezy sprawdzic¢, w obszarze ktorej do-
meny miesci sie punkt zapytania i ewentualnie wyznaczy¢ rownanie regresji,
jezeli nie zostalo ono wczesniej obliczone dla innego punktu zapytania. Po-
dzial przestrzeni problemu na domeny mini-modeli odbywa sie tylko raz na
samym poczatku. Daje to znaczna przewage nad wczesniejszymi wersjami
mini-modeli w sytuacji kiedy musimy obliczy¢ odpowiedz dla kilku punktow
zapytania.

Powyzszy algorytm moze by¢ w petni wykorzystany w przypadku uzyciu
metody k-Srednich i k-medoidow. W przypadku uzycia metody c-Srednich
wymagana jest jego modyfikacja, polegajaca na wyostrzeniu granic domen
lub zastosowania progu przynaleznosci danego punktu do klastra.

Zastosowanie algorytmu klasteryzacji danych mozliwe jest w dwoch wa-
riantach. W pierwszej wersji algorytm klasteryzacji uzywa zmiennych nieza-

leznych i zmiennej zaleznej tj.: x1, 2o, ..., x,,y. Jednakze w czedci przypisy-
wania punktu do konkretnego klastra (krok 2 algorytmu) algorytm uzywa
jedynie zmiennych niezaleznych: z1, xs, ..., z,. Jest to spowodowane faktem,
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ze punkt zapytanie oczywiscie nie posiada informacji na temat zmiennej za-
leznej y. W drugiej wersji algorytm uzywa caly czas tylko zmiennych nieza-
leznych tj.: 1,29, ..., x,.

Zaprezentowana wersja metody uzywa regresji liniowej. Jest to podsta-
wowy algorytm zdolny modelowaé jedynie zaleznosci liniowe. Nie jest wystar-
czajaco ztozony, aby mogt zosta¢ uzyty do modelowania zaleznosci w calej
domenie rzeczywistego zbioru danych. Nalezy jednak pamietac, ze uzywamy
go jedynie do modelowania w pewnej ograniczonej czesci domeny problemu.
W przypadku zbyt stabej jakosci modelowania nalezatby zwigkszy¢ liczbe
mini-modeli w dziedzinie problemu poprzez zwickszenie wartosci parametru
k (c¢). Wplyw parametru k£ na dziatanie metody prezentuje Tablica 3.1 w
trzech probach testowych. Tablica prezentuje $redni btad bezwzgledny. Na-
lezy zauwazy¢, ze MM sa wrazliwe na poczatkowe ustawienie centroidéw, tak
samo jak algorytmy klasteryzacji, na ktérych bazuja. Mozna zaobserwowac,
ze dla poszczegolnych iteracji wyniki réznig sie od siebie nieznacznie. Dzieje
sie tak pomimo, ze w eksperymencie zostat uzyty algorytm k-means++, ktory
poprawia czas dziatania algorytmu jak i jako$¢ rozwigzania koncowego. Jest
to spowodowane tym, ze w poczatkowej fazie algorytm dziata heurystycznie,
co sprawia, ze rozwigzanie konicowe zalezy od poczatkowego roztozenia cen-
troidow. Nalezy jednak pamietac, ze poprzednie wersje mini-modeli rowniez
byly uczone heurystycznie i musiaty przeszukaé¢ wiele potencjalnych domen
mini-modelu zanim odnalazty te optymalna. Rysunek 3.7 przedstawia przy-
ktadowy podzial przestrzeni wejs¢ przy uzyciu algorytmu k-$rednich. Kazdy
wielokat jest domeng oddzielnego mini-modelu. Rysunek 3.8 prezentuje mini-
model w przestrzeni trojwymiarowe;.

3.5 Mini-model jako klasyfikator

Pomimo ze celem niniejszej rozprawy jest przedstawienie mini-modeli jako
metody uczenia algorytmow regresyjnych, warto wspomnie¢ o mozliwosci za-
stosowania opisywanej metody w zadaniu klasyfikacji. Podrozdziat ten do-
tyczy mini-modeli bazujacych na uktadzie hipersferycznym, a opisanych w
podrozdziatach 3.2, 3.3. Jak wczesniej zostalo napisane uczenie mini-modelu
sktada si¢ z dwoch czesci i polega na okresleniu optymalnego lokalnego oto-
czenia punktu zapytania oraz nastrojeniu metody modelowania matematycz-
nego uzywanego przez MM. Druga cze$¢ algorytmu moze zostaé¢ zmodyfi-
kowana i zamiast uczy¢ metode modelowania matematycznego mozna na-
stroi¢ metode klasyfikacji. W tego typu podejéciu mozemy uzy¢ dowolnej
metody klasyfikujacej dane. Idea dzialania jest identyczna jak w przypadku
uzyciu MM w zadaniu aproksymacji. Metoda dziata lokalnie i osobno dla
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Rysunek 3.7: Przyktad podziatu przestrzeni 2D przez algorytm
Zrodto: opracowanie wtasne.
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Rysunek 3.8: Przyktad dziatania metody mini-modeli bazujacej na algoryt-

mie k-Srednich w przestrzeni 3D. Zrédlo: opracowanie wlasne.
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Tablica 3.1: Wplyw parametru £ na doktadno$¢ modelowania metody
mini-modeli bazujacej na algorytmie k£ srednich. Zrodio: opracowanie wita-
sne.

proba 1 proba 2 proba 3
0.0818  0.0818  0.0818
0.0679  0.0679  0.0676
0.0642 0.0650  0.0648
0.0633  0.0624  0.0649
0.0626  0.0626  0.0645
0.0620  0.0609  0.0603
0.0601 0.0592 0.0587
0.0576  0.0606  0.0603
9 0.0583  0.0590  0.0583
10 0.0582  0.0559  0.0590
11 0.0551 0.0563  0.0578
12 0.0562  0.0560  0.0552
13 0.0571 0.0576  0.0572
14 0.0563  0.0576  0.0545
15 0.0537  0.0552 0.0572
16 0.0538  0.0563  0.0592
17 0.0551 0.0530  0.0584
18 0.0566  0.0534  0.0530
19 0.0547  0.0559  0.0592
20 0.0547  0.0563  0.0602

CO 1 O UL = Wi | K

kazdego kolejnego punktu zapytania. Dokonywana klasyfikacja odbywa sie
jedynie w oparciu o punkty znajdujace si¢ w $cisle okreslonym przedziale
przestrzeni wejs¢ zamknietym w domenie mini-modelu. W zadaniu klasyfika-
cji jako punkt zapytania rozumiemy punkt danych w przestrzeni, ktérego
warto$¢ atrybutéw wejsciowych xq,xo,..., 2, jest nam znana, a ktéremu
chcemy przypisa¢ etykiete danej klasy. Tak samo jak zostalo to opisane w
podrozdziale 3.2.1 punkt zapytania réwniez staje si¢ centrum hipersferycz-
nego uktadu wspoétrzednych. Catos¢ obliczen matematycznych wraz z algo-
rytmem uczenia jest zbiezna z tym co zostato opisane w rozdziale 3.2. R6z-
nice dotycza jedynie kwestii uczenia algorytmu modelowania. Jako algorytm
klasyfikacji mozna przyja¢ bardzo proste podejscie, w ktéorym mini-model
zostal tak zaprogramowany aby starat si¢ w swojej domenie uchwyci¢ jedy-
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nie probki nalezace do jednej klasy. Oczywiscie nie zawsze taka sytuacja jest
mozliwa, wtedy nalezy zwréci¢ klase, ktora jest najczesciej reprezentowana
przez probki uczace. Jako optymalna domen¢ mini-modelu rozumiemy taka,
ktora jest wysoce jednorodna w rozumieniu probek nalezacych do tej samej
klasy. Przyjmuje sie, ze klasyfikowana probka powinna znajdowaé sie w cen-
trum domeny. Jednakze, nie zawsze jest to mozliwe. Mini-model klasyfikujacy
powinien spelnia¢ takie same warunki jak mini-model regresyjny:

1. liczba punktéw uczacych wchodzaca w sktad mini-modelu powinna by¢
wigksza lub réwna niz zadana warto$¢ minimalna,

2. liczba punktow uczacych wehodzaca w sktad mini-modelu powinna by¢
mniejsza lub réwna niz zadana warto$¢ maksymalna,

—
3. stosunek dtugosci wektoréw (QG'; o minimalnej i maksymalnej dtugodci,
powinien by¢ mniejszy niz zadana wartosé,

4. punkt zapytania nie powinien by¢ ekstrapolowany przez prébki uczace
(nie zawsze jest to mozliwe, a czasem nie jest wymagane).

3.6 Poréwnanie metod: k-najblizszych sasia-
déw i mini-modeli

Metoda mini-modeli jest pod pewnymi wzgledami podobna do metody k-
najblizszych sasiadéw [65]. Oba algorytmy uzywaja danych uczacych jedy-
nie z najblizszego otoczenia punktu zapytania, ktory jest interesujacy dla
naukowcow. Obie metody naleza do metod bazujacych na probkach i obli-
czaja odpowiedZ na biezaco. Obie metody charakteryzuje takze powierzch-
nia funkcyjna utworzona przez nastepujace po sobie modele w catej domenie
modelowanego systemu, ktora nie jest gtadka. Mozna zaobserwowaé wyrazne
“skokowe” zachowanie pochodnych powierzchni funkcyjnej. Metoda MM nie
jest w swej istocie przeznaczona do globalnego modelowania, ale moze by¢
uzyta w tym celu. Rysunki 3.9a i 3.9b poréwnuja powierzchnie funkcyjne
wygenerowane przez obie metody w przestrzeni 2D. Rysunki 3.10a i 3.10b
prezentuja poréwnanie obu metod dla danych 3D.

Metoda k-najblizszych sasiadéw w czasie obliczania odpowiedzi na punkt
zapytania bierze pod uwage jedynie k£ najblizszych prébek. Podstawowa wer-
sja metody uzywa metryki euklidesowej w celu obliczenia odlegtosci po-
miedzy probkami, a punktem zapytania. W klasycznej wersji metoda ob-
licza odpowiedZ modelu jako $rednig warto$¢ zmiennej zaleznej z k najbliz-
szych probek, ewentualnie $rednig wazong przez odlegto$é¢ od punktu za-
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Rysunek 3.9: Poréwnanie nieciggtosci powierzchni funkcyjnej metody mini-
modeli oraz metody k-NN w przestrzeni 2D. Zrodio: opracowanie wlasne.

(a) Metoda mini-modeli (b) Metoda k-NN (dla k = 1)

Rysunek 3.10: Poréwnanie nieciggtos$ci powierzchni funkcyjnej metody mini-
modeli oraz metody k-NN w przestrzeni 3D. Zrddto: opracowanie wtasne.
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pytania. W interpretacji geometrycznej, wszystkie k& najblizszych punktéw
miesci sie w kole dla problemu 3-wymiarowego, w sferze dla problemu 4-
wymiarowego, itd. W ogélnosci bedzie to (n — 1)-wymiarowa hipersfera dla
problemu n-wymiarowego. Dla poréwnania metoda mini-modeli bazujaca na
uktadzie hipersferycznym, zawiera punkty uczace w obszarze wypuklego wie-
loboku dla problemu 3-wymiarowego, wypuktego wieloscianu dla problemu
4-wymiarowego. W ogélnym przypadku n-wymiarowym bedzie to (n — 1)-
wymiarowa bryta wypukta. Liczba probek wewnatrz mini-modelu nie jest
stata, ale znajduje si¢ w pewnym z géry ustalonym przedziale. Ma to pewne
implikacje, poniewaz dla wybranego punktu zapytania istnieje wiele mozli-
wych domen mini-modelu.

Metode najblizszych sasiadéw mozna rozpatrywac jako pewien rodzaj me-
tody mini-modeli. Biorac pod uwage takie podejscie domena mini-modelu w
algorytmie najblizszych sasiadéw bedzie (n — 1)-wymiarowa hipersfera dla
problemu n-wymiarowego. Algorytmem modelowania matematycznego be-
dzie tutaj wartos¢ srednia zmiennej zaleznej punktéw uczacych albo Srednia
wazona przez odlegtos¢ od punktu zapytania. W algorytmie najblizszych sa-
siadéw jest mozliwa tylko jedna domena dla wybranego punktu zapytania i
wartosci k. Rysunki 3.11a i 3.11b przedstawiaja réznice pomiedzy metodami
w przestrzeni wej$¢. Rysunki 3.11c i 3.11d poréwnuja obie metody w pelnej
przestrzeni problemu. Kolejna réznica pomiedzy obiema metodami jest fakt,
ze algorytm najblizszych sasiadow bierze pod uwage jedynie Srednig war-
tos¢ probek. Metoda mini-modeli w procesie obliczania odpowiedzi uzywa
nie tylko wartosci probek uczacych, ale bierze pod uwage takze tendencje
wystepujaca w okolicy punktu zapytania. Informacja na ten temat pozwala
osiggaé lepsza dokladnos¢ modelowania w obszarach, w ktorych wystepuja
luki informacyjne.

Metoda mini-modeli posiada dobre wtasciwosci ekstrapolacyjne. Mini-
modele biora pod uwage tendencje wystepujaca w otoczeniu punktu zapyta-
nia, w czym przejawia sie ich przewaga nad metoda najblizszych sasiadow. W
skrajnych czesciach wykresu na Rysunkach 3.9 oraz 3.10 mozna poréwnac jak
obie metody zachowuja sie¢ w przypadku ekstrapolacji danych. W przypadku
metody k-NN powierzchnia funkcyjna w obszarach, w ktorych bedzie wy-
konywana ekstrapolacja zawsze bedzie ptaska. W odmienny sposéb zachowa
siec metoda mini-modeli, ktora w obszarach ekstrapolacyjnych bedzie zacho-
wywala linie trendu wygenerowang na podstawie danych lezacych najblizej
punktu zapytania. Dzieki wykorzystywaniu informacji na temat trendu da-
nych metoda mini-modeli jest w stanie “przeskoczy¢” luke informacyjna i za-
wrze¢ w swojej domenie dane znajdujace sie po jej “drugiej stronie”. Rysunek
3.12 przestawia pogladows sytuacje, w ktorej metoda mini-modeli pracuje na
danych znajdujacych si¢ po réznych stronach luki informacyjne;j.
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Rysunek 3.11: Poréwnanie metody mini-modeli oraz metody £-NN w domenie
problemu (2D) oraz w pelnej przestrzeni wejsé (3D). Zrddio: opracowanie

wlasne.
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(a) Domena metody mini-modeli (2D) (b) Metoda mini-modeli (3D)

Rysunek 3.12: Przyktad metody mini-modeli, ktéra uzywa danych znajduja-
cych sie po réznych stronach luki informacyjnej. Zrodto: opracowanie wiasne.
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Rozdziatl 4

Eksperymenty poréwnawcze
réznych metod modelowania
bazujacych na prébkach

Opisana w pracy metoda mini-modeli jest metoda modelowania ogoélnego i
moze zostaé zastosowana w procesie modelowania danych réznorakiego po-
chodzenia. Zbiory danych numerycznych moga pochodzi¢ z réznego rodzaju
systemow, na przyktad: technicznych, ekonomicznych czy tez biologicznych.
Oczywiscie, metoda nie we wszystkich przypadkach daje najlepsze wyniki
niekiedy nieznacznie ustepujac innym metodom modelowania. Jednak typ
pochodzenia danych nie ma wptywu na doktadnosci uzyskiwanych wynikow.

Ze wzgledu na ograniczenia metod bazujacych na prébkach, do ktorych
nalezy algorytm mini-modeli, w eksperymentach poréwnawczych skupiono
sie na metodach pochodzacych z tej grupy, takich jak:

e sie¢ GRNN (General Regression Neural Network),
e sie¢ RBF (Radial Basis Function),

e algorytm k najblizszych sasiadéw (k-NN),

e Regresyjna Maszyna Wektoréw Nosnych (SVM),
e Regresja Jadrowa (Gaussian kernel regression).

Wiszystkie wersje metody mini-modeli zostaty w rozprawie przetestowane
przy uzyciu autorskiego oprogramowania. W celu przetestowania metod ba-
zujacych na probkach, wzgledem ktérych poréwnywano skuteczno$é metody
mini-modeli uzyto nastepujacych funkcji zaimplementowanych w $rodowisku
MATLAB®:
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e newgrnn i sim dla sieci GRNN,

e newrb i sim dla sieci RBF,

knnsearch dla algorytmu k-NN;

fitrsum 1 predict dla SVM,
e fitrkernel i predict dla Regresji Jadrowe;j.

Wszystkie metody zostaty przetestowane przy optymalnym dobrze para-
metréw. Dane do eksperymentéw zostaly przeskalowane do przedziatu [0; 1].
Do oceny modeli uzyto $rednich btedéw absolutnych (MAE).

Wszystkie metody bazujace na probkach posiadaja szereg zalet oraz wad
charakteryzujacych te grupe algorytméw. Ztozonos¢ obliczeniowa danego za-
gadnienia rosnie wraz z liczba probek uczacych. Istnieje rowniez ryzyko prze-
uczenia algorytmu oraz ryzyko jego podatnosci na dane odstajace lub zaszu-
mione. Z drugiej jednak strony, algorytmy oparte na probkach majg zdolnosé
do przystosowania sie do nowych danych, ktére wezesniej nie byty obserwo-
wane. Taka nowa probka danych jest po prostu przechowywana w pamieci.
Daje to przewage nad innymi algorytmami uczenia maszynowego na przyktad
w sytuacji, w ktérej do systemu ciagle sptywaja nowe dane [8, 13, 53].

Rezultaty eksperymentéw podzielono na trzy gltowne grupy. W pierw-
szym podrozdziale opisano eksperymenty badajace i poréwnujace dziatanie
mini-modeli w przestrzeni 2D [60, 61, 62]. Ze wzgledu na specyfike dziatania
mini-modeli 2D, ktorych uczenie polegato na modyfikacji potozenia punktow
granicznych, ich zastosowanie w przestrzeni wyzej wymiarowej okazalo sie
zdaniem niezwykle skomplikowanym i doprowadzito do zmiany koncepcji ich
dzialania w przestrzeni wielowymiarowej (> 2D). Wyniki eksperymentow w
przestrzeni niskowymiarowej nie daja petlnego obrazu skutecznosci dziata-
nia metody, poniewaz problemy rzeczywiste w gtéwnej mierze sa ztozonymi
problemami wielowymiarowymi. Pozwalaja one natomiast na czytelng wi-
zualizacje sposobu dzialania metody oraz graficzne porownanie rezultatow
poszczegblnych testowanych metod.

Drugi podrozdzial przedstawia wyniki eksperymentow poréwnawczych
mini-modeli dziatajacych w przestrzeni wielowymiarowej. W podrozdziale
tym przedstawiono wyniki badan i analiz mini-modeli opartych na hipersfe-
rycznym ukladzie wspéhrzednych [57, 64, 65, 66, 68] oraz mini-modeli opar-
tych na metodach klasteryzacji [67, 69]. Zdolno$¢ mini-modeli do rozwiazy-
wania probleméw wielowymiarowych pozwala na zastosowanie ich w procesie
modelowania problemoéow rzeczywistych.
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W ostatniej czesci zaprezentowano eksperymenty badajace zastosowanie
metody mini-modeli w zadaniu klasyfikacji danych [63]. Pomimo, ze klasyfi-
kacja przy pomocy metody mini-modeli stanowi jedynie dodatek do gtownego
celu niniejszej rozprawy, jest jednak interesujacym przyktadem na wszech-
stronno$¢ zaprezentowanej metody. Pomimo, ze zaprezentowana wersja al-
gorytmu jest stosunkowo prosta, to jakos¢ klasyfikacji nie ustepuje innym
powszechnie stosowanym metodom.

W celu przeprowadzania analizy na zbiorach danych zastosowano jeden
z dwoch rodzajow kroswalidacji: 10-krotna walidacje lub kroswalidacje typu
leave-one-out. W 10-krotnej walidacji krzyzowej oryginalna préba jest dzie-
lona na 10 podzbioréw. Nastepnie kolejno kazdy z podzbioréw jest uzywany
jako zbior testowy, a pozostate razem jako zbiér uczacy. Catos¢ powtarza sie
10 krotnie (dla kazdego podzbioru), a konicowe wyniki uérednia sie. Kroswali-
dacja leave-one-out jest odmiang walidacji K-krotnej, w ktorej N-elementowa
proba jest dzielona na N podzbioréw. Innymi stowy ze zbioru danych pobie-
rana jest jedna probka jako probka testujaca, a reszta danych traktowana
jest jako dane uczace. Nastepnie, probka ta jest zwraca do zbioru i pobierana
jest kolejna prébka, ktora jest traktowana jako probka testujaca. Procedura
systematycznie pobiera kazdy punkt jeden raz, a nastepnie wylicza sredni
btad popetniany przez model.

4.1 Mini-modele 2D

Mini-modele operujace w przestrzeni dwuwymiarowej zostaty przetestowane
w o$miu wariantach [60, 61]:

1. Mini-modele liniowe uczone heurystycznie przy globalnie optymalnej
minimalnej liczbie probek (mini-model powstaje poprzez heurystyczne
modyfikowanie polozenia jego punktéw granicznych).

2. Mini-modele oparte na regresji liniowej przy globalnie optymalnej mi-
nimalnej liczbie prébek (mini-model jest budowany przy uzyciu regresji
liniowej).

3. Mini-modele nieliniowe uczone heurystycznie przy globalnie optymalnej
minimalnej liczbie prébek.

4. Mini-modele oparte na aproksymacji wielomianowej 2-go stopnia przy
globalnie optymalnej minimalnej liczbie prébek.

5. Mini-modele liniowe uczone heurystycznie przy lokalnie optymalnej mi-
nimalnej liczbie prébek (mini-model powstaje poprzez heurystyczne
modyfikowanie polozenia jego punktéw granicznych).
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6. Mini-modele oparte na regresji liniowej przy lokalnie optymalnej mini-
malnej liczbie prébek (mini-model jest budowany przy uzyciu regresji
liniowe;j).

7. Mini-modele nieliniowe uczone heurystycznie przy lokalnie optymalnej
minimalnej liczbie prébek

8. Mini-modele oparte na aproksymacji wielomianowej 2-go stopnia przy
lokalnie optymalnej minimalnej liczbie probek.

Dziatanie mini-modeli zostato poréwnane z nastepujacymi znanymi me-
todami:

1. algorytm k-najblizszych sasiadow,

2. aproksymacjg wielomianowa stopnia n,

3. jednowarstwowej jednokierunkowej sieci neuronowej (MLP),
4. sieci neuronowej typu GRNN.

Metody 2 i 3 nie sa metodami bazujacymi na probkach, natomiast ze wzgledu
na ich powszechne wykorzystanie zostaly uwzglednione w badaniach.

Badania zostaly przeprowadzone przy optymalnym dobrze wartosci pa-
rametréw dla kazdej z metod. Dla mini-modeli liniowych byta to minimalna
liczba prébek, dla algorytmu k-najblizszych sasiadow byta to liczba sgsia-
dow, dla aproksymacji wielomianowej stopien wielomianu. Tablica 4.1 prze-
stawia wptyw minimalnej liczby punktow na btad bezwzgledny mini-modeli
dla przyktadowego zbioru danych.

W pracy przedstawiono jedynie wyniki dla czesci atrybutéw z kolekeji
danych. Z oczywistych przyczyn odrzucono atrybuty majace charakter po-
rzadkowy lub nominalny, ktérych modelowanie nie zawsze ma sens.

Rysunki 4.1, 4.2, 4.3 oraz 4.4 prezentuja graficzne poréwnanie odpowie-
dzi testowanych metod na wybranych zbiorach danych. Mini-modele zostaty
przetestowane i porownane w dwoch odmiennych grupach eksperymentow. W
pierwszej grupie testowanie odbywato sie przy pomocy kroswalildacji leave-
one-out. W drugiej grupie testowano skuteczno$¢ mini-modeli w sytuacji luki
informacyjnej przy pomocy 10-krotnej kroswalidacji.

Wyniki eksperymentéw w przestrzeni niskowymiarowej nie daja pelnego
obrazu skuteczno$ci dzialania metody mini-modeli, z uwagi na to, ze pro-
blemy rzeczywiste sa z reguty problemami wielowymiarowymi. Niska wymia-
rowo$¢ modelowanej przestrzeni pozwala natomiast na czytelna wizualizacje
sposobu dziatania metody oraz graficzne poréwnanie rezultatow poszczegodl-
nych algorytmow.
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Tablica 4.1: Wplyw minimalnej liczby danych uczacych na btad bezwzgledny
mini-modeli na przyktadzie zaleznosci stopy bezrobocia od inflacji. Zrddto:
opracowanie wlasne.

min. Rezultat

liczba ~ MM liniowy MM regresji MM nieliniowy = MM aprok.

probek heurystyczny liniowej heurystyczny  wielomianowa
3 0,098 0,086 0,106 0,086
4 0,094 0,085 0,109 0,088
5 0,092 0,085 0,111 0,082
6 0,092 0,081 0,106 0,085
7 0,089 0,085 0,103 0,083
8 0,090 0,081 0,096 0,082
9 0,090 0,084 0,097
10 0,089 0,084 0,093 0,082
11 0,087 0,084 0,096 0,085
12 0,084 0,082 0,092 0,081
13 0,085 0,089 0,081
14 0,085 0,082
15 0,085 0,085 0,088 0,086

4.1.1 Testowanie przy uzyciu kroswalidacji leave-one-
out

W procesie testowania zostato uzyte dziewie¢ zbioréw danych. Oryginalnie
kazdy ze zbioréow posiada wiele atrybutow wejsciowych, a niekiedy rowniez
wigksza liczbe atrybutow wyjsciowych. Dziatanie metody mini-modeli jest
ograniczone do przestrzeni 2D, dlatego w kazdym z eksperymentéw zostata
uzyta tylko jedna wartos¢ wejsciowa i jedna wyjsciowa. Pozwolito to w prak-
tyce przeprowadzié¢ szesédziesigt siedem réznych eksperymentéw pordéwnu-
jacych skutecznosé algorytméw [60, 61]. Tablica 4.2 prezentuje sumaryczna
liczbe eksperymentow, w ktérych poszezegdlne testowane metody osiagnety
najlepsze rezultaty. W nastepnych punktach znajduja sie szczegdétowe opisy
poszczegblnych zbioréw danych oraz eksperymentéow badajacych doktadnosé
testowanych metod. Jak mozna zauwazy¢ mini-modele “zwyciezyly” w 87%
przeprowadzonych eksperymentéw dla danych 2D. Warto zaznaczy¢, ze mini-
modele z lokalng wartoscig minimalnej liczby probek sg o wiele skuteczniejsze
od mini-modeli, w ktérych parametr ten jest ustalany globalnie. Ponizej znaj-
duje si¢ opis poszczegdlnych zbioréw danych wraz z tabelami poréwnujgcymi
wyniki dla poszczegolnych metod.
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Tablica 4.2: Sumaryczne poréwnanie skutecznosci poszczegdlnych metod w
procesie testowania danych 2D. Zrédio: opracowanie wlasne.

metoda 1. eksperymentéw % eksperymentéw
Maini-modele z globalng minimalng liczbg punktow
heurystyka liniowa 0 0,0
regresja liniowa 0 0,0
heurystyka nieliniowa 1 1,5
aproksymacja wielomianowa 0 0,0
Mini-modele z lokalng minimalng liczbg punktow
heurystyka liniowa 17 254
regresja liniowa 10 14,9
heurystyka nieliniowa 13 19,4
aproksymacja wielomianowa 17 25,4
Pozostate metody
k-NN 8 11,9
aproksymacja wielomianowa 1 1,5
MLP 0 0,0
GRNN 0 0,0

Air pollution and mortality (Zanieczyszczenie powietrza a $mier-
telnosdé)

Zbiér danych opisuje zaleznos¢ pomiedzy zanieczyszczeniem powietrza a
Smiertelnoscia [49, 84]. Zbiér danych sktada sie z 59 instancji i zawiera 14
atrybutéw: érednia roczna suma opadéw (in), Srednia temperatura w styczniu
(°F), érednia temperatura w lipcu (°F), % ludnosci obszaréw metropolital-
nych USA w wieku 65 lat lub starszych w 1960, srednia wielkosé¢ gospodarstw
domowych, érednia liczba lat ukonczonej edukacji przez osoby powyzej 22
roku zycia, % gospodarstw domowych ze wszystkimi udogodnieniami, liczba
ludno$¢ na mile kwadratowa w regionach zurbanizowanych w 1960, % ludno-
$ci “niebiatej” w obszarach zurbanizowanych w 1960, % ludnosci nie wyko-
nujacej pracy fizycznej, % ludnosci o dochodach < 3000 USD, wzgledne po-
tencjalne zanieczyszczenie weglowodorami, wzgledne potencjalne zanieczysz-
czenie tlenkami azotu, wzgledne potencjalne zanieczyszczenie dwutlenkiem
siarki, srednioroczna wilgotnos¢ wzgledna o godzinie 13:00. Zbiér zawiera
jeden atrybut wyjsciowy: catkowita dostosowang do wieku $miertelnosé¢ na
100000 mieszkancow. Tablica 4.3 prezentuje poréwnanie doktadnosci wybra-
nych metod w procesie modelowania zaleznosci pomiedzy zanieczyszczeniem
powietrza a $miertelnoscia.
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Concrete Slump Test (Test betonu metoda opadu stozka)

Zbiér danych opisuje wytrzymalo$é betonu [17, 96], ktérego whasciwosci za-
leza nie tylko od ilosci wody ale takze innych sktadowych komponentow. Zbior
danych zawiera 103 instancje. Sktada si¢ z 7 atrybutéw opisujacych wage (w
kg) komponentéw wchodzacych na m? betonu: cement, zuzel, lotny popidt,
wode, superplastyfikator, kruszywo drobne, kruszywo grube. Zbior zawiera
3 atrybuty wyjsciowe mierzace wytrzymatos¢ betonu: metode opadu stozka
(SLUMP) (c¢m), metode rozptywu (FLOW) (cm), wytrzymatos$é 28-dniowego
betonu na $ciskanie (MPa). Tablica 4.4 prezentuje poréwnanie doktadnosci
wybranych metod w procesie modelowania wytrzymatosci na Sciskanie 28-
dniowego betonu. Tablica 4.5 prezentuje poréwnanie doktadnosci wybranych
metod w procesie modelowania wytrzymatosci betonu zmierzonej podczas
testu metoda opadu stozka.

Tablica 4.4: Poréwnanie dokladnosci wybranych metod na podstawie mo-
delowania wytrzymatosci na $ciskanie (Mpa) 28-dniowego betonu. Zrddlo:
opracowanie wtasne.

Cement K. drobne K. grube Woda
blad par.! blad par.! blad par! blad par!
Mini-modele z globalng minimalng liczbg punktow
heur. lin. 0,133 21 0,148 25 0,146 25 0,140 48
regr. lin. 0,138 23 0,149 33 0,147 58 0,142 57
heur. nielin. 0,136 21 0,146 34 0,146 45 0,140 48
aprok. wiel. 0,141 37 0,148 54 0,152 42 0,146 54
Maini-modele z lokalng minimalng liczbg punktow

heur. lin. 0,118 - 0,126 - 0,131 - 0,126 -
regr. lin. 0,125 - 0,133 - 0,138 - 0,127 -
heur. nielin. 0,120 - 0,128 - 0,130 - 0,126 -
aprok. wiel. 0,126 - 0,128 - 0,134 - 0,131 -
Pozostate metody
kE-NN 0,139 27 0,150 52 0,147 32 0,143 40
aprok. wiel. 0,139 3 0,146 3 0,150 2 0,145 2
MLP 0,144 - 0,147 - 0,148 - 0,147 -
GRNN 0,148 - 0,156 - 0,159 - 0,159 -

1 Wartoéé parametru dla metody mini-modeli to minimalna liczba prébek (pa-
rametr m), dla metody k-NN liczba sasiadéw, dla aproksymacji wielomianowej
stopien wielomianu.
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Tablica 4.5: Porownanie doktadnosci wybranych metod na podstawie modelo-
wania wytrzymatosci betonu zmierzonej podczas testu metoda opadu stozka.
Zrodto: opracowanie wlasne.

Cement Test FLOW Woda
blad par.l  blad par.t  blad par.
Mini-modele z globalng minimalng liczbg punktow
heur. lin. 0,227 30 0,077 19 0,196 13
regr. lin. 0,222 44 0,077 19 0,194 13
heur. nielin. 0,228 30 0,077 19 0,197 13
aprok. wiel. 0,225 34 0,081 37 0,205 o7
Mini-modele z lokalng minimalng liczbg punktow

1

heur. lin. 0,196 - 0,070 - 0,196 -
regr. lin. 0,187 - 0,071 - 0,179 -
heur. nielin. 0,199 - 0,069 - 0,185 -
aprok. wiel. 0,189 - 0,073 - 0,182 -
Pozostate metody
k-NN 0,229 8 0,082 12 0,209 12
aprok. wiel. 0,228 4 0,077 2 0,210 3
MLP 0,228 - 0,082 - 0,213 -
GRNN 0,241 - 0,085 - 0,211 -

1 Wartoéé parametru dla metody mini-modeli to minimalna liczba prébek (para-
metr m), dla metody k-NN liczba sasiadéw, dla aproksymacji wielomianowej sto-
pien wielomianu.

Stopa bezrobocia

Zbiér danych opisuje stope bezrobocia w Polsce [74] na podstawie szeregu
czynnikéw. Zbiér danych sktada sie z 96 instancji i zawiera 24 atrybuty:
numer miesigca, numer kwartatu, liczba bezrobotnych zarejestrowanych ogo-
tem, liczba oferty pracy, liczba absolwentéow, liczba oséb pracujacych, liczba
emerytow, podaz pieniadza, kurs dolara, inflacja, produkcja, liczba ludnosci,
eksport, import, minimalne wynagrodzenie, przeci¢tne wynagrodzenie, do-
chody budzetu panstwa, wydatki budzetu panstwa, podatek od osob praw-
nych, podatek od oséb fizycznych, przychody firm, koszty firm, wydatki go-
spodarstw domowych, naktady. Zbiér zawiera jeden atrybut wyjsciowy: stope
bezrobocia. Tablica 4.6 prezentuje poréwnanie doktadnosci wybranych metod
w procesie modelowania stopy bezrobocia w Polsce. Rysunek 4.1 i 4.2 pre-
zentuje graficzne porownanie odpowiedzi testowanych metod na przyktadzie
zaleznosci stopy bezrobocia od inflacji.
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Rysunek 4.1: Porownanie testowanych metod na przyktadzie wptywu inflacji
na wielko$¢ stopy bezrobocia cz. 1. Zrddto: opracowanie wiasne.
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Rysunek 4.2: Porownanie testowanych metod na przyktadzie wptywu inflacji
na wielkos$¢ stopy bezrobocia cz. I1. Zrodto: opracowanie wiasne.
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Computer Hardware (Relatywna wydajnosé procesora)

Zbiér danych opisuje relatywna wydajnosé procesora [17, 41], przy czym
sktada sie z 509 instancji i zawiera 9 atrybutéow. Wydajno$¢ centralnej jed-
nostki obliczeniowej (CPU) opisywana jest przy pomocy nastepujacych atry-
butéw: identyfikator producenta, nazwa modelu, czas cyklu maszynowego
(ns), minimalna pamie¢ gtéwna (kB), maksymalna pamieé gtéwna (kB), pa-
mieé¢ podreczna (kB), minimalne kanaty w jednostkach, maksymalne kanaty
w jednostkach. Zbiér zawiera jeden atrybut wyjsciowy: opublikowane wyniki
wzgledne. Tablica 4.7 prezentuje poréwnanie doktadnosci wybranych metod
w procesie modelowania relatywnej wydajnosci procesora.

Tablica 4.7: Porownanie doktadnosci wybranych metod na podstawie mode-
lowania relatywnej wydajnosci procesora. Zrodto: opracowanie wlasne.

Cykle Mak. pamigé Min. pamigé
maszynowe (ns) operacyjna (KB) operacyjna (KB)
blad par.l  blad par.! blad par.!

Mini-modele z globalng minimalng liczbg punktow
heur. lin. 0,050 13 0,037 59 0,039 31
regr. lin. 0,048 4 0,040 45 0,041 39
heur. nielin. 0,049 4 0,039 59 0,039 26
aprok. wiel. 0,047 11 0,041 28 0,044 60
Mini-modele z lokalng minimalng liczbg punktow

heur. lin. 0,046 - 0,035 - 0,038 -
regr. lin. 0,045 - 0,036 - 0,039 -
heur. nielin. 0,043 - 0,036 - 0,039 -
aprok. wiel. 0,044 - 0,040 - 0,043 -
Pozostate metody
k-NN 0,047 3 0,035 3 0,044 25
aprok. wiel. 0,055 10 0,034 2 0,041 1
MLP 0,053 - 0,035 - 0,043 -
GRNN 0,059 - 0,036 - 0,044 -

1 Warto$é parametru dla metody mini-modeli to minimalna liczba prébek (pa-
rametr m), dla metody k-NN liczba sasiadéw, dla aproksymacji wielomianowe;j
stopien wielomianu.

NO, (Koncentracja dwutlenku azotu)

Zbiér danych opisuje koncentracje NOg (dwutlenku azotu) zmierzona w Alna-
bru w Oslo [84] przez Norweska Administracje Drog Publicznych (Norwegian
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Public Roads Administration) w okresie od pazdziernika 2001 do sierpnia
2003. Celem pomiaru bylo zbadanie zwigzku pomiedzy zanieczyszczeniem
srodowiska, a natezeniem ruchu samochodowego i czynnikami atmosferycz-
nymi. Zbiér danych sktada sie z 500 instancji i zawiera 7 atrybutéw: loga-
rytm liczby samochod6w na godzine, temperatura 2 metry nad gruntem (°C),
predkos¢ wiatru (m/s), réznica temperatur pomiedzy 25 a 2 metrem nad
powierzchnig gruntu (°C), kierunek wiatru (w stopniach), godzina i dzien
pomiaru. Zbior zawiera jeden atrybut wyjsciowy: logarytm z godzinowego
natezenia czastek NO,. Tablica 4.8 prezentuje poréwnanie doktadnosci wy-
branych metod w procesie modelowania koncentracji dwutlenku azotu.

Tablica 4.8: Poréwnanie doktadnosci wybranych metod na podstawie mode-
lowania koncentracji dwutlenku azotu. Zrédio: opracowanie wiasne.

Godzina L. samochodéw  Kierunek Predkosé
w ciggu doby w ciggu godziny wiatru wiatru
blad  par.! bilad par.t  blad par! blad par.
Mini-modele z globalng minimalng liczbg punktow
heur. lin. 0,144 3 0,096 9 0,112 20 0,119 9
regr. lin. 0,276 3 0,114 3 0,114 29 0,207 3
heur. nielin. 0,135 9 0,096 3 0,113 20 0,119 9
aprok. wiel. 0,115 59 0,097 54 0,115 53 0,113 60
Mini-modele z lokalng minimalng liczbg punktow

1

heur. lin. 0,099 - 0,089 - 0,113 - 0,100 -
regr. lin. 0,108 - 0,092 - 0,110 - 0,107 -
heur. nielin. 0,104 - 0,094 - 0,112 - 0,106 -
aprok. wiel. 0,112 - 0,093 - 0,113 - 0,110 -
Pozostate metody
k-NN 0,102 40 0,099 5 0,113 60 0,106 35
aprok. wiel. 0,104 6 0,096 6 0,113 10 0,108 6
MLP 0,103 - 0,096 - 0,114 - 0,107 -
GRNN 0,104 - 0,095 - 0,115 - 0,107 -

! Wartoéé parametru dla metody mini-modeli to minimalna liczba prébek (parametr
m), dla metody k-NN liczba sasiadéw, dla aproksymacji wielomianowej stopien wielo-
mianu.

CPS 85 Wages (Wysoko$é wynagrodzenia)

Zbiér danych zawiera informacje na temat wysokoéci ptac i innych cech pra-
cownikéw obejmujaca losowa probe 534 osob [5, 84]. Zbiér danych sktada
sie z b34 instancji i zawiera 9 atrybutow: liczba lat edukacji, wskaznik czy
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osoba zyje na potudniu USA, pteé, staz pracy, wskaznik czy osoba nalezy do
zwiazkéw zawodowych, wiek, pochodzenie (3 kategorie), rodzaj stanowiska
(6 kategorii), sektor zatrudnienia (3 kategorie), stan cywilny. Zbior zawiera
jeden atrybut wyjsciowy: wysoko$é¢ wynagrodzenia (USD/h). Tablica 4.9 pre-
zentuje poréwnanie doktadnosci wybranych metod w procesie modelowania
wysokosci wynagrodzenia.

Tablica 4.9: Porownanie doktadnosci wybranych metod na podstawie mode-
lowania wysokosci wynagrodzenia. Zrddto: opracowanie wiasne.

Liczba lat edukacji Staz pracy Wiek
btad par.! blad  par.! btad  par.

Mini-modele z globalng minimalng liczbg punktow

1

heur. lin. 0,092 51 0,083 53 0,082 32
regr. lin. 0,095 60 0,086 59 0,082 60
heur. nielin. 0,092 57 0,084 53 0,081 46
aprok. wiel. 0,095 60 0,086 55 0,084 47
Maini-modele z lokalng minimalng liczbg punktow
heur. lin. 0,091 0 0,079 0 0,078 0
regr. lin. 0,093 0 0,082 0 0,081 0
heur. nielin. 0,092 0 0,081 0 0,077 0
aprok. wiel. 0,092 0 0,083 0 0,082 0
Pozostate metody
k-NN 0,080 45 0,085 42 0,083 52
aprok. wiel. 0,080 2 0,084 6 0,083 3
MLP 0,082 0 0,085 0 0,083 0
GRNN 0,082 0 0,085 0 0.084 0

1 Wartosé parametru dla metody mini-modeli to minimalna liczba prébek (parametr
m), dla metody k-NN liczba sasiadéw, dla aproksymacji wielomianowej stopien
wielomianu.

Auto MPG (Efektywnos$é spalania benzyny)

Zbiér danych opisuje spalanie benzyny podczas jazdy w miescie [17, 72].
Zbior danych sktada sie z 398 instancji i zawiera 8 atrybutow: liczbe cy-
lindréw, pojemnos¢ skokows, moc silnika, wage samochodu, przyspieszenie,
rok produkcji, pochodzenie auta, nazwe auta. Zbior zawiera jeden atrybut
wyjéciowy: spalanie benzyny w milach na galon! podczas jazdy w miedcie.

'MPG (ang. Miles per gallon) - miara definiujaca ile mil przejedzie si¢ na jednym
galonie paliwa.
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Tablica 4.10 prezentuje poréownanie doktadnosci wybranych metod w pro-
cesie modelowania spalania benzyny podczas jazdy w miescie. Rysunki 4.3
oraz 4.4 prezentuja graficzne porownanie odpowiedzi testowanych metod na
przyktadzie zaleznosci wielkosci spalania od mocy auta.

Tablica 4.10: Poréwnanie doktadnos$ci wybranych metod na podstawie mo-
delowania spalania benzyny podczas jazdy w miescie. Zrddlo: opracowanie
wlasne.

L. cylind. Moc Poj. skok. Przyspie. Waga
blad par.! blad par.! bitad par.! blad par.! blad par.!
Mini-modele z globalng minimalng liczbg punktow
heur. lin. 0,127 60 0,086 35 0,081 46 0,147 39 0,082 59
regr. lin. 0,125 60 0084 35 0082 46 0,148 36 0,082 57

heur. nielin. 0,128 60 0,086 29 0,082 46 0,148 51 0,081 59
aprok. wiel. 0,126 60 0,084 43 0,082 23 0,150 41 0,083 58
Mini-modele z lokalng minimalng liczbg punktow

heur. lin. 0,129 - 0,080 - 0,076 - 0,148 - 0,077 -
regr. lin. 0,126 - 0,081 - 0,077 - 0,144 - 0,081 -
heur. nielin. 0,128 - 0,080 - 0,076 - 0,142 - 0,077 -
aprok. wiel. 0,126 - 0,081 - 0,077 - 0,145 - 0,082 -
Pozostale metody
k-NN 0,093 14 0,084 21 0,080 15 0,150 55 0,082 46
aprok. wiel. 0,094 3 0,086 7 0,08 10 0,151 4 0,082 2
MLP 0,095 - 0,087 - 0,084 - 0,151 - 0,082 -
GRNN 0,095 - 0,085 - 0,082 - 0,153 - 0,083 -

! Wartoéé parametru dla metody mini-modeli to minimalna liczba prébek (parametr
m), dla metody k-NN liczba sasiadéw, dla aproksymacji wielomianowej stopien wie-
lomianu.

Sleep in Mammals (Czas snu ssakéw)

Zbiér danych opisuje czas spedzany przez ssaki na sen [1, 84]. Zbiér danych
sktada sie z 62 instancji gdzie kazda z probek danych odpowiada jednemu
gatunkowi i zawiera 11 atrybutéw: gatunek zwierzecia, waga zwierzecia (kg),
waga mézgu (g), czas spedzony na $nie bez marzen sennych (godzin/dobe),
czas spedzony na snie z marzeniami sennymi (godzin/dobe), taczny czas snu
(godzin/dobe), maksymalna dtugosé zycia (lata), dtugosé ciazy (dni), wskaz-
nik drapieznictwa (skala 1-5), wskaznik narazenia w trakcie snu (skala 1 - 5),
ogélny wskaznik narazenia na niebezpieczenstwo (skala 1 - 5). Ze wzgledu
na charakter opracowania, z ktérego pochodzg dane, jako atrybut wyjsciowy
wybrano catkowity czas snu. Tablica 4.11 prezentuje poréwnanie doktadnosci
wybranych metod w procesie modelowania catkowitego czas snu u ssakow.
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Spalanie w milach na Galan
Spalanie w milach na Galan

(a) MM heur. liniowy z glob. min. (b) MM regresji liniowej z glob.
1. punktéw min. 1. punktow

Spalanie w miach na Galon
Spalanie w miach na Galon

[t} 01 02 03 04 05 06 07 08 09 1 [t} 01 02 03 04 05 06 07 08 09 1

moc moc

(¢) MM heur. nieliniowy z glob. (d) MM aprok. wielo. z glob. min.
min. 1. punktow L. punktéw

Spalanie w miach na Galon
Spalanie w miach na Galon

o 01 02 03 04 05 06 07 08 08 1 o 01 02 03 04 05 06 07 08 0S8 1

moc moc

(e) MM heur. liniowy z lok. min. L (f) MM regresji liniowej z lok. min.
punktow . punktéw

Rysunek 4.3: Poréwnanie testowanych metod na przyktadzie wpltywu mocy
auta na spalanie cz. 1. Zrédto: opracowanie wlasne.
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Spalanie w miach na Galon
Spalanie w miach na Galon

o 01 02 03 04 05 06 07 08 08 1 o 01 02 03 04 05 06 07 08 0S8 1

moc moc

(a) MM heur. nieliniowy z lok. min. (b) MM aprok. wielo. z lok. min. L.
L. punktéw punktow

Spalaniew milah na Galon
Spalaniew milach na Galon

o D‘1 D‘Z 0‘3 DI4 D.‘S DIE D.‘7 D‘B 0‘9 ‘1 o D‘1 D‘Z 0‘3 DI4 D.‘S DIS D.‘7 D‘B 0‘9 ‘1
Moc moc
(c) k-NN (d) Aproksymacja wielomianowa
1 1
D9—'- 094

Spalanie w miach na Galon
Spalanie w miach na Galon

[t} D‘l D‘Z D‘S DI4 D_‘5 DIE D_‘7 D‘B D‘9 ‘1 [t} D‘l D‘Z D‘} DI4 D_‘5 DIS D_‘? D‘B D‘9 ‘1
(e) MLP (f) GRNN

Rysunek 4.4: Poréwnanie testowanych metod na przyktadzie wpltywu mocy
auta na spalanie cz. II. Zrddto: opracowanie wtasne.
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Tablica 4.11: Poréwnanie doktadnosci wybranych metod na podstawie mo-
delowania catkowitego czas snu u ssakow. Zrddlo: opracowanie wiasne.

Czas snu Czas Mak. dtug. Czas snu
bez marzen trw. ciazy zycia z marzeniami
blad par.! blad par! blad par! blad part

Mini-modele z globalng minimalng liczbg punktow
heur. lin. 0,004 7 0,153 14 0,205 50 0,150 37
regr. lin. 0,004 7 0,150 14 0,204 50 0,150 47
heur. nielin. 0,053 19 0,151 12 0,203 49 0,148 42
aprok. wiel. 0,053 22 0,157 51 0,204 53 0,150 47
Mini-modele z lokalng minimalng liczbg punktow

heur. lin. 0,045 - 0,134 - 0,182 - 0,128 -
regr. lin. 0,043 - 0,127 - 0,189 - 0,134 -
heur. nielin. 0,043 - 0,125 - 0,189 - 0,132 -
aprok. wiel. 0,044 - 0,127 - 0,183 - 0,138 -
Pozostate metody
k-NN 0,063 5 0,158 2 0,200 23 0,161 8
aprok. wiel. 0,055 1 0,158 2 0,198 3 0,150 2
MLP 0,064 - 0,067 - 0,208 - 0,169 -
GRNN 0,064 - 0,168 - 0216 - 0,174 -

1 Wartoéé parametru dla metody mini-modeli to minimalna liczba prébek (pa-
rametr m), dla metody k-NN liczba sasiadéw, dla aproksymacji wielomianowej
stopien wielomianu.

Boston housing (Ceny nieruchomosci na przedmiesciach Bostonu)

Zbiér danych opisuje cene nieruchomosci na przedmiesciach Bostonu [32, 84].
Zbiér danych sktada sie z 506 instancji i zawiera 13 atrybutéw: wskaznik
przestepczosci wérod mieszkancoéw, odsetek gruntéw pod zabudowe mieszka-
niowa dla dziatek o powierzchni powyzej 25.000 st. kw., odsetek hektaréw nie-
handlowych, sasiedztwo rzeki Charles, stezenie tlenkéw azotu, $rednia liczba
pokoi na mieszkanie, stosunek nieruchomosci zajmowanych przez wtascicieli
wybudowanych przed rokiem 1940, wazone odlegtosci do pieciu centrow za-
trudnienia w Bostonie, wskaznik dostepnosci do tras wylotowych, stawke
podatku od nieruchomosci w wysokosci 10 000 USD, stosunek liczby nauczy-
cieli do liczby uczniéw, 1000( By, — 0.63)* gdzie By, to odsetek osdb czarnosko-
rych, % populacji o niskim statusie spotecznym. Zbiér zawiera jeden atrybut
wyjsciowy: érednia wartos¢ domow zajmowanych przez wtasciciela w 1000
dolaréw. Tablica 4.12 prezentuje poréwnanie doktadnosci wybranych metod
w procesie modelowania cen nieruchomosci na przedmiesciach Bostonu.
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Tablica 4.12: Poréwnanie doktadnosci wybranych metod na podstawie mode-
lowania cen nieruchomosci na przedmie$ciach Bostonu. Zrédio: opracowanie
wlasne.

% populacji o niskim statusie Srednia liczba pokoi

blad par.! blad par.!

Mini-modele z globalng minimalng liczbg punktow
heur. lin. 0,082 10 0,092 8
regr. lin. 0,083 44 0,093 28
heur. nielin. 0,082 54 0,092 29
aprok. wiel. 0,084 54 0,095 42

Maini-modele z lokalng minimalng liczbg punktow
heur. lin. 0,078 - 0,088 -
regr. lin. 0,082 - 0,090 -
heur. nielin. 0,078 - 0,088 -
aprok. wiel. 0,083 - 0,091 -

Pozostate metody

k-NN 0,083 36 0,094 31
aprok. wiel. 0,083 6 0,092 )
MLP 0,083 - 0,094 -
GRNN 0,085 - 0,093 -

! Wartoéé parametru dla metody mini-modeli to minimalna liczba prébek (pa-
rametr m), dla metody k-NN liczba sasiadéw, dla aproksymacji wielomiano-
wej stopien wielomianu.

Produkcja sprzedana przemystu

Zbiér danych opisuje produkcje sprzedang przemystu w Polsce [92]. Zbiér da-
nych sktada sie z 89 instancji i zawiera 24 atrybuty: eksport ogdtem, import
ogoétem, saldo eksport-import, przecietne wynagrodzenie brutto, pracujacy
w sektorze przedsiebiorstw, bezrobotni ogbotem, zasitki dla bezrobotnych, po-
daz pienigdza ogbétem, naklady inwestycyjne, wpltywy z podatku od oséb
prawnych, wptywy z podatku od osob fizycznych, aktywa krajowe netto,
naleznosci, kurs dolara, przychody dziatalnosci, koszty uzyskania przycho-
dow, wynik budzetu panstwa, dochody budzetu panstwa, wydatki budzetu
panstwa, wskaznik cen produkcji, wskaznik cen transportu eksportu, inflacja
miesieczna, inflacja, liczba ludno$ci. Zbiér zawiera jeden atrybut wyjsciowy:
produkcje sprzedana przemystu. Tablice 4.13, 4.14, 4.15 prezentuja poréwna-
nie doktadnosci wybranych metod w procesie modelowania produkeji sprze-
danej przemyshu.
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4.1.2 Badanie luk informacyjnych

W celu sprawdzenia skutecznosci dziatania mini-modeli w sytuacjach nie-
doboru informacyjnego oraz poréwnania ich doktadnosci z wynikami innych
wybranych metod modelowania zostaly przeprowadzone eksperymenty na
specjalnie spreparowanych zbiorach [62]:

1. zbioér danych posiadajacy “luke” o szerokosci 10% calej domeny,
2. zbiér danych posiadajacy “luke” o szerokosci 20% calej domeny,
3. zbiér danych o losowym usunieciu 30% prébek.

Badania zostaly przeprowadzone przy optymalnym doborze parametréw
dla wszystkich metod. Testowanie odbywato sie w dwoch etapach. Algorytmy
zostaly przebadane przy pomocy metody testowej opartej na cross walidacji
leave-one-out dla zbioréw z ubytkiem informacyjnym. W drugiej czesci, me-
tody zostaly nauczone na podstawie zbioréw z ubytkiem informacyjnym, a ich
skutecznos¢ zostata przebadana na podstawie zbioru testowego sktadajacego
sie z ,,utraconych danych”, czyli przebadano ich skutecznosé¢ dla danych z luki
informacyjnej, ktora nie brata udziatu w procesie uczenia. Eksperymenty zo-
staty przeprowadzone na 11 r6éznych zbiorach danych. Zbiory danych sg wie-
lowymiarowe co w przypadku mini-modeli 2D pozwolito na wykonanie po 38
numerycznych eksperymentow na kazdy spreparowany zbior danych. tacz-
nie daje to 114 eksperymentéw. Ze wzgledu na znaczng liczbe uzyskanych
wynikéw, w rozprawie umieszczono jedynie tablice zawierajaca sumaryczng
liczbe eksperymentow, w ktérych poszezegdlne testowane metody osiagnety
najlepsze rezultaty. Tablica 4.16 zawiera podsumowanie eksperymentow dla
danych 2D z luka informacyjna. Rysunki 4.5, 4.6, 4.7 oraz 4.8 prezentuja
graficzne poréwnanie odpowiedzi testowanych metod na wybranych zbiorach
danych posiadajgcych “luke informacyjng” o szerokosci 20% catej domeny.

Na poczatku nalezy zauwazy¢, ze powstanie luki informacyjnej nie wpty-
wa znaczgco na wyniki testowania metoda leave-one-out. Najbardziej sku-
teczna pozostaje metoda mini-modeli, jedynie nieznacznie zmienia sie sku-
tecznosé poszczegdlnych typéw mini-modeli. Podczas testowania danych po-
chodzacych z luki informacyjnej, nie bioracych udzialu w procesie uczenia,
przewaga mini-modeli jest nieco mniejsza jednak nadal znaczna. Mini-modele
okazaly sie najskuteczniejsze w 65% przypadkéw dla luki o szerokosci 10%,
w 50% przypadkéw dla luki o szerokosci 20% i w 68% przypadkéw dla 30%
losowego ubytku danych. Nalezy zauwazy¢, ze inne metody uzyskaly srednio
od kilku do kilkunastu procent. Dos¢ dobry rezultat otrzymalta metoda k-
NN dla luki o szerokosci 20%. Nalezy jednak pamietaé, ze metoda k-NN w
sytuacji niedoboru informacyjnego jakim jest luka w danych, jest skuteczna
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Rysunek 4.5: Poréwnanie testowanych metod dla danych z luka informacyjna
o szerokoscei 20% calej domeny (przedzial [0.55;0.75]) na przyktadzie wptywu
zawartodci kruszywa grubego na wytrzymato$é 28-dniowego betonu na $ci-
skanie cz. 1. Zrédlo: opracowanie wlasne.
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Rysunek 4.6: Poréwnanie testowanych metod dla danych z luka informacyjna
o szerokosci 20% catej domeny (przedzial [0.55;0.75]) na przyktadzie wptywu
zawartosci kruszywa grubego na wytrzymatosé¢ 28-dniowego betonu na $ci-
skanie cz. II. Zrédio: opracowanie wlasne.
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Rysunek 4.7: Poréwnanie testowanych metod dla danych z luka informacyjna
o szerokosci 20% calej domeny (przedzial [0, 25; 0, 45]) na przyktadzie wptywu
wagi auta na spalanie cz. I. Zrddlo: opracowanie wiasne.
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Rysunek 4.8: Poréwnanie testowanych metod dla danych z luka informacyjna
o szerokosci 20% calej domeny (przedzial [0, 25; 0, 45]) na przyktadzie wptywu
wagi auta na spalanie cz. II. Zrédto: opracowanie wlasne.
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jedynie dla danych, w ktorych prébki ulozone sa nieréwnomiernie. Metoda
nie sprawdza sie przy lukach informacyjnych w danych, w ktérych wyraznie
da si¢ zaobserwowa¢ monotoniczng lini¢ trendu. Na wykresie na Rysunku
4.8c wyraznie wida¢ skokowe zachowanie si¢ funkcji. Tego typu zachowania
nie wida¢ w przypadku gdy linia trendu nie jest SciSle zarysowana jak na
Rysunku 4.6c. Warto zauwazy¢, ze w przypadku luk informacyjnych bardzo
dobrze wypadaja mini-modele z globalng wartoscig parametru minimalnej
liczby prébek dla catego badanego zbioru.

4.2 Mini-modele wielowymiarowe pracujgce
w uktadzie wspoéirzednych sferycznych

Wyniki badan dziatania mini-modeli w przestrzeni dwuwymiarowej, jakkol-
wiek wartosciowe z punktu widzenia doktadnosci oraz wizualizacji wynikow,
nie prezentuja petni mozliwosci opracowanej metody. Wigkszos¢ danych rze-
czywistych jest wielowymiarowa i bez mozliwosci ich modelowania zastosowa-
nia danej metody sa mocno ograniczone. Mini-modele pelni¢ swoich mozliwo-
Sci prezentuja w wariancie wielowymiarowym. W rozprawie zaprezentowano
trzy gtowne wersje metody pracujace w przestrzeni wielowymiarowe;j:

e mini-modele pracujace w oparciu o sferyczny uktad wspoétrzednych,

e mini-modele pracujace w oparciu o sferyczny uktad wspotrzednych z
lokalng redukcja wymiarowosci,

e mini-modele bazujace na metodach klasteryzacji.

Zaprezentowane wersje dziatajg z danymi wielowymiarowymi, a skutecznosé
ich dziatania jest porownywalna z innymi testowanymi metodami modelowa-
nia opartymi na prébkach.

Pierwsza zaprezentowana wersja metody dziatajaca z danymi wielowy-
miarowymi sa mini-modele bazujace na sferycznym uktadzie wspotrzednych.
Badania nad ta wersja metody opublikowano w pieciu artykutach naukowych
[57, 64, 65, 66, 68].

W pierwszym artykule [65] skupiono si¢ na poréwnaniu skutecznosci mini-
modeli i metody k-najblizszych sgsiadéw, ograniczajac sie do rozwigzania
problemow 3-; 4- i 5-wymiarowych. W eksperymentach przebadano metode
mini-modeli w trzech réznych wariantach, w ktorych domena mini-modelu
bazowala na: czworoscianie (simpleksie), szeScianie i oSmioscianie. W zalez-
noéci od wymiarowosci problemu, wyszczegélnione bryty geometryczne posia-
dalty swoje wielowymiarowe odpowiedniki. Tak w przestrzeni tréjwymiarowej
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byty to: trojkat i kwadrat, w przestrzeni 4D byt to czworoscian (simpleks),
szescian i oSmioscian. Natomiast dla problemu 5D, domena mini-modelu
przyjmowala postaé: czterowymiarowego sympleksu, hiperszescianu (4D) hi-
pero$mioscianu (4D). Metoda mini-modeli uzywata sztucznego neuronu jako
metody modelowania. Procedura uczaca obejmowata rotacje obszaru domeny
oraz zmiane dtugodci promieni generatoréw Scian w celu znalezieniu jej opty-
malnego potozenia. Zmiany parametrow odbywaty si¢ losowo. Stosunek pro-
mienia o maksymalnej i minimalnej dhugosci nie mégt by¢ wiekszy niz 0.5 w
celu zabezpieczenia figury przed nadmiernym rozciggnieciem, a tym samym
przetrenowaniem mini-modelu. W przypadku nadmiernego rozciagniecia fi-
gury moze doj$¢ do sytuacji, w ktérej domena mini-modelu dostosuje sie do
wybranej grupy punktéw uczacych, ignorujagc tym samym tendencje wyste-
pujaca w lokalnym otoczeniu punktu zapytania. Nalezy zaznaczy¢, ze metoda
odrzucata wyniki w sytuacji gdy dla wybranego punktu zapytania nie byto
mozliwe odnalezienie poprawnej domeny mini-modelu. Dotyczyto to sytuacji,
w ktorych potencjalne domeny zawieraty zbyt duzo lub zbyt mato probek
uczacych. Niekiedy liczba prébek byta za mata w stosunku do wymiarowosci
przestrzeni wejs¢. Cechy jakie powinna posiada¢ poprawna domena opisano
w podrozdziale 3.2.2.
Eksperymenty numeryczne wykonano na trzech zbiorach danych:

e Stopa bezrobocia w Polsce [74]. W badaniach uzyto nastepujacych atry-
butéw: xg - liczba oséb pracujacych, x7 - liczba emerytéw, xg - podaz
pieniadza, xg - kurs dolara, xy - inflacja, xq; - produkcja, x5 - liczba
ludnosci, x13 - eksport, x4 - import.

e Koncentracja NOy (dwutlenku azotu) w Alnabru w Oslo [84]. W bada-
niu uzyto nastepujacych atrybutéw: x; - logarytm liczby samochodéw
na godzine, x, - temperatura 2 metry nad gruntem (°C), x3 - pred-
kosé wiatru (m/s), x4 - réznica temperatur pomiedzy 25 a 2 metrem
nad powierzchnia gruntu (°C), x5 - kierunek wiatru (w stopniach), g
- godzina i dzien pomiaru.

e Auto MPG (Efektywnos¢ spalania benzyny) [17, 72]. W badaniu uzyto
nastepujacych atrybutow: xq - liczba cylindréw, xs - pojemnosé sko-
kowa, x3 - moc silnika, x4 - waga samochodu, x5 - przyspieszenie.

Wyniki eksperymentéw zostaly przedstawione w Tablicach 4.17, 4.18, 4.19.
Pierwszy zbiér danych posiada relatywnie matg liczbe probek, drugi cha-
rakteryzuje si¢ wysokim zaszumieniem. Zbiory danych szczegdtowo zostaty
opisane w podrozdziale 4.1. Badania pokazaly, ze mini-modele nie ustepuja
jakoscia modelowania w stosunku do metody najblizszych sasiadéow. Dzia-
laja one nieznacznie gorzej z danymi zaszumionymi (Tablica 4.18). Pewna
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Tablica 4.17: Poréwnanie skutecznosci metody MM i metody k-NN na pod-
stawie stopy bezrobocia w Polsce. Zrodto: opracowanie wlasne.

Metoda mini-modeli k-NN
atrybuty btad 1. prébek podstawa btad  wartosc k
X7, X8 0.0303 4-15 kwadrat 0.0294 2
g, T4 0.0711  6-15 kwadrat 0.0776 4
T7,Ts, T12 0.0251 5-15 simpleks 0.0248 2
T8, T10, T14 0.0600 8-15 szescian 0.0596 3
X7, %8, 10, 12 0.0231 5-15 hiperszescian  0.0252 2
Zg, Lo, 11,13 0.1082 8 -15  hipero$mioscian 0.0977 3

Tablica 4.18: Poréwnanie skutecznosci metody MM i metody k-NN na pod-
stawie koncentracji NOy w Alanbru w Oslo. Zrddto: opracowanie wlasne.

Metoda mini-modeli k-NN
atrybuty btad 1. prébek podstawa btad  wartos¢ k
T3, Tg 0.1051 8 -30 trojkat 0.0921 27
1, T 0.1113  8-20 kwadrat 0.0935 27
T1,T3,Ts5 0.0946 9-30 szescian 0.0834 14
T3, Ty, Tg 0.1017 9-30 szedcian 0.0919 19
1,23, 05, ¢ 0.0784 30 -60  hiperosmioscian 0.0843 13
T1,To,x3, x5 0.0827  15-80  hiperosmioscian 0.0805 9

Tablica 4.19: Poréwnanie skutecznosci metody MM i metody k-NN na pod-
stawie spalania benzyny. Zrédto: opracowanie wtasne.

Metoda mini-modeli k-NN
atrybuty btad 1. prébek podstawa btad  wartos¢ k
X3, Ts 0.0862  8-40 kwadrat 0.0822 26
To, Ty 0.0734 8- 40 kwadrat 0.0793 15
1, To, T3 0.0632 14 - 40 simpleks 0.0734 15
T3, Ty, Ts 0.0815 14 -40 simpleks 0.0775 12
To, X3, T4, T5 0.0670 15- 100 hiperosmioscian 0.0750 6
T1,To, 23,24 0.0716 16 - 40  hiperosmioscian 0.0730 9
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staboscig metody mini-modeli w stosunku do metody k-NN jest potrzeba
uwzglednienia wickszej liczby punktéw uczacych. Nalezy rowniez pamietad,
ze metoda mini-modeli jest metoda czesciowo heurystyczna.

Mini-modele zostaty réwniez poréwnane z szersza grupa algorytméw ba-
zujacych na probkach przy wiekszej liczbie atrybutéw wejsciowych w dwoch
wariantach: mini-modele bazujace na simpleksie [68] 1 mini-modele bazujace
na hiperszescianie [66]. Eksperymenty zostaly wykonane na szesciu zbiorach
danych z czego trzy zostaly szczegdtowo opisane w podrozdziale 4.1, a opis
trzech kolejnych znajduje si¢ ponizej:

e Auto MPG - wszystkie dostepne atrybuty poza: xg - pochodzenie, xq -
nazwa samochodu.

e Boston housing - atrybuty: x3 - odsetek hektaréw niehandlowych na
miasto, x5 - stezenie tlenkéw azotu, x¢ - Srednia liczba pokoi na miesz-
kanie, x7 - stosunek nieruchomosci zajmowanych przez wtascicieli wy-
budowanych przed rokiem 1940, 1, - stosunek podatku od nieruchomo-
Sci w wysokosci 10 000 USD, x1; - stosunek liczby nauczycieli do liczby
uczniéw wedlug miasta, x13 - % populacji o niskim statusie spotecznym.

e Concrete Compressive Strength - wszystkie dostepne atrybuty.
e Concrete Slump Test - wszystkie dostepne atrybuty.
e Servo - wszystkie dostepne atrybuty.

e Yacht Hydrodynamics - wszystkie dostepne atrybuty.

Concrete Compressive Strength (Wytrzymato$é betonu na Sciska-
nie)

Zbiér danych opisuje wytrzymalo$é betonu na $ciskanie [17, 95]. Zbior da-
nych zawiera 1030 instancji. Podobnie jak zbiér Concrete Slump Test opisuje
wage (w kg) komponentéw wchodzacych na m? betonu. Zbiér sklada si¢ z 8
atrybutow: cement, zuzel, lotny popiot, woda, superplastyfikator, kruszywo
drobne, kruszywo grube oraz wiek betonu w dniach. Zbiér zawiera jeden
atrybut wyjsciowy opisujacy wytrzymalo$é betonu na sciskanie (MPa).

Servo (Servo mechanizm)

Dane opisuja bardzo nieliniowe zjawisko przewidujace czas odpowiedzi serwo-
mechanizmu [17, 72]. W sktad systemu, na podstawie, ktérego zabrano prébki
wchodzit: serwomechanizm, silnik, gwintu pociagowy i przesuwny wagonik.
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Zbior zawiera 4 atrybuty: motor, screw, pgain, vgain. Dwa pierwsze atry-
buty sa dyskretne i opisuja rodzaj mechanicznych powigzan. Dwa kolejne
sa to atrybuty ciagle odpowiadajace za ustawienia serwomechanizmu. Zbiér
danych zawiera 167 instancji.

Yacht Hydrodynamics (Hydrodynamika jachtu)

Zbiér danych opisuje opér resztkowy jachtow zeglugowych [17, 55]. Przewi-
dywanie tej wielkosci ma ogromne znacznie w poczatkowym etapie projekto-
wania, poniewaz pozwala oszacowaé osiagi jachtu i potrzebna moc napedows.
Zbiér danych sktada sie z 308 pelnoskalowych eksperymentéw wykonanych
w Delft Ship Hydromechanics Laboratory i obejmuja 22 rézne formy ka-
dhuba. Zbiér zawiera 6 atrybutéw opisujacych geometrie kadtuba: potozenie
podtuzne srodka wyporu, wspotczynnik pryzmatyczny, stosunek dhugosci do
wypornosci, stosunek szerokosci do zanurzenia, stosunek ditugosci do sze-
rokosci oraz liczbe Froude’a. Zbior zawiera jeden atrybut wyjsciowy: opoér
resztkowy na jednostke wypornosci.

Rezultaty eksperymentéw zostaly zaprezentowane w Tablicach 4.20 1 4.21.
Eksperymenty zostaly wykonane przy optymalnym nastawieniu parametrow
dla kazdej z metod. W badaniach, mini-modele bazowaty na n-wymiarowych
simpleksach i n-wymiarowych hipersze$cianach. Wymiarowosé bryty (do-
meny mini-modelu) byta odpowiednia do wymiarowosci przestrzeni wejscio-
wej problemu. Jako metoda aproksymacji do obliczania odpowiedzi modelu
zostata uzyta regresja liniowa. Metoda, podobnie jak w eksperymencie po-
przednim, odrzucata rezultaty, dla ktérych nie byla w stanie odnalezé po-
prawnej domeny mini-modelu.

Wiyniki eksperymentéw numerycznych potwierdzaja, ze metoda MM jest
w stanie konkurowac¢ z innymi metodami bazujacymi na probkach, takze
w przestrzeni wielowymiarowej. W przestrzeni wielowymiarowej objetos¢ n-
simpleksa jest mniejsza od objetosci n-wymiarowego hiperszescianu (zaktada-
jac, ze obie figury sa wpisane w hipersfere o zadanym promieniu). Dodatkowo
domena mini-modelu bedzie ograniczona przez wiekszg liczbe $cian w przy-
padku hiperszescianu. Pomimo tych roznic nie istnieje zadna reguta mowiaca,
ktora wersja metody mini-modeli dziata lepiej z danymi wielowymiarowymi.
Wszystko zalezy od zbioru danych i utozeniu probek w przestrzeni wielowy-
miarowej. Problem ten wymagaltby dalszych badan eksperymentalnych.

Mini-modele bazujace na n-wymiarowych simpleksach zostaly réwniez
przebadane na zbiorze opisujacym wydajnos¢ energetyczng budynkdow.
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Tablica 4.20: Poréwnanie skutecznosci metody mini-modeli i innych metod
bazujacych na prébkach na podstawie danych wielowymiarowych cz. 1. Zro-
dto: opracowanie wlasne.

Housing Concrete  Auto

Metoda MM btad 0.0551 0.0483  0.0529
n-simpleks l. prébek 25 - 40 20-40 20 - 60
Metoda MM btad 0.0536 0.0465  0.0534
n-szescian l. probek 25 - 40 20-40 20 - 60
btad 0.0567 0.0722  0.0531
k-NN k 4 1 3
btad 0.0545 0.0699  0.0502
GRNN zasieg 0.1 0.03 0.08
btad 0.0517 0.0511  0.0512
RBF zasieg 0.8 1.0 1.0
Gauss. kernel reg. btad 0.0520 0.0660  0.0499
SVM linear btad 0.0785 0.1019  0.0675
SVM Gaussian btad 0.0648 0.0592  0.0563

SVM Polynomial btad 0.0558 0.0617  0.0571

Tablica 4.21: Poréwnanie skutecznosci metody mini-modeli i innych metod
bazujacych na probkach na podstawie danych wielowymiarowych cz. II. Zro-
dto: opracowanie wlasne.

Slump  Yacht  Servo

Metoda MM btad 0.0500 0.0167 0.0493
n-simpleks l. probek 8-20 12-25 10-25
Metoda MM btad 0.0451 0.0189 0.0442
n-szescian l. probek 8-20 12-25 10-25
btad 0.0600 0.0371 0.0437
BN k 2 2 3

btad 0.0621 0.0385 0.0381

GRNN zasieg 0.1 0.07 0.05
btad 0.0257 0.0220 0.0528
RBF zasieg 2.0 2.9 0.7
Gauss. kernel reg. btad 0.0214 0.0492 0.0612
SVM linear btad 0.0514 0.1033 0.1111
SVM Gaussian btad 0.0947 0.0656  0.0645

SVM Polynomial btad 0.0494 0.0220 0.0522
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Energy efficiency (Wydajno$é energetyczna budynkéw)

Zbiér danych opisuje wydajnos¢ energetyczng ksztattu dwunastu budyn-
kéw, ktore zostaly zasymulowane w oprogramowaniu Ecotect [17, 87]. Zbiér
danych zawiera 768 réznych probek, ktore powstaty poprzez modelowanie
roznego rodzaju parametrow budynkéw. W sktad zbioru wchodzi 8 atry-
butéw: wzgledna zwartosé, powierzchnia, powierzchnia $cian, powierzchnia
dachu, catkowita wysokos¢, orientacja, obszar przeszklenia, rozmieszczenie
powierzchni szklanych. Zbiér zawiera réwniez dwa atrybuty wyjsciowe: ob-
cigzenie grzewcze y, i obcigzenie chlodnicze ys.

Powyzszy zbior zostat przebadany z uzyciem metody mini-modeli opartej
na n-wymiarowych simpleksach [64]. W oryginalnym artykule, skad pochodza
dane [87], byty one modelowane przy pomocy dwéch metod IRLS (Iteratively
Reweighted Last Square) oraz Lasy Losowe (Random Forests). Oryginalny
zbidér nie zostal przeskalowany do przedziatu [0;1]. Wyniki eksperymentéw,
zawierajace Sredni btad absolutny (MAE) danych nieznormalizowanych, zo-
staty zaprezentowane w Tablicy 4.22.

Tablica 4.22: Porownanie skutecznosci metody mini-modeli i innych metod na
podstawie wydajnosci energetycznej budynkéw dla danych nieznormalizowa-
nych przy uzyciu $redniego btadu absolutnego (MAE). Zrddlo: opracowanie
wlasne na podstawie [87].

obciazenie grzewcze y; obciazenie chtodnicze y,

IRLS 2.14 2.21
RF 0.51 1.42
Metoda MM 0.69 1.28
RBF 0.94 0.99
GRNN 1.75 2.04
k-NN 1.75 1.96

4.3 Mini-modele pracujgce w oparciu o uktad
wspolrzednych sferycznych z lokalng re-
dukcja wymiarowosci

Metoda mini-modeli moze zosta¢ rozszerzona o lokalng redukcje wymiaro-
wosci [57]. Metoda ta pozwala dokonaé¢ lokalnej redukeji liczby zmiennych
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wejsciowych w domenie mini-modelu. W eksperymentach numerycznych po-
rownano te wersje metody, z przetestowanymi juz algorytmami i zestawiono
wyniki badan. Eksperymenty wykonano na zbiorach danych zaczerpnigtych
z bazy UCI Machine Learning, a opisanych doktadniej w podrozdziale 4.2.
Rezultaty eksperymentéw zaprezentowano w Tablicach 4.23 i 4.24. Metoda
mini-modeli bazowala na n-wymiarowym simpleksie oraz uzywata regresji li-
niowej do obliczenia odpowiedzi modelu. Wymiarowosé¢ domeny mini-modelu
odpowiadata wymiarowosci przestrzeni wejsciowej. Zaprezentowane tablice
obrazuja wyniki dla mini-modeli w dwéch wariantach: bez i z lokalng reduk-
cja wymiarowosci. W wersji z lokalna redukcja wymiarowosci w procesie ana-
lizy regresji poziom istotnosci zostal ustawiony na 0.05, a minimalna liczba
trybutéw na 2.

Tablica 4.23: Poréwnanie skutecznos$ci metody mini-modeli z lokalng redukcja
wymiarowosci i innych metod bazujacych na prébkach na podstawie danych
wielowymiarowych cz. I. Zrédto: opracowanie wtasne.

Housing Concrete  Auto

Metoda MM btad 0.0532 0.0478  0.0525
z red. wymiarowoéci 1. prébek 25-40  20-40 50 - 80
Metoda MM btad 0.0551 0.0483  0.0529
n-simpleks l. probek 25-40 20-40 20 - 60
Metoda MM btad 0.0536 0.0465  0.0534
n-szescian l. probek 25-40 20-40 20- 60
btad 0.0567 0.0722  0.0531
NN k 4 1 3
btad 0.0545 0.0699  0.0502
GRNN zasieg 0.1 0.03 0.08
btad 0.0517 0.0511  0.0512
RBE zasieg 0.8 1.0 1.0
Gauss. kernel reg. btad 0.0520 0.0660  0.0499
SVM linear btad 0.0785 0.1019  0.0675
SVM Gaussian btad 0.0648 0.0592  0.0563
SVM Polynomial btad 0.0558 0.0617  0.0571

Wariant z lokalna redukeja wymiarowosci w wielu przypadkach poprawia
doktadnos$é metody. Lokalna redukcja wymiarowosci opiera sie na zatozeniu,
ze zmienne wejsciowe w réznych czesciach domeny nie sg jednakowo istotne.
Dla przyktadu, pojedyncza zmienna wejsciowa moze by¢ w ujeciu globalnym
zmienng istotna. Ta sama zmienna istotna w jednej czesci domeny moze oka-
zac¢ sie w innej czesci domeny zmienng mato istotng lub kompletnie nieistotna
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Tablica 4.24: Poréwnanie skutecznosci metody mini-modeli z lokalng redukcja
wymiarowosci i innych metod bazujacych na prébkach na podstawie danych
wielowymiarowych cz. I1. Zrodto: opracowanie wlasne.

Slump  Yacht  Servo

Metoda MM btad 0.0451 0.0189 0.0442
z red. wymiarowosci 1. probek 20-40 10-20 15-30
Metoda MM btad 0.0500 0.0167 0.0493
n-simpleks l. probek 8-20 12-25 10-25
Metoda MM btad 0.0451 0.0189 0.0442
n-szedcian l. probek  8-20 12-25 10-25
btad 0.0600 0.0371 0.0437
AN k 2 2 3
GRNN btad 0.0621 0.0385 0.0381

zasieg 0.1 0.07 0.05
btad 0.0257 0.0220 0.0528

RBE zasieg 2.0 2.9 0.7

Gauss. kernel reg. btad 0.0214 0.0492 0.0612
SVM linear btad 0.0514 0.1033 0.1111
SVM Gaussian btad 0.0947 0.0656 0.0645
SVM Polynomial btad 0.0494 0.0220 0.0522

ze statystycznego punktu widzenia, a tym samym bedzie wprowadzata nie-
potrzebny szum. Daje to przewage nad globalnymi metodami redukcji wy-
miarowosci, ktére analizuja zmienng w catej domenie.

Analizujac wyniki badan nalezy uznaé, ze metoda MM z lokalng re-
dukcja wymiarowosci do osiagniecia optymalnych rezultatow wymaga wiek-
szego zakresu liczby punktoéw niz podstawowa wersja metody. Wynika to
zapewne z faktu, ze metoda potrzebuje wiekszej liczby punktéw w celu po-
prawnego okreslenia, ktore zmienne sa statystycznie istotne. Wybranie zbyt
matego przedziatu liczby punktow skutkuje niewtasciwa identyfikacja istotno-
Sci zmiennych, co przektada sie na wysoki btad popeliany przez mini-model.

4.4 Mini-modele bazujace na metodach kla-
steryzacji

Proces okreslania domeny mini-modeli oparty o modyfikacje ksztattu i po-
tozenia wielowymiarowej bryty moze zosta¢ zastgpiony przez algorytmy kla-
steryzacji danych. Mini-modele bazujace na metodach klasteryzacji danych
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zostaly opisane w dwoch artykutach [67, 69]. W pierwszym artykule, sku-
piono sie na badaniu metody MM bazujacej na algorytmie k-srednich. W
drugim poréwnano MM bazujace na trzech algorytmach opartych o centro-
idy: k-srednich, k-medoidow i c-Srednich.

Mini-modele bazujace na algorytmie k-srednich zostaly przebadane w
czterech wersjach, w ktorych wykorzystano rézne odlegtosci: euklidesows,
miejska, cosinusowa i korelacyjna [69]. W zbiorze “servo” odleglto$é cosinu-
sowa nie mogta zosta¢ wykorzystana ze wzgledu na zbyt bliskie wzajemne
potozenie niektorych probek danych. Z tego samego powodu nie mogta zostac
wykorzystana odlegtos¢ korelacyjna.

Eksperymenty badajace skuteczno$¢ metody przeprowadzono w dwoch
wariantach. W pierwszym wariancie algorytm klasteryzacji uzywat zmien-
nych niezaleznych i zmiennej zaleznej tj.: x1, 2o, ..., x,,y. Jednakze w czesci
przypisywania punktu do konkretnego klastra (krok drugi algorytmu) algo-
rytm uzywat jedynie zmiennych niezaleznych: x1, x5, ..., x,. Jest to spowodo-
wane faktem, ze punkt zapytania nie posiada oczywiscie informacji na temat
zmiennej zaleznej y. W drugiej wersji algorytm uzywat jedynie zmiennych
niezaleznych tj.: x1,zo, ..., x, W procesie klasteryzacji i momencie przypisy-
wania punktu zapytania do konkretnego klastra.

Rezultat dziatania algorytmu k-$rednich zalezy od wartosci parametru &
oraz od poczatkowego potozenia centroidéw. W eksperymentach uzyto algo-
rytmu k-means++. Pozwala on odnalezé¢ poczatkowe potozenie centroidéw
w przestrzeni, co skutkuje skroceniem czasu dziatania algorytmu oraz popra-
wia jakos¢ koncowego rozwigzania. Wyniki eksperymentéw przedstawiono w
Tablicach 4.25 1 4.26.

Mini-modele bazujace na algorytmie k-$rednich nie ustepuja jakos$cig mo-
delowania w stosunku do innych wczesniej testowanych metod. Nie ma jasnej
reguty méwiacej o tym, ktora z przetestowanych wersji metody i kiedy daje
najlepsze rezultaty. Czasami bedzie to wariant, w ktorym zmienna wyjsciowa
y bierze udzial w procesie ustalania domeny mini-modelu, dla innych zbioréw
danych korzystniejszy bedzie drugi wariant.

Nalezy pamietac¢, ze poczatkowa czes¢ algorytmu poszukiwania domeny
mini-modeli jest procedurg heurystyczna i poczatkowe utozenie centréw tak
jak 1 warto$¢ parametru k£ wptywa na jakos¢ rozwigzania koncowego i wyniki
mogg si¢ nieznacznie roézni¢. Tego typu zachowanie jest zbiezne z innymi wer-
sjami metody MM, w ktorych procedura ustalania zakresu domeny rowniez
byta heurystyczna.

Korzystanie z algorytmow klasteryzacji daje przewage w sytuacji, w kto-
rej nalezy obliczy¢ odpowiedZz dla wielu punktéow zapytania. Proces uczenia
jest prostszy i posiada mniejsza ztozonos¢ obliczeniowa w stosunku do po-
zostalych wersji mini-modeli. Opisana procedura ustala domeny mini-modeli
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Tablica 4.25: Porownanie skutecznos$ci metody mini-modeli bazujacej na al-
gorytmie k-$rednich i innych metod bazujacych na probkach cz. 1. Zrddio:
opracowanie wlasne.

Housing Concrete  Auto
Metoda MM bazujgca na k-$rednich z wykorzystaniem y
blad 0.0520 0.0722  0.0513

m. euklidesowa

k 16 20 6
.. blad 0.0545 0.0729  0.0525
m. miejska e 12 18 6
. cosinusowa blad 0.0539 0.0718  0.0516
k 19 18 5
m. korelacyina blad 0.0589 0.737 0.0538
k 9 18 5

Metoda MM bazujgca na k-$rednich bez wykorzystania y
btad 0.0530 0.0712  0.0531

m. euklidesowa

k 17 21 11
m. miejska btad 0.0564 0.0724  0.0534
k 16 21 6
. cosinusowa btad 0.0556 0.0702  0.0523
k 15 26 4
m. korelacyjna btad 0.0566 0.0702  0.0521
k 13 32 5
Pozostate metody
metoda MM btad 0.0551 0.0483  0.0529
n-simpleks l. probek 25-40 20-40 20-60
btad 0.0567 0.0722  0.0531
AN k 4 1 3
btad 0.0545 0.0699  0.0502
GRNN zasieg 0.1 0.03 0.08
btad 0.0517 0.0511  0.0512
RBE zasieg 0.8 1.0 1.0
Gauss. kernel reg. btad 0.0520 0.0660  0.0499
SVM linear btad 0.0785 0.1019  0.0675
SVM Gaussian btad 0.0648 0.0592  0.0563

SVM Polynomial btad 0.0558 0.0617  0.0571
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Tablica 4.26: Poréwnanie skutecznos$ci metody mini-modeli bazujacej na al-
gorytmie k-srednich i innych metod bazujacych na probkach cz. I1. Zrédio:
opracowanie wiasne.

Slump Yacht  Servo
Metoda MM bazujgca na k-srednich z wykorzystaniem y
btad 0.0462 0.0427 0.0325

m. euklidesowa

k 3 20 45
. btad 0.0373  0.473  0.0394
m. miejska K 3 04 197
: btad 0.0417 0.0414 0.0667
m. cosinusowa I 5 04 12
. korelacvina btad 0.0412 0.0424 0.1065
' V) Kk 5 80 6

Metoda MM bazujgca na k-srednich bez wykorzystania y
btad 0.0460 0.0335 0.0365

m. euklidesowa

k 2 87 96
m. miejska btad 0.0473 0.0332 0.0515
k 3 126 99
L. cosinusowa btad 0.0433 0.384 -
k 4 112 -
m. korelacyjna btad 0.0466 0.0363 -
k 3 122 -
Pozostate metody
Metoda MM btad 0.0500 0.0167 0.0493
n-simpleks l. probek 8-20 12-25 10- 25
btad 0.0600 0.0371 0.0437
k-NN k 2 2 3
btad 0.0621 0.0385 0.0381
GRNN zasieg 0.1 0.07 0.05
btad 0.0257 0.0220 0.0528
RBF zasieg 2.0 2.9 0.7
Gauss. kernel reg. btad 0.0214 0.0492 0.0612
SVM linear btad 0.0514 0.1033 0.1111
SVM Gaussian btad 0.0947 0.0656 0.0645

SVM Polynomial btad 0.0494 0.0220 0.0522
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wspolnie dla wszystkich mozliwych punktéw zapytania. Nie jest wymagane
jak w innych wariantach ustalanie domeny mini-modeli dla kazdego punktu
zapytania osobno.

W toku przeprowadzonych eksperymentow poréwnano réwniez metode
mini-modeli bazujaca na réznych algorytmach klasteryzacji opartych o cen-
troidy: k-Srednich, k-medoidéw i c-§rednich [67]. Dwie pierwsze metody zo-
staty przebadane przy uzyciu réznych miar odleglosci: euklidesowej, miej-
skiej, cosinusowej i korelacyjnej, ustandaryzowang metryks eklidesowg i Cze-
byszewa. Obydwie metody uzywalty réwniez algorytmu k-means++ w celu
okreslenia poczatkowego rozmieszczenia centrow, co skutkuje skréceniem
czasu dzialania i poprawa uzyskanych wynikéw. Rezultat eksperymentéw
zostal zaprezentowany w Tablicach 4.27 i 4.28. Metody zostaly poréwnane
rowniez w dwoch wersjach, kiedy zmienna wyjsciowa y byta i nie byta brana
pod uwage w trakcie dziatania algorytmu klasteryzacji.

Na wstepie nalezy przypomnieé¢, ze wszystkie algorytmy klasteryzacji
oparte o centroidy sa wrazliwe na poczatkowe ustawienia parametrow.
Wszystkie wymagaja zdefiniowanej a priori liczby klastrow & (¢ w algo-
rytmie c-Srednich). Wtasciwosé ta, jest uznawana za jedna z gltéwnych wad
tej grupy algorytmow.

Metoda mini-modeli bazujac na algorytmach klasteryzacji jest skuteczna
metoda modelowania danych. Oczywiscie nie jest to metoda uniwersalna i
jej wyniki moga sie nieznacznie rézni¢ w zaleznosci od zbioru danych na kto-
rym pracuja. Z wszystkich przetestowanych metod najgorsze rezultaty osiag-
gata metoda c-$rednich. Jest to zapewne spowodowane faktem, ze granice
klastrow sg rozmyte, a metoda mini-modeli przydzielata punkty danych do
klastrow o najwickszej wartosci funkcji przynaleznosci. Metody k-Srednich i
k-medoidéw osiggaja poréwnywalne rezultaty. Liczba klastrow jak réwniez
miara odleglosci zalezy od zbioru danych i powinna zosta¢ dobrana ekspery-
mentalnie. Ze wzgledu na duze podobienstwo tych dwoch algorytmoéow mozna
zauwazyc¢, ze optymalna warto$¢ parametru £ w obu testowanych metodach
jest podobna.

4.4.1 Mini-modele bazujace na rozmytej metodzie c-
srednich

Metoda c-$rednich potrafi przydzieli¢ punkt danych do kilku klastrow jedno-
czednie z rézng wartoscia funkeji przynaleznosci. Dzieki temu, domene mini-
modelu dla wybranego punktu zapytania mozna zdefiniowa¢ w dwoch wer-
sjach:

e Wyostrzenie granic - granice poszczegélnych domen bede oddzielne i
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Tablica 4.27: Poréwnanie skutecznosci réznych wersji metody mini-modeli
bazujacej na algorytmach klasteryzacji opartych o centroidy i innych metod

bazujacych na probkach cz. 1. Zrédlo: opracowanie wlasne.

Housing Concrete Auto

Metoda MM btad 0.0530 0.0702 0.0521
k-$rednich k 17 26 )
Z Yy odlegtos¢  st. euklid.  cosinusowa  korelacyjna
Metoda MM btad 0.0520 0.0718 0.0513
k-$rednich k 16 18 6
bez y odlegtos¢ euklidesowa cosinusowa euklidesowa
Metoda MM btad 0.0557 0.0837 0.0524
c-$rednich bez y ¢ 12 18 4
Metoda MM btad 0.0562 0.0898 0.515
c-srednich z y ¢ 11 11 5
Metoda MM btad 0.0530 0.0704 0.0510
k-medoidow k 12 44 6
bez y odlegtos¢  st. euklid.  euklidesowa miejska
Metoda MM btad 0.0534 0.0728 0.0518
k-medoidow k 17 15 7
Z Yy odlegtos¢  minkowski  st. euklid.  minkowski
Metoda MM btad 0.0551 0.0483 0.0529
n-simpleks 1. probek 25 - 40 20 - 40 20 - 60
Metoda MM btad 0.0532 0.0478 0.0525
red. wymiar. 1. prébek 25 - 40 20 - 40 50 - 80

btad 0.0567 0.0722 0.0531
A-NN k 4 1 3

btad 0.0545 0.0699 0.0502
GRNN zasieg 0.1 0.03 0.08

btad 0.0517 0.0511 0.0512
RBF zasieg 0.8 1.0 1.0
Gauss. kernel reg. btad 0.0520 0.0660 0.0499
SVM linear btad 0.0785 0.1019 0.0675
SVM Gaussian btad 0.0648 0.0592 0.0563
SVM Polynomial btad 0.0558 0.0617 0.0571
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Tablica 4.28: Poréwnanie skutecznosci réznych wersji metody mini-modeli
bazujacej na algorytmach klasteryzacji opartych o centroidy i innych metod
bazujacych na prébkach cz. II. Zrédto: opracowanie wlasne.

Slump Yacht Servo

Metoda MM btad 0.0433 0.0335 0.0412
k-Srednich k 4 87 40
Z Yy odlegtos¢  cosinusowa euklidesowa st. euklid.
Metoda MM btad 0.0373 0.0414 0.0377
k-$rednich k 3 94 26
bez y odleglosé miejska cosinusowa  st. euklid.
Metoda MM btad 0.0437 0.0555 0.0493
c-$rednich bez y ¢ 12 91 38
Metoda MM btad 0.0437 0.0401 0.0421
c-$rednich z y ¢ 3 99 41
Metoda MM btad 0.0417 0.0607 0.0325
k-medoidéw k 3 50 31
bez y odlegtos¢  minkowski  chebychev  chebychev
Metoda MM btad 0.0431 0.0612 0.0345
k-medoidow k 2 5} 34
zZ Yy odlegtos¢ euklidesowa  chebychev  chebychev
Metoda MM btad 0.0500 0.0167 0.0493
n-simpleks 1. probek 8- 20 12 - 25 10 - 25
Metoda MM btad 0.0451 0.0189 0.0442
red. wymiar. 1. prébek 20 - 40 10 - 20 15-30

btad 0.0600 0.0371 0.0437
NN k 2 2 3

btad 0.0621 0.0385 0.0381
GRNN zasieg 0.1 0.07 0.05

btad 0.0257 0.0220 0.0528
RBF zasieg 2.0 2.9 0.7
Gauss. kernel reg. btad 0.0214 0.0492 0.0612
SVM linear btad 0.0514 0.1033 0.1111
SVM Gaussian btad 0.0947 0.0656 0.0645
SVM Polynomial btad 0.0494 0.0220 0.0522
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sci$le wyznaczone. Punkt danych bedzie nalezal do domeny (klastra),
z najwiekszg wartoscig funkeji przynaleznosci.

e Zastosowanie progu przynaleznosci - granice poszczegdlnych domen
beda rozmyte i beda na siebie nachodzity. Punkt danych bedzie na-
lezal do tych domen, w ktorych warto$é funkeji przynaleznosci bedzie
powyzej zdefiniowanego progu.

Dla przyktadu zatézmy, ze istnieja trzy domeny, a stopien przynaleznosci
pewnego punktu p; do kolejnych klastréw jest nastepujacy: p; = 0.45, o =
0.35, ug = 0.2. W pierwszym wariancie z wyostrzaniem granic punkt bedzie
nalezal do pierwszej domeny mini-modelu, gdyz wartos¢ funkcji przynalezno-
Sci py do pierwszego klastra jest najwyzsza. W drugim wariancie przy zatoze-
niu progu przynaleznosci na poziomie 0.3 punkt bedzie nalezat do pierwszej
i drugiej domeny mini-modelu poniewaz p; > 0.3 oraz puy > 0.3. Rezultaty
eksperymentéw z pierwszym wariantem metody zostaly zaprezentowane w
Tablicach 4.27 i 4.28. Tablice 4.29 i 4.30 poréwnuja skutecznos¢ mini-modeli
bazujacej na metodzie c-Srednich w dwoch opisanych wariantach: z wyostrze-
niem granic i zastosowaniem progu przynaleznosci.

Zastosowanie progu przynaleznosci w procesie wtaczanie punktow do do-
meny mini-modelu przynosi mieszane rezultaty. Dla niektérych zbioréw da-
nych jak Auto czy Slump skutkuje to poprawa jakosci modelowania. Jedno-
czedénie dla zbioru Yacht metoda osiaga o wiele gorsze rezultaty. Tablice 4.31
i 4.32 porownuja skutecznosé modelowania metody dla réznych progéow przy-
naleznosci. Jak mozna wyczytac z tablicy, metoda najlepsze rezultaty osigga
przy duzej liczbie klastréw, na ktore dzielona jest przestrzen problemu przy
jednoczesnym niskim progu wtaczenia punktu do domeny mini-modelu.

4.5 Metoda mini-modeli jako metoda klasy-
fikacji danych

Pomimo ze celem niniejszej rozprawy jest zastosowanie mini-modeli jako

metody uczenia algorytmow regresyjnych, warto zaprezentowaé mozliwosé

zastosowania opisywanej metody w zadaniu klasyfikacji. Klasyfikacja przy

pomocy mini-modeli zostata opisane w artykule naukowym [63], w ktérym

eksperymenty numeryczne zostaty przeprowadzone na 3 zbiorach danych za-
czerpnietych z repozytorium UCI Machine Learning [17], a opisanych ponizej:

e Iris flower,

e Wisconsin Brest Cancer,
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Tablica 4.29: Poréwnanie doktadnosci modelowania metody mini-modeli ba-
zujacej na metodzie c-$rednich i innych metod bazujacych na probkach cz. 1.
Zrodto: opracowanie wiasne.

Housing Concrete  Auto
Wersja z wyostrzeniem granic
Metoda MM btad 0.0557 0.0837  0.0524
c-$rednich bez y ¢ 12 18 4
Metoda MM btad 0.0562 0.0898 0.515
c-$rednich z y ¢ 11 11 5
Zastosowanie progu przynaleinosci
Metoda MM btad 0.0588 0.0901  0.0511
c-$rednich c 16 12 11
bez y prog 0.10 0.10 0.15
Metoda MM btad 0.0570 0.0892 0.508
c-$rednich ¢ 15 11 5
z Yy prog 0.10 0.10 0.35
Pozostate metody
Metoda MM btad 0.0551 0.0483  0.0529
n-simpleks l. prébek 25 - 40 20-40 20 - 60
Metoda MM btad 0.0532 0.0478  0.0525
red. wymiar. l. probek 25-40  20-40 50 - 80
btad 0.0567 0.0722  0.0531
AN k 4 1 3
btad 0.0545 0.0699  0.0502
GRNN zasieg 0.1 0.03 0.08
btad 0.0517 0.0511  0.0512
RBF zasieg 0.8 1.0 1.0
Gauss. kernel reg. btad 0.0520 0.0660  0.0499
SVM linear btad 0.0785 0.1019  0.0675
SVM Gaussian btad 0.0648 0.0592  0.0563
SVM Polynomial btad 0.0558 0.0617  0.0571
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Tablica 4.30: Poréwnanie doktadnosci modelowania metody mini-modeli ba-
zujacej na metodzie c-$rednich i innych metod bazujacych na probkach cz.
II. Zrodto: opracowanie wiasne.

Slump  Yacht  Servo
Wersja z wyostrzeniem granic

Metoda MM btad 0.0437 0.0555 0.0493
c-$rednich bez y ¢ 12 91 38
Metoda MM btad 0.0437 0.0401 0.0421
c-$rednich z y ¢ 3 99 41
Zastosowanie progu przynaleinosci
Metoda MM btad 0.0422  0.1048 0.0494
c-$rednich ¢ 9 7 25
bez y prog 0.10 0.15 0.10
Metoda MM btad 0.0398 0.0825 0.0447
c-$rednich c 4 7 34
zZ Yy prog 0.30 0.20 0.10
Pozostate metody
Metoda MM btad 0.0500 0.0167 0.0493
n-simpleks l. prébek 8-20 12-25 10-25
Metoda MM btad 0.0451 0.0189 0.0442
red. wymiar. . probek 20-40 10-20 15-30
btad 0.0600 0.0371 0.0437
AN k 2 2 3
GRNN btad 0.0621 0.0385 0.0381

zasieg 0.1 0.07 0.05
btad 0.0257 0.0220 0.0528

RBF zasieg 2.0 2.9 0.7

Gauss. kernel reg. btad 0.0214 0.0492 0.0612
SVM linear btad 0.0514 0.1033 0.1111
SVM Gaussian btad 0.0947 0.0656 0.0645

SVM Polynomial btad 0.0494 0.0220 0.0522
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Tablica 4.31: Poréwnanie skutecznosci metody mini-modeli bazujacej na
metodzie c-Srednich z zastosowaniem réznych progéw przynaleznosci punktu
do domeny cz. 1. Zrddto: opracowanie wiasne.

Housing Concrete Auto
y prog c¢ bltad ¢ bltad ¢ bilad

0.10 15 0.0570 11 0.0892 22 0.0516
0.15 13 0.0587 7 0.0917 14 0.0516
020 7 0.0592 5 0.0925 10 0.0514
025 7 0.0608 4 0.0934 8 0.0520
= 030 6 0.0620 3 0.0946 5 0.0519
§ 035 4 0.0621 3 0.0981 5 0.0508
S 040 3 0.0642 2 0.1040 4 0.0530
T 045 3 00633 2 0.0967 5 0.0538
g 0.50 3 0.0654 2 0.0939 4 0.0547
S 055 2 00662 2 0.1217 4 0.0567
i 0.60 2 0.0677 2 0.1275 2 0.0584
0.65 3 0.0652 2 0.1311 2 0.0585
0.70 2 0.0659 2 0.1442 4 0.0597
0.75 2 0.0656 2 0.1572 4 0.0627
0.80 2 0.0662 3 0.3343 4 0.0705
0.10 16 0.0588 12 0.0901 18 0.0515
0.15 11 0.0609 7 0.0913 11 0.0511
0.20 8 0.0607 5 0.0922 9 0.0519
025 8 0.0630 4 0.0934 9 0.0521
? 0.30 5 0.0628 3 0.0947 5 0.0524
'§ 035 3 0.0641 3 0.0957 4 0.0521
% 040 3 0.0645 2 0.1039 4 0.0541
? 045 3 0.0658 2 0.0948 4 0.0534
% 050 2 0.0670 2 0.0933 4 0.0539
S 055 2 0.0667 2 0.1081 4 0.0540
§ 0.60 2 0.0686 2 0.1109 5 0.0561
0.65 2 0.0696 2 0.1191 2 0.0583
0.70 3 0.0671 2 0.1347 2 0.0588
0.75 2 0.0713 2 0.1463 2 0.0623
0.80 2 0.0731 2 0.1818 4 0.0732
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Tablica 4.32: Poréwnanie skutecznosci metody mini-modeli bazujacej na
metodzie c-Srednich z zastosowaniem réznych progéw przynaleznosci punktu
do domeny cz. II. Zrodto: opracowanie wiasne.

Slump Yacht Servo
y prog c  biad btad ¢ blad

o

0.10 13 0.0408 10 0.0874 34 0.0447
0.15 6 0.0417 7 0.0825 32 0.0585
020 5 0.0408 5 0.0828 29 0.0651
025 5 0.0410 4 0.0850 5 0.0642

=030 4 00398 2 01175 4 0.0745

S 035 3 00431 3 01086 4 0.0700

S 040 2 00469 2 0.1175 4 0.0830

T 045 2 0.0482 2 0.1176 2 0.0837

S 050 2 00475 2 0.0955 3 0.0785

S 055 2 0.0615 2 0.1569 3 0.0804

= 060 2 00620 2 01678 2 0.0889
0.65 2 0.0819 2 0.1680 2 0.0915
070 2 0.0904 2 0.1680 2 0.1003
075 3 03169 2 0.1680 2 0.1148
0.80 2 0.2516 2 0.1680 40 0.1352
010 9 0.0422 11 0.1061 25 0.0494
015 7 0.0431 7 0.1048 22 0.0582
020 5 0.0434 5 0.1122 14 0.0598
025 5 0.0432 4 0.1142 7 0.0660

> 030 4 00446 2 01175 7 0.0635

S 035 3 00426 2 01175 7 0.0685

S 040 2 00469 2 0.1175 4 0.0768

¥ 045 2 00476 2 01176 4 0.0740

2 050 2 00494 2 01105 4 0.0794

S 055 2 00611 2 01473 4 0.0829

$ 060 2 00611 2 0158 2 0.0837
0.65 2 0.0796 2 0.1650 2 0.0846
070 2 0.0891 2 0.1672 2 0.0887
0.75 2 0.2327 53 0.1678 2 0.0970
0.80 2 0.1554 53 0.1678 3 0.1077
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e Pima Indians Diabetes.

Iris flower (Kwiaty Irysa)

Jest to jeden z najbardziej znanych zbioréow danych w literaturze rozpozna-
wania wzorcow i klasyfikacji [17, 21, 23]. Zbiér danych zawiera 3 klasy, w tym
kazda po 50 instancji reprezentujacych rozne typy Irysa. Jedna klasa jest li-
niowo separowalna od dwoch pozostatych. Pozostale dwie klasy nie sa juz
liniowo separowalne. Zbiér danych posiada 4 atrybuty mierzone w centyme-
trach: szeroko$¢ i dtugosé listka kielicha, szerokos¢ i dhugosé ptatka. Atrybut
decyzyjny okresla przynaleznos¢ do jednego z trzech gatunkéw: Iris Setosa,
Iris Versicolour, Iris Virginica.

Wisconsin Brest Cancer (Diagnostyka raka piersi)

Zbior danych sktada sie z 699 instancji pochodzacych ze zdigitalizowanych
obrazow tkanki piersi pochodzacych z University of Wisconsin Hospitals w
Madison od dra Williama H. Wolberga [17, 93]. Zbiér danych sktada si¢ z 10
atrybutow: numer probki, grubos¢ grupki komorek, jednorodnosé¢ rozmiaru
komorek, jednorodnos¢ ksztaltu komorek, adhezja, rozmiar pojedynczej ko-
morki nabtonka, jadra komoérkowe nieotoczone cytoplazma, chromatyna, ja-
derko, mitoza. Atrybut decyzyjny zawiera dwie klasy: ztosliwy, nieztosliwy.

Pima Indians Diabetes (Cukrzyca Indian Pima)

Zbiér danych prezentuje cukrzyce wérdd kobiet z indianskiego plemienia
Pima [17, 82]. Zbiér danych sktada si¢ z 768 instancji. Kazda probka da-
nych jest opisana przez 8 atrybutow: liczba ciaz, stezenie glukozy w osoczu
2 godziny po doustnym tescie tolerancji glukozy, rozkurczowe ci$nienie tet-
nicze (mm Hg), grubosé¢ fatdy skérnej w tricepsie (mm), 2-godzinna insulina
w surowicy (pU/ml), BMI (Body mass index), warto$¢ funkcji okreslajacej
prawdopodobienstwo cukrzycy na podstawie wystepowania tego schorzenia
u przodkow, wiek. Atrybut decyzyjny zawiera dwie klasy mowiace o tym czy
dana osoba jest cukrzykiem czy nie.

Wiyniki dla poszczegdlnych zbioréw danych zostaly zaprezentowane w Ta-
blicach 4.33, 4.35 i1 4.34. W eksperymentach uzyto mini-modeli opartych o
sferyczny uktad wspotrzednych, a bazujacych na n-wymiarowym hipersze-
Scianie. W toku wykonywanych obliczen ksztatt wielowymiarowej hiperbryty
stawal sie nieregularny w celu dostosowania sie do klasyfikowanych danych.
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Eksperymenty zostaty przeprowadzone jedynie dla mini-modeli. Wyniki po-
zostalych metod zostaly zaczerpniete z prac tworcéw danej metody lub z
projektéw opisanych w pracach poréwnawczych [4, 42, 85, 97].

Tablica 4.33: Poréwnanie jakosci klasyfikacji metody mini-modeli z innymi
metodami na przyktadzie zbioru Wisconsin Brest Cancer. Zrédto: opracowa-
nie wlasne na podstawie [42].

Algorytm rezultat zrédlo
CART 93.5 [85]
C4.5 04.7  [85]
LDA 96.0  [85]
LVQ 96.6  [85]
FDA 96.7  [85]
MLP+BP 96.7 85]
Metoda mini-modeli 96.8 63]
SVM lin, opt C 97.1 85]
5-NN wazone prze odlegtosé 97.3 [42]
5-NN 074  [42]
5-NN wazone prze odleglos¢ i atrybut ~ 97.6 [42]

Tablica 4.34: Poréwnanie jakosci klasyfikacji metody mini-modeli z innymi
metodami na przyktadzie zbioru Diabetes. Zrddto: opracowanie wiasne na
podstawie [42].

Algorytm rezultat zrodto
C4.5 73.0  [89)
CART 47 [85]
MLP+BP 75.2  [42]
RBF 757 (85
Metoda mini-modeli 75.8 [63]
VQ 76.0  [85]
13-NN 6.2 [42]
13-NN wazone prze odlegltos¢ 76.6 [42]
13-NN wazone prze odlegtos¢ i atrybut  77.0 [42]
SVM, Gauss, C, sigma opt 77.4 [85]

Pomimo, ze eksperymenty zostaly wykonane jedynie na 3 zbiorach da-
nych, wyniki sugeruja, ze mini-modele zaprojektowane do zadania regresji
moga zosta¢ przystosowane i uzyte do zadania klasyfikacji. Pomimo, ze me-
toda MM nie osiagneta najlepszych wynikéw to nie ustepuje ona jakoscia kla-
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Tablica 4.35: Poréwnanie jakosci klasyfikacji metody mini-modeli z innymi
metodami na przyktadzie kwiatu Irysa (Iris flower dataset). Zrddlo: opraco-
wanie wlasne na podstawie [42].

Algorytm rezultat zrodto
13-NN 06.7  [42]
13-NN wazone prze odlegtosé 96.7 [42]
NEFCLASS 96.7  [97]
13-NN wazone prze odlegtosé i atrybut ~ 96.8 [42]
Metoda mini-modeli 97.3 [63]
SVM 97.3  [4]
Naiwny klasyfikator Bayesa 97.3 [85]

syfikacji i przewyzsza wiele znanych i szeroko stosowanych metod jak SVM
czy k-NN. Nalezy réwniez pamietac, ze w badaniach zaprezentowano bar-
dzo prosty wariant metody. Podobnie jak w zadaniu regresji mini-modele sg
uczone heurystycznie i wyniki moga si¢ nieznacznie réznic.

4.6 Podsumowanie eksperymentéw

W rozdziale przeanalizowano metode mini-modeli w czterech gtownych wa-
riantach:

e mini-modele 2D,
e mini-modele bazujace na brytach wielowymiarowych,

e mini-modele bazujace na brytach wielowymiarowych z redukcja wymia-
rowosci,

e mini-modele bazujace na algorytmach klasteryzacji.

Podzial ten moze ulec znacznemu rozszerzeniu jezeli pod uwage wezmiemy
szereg parametrow definiujacych sposob uczenia mini-modeli. Mini-modele
2D zostaly przebadane w o$miu wersjach a mini-mode bazujace na brytach
wielowymiarowych mogty uzyé trzech réznych bryt w procesie uczenia (sim-
pleksu, hiperszescianu lub hipero$mioécianu). Analizujac mini-modele bazu-
jace na metodach klasteryzacji wzieto pod uwage nie tylko rézne metody gru-
powania danych (trzy metody), ale wzigto pod uwage réwniez rézne miary
odlegtosci (cztery dla metody k-Srednich i szesé¢ dla metody k-medoidéw) w
potaczeniu z informacjg czy zmienna y ma zosta¢ uzyta lub nie w procesie
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podziatu przestrzeni na klastry. Dodatkowo mini-modele bazujace na meto-
dzie c-Srednich przebadano w czterech wariantach réznigcych sie ze wzgledu
na spos6b definiowania granic domeny (wyostrzenie granicy lub zastosowanie
progu przynaleznosci) w potaczeniu z informacja na temat zmiennej y. Roz-
drabniajac ten podzial maksymalnie mozna przyjaé, ze metode mini-modeli
tacznie przebadano w blisko czterdziestu wariantach.

Wyniki przeprowadzonych eksperymentéw numerycznych potwierdzaja
skutecznos¢ dziatania metody mini-modeli. Szerokie spektrum eksperymen-
tow w przestrzeni 2D pozwolito zobrazowa¢ jak metoda zachowuje sie¢ w
przestrzeni, ktéra da sie tatwo wizualizowaé. Szczegdlnie interesujace sa wy-
niki eksperymentéw w przestrzeni wielowymiarowej, w ktorej to mini-modele
sprawdzilty sie jako skuteczna metoda modelowania danych. Dla niektorych
zbioréw takich jak Concrete czy Yacht metoda osiggata najlepsze rezultaty
posréd poréwnywanych. W sytuacjach, w ktérych metoda nie osiggata naj-
lepszych rezultatéw doktadnos¢ modelowania nie odbiegata od innych te-
stowanych metod opartych na prébkach. Zgodnie z zasada No free lunch
theorem, nie jest to, podobnie jak inne metody, metoda idealna oraz nie
istnieje jedna wybrana wersja metody osiggajaca optymalne rezultaty dla
wszystkich zbiorow danych. Jednakze wystepuja pewne prawidtowosci. Na
przyktad, mini-modele z redukcjg wymiarowos¢ prawie zawsze dziataja lepiej
od wersji podstawowej bez redukcji. Dla wersji metody opartej o klasteryza-
cje mini-modele bazujace na algorytmie k-$rednich czy k-medoidéw, z reguty
dziala lepiej od metody opartej na algorytmie c-$rednich.
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Rozdziatl 5

Podsumowanie pracy

Niniejsza praca podejmuje temat lokalnego uczenia algorytmoéw regresyjnych
metodg mini-modeli. Gtéwna zasada dziatania prezentowanej metody opiera
sie na zalozeniu, ze w procesie modelowania danych bardzo czesto jesteSmy
zainteresowani odpowiedzig na jedno, konkretne zapytanie. Wiedza na te-
mat wartosci zmiennej zaleznej w catej modelowanej dziedzinie nie zawsze
jest wymagana. Dlatego metoda MM stara sie zidentyfikowaé lokalng funk-
cje matematyczna opisujaca zaleznos¢ pomiedzy zmiennymi wejSciowymi i
wyjsciowymi operujac jedynie na danych znajdujacych sie¢ w lokalnym oto-
czeniu punktu zapytania. Przyktadowe zapytanie: “Jak wysoka bedzie stopa
bezrobocia w sytuacji, gdy podaz pieniadza wynosi 950 mld zt, stopa inflacji
jest na poziomie 10%, liczba ludno$ci wynosi 37,5 mln oséb, a minimalne
wynagrodzenie ksztattuje si¢ na poziomie 1500 zt?”. OdpowiedZ na to pyta-
nie wymaga jedynie danych znajdujacych sie w otoczeniu punktu zapytania
tj. danych gdzie podaz pienigdza wynosi okoto 950 mld z}, stopa inflacji jest
na poziomie okoto 10%, liczba ludno$ci wynosi okoto 37,5 mln oséb, a mini-
malne wynagrodzenie wynosi okoto 1500 zt. Zasada dziatania metody rézni
sie w tym aspekcie od wielu znanych i powszechnie stosowanych metod mo-
delowania globalnego, takich jak np.: sieci neuronowe, sieci neurorozmyte,
aproksymacja wielomianowa, ktore dokonuja aproksymacji w catej domenie
systemu, a nie tylko w jej wybranej czesci.

Opisana w pracy metoda mini-modeli jest metodg modelowania ogolnego
i moze zostaé zastosowana w procesie modelowania danych réznorakiego po-
chodzenia. Zbiory danych numerycznych moga pochodzié¢ z réznego rodzaju
systemow, na przyktad: fizycznych, ekonomicznych czy tez biologicznych.
Oczywisdcie metoda, nie we wszystkich przypadkach daje najlepsze wyniki
i niekiedy jej doktadnos¢ nieznacznie ustepuje niektérym innym metodom
modelowania. Jednak w przypadku MM typ pochodzenia danych nie ma
wplywu na doktadnosci uzyskiwanych wynikow.
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Opisywana metoda stanowi rozwiniecie pierwotnej wersji metody opra-
cowanej w przez prof. A. Piegata i opisanej w pracach [58, 59]. Oryginalny
wktad wtasny autora pracy stanowi:

e Opracowanie wersji mini-modeli dzialajacych w przestrzeni wielowy-
miarowej (> 3D).

e Zastosowanie sferycznego uktadu wspotrzednych w procesie okreslania
bryty geometrycznej w przestrzeni wielowymiarowej uzywanej do defi-
niowania obszaru domeny mini-modelu.

e Heurystyczny algorytm uczenia mini-modeli oparty na brytach wielo-
wymiarowych.

e Zastosowanie lokalnej redukcji wymiarowosci w celu odrzucenia zmien-
nych lokalnie nieistotnych.

e Zastosowanie algorytmow klasteryzacji danych w celu podziatu prze-
strzeni wej$¢ na domeny pozwala wyznaczy¢ lokalne otoczenia dla wszyst-
kich punktéw zapytania na poczatku procesu uczenia.

Ze wzgledu na specyfike i pewne ograniczenia metod bazujacych na prob-
kach, do ktérych nalezy algorytm mini-modeli, w eksperymentach porownaw-
czych skupiono si¢ na metodach pochodzacych z tej grupy, takich jak: sie¢
GRNN;, sie¢ RBF, algorytm k-NN, Regresyjna Maszyna Wektoréw Nos$nych,
Regresja Jadrowa. Poréwnanie tylko z ta grupa algorytméw moze budzi¢ za-
strzezenia, jednakze wszystkie metody bazujace na probkach posiadaja szereg
zalet oraz wad charakterystycznych dla tej grupy algorytmow.

Wszystkie wersje metody mini-modeli zostaly przetestowane przy uzyciu
autorskiego oprogramowania. W celu przetestowania metod bazujacych na
probkach, wzgledem ktorych poréwnywano skutecznosé¢ metody mini-modeli,
uzyto funkcji zaimplementowanych w srodowisku MATLAB®.

Doktadnosé modelowania algorytmu przebadano w czterech gtownych wa-
riantach rézniacych sie sposobem uczenia. Przeanalizowano: mini-modele 2D,
mini-modele bazujace na brytach wielowymiarowych, mini-modele bazujace
na brytach wielowymiarowych z redukcja wymiarowosci, mini-modele bazu-
jace na algorytmach klasteryzacji.

Podzial ten moze ulec rozszerzeniu jezeli pod uwage wezmiemy szereg pa-
rametréw definiujacych sposoéb uczenia mini-modeli. Pod uwage wzieto mie-
dzy innymi rézne bryty definiujace domene mini-modelu. W przypadku mini-
modeli bazujacych na metodach klasteryzacji uzyto nie tylko réznych metod
grupowania danych, ale takze rézne metryki oraz informacje czy zmienna
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y ma zosta¢ uzyta w procesie podziatu przestrzeni na klastry. Rozdrabnia-
jac ten podzial maksymalnie mozna przyjac¢, ze metode mini-modeli tacznie
przebadano w blisko czterdziestu wariantach.

Wyniki przeprowadzonych eksperymentéw numerycznych potwierdzaja
skutecznos¢ dziatania metody mini-modeli. Duza liczba préb testowych z
mini-modelami 2D pozwolita zobrazowa¢ jak metoda zachowuje sie w prze-
strzeni, ktora da si¢ tatwo wizualizowac. Jednakze szczegdlnie interesujace
sg wyniki dla pozostatych wersji metody mini-modeli operujacych w prze-
strzeniach wielowymiarowych. Metoda i w tym przypadku udowodnita swoja
skutecznosé. Dla niektorych zbiorow danych metoda osiggata najlepsze rezul-
taty sposrod poréwnywanych algorytmow. W przypadku gdy metoda mini-
modeli nie byla najdoktadniejsza sposrod porownywanych algorytméw, jej
doktadnos$é¢ nie odbiegata od innych testowanych metod opartych na prob-
kach. Liczba zbioréw danych wielowymiarowych, na ktérych przetestowano
metode moze budzi¢ zastrzezenia nalezy jednak pamietac¢, ze metoda zostata
przetestowana w duzej liczbie wariantéw. Ponadto eksperymenty z mini-
modelami 2D zostaly wykonane na duzo wiekszej liczbie danych, a poziom
skutecznosci pozostal poréwnywalny. Dodatkowo wyniki eksperymentow nu-
merycznych oraz ich analiza sa wystarczajaca podstawa do udowodnienia
hipotezy badawczej, ze udoskonalona metoda uczenia mini-modeli umozli-
wia wykazanie co najmniej czesci przewidywanych zalet tej metody wzgle-
dem geometrycznych metod modelowania bazujacych na probkach. Do zalet
mini-modeli mozna zaliczy¢:

e Dokladnos¢ metody jest na poziomie metod, z ktérymi byta porow-
nywana. Zgodnie z zasada No free lunch theorem, nie jest to jednak
metoda idealna oraz nie istnieje jedna wybrana wersja metody osiaga-
jaca optymalne rezultaty dla wszystkich zbioréw danych.

e Wersja metody bazujaca na brytach wielowymiarowych jest w stanie
wykry¢ sytuacje, w ktérej algorytm nie odnalazt domeny mini-modelu
spelniajacej natozone na nig kryteria. Odpowiedz numeryczna modelu z
reguty jest obarczona duzym btedem w sytuacji, w ktérej domena mini-
modelu jest zbyt rozciggnieta lub zawiera niewtasciwg liczbe probek
uczacych.

e Mini-modele posiadajg dobre wtasciwosci ekstrapolacyjne. Metoda w
obszarach wykraczajacych poza obszar interpolacyjny bedzie zachowy-
wala linie trendu wygenerowang na podstawie danych lezacych najblizej
punktu zapytania. Zachowywanie linii trendu ma bardzo duze znacze-
nie dla danych z lukg informacyjna.
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e Mozna dokonywaé lokalnej redukeji wymiarowosci co jest wazne w
przypadku probleméw wysoko-wymiarowych. Zmienne nieistotne moga
podwyzszaé¢ btad modelu dziatajac jako szum informacyjny.

e Mini-modele posiadaja odporno$¢ na luki informacyjne. Dzieki wyko-
rzystywaniu informacji na temat trendu model jest w stanie “przesko-
czy¢” luke informacyjna i zawrze¢ w swojej domenie dane znajdujace
sie po jej “drugiej stronie”.

e Mini-modele moga by¢ prostymi funkcjami np. liniowymi co utatwia
ich identyfikacje.

e Przewaga mini-modeli wzgledem k-NN polega na wykorzystywaniu nie
tylko odlegtoéci do najblizszego sasiada, ale takze informacji o nachy-
leniu powierzchni funkcyjne;j.

e Mini-modele moga by¢ zastosowane do zadania klasyfikacji.

e [stnieje mozliwos¢ umieszczenia metody mini-modeli w bibliotekach
metod rozwigzujacych problemy rzeczywiste.

Do wad metody mozna zaliczy¢:

e Ztozonos¢ obliczeniowa, ktéra rosnie wraz z liczbg probek uczacych.
Jest to jednak wada, ktéra sg obarczone wszystkie algorytmy bazujace
na préobkach.

e Okreslenie optymalnego otoczenia punktu zapytania jest zadaniem
trudnym, gdyz metoda czasem osigga lokalne minima funkcji bledu,
podobnie zreszta jak inne metody samouczace.

Zaprezentowana praca stanowi pewien etap i nie jest zakonczeniem badan nad
metoda mini-modeli. Rozwd6j lokalnych systeméw samouczacych jest czaso-
chtonny i mozna go poréwnaé do rozwoju sieci neuronowych, ktéry odbywat
si¢ na przestrzeni lat.

5.1 Dalsze kierunki badan

Jako dalsze kierunki badan autor proponuje:

e Opracowanie algorytmoéow dzielacych dane uczace na podgrupy na za-
sadzie dzialania algorytmu kD-drzew w celu zmniejszenia ztozonosci
obliczeniowej mini-modeli bazujacej na brytach wielowymiarowych.
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e Zastosowanie algorytmow optymalizacji w procesie obliczania optymal-
nej domeny mini-modelu. Zaproponowane rozwiazanie powinno by¢
analogiczne do uczenia regresyjnej maszyny wektorow nosnych, w kto-
rej parametry metody obliczane sg przy pomocy metod optymalizacji.

e Zastosowanie innych algorytmow klasteryzacji danych. W pracy prze-
testowano jedynie metody oparte o centroidy. Metody oparte o ge-
stos¢ probek, takie jak np. algorytm DBSCAN, potrafia zidentyfikowaé
punkty graniczne lub dane zaszumione, dla ktoérych obliczenie popraw-
nej odpowiedzi numerycznej moze by¢ niemozliwe.

e Opracowanie mini-modeli uwzgledniajacych niepewnosé pomiarowa
probek w oparciu o logike rozmyta lub matematyke interwatows.
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Dodatek A

Przyklady mini-modeli
bazujgcych na sferycznym
uktadzie wspéirzednych

Tablica A.1: Warto$ci wybranych atrybutéow dla zbioru danych Stopa bez-
robocia w Polsce wraz z ich konwersja do wspotrzednych hipersferycznych,

gdzie centrum uktadu stanowi prébka nr 10. Zrédlo: opracowanie wlasne.

wspotrzedne kartezjanskie

wspotrzedne hipersferyczne

3

X7

xs

To9

Z10

r

1

P2

¥3

0,020
0,000
0,016
0,029
0,014
0,010
0,044
0,053
9 | 0,061
10 | 0,054
11 | 0,054
12 | 0,090
13 | 0,083
14 | 0,063
15 | 0,059
16 | 0,058
17 | 0,050

O 1 O UL W

0,778
0,724
0,000
0,983
0,905
0,807
0,738
0,717
0,696
0,662
0,730
0,711
0,724
0,699
0,660
0,604
0,586

0,073
0,844
0,795
0,846
0,919
0,817
0,873
0,946
1,000
0,998
0,973
0,946
0,780
0,834
0,834
0,795
0,738

0,214
0,000
0,359
0,262
0,101
0,199
0,200
0,166
0,338
0,373
0,255
0,355
0,132
0,054
0,317
0,202
0,192

0,201
0,412
0,603
0,373
0,375
0,293
0,226
0,220
0,050
0,000
0,138
0,081
0,332
0,361
0,173
0,272
0,325
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2,479
2,703
1,591
1,873
2,381
2,206
2,439
2,793
2,345
1,571
2,590
1,790
2,384
2,657
1,899
2,252
2,161

1,770
2,651
1,868
2,011
1,879
2,444
2,590
2,324
1,502
1,571
1,915
2,274
2,836
2,914
3,107
2,863
2,855

5,999
5,566
3,200
6,205
6,120
5,986
6,149
6,265
0,208
0,000
6,282
0,627
0,436
0,245
1,919
3,082
3,108

0,351
0,392
0,351
0,365
0,378
0,419
0,486
0,527
0,554
0,541
0,541
0,554
0,635
0,662
0,662
0,662
0,649




18
19
20
21
22
23
24
25
26
27
28
29
30
31
32
33
34
35
36
37
38
39
40
41
42
43
44
45
46
47
48
49
50
o1
52
53
54
%)
56
o7
58

0,052
0,073
0,108
0,001
0,099
0,094
0,113
0,057
0,069
0,082
0,075
0,066
0,081
0,101
0,118
0,118
0,084
0,084
0,148
0,110
0,095
0,114
0,135
0,122
0,131
0,160
0,210
0,220
0,220
0,226
0,266
0,261
0,250
0,262
0,278
0,267
0,267
0,284
0,309
0,319
0,324

0,618
0,669
0,712
0,796
0,787
0,823
0,767
0,694
0,689
0,672
0,665
0,612
0,588
0,531
0,530
0,515
0,429
0,410
0,432
0,396
0,324
0,244
0,213
0,171
0,104
0,101
0,172
0,181
0,115
0,104
0,108
0,084
0,049
0,045
0,049
0,045
0,048
0,032
0,042
0,064
0,056

0,702
0,714
0,704
0,621
0,592
0,670
0,782
0,655
0,594
0,601
0,626
0,626
0,663
0,665
0,650
0,709
0,746
0,682
0,584
0,653
0,685
0,672
0,655
0,653
0,604
0,538
0,491
0,455
0,411
0,401
0,391
0,377
0,362
0,362
0,359
0,347
0,340
0,362
0,364
0,340
0,340

0,305
0,012
0,118
0,270
0,276
0,336
0,398
0,113
0,104
0,451
0,230
0,227
0,301
0,207
0,423
0,540
0,449
0,520
0,629
0,470
0,359
0,611
0,334
0,504
0,481
0,370
0,593
0,683
0,712
0,698
0,594
0,411
0,293
0,521
0,402
0,420
0,260
0,364
0,402
0,537
0,700

0,307
0,459
0,396
0,414
0,438
0,369
0,248
0,431
0,486
0,405
0,399
0,403
0,351
0,397
0,380
0,370
0,353
0,430
0,546
0,450
0,463
0,583
0,571
0,618
0,696
0,732
0,754
0,806
0,887
0,896
0,876
0,874
0,908
0,922
0,913
0,923
0,931
0,924
0,922
0,942
0,989
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1,792
2,474
2,271
1,822
1,794
1,672
1,469
2,217
2,157
1,376
1,937
1,942
1,775
2,003
1,437
1,101
1,353
1,223
1,082
1,352
1,601
1,151
1,639
1,357
1,415
1,574
1,275
1,176
1,178
1,199
1,316
1,527
1,659
1,409
1,539
1,519
1,692
1,580
1,539
1,395
1,233

2,994
3,070
2,806
2,787
2,825
2,671
2,632
3,047
3,064
3,068
3,084
3,004
2,911
2,745
2,742
2,636
2,301
2,464
2,600
2,474
2,314
2,227
2,215
2,178
2,181
2,249
2,349
2,389
2,369
2,368
2,368
2,362
2,350
2,345
2,346
2,354
2,362
2,329
2,328
2,359
2,352

3,188
1,215
0,815
0,266
0,345
0,242
0,510
0,082
0,501
1,213
1,401
2,900
2,796
2,301
2,691
2,730
3,016
3,025
2,755
2,934
3,020
2,999
2,963
3,003
3,005
2,955
2,833
2,810
2,847
2,843
2,775
2,797
2,832
2,817
2,792
2,809
2,807
2,792
2,751
2,725
2,722

0,716
0,797
0,797
0,797
0,784
0,811
0,838
0,973
0,986
0,973
0,932
0,905
0,959
1,000
0,986
0,946
0,905
0,892
0,878
0,892
0,865
0,811
0,770
0,716
0,770
0,784
0,770
0,743
0,703
0,703
0,730
0,797
0,811
0,797
0,757
0,703
0,649
0,622
0,581
0,541
0,500




99
60
61
62
63
64
65
66
67
68
69
70
71
72
73
74
1)
76
7
78
79
80
81
82
83
84
85
86
87
88
39
90
91
92
93
94
95
96

0,324
0,379
0,361
0,322
0,444
0,432
0,418
0,439
0,474
0,495
0,519
0,545
0,551
0,593
0,570
0,544
0,537
0,555
0,576
0,611
0,644
0,696
0,715
0,714
0,724
0,829
0,830
0,844
0,861
0,847
0,853
0,863
0,877
0,909
0,931
0,941
0,950
1,000

0,031
0,035
0,053
0,062
0,072
0,081
0,092
0,118
0,176
0,225
0,209
0,166
0,188
0,178
0,164
0,113
0,046
0,016
0,005
0,027
0,011
0,077
0,098
0,032
0,000
0,009
0,028
0,121
0,178
0,187
0,143
0,134
0,103
0,139
0,186
0,174
0,216
0,164

0,330
0,315
0,208
0,286
0,269
0,237
0,220
0,237
0,227
0,218
0,196
0,183
0,186
0,181
0,196
0,210
0,203
0,198
0,188
0,161
0,154
0,139
0,122
0,105
0,088
0,073
0,032
0,000
0,015
0,017
0,020
0,022
0,017
0,039
0,059
0,076
0,088
0,103

0,490
0,522
0,450
0,323
0,458
0,601
0,437
0,575
0,469
0,476
0,804
0,846
0,654
0,736
0,517
0,446
0,671
0,555
0,521
0,556
0,489
0,493
0,702
0,688
0,501
0,575
0,270
0,244
0,730
0,523
0,551
0,529
0,491
0,629
0,869
0,855
0,830
1,000

0,964
0,993
0,979
0,970
1,019
1,054
1,032
1,031
1,008
1,002
1,118
1,172
1,100
1,150
1,086
1,080
1,154
1,157
1,175
1,203
1,223
1,226
1,276
1,315
1,315
1,387
1,395
1,389
1,407
1,356
1,377
1,382
1,401
1,410
1,457
1,452
1,427
1,529

1,449
1,420
1,492
1,622
1,487
1,352
1,509
1,373
1,475
1,467
1,175
1,155
1,312
1,250
1,437
1,503
1,310
1,412
1,445
1,418
1,476
1,472
1,310
1,329
1,473
1,424
1,645
1,663
1,314
1,460
1,441
1,457
1,486
1,388
1,223
1,232
1,245
1,148

2,343
2,339
2,369
2,396
2,371
2,403
2,426
2,422
2,446
2,469
2,462
2,433
2,440
2,417
2,412
2,390
2,364
2,346
2,338
2,351
2,336
2,351
2,360
2,345
2,339
2,310
2,338
2,377
2,378
2,386
2,370
2,361
2,349
2,334
2,326
2,309
2,309
2,268

2,736
2,664
2,675
2,722
2,558
2,565
2,574
2,526
2,429
2,352
2,343
2,361
2,332
2,302
2,339
2,412
2,477
2,482
2,470
2,421
2,405
2,309
2,277
2,333
2,350
2,271
2,255
2,171
2,110
2,111
2,146
2,149
2,167
2,120
2,068
2,074
2,032
2,055

0,514
0,500
0,486
0,473
0,419
0,351
0,297
0,284
0,243
0,203
0,149
0,108
0,108
0,108
0,162
0,149
0,122
0,068
0,027
0,014
0,014
0,000
0,014
0,027
0,054
0,122
0,257
0,324
0,338
0,311
0,284
0,284
0,311
0,324
0,351
0,365
0,405
0,486
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Tablica A.2: Wspolrzedne generatoréw Scian simpleksa. Zrédlo: opracowanie
wlasne.

wspotrzedne kartezjanskie wspotrzedne hipersferyczne
Z1 T2 T3 Ly r Y1 P2 ¥3

G, | 0,200 0,000 0,000 0,000 | 0,200 1,571 1,571 1,571
Gy | -0,050 0,194 0,000 0,000 | 0,200 1,571 1,571 6,031
Gs | -0,050 -0,065 0,183 0,000 | 0,200 1,571 0,421 3,801
G4 | -0,050 -0,065 -0,091 0,158 | 0,200 0,659 2,412 3,801
Gs | -0,050 -0,065 -0,091 -0,158 | 0,200 2,483 2412 3,801

Tablica A.3: Wartosci katow ¢;; pomiedzy wektorami utworzonymi przez
punkty p; i generatory scian simpleksa G; (z Tabeli A.2) oraz informacja
o zawieraniu (+) lub wykluczaniu (—) punktu p; przez Sciane F; w obszar
simpleksa. Zrédlo: opracowanie wlasne.

Pi1 Pi2 Pi3 Pi4 Pi5
1,741 0,924 1,829 2,363 1,007
1,703 1,391 1,936 2,166 0,514
1,627 2,714 1,516 1,115 1,080
1,639 0,554 2,255 1,887 1,410
1,678 0,858 1,953 2,292 1,063
1,723 1,028 2,325 1,886 0,890
1,616 1,228 2214 2,036 0,711
1,575 1,326 1,868 2,368 0,691
1,423 0,878 1,790 2,563 1,299
10 | 1,571 0,253 1,899 1,899 1,899
11 | 1,572 1,073 1,897 2,422 0,933
12| 1,119 1,077 2,647 1,759 1,414
13 11,483 1,410 2,320 1,936 0,658
14 | 1,645 1,478 2,042 2,131 0,521
151,540 1,589 2,621 1,397 0,819
16 | 1,558 1,782 2,235 1,662 0,441
17 | 1,584 1,796 2,277 1,568 0,490
18 | 1,677 1,709 2,555 1,250 0,847
19 | 1,529 1,566 2,189 1,933 0,479
20 | 1,435 1,481 2422 1,820 0,687
21 | 1,482 1,275 2844 1,479 1,065
22 | 1,468 1,317 2872 1,440 1,070
23 | 1,462 1,163 2,931 1,413 1,249
24 | 1,331 1,212 2,991 1,286 1,451
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25
26
27
28
29
30
31
32
33
34
35
36
37
38
39
40
41
42
43
44
45
46
47
48
49
90
o1
52
93
o4
95
o6
o7
o8
59
60
61
62
63
64
65

1,565
1,540
1,503
1,518
1,540
1,495
1,453
1,402
1,397
1,487
1,502
1,399
1,446
1,482
1,468
1,428
1,460
1,460
1,426
1,362
1,364
1,382
1,378
1,326
1,331
1,353
1,344
1,323
1,338
1,340
1,320
1,291
1,286
1,295
1,287
1,238
1,252
1,291
1,178
1,204
1,211

1,499
1,524
1,563
1,575
1,699
1,796
1,928
1,958
2,012
2,293
2,104
2,039
2,219
2,389
2,373
2,491
2,493
2,506
2,460
2,319
2,251
2,271
2,279
2,308
2,346
2,357
2,352
2,361
2,354
2,340
2,378
2,374
2,325
2,292
2,350
2,337
2,319
2,302
2,287
2,244
2,243

2,421
2,472
2,735
2,620
2,515
2,534
2,329
2,440
2,249
2,048
2,091
2,211
2,141
1,987
1,879
1,906
1,855
1,860
1,941
2,043
2,064
2,040
2,043
2,081
2,088
2,066
2,060
2,075
2,078
2,082
2,060
2,070
2,098
2,069
2,084
2,100
2,129
2,140
2,167
2,178
2,211

1,711
1,655
0,959
1,444
1,403
1,241
1,442
0,937
0,646
0,811
0,683
0,627
0,822
1,049
0,673
1,118
0,861
0,912
1,053
0,803
0,719
0,712
0,731
0,852
1,032
1,144
0,925
1,047
1,023
1,179
1,087
1,063
0,938
0,803
0,985
0,983
1,035
1,132
1,066
0,941
1,067

155

0,622
0,659
1,299
0,806
0,737
0,870
0,659
1,179
1,488
1,216
1,332
1,504
1,226
0,994
1,433
0,995
1,250
1,195
1,048
1,335
1,426
1,418
1,400
1,308
1,111
0,985
1,216
1,105
1,116
0,960
1,071
1,120
1,250
1,399
1,202
1,248
1,174
1,040
1,211
1,322
1,176
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66
67
68
69
70
71
72
73
74
75
76
7
78
79
80
81
82
83
84
85
36
87
88
89
90
91
92
93
94
95
96

1,188
1,141
1,115
1,142
1,139
1,102
1,084
1,075
1,100
1,139
1,123
1,110
1,089
1,068
1,020
1,026
1,045
1,037
0,977
0,981
0,966
0,960
0,946
0,952
0,946
0,943
0,920
0,925
0,913
0,892
0,904

2,220
2,179
2,132
2,089
2,111
2,129
2,122
2,169
2,221
2,241
2,276
2,281
2,248
2,260
2,204
2,162
2,201
2,232
2,200
2,188
2,117
2,067
2,078
2,106
2,113
2,132
2,107
2,056
2,069
2,048
2,060

2,210
2,274
2,318
2,250
2,217
2,276
2,252
2,272
2,233
2,166
2,164
2,164
2,190
2,187
2,234
2,231
2,202
2,210
2,210
2,245
2,308
2,305
2,337
2,308
2,302
2,287
2,282
2,257
2,245
2,263
2,194

0,966
1,075
1,084
0,851
0,839
0,970
0,937
1,080
1,119
0,945
1,034
1,067
1,056
1,114
1,137
1,012
1,014
1,129
1,124
1,303
1,330
1,062
1,176
1,156
1,171
1,194
1,135
1,026
1,038
1,061
0,998

1,309
1,240
1,262
1,522
1,541
1,409
1,477
1,306
1,235
1,392
1,305
1,283
1,317
1,276
1,303
1,448
1,421
1,293
1,369
1,179
1,176
1,485
1,360
1,371
1,360
1,334
1,436
1,591
1,588
1,589
1,678
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Tablica A.4: Wspétrzedne generatorow scian hipersze$cianu. Zrodto: opraco-
wanie wlasne.

wspotrzedne kartezjanskie wspotrzedne hipersferyczne
Z1 T2 T3 Ly r Y1 P2 ¥3

G, | 0,200 0,000 0,000 0,000 | 0,200 1,571 1,571 1,571
Gy | -0,200 0,000 0,000 0,000 | 0,200 1,571 1,571 4,712
Gs | 0,000 0,200 0,000 0,000 | 0,200 1,571 1,571 0,000
G4 | 0,000 -0,200 0,000 0,000 | 0,200 1,571 1,571 3,142
Gs | 0,000 0,000 0,200 0,000 | 0,200 1,571 0,000 0,000
Gg | 0,000 0,000 -0,200 0,000 | 0,200 1,571 3,142 0,000
Gz | 0,000 0,000 0,000 0,200 | 0,200 0,000 1,571 0,000
Gs | 0,000 0,000 0,000 -0,200 | 0,200 3,142 1,571 0,000

Tablica A.5: Wartosci katow ¢;; pomiedzy wektorami utworzonymi przez
punkty p; i generatory $cian hipersze$cianu G (z Tabeli A.4). Zrédto: opra-
cowanie wlasne.

Pil Pi2 ¥i3 Pid Pi5 ¥i6 Pi7 ¥i8
1,741 1,401 0953 2,188 1,693 1,449 2,479 0,663
1,703 1,439 1419 1,722 1,954 1,187 2,703 0,438
1,627 1,515 2838 0,303 1,868 1,274 1,591 1,551
1,639 1,503 0,534 2,608 1,990 1,152 1,873 1,268
1,678 1,464 0,866 2,276 1,781 1,360 2,381 0,760
1,723 1,419 1,064 2,088 2,235 0,906 2,206 0,935
1,616 1,526 1,229 1,913 2,154 0,988 2,439 0,703
1,575 1,566 1,319 1,823 1,807 1,335 2,793 0,349
1,423 1,719 0,798 2,343 1,521 1,620 2,345 0,796
1,571 1,571 0,000 3,142 1,571 1,571 1,571 1,571
1,572 1,570 1,055 2,087 1,748 1,393 2,590 0,551
1,119 2,023 0,924 2,218 2,254 0,887 1,790 1,352
1,483 1,658 1,382 1,760 2,286 0,856 2,384 0,758
1,545 1,596 1,469 1,673 2,042 1,099 2,657 0,485
1,540 1,601 1,582 1,560 2,812 0,330 1,899 1,242
1,558 1,583 1,786 1,356 2,414 0,727 2,252 0,890
1,584 1,557 1,807 1,334 2,494 0,648 2,161 0,981
1,577 1,564 1,715 1,427 2,876 0,266 1,792 1,349
1,529 1,612 1,555 1,586 2,237 0,905 2,474 0,668
1,435 1,707 1,443 1,699 2,406 0,735 2,271 0,870
1,482 1,659 1,241 1,901 2,710 0,431 1,822 1,319
1,468 1,674 1,281 1,860 2,757 0,385 1,794 1,348
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23
24
25
26
27
28
29
30
31
32
33
34
35
36
37
38
39
40
41
42
43
44
45
46
47
48
49
20
51
52
93
54
25
26
57
58
29
60
61
62
63

1,462
1,331
1,565
1,540
1,503
1,518
1,540
1,495
1,453
1,402
1,397
1,487
1,502
1,399
1,446
1,482
1,468
1,428
1,460
1,460
1,426
1,362
1,364
1,382
1,378
1,326
1,331
1,353
1,344
1,323
1,338
1,340
1,320
1,291
1,286
1,295
1,287
1,238
1,252
1,291
1,178

1,679
1,810
1,577
1,602
1,639
1,624
1,601
1,647
1,688
1,739
1,745
1,654
1,640
1,743
1,696
1,660
1,674
1,713
1,681
1,681
1,716
1,779
1,778
1,759
1,764
1,816
1,810
1,789
1,798
1,818
1,804
1,802
1,822
1,851
1,856
1,847
1,855
1,904
1,889
1,850
1,963

1,118
1,133
1,495
1,514
1,545
1,562
1,695
1,783
1,908
1,925
1,978
2,293
2,196
2,006
2,204
2,390
2,369
2,473
2,489
2,502
2,442
2,277
2,210
2,236
2,243
2,254
2,293
2,311
2,304
2,306
2,303
2,290
2,321
2,307
2,259
2,229
2,283
2,254
2,241
2,238
2,188

2,024
2,009
1,646
1,627
1,596
1,580
1,446
1,359
1,234
1,217
1,163
0,849
0,946
1,136
0,938
0,752
0,773
0,668
0,652
0,640
0,700
0,864
0,931
0,906
0,899
0,887
0,848
0,830
0,838
0,835
0,838
0,851
0,821
0,834
0,883
0,913
0,858
0,887
0,900
0,904
0,953
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2,661
2,622
2,489
2,551
2,934
2,771
2,746
2,834
2,564
2,722
2,465
2,366
2,393
2,429
2,444
2,314
2,162
2,213
2,163
2,172
2,249
2,307
2,310
2,204
2,300
2,335
2,361
2,347
2,332
2,345
2,353
2,355
2,329
2,328
2,344
2,298
2,335
2,328
2,366
2,395
2,368

0,480
0,519
0,652
0,590
0,208
0,371
0,395
0,307
0,578
0,420
0,676
0,776
0,749
0,713
0,698
0,828
0,980
0,928
0,979
0,969
0,892
0,835
0,832
0,847
0,842
0,806
0,781
0,795
0,810
0,797
0,789
0,787
0,812
0,814
0,798
0,844
0,806
0,814
0,776
0,747
0,774

1,672
1,469
2,217
2,157
1,376
1,937
1,942
1,775
2,003
1,437
1,101
1,353
1,223
1,082
1,352
1,601
1,151
1,639
1,357
1,415
1,574
1,275
1,176
1,178
1,199
1,316
1,527
1,659
1,409
1,539
1,519
1,692
1,580
1,539
1,395
1,233
1,449
1,420
1,492
1,622
1,487

1,470
1,673
0,924
0,985
1,765
1,204
1,199
1,366
1,139
1,704
2,041
1,789
1,919
2,060
1,789
1,541
1,991
1,503
1,785
1,726
1,568
1,867
1,966
1,963
1,943
1,826
1,614
1,483
1,733
1,603
1,622
1,450
1,562
1,603
1,746
1,908
1,693
1,722
1,649
1,520
1,654




64 | 1,204 1,938 2,154 0,987 2377 0,764 1,352 1,789
65| 1211 1,931 2156 0,986 2424 0,718 1,509 1,633
66 | 1,188 1,953 2,127 1,015 2400 0,742 1,373 1,768
67 | 1,141 2,001 2,074 1,067 2441 0,701 1475 1,667
63 | 1,115 2,027 2,022 1,120 2462 0,679 1467 1,674
69 | 1,142 1,999 1,987 1,154 2371 0,771 1,175 1,967
70 | 1,139 2,003 2,008 1,134 2,339 0,803 1,155 1,986
71| 1,102 2,040 2,016 1,126 2401 0,740 1,312 1,829
72 11,084 2,058 2,005 1,137 2361 0,781 1,250 1,892
73 11,075 2,066 2,047 1,094 2,402 0,740 1,437 1,704
74| 1,100 2,042 2,104 1,038 2,388 0,754 1,503 1,638
75 | 1,139 2,002 2,134 1,008 2,330 0,812 1,310 1,832
76 | 1,123 2,018 2,162 0,979 2,333 0,808 1,412 1,729
77 11,110 2,031 2,164 00978 2,330 0,811 1,445 1,697
78 | 1,089 2,053 2,127 1,015 2,340 0,802 1,418 1,724
79 | 1,068 2,074 2,132 1,010 2,332 0,810 1476 1,666
80 | 1,020 2,121 2,067 1,074 2346 0,796 1472 1,669
81[1,026 2,115 2,028 1,113 2326 0815 1,310 1,832
82 [ 1,045 2,097 2,071 1,071 2317 0825 1,329 1,813
831,037 2,105 2,098 1,044 2334 0807 1473 1,668
84 [ 0,977 2,164 2,061 1,081 2300 0,841 1424 1,717
850,981 2,161 2,042 1,100 2335 0,806 1,645 1,497
86 | 0,966 2,176 1,971 1,171 2372 0,769 1,663 1,478
87 10,960 2,182 1,922 1220 2344 0,797 1,314 1,827
88 (0,946 2,195 1,929 1213 2379 0,762 1,460 1,682
89 [ 0,952 2,190 1,957 1,185 2,361 0,781 1441 1,701
90 | 0,946 2,196 1,963 1,179 2355 0,787 1457 1,684
91 [ 0,943 2,198 1,981 1,161 2346 0,796 1486 1,655
92 10,920 2222 1951 1,191 2318 0,823 1,388 1,754
93 (0,925 2216 1,903 1,238 2271 0871 1,223 1,918
94 [ 0,913 2,228 1914 1,228 2259 0,883 1,232 1,910
95 [ 0,892 2,249 1,888 1253 2262 0,880 1245 1,897
96 | 0,904 2,238 1,902 1239 2,196 0,945 1,148 1,994

Tablica A.6: Informacja o zawieraniu (4) lub wykluczaniu (—) punktu p;
przez Sciane F; (z Tabeli A.4) w obszar hiperszeScianu. Zrédlo: opracowanie
wlasne.

{ Wil P2 Y3 Pia Pis Pie  Pir Pis
1 + + + + + + + +
2 + + + + + + + -
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85| - + + - o+ - 4+ 4+
86| - + + - o+ - 4+ 4+
87| -+ + -+ - - 4
8| - + + - o+ - 4+ 4+
89| - + + - o+ - 4+ 4+
0 - + + - + - 4+ 4+
o - + + - + - 4+ 4+
92 - + + - + - - 4+
9Bl - + + - o+ - - 4+
9| - + + - + - - 4+
9% | - 4+ + - 4+ - - 4+
% - + + - + - - 4

Tablica A.7: Wspotrzedne generatoréw Scian hipero$mioscianu czterowymia-
rowego. Zrodlo: opracowanie wlasne.

wspoOtrzedne kartezjanskie wspotrzedne hipersferyczne
T T2 T3 Tyq r ¥1 P2 ¥3

G, | 0,100 0,100 0,100 0,100 | 0,200 1,047 0,955 0,785
Gy | 0,100 0,100 0,100 -0,100 | 0,200 2,094 0,955 0,785
Gs | 0,100 0,100 -0,100 0,100 | 0,200 1,047 2,186 0,785
G4 | 0,100 0,100 -0,100 -0,100 | 0,200 2,094 2,186 0,785
Gs | 0,100 -0,100 0,100 0,100 | 0,200 1,047 0,955 2,356
Gg | 0,100 -0,100 0,100 -0,100 | 0,200 2,094 0,955 2,356
Gr | 0,100 -0,100 -0,100 0,100 | 0,200 1,047 2,186 2,356
Gs | 0,100 -0,100 -0,100 -0,100 | 0,200 2,094 2,186 2,356
Gy | -0,100 -0,100 0,100 0,100 | 0,200 1,047 0,955 3,927
Gy | -0,100 -0,100 0,100 -0,100 | 0,200 2,094 0,955 3,927
Gy, | -0,100 -0,100 -0,100 0,100 | 0,200 1,047 2,186 3,927
G2 | -0,100 -0,100 -0,100 -0,100 | 0,200 2,094 2,186 3,927
Gis | -0,100 0,100 0,100 0,100 | 0,200 1,047 0,955 5,498
G4 | -0,100 0,100 0,100 -0,100 | 0,200 2,094 0,955 5,498
Gy5 | -0,100 0,100 -0,100 0,100 | 0,200 1,047 2,186 5,498
Gy | -0,100 0,100 -0,100 -0,100 | 0,200 2,094 2,186 5,498
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Tablica A.8: Wartosci katow ¢;; pomiedzy wektorami utworzonymi przez
punkty p; 1 generatory $cian hipero$mioscianu G; (z Tabeli A.7) cz. 1. Zrédto:
opracowanie wlasne.

Pi1 Pi2 ¥i3 Pid Pi5 ¥i6 Pi7 Pi8
1,823 1,002 1,699 0,850 2,648 1,612 2,357 1,490
2,253 1,292 1,830 0,864 2467 1,446 1,990 1,049
2,293 2,267 1,948 1,927 1,273 1,252 0,945 0,920
1,527 1,222 1,103 0,724 2,526 2,116 1,993 1,683
1,768 1,014 1,558 0,742 2,576 1,690 2,259 1,481
2,019 1,410 1,387 0,682 2,760 1,912 1,888 1,285
2,108 1,317 1,532 0,640 2,581 1,655 1,872 1,085
2,064 1,075 1,804 0,783 2,365 1,342 2,071 1,093
9 | 1,473 0,649 1,523 0,727 2,215 1,472 2,278 1,521
10 | 1,047 1,047 1,047 1,047 2,094 2,094 2,094 2,094
11 | 1,842 0,947 1,662 0,707 2,436 1,480 2,195 1,300
12 | 1,475 1,253 0,757 0,336 2,103 1,865 1,446 1,222
13 | 2,157 1,397 1,468 0,595 2405 1,586 1,656 0,875
14 12,221 1,288 1,723 0,748 2,357 1,393 1,827 0,888
151 2,245 1,878 1,243 0,871 2,231 1,866 1,232 0,857
16 | 2479 1,731 1,613 0,942 2184 1,516 1,398 0,641
17 12,499 1,818 1,574 0,985 2,173 1,581 1,338 0,665
18 | 2,302 2,035 1,269 1,027 2,122 1,880 1,114 0,849
19 12,309 1459 1,626 0,753 2,330 1,474 1,641 0,775
20 | 2,167 1,488 1,390 0,601 2,331 1,615 1,518 0,800
21 11,952 1,695 1,006 0,668 2,341 2,035 1,357 1,092
22 11,961 1,730 0,992 0,695 2,299 2,031 1,306 1,067
23 11,793 1,691 0,842 0,697 2,290 2,163 1,340 1,236
24 11,624 1,726 0,617 0,776 2,068 2,187 1,169 1,277
25 | 2,288 1,626 1,433 0,739 2,394 1,702 1,509 0,845
26 | 2,276 1,666 1,387 0,744 2,353 1,723 1,444 0,824
27 11,924 2,140 0886 1,116 1,951 2,171 0,918 1,144
28 | 2,232 1,829 1,247 0,828 2,244 1,839 1,257 0,840
29 12,332 1,904 1,336 0,932 2,172 1,775 1,205 0,766
30 | 2,273 2,029 1,258 1,035 2,021 1,805 1,026 0,765
312,396 1,892 1468 1,022 1,987 1,556 1,123 0,551
32| 2,071 2,230 1,122 1,265 1,704 1,840 0,676 0,867
33| 1,850 2,386 1,042 1,519 1,450 1,909 0,449 1,106
34 | 2,138 2,424 1,394 1,611 1,447 1,664 0,579 0,901
35| 2,042 2490 1,288 1,633 1,439 1,782 0,528 1,021
36 | 1,843 2,401 1,061 1,552 1,417 1,893 0,429 1,115
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37
38
39
40
41
42
43
44
45
46
47
48
49
50
51
52
23
b4
25
56
57
o8
29
60
61
62
63
64
65
66
67
68
69
70
71
72
73
74
5
76
7

2,104
2,310
1,962
2,285
2,112
2,155
2,247
1,994
1,918
1,933
1,946
1,998
2,148
2,244
2,079
2,149
2,148
2,250
2,171
2,124
2,025
1,914
2,062
2,005
2,062
2,170
1,998
1,927
2,033
1,926
1,947
1,913
1,732
1,719
1,803
1,745
1,870
1,937
1,847
1,906
1,916

2,382
2,271
2,480
2,198
2,385
2,355
2,243
2,350
2,381
2,399
2,389
2,301
2,201
2,136
2,275
2,188
2,211
2,103
2,160
2,161
2,231
2,302
2,206
2,179
2,154
2,109
2,092
2,172
2,103
2,146
2,052
2,025
2,149
2,155
2,078
2,082
2,013
2,010
2,131
2,079
2,054

1,310
1,568
1,394
1,627
1,528
1,556
1,569
1,307
1,231
1,258
1,267
1,290
1,405
1,494
1,366
1,417
1,411
1,493
1,448
1,409
1,308
1,236
1,349
1,301
1,326
1,400
1,265
1,189
1,258
1,171
1,162
1,112
0,980
0,992
1,038
1,004
1,111
1,190
1,142
1,201
1,213

1,529
1,538
1,805
1,559
1,741
1,712
1,566
1,602
1,622
1,646
1,635
1,545
1,449
1,405
1,528
1,450
1,463
1,371
1,439
1,441
1,436
1,574
1,472
1,455
1,407
1,348
1,351
1,414
1,323
1,376
1,265
1,224
1,399
1,427
1,316
1,348
1,254
1,262
1,413
1,365
1,345
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1,487
1,514
1,230
1,440
1,287
1,317
1,431
1,330
1,311
1,305
1,312
1,352
1,455
1,519
1,387
1,446
1,447
1,540
1,454
1,424
1,373
1,292
1,388
1,358
1,421
1,516
1,405
1,367
1,464
1,390
1,455
1,470
1,324
1,292
1,370
1,321
1,406
1,420
1,307
1,340
1,349

1,705
1,484
1,644
1,372
1,503
1,475
1,428
1,624
1,699
1,691
1,679
1,606
1,498
1,431
1,549
1,478
1,499
1,419
1,445
1,456
1,549
1,627
1,511
1,510
1,500
1,465
1,489
1,585
1,526
1,587
1,551
1,573
1,713
1,700
1,627
1,640
1,540
1,488
1,568
1,500
1,476

0,555
0,748
0,469
0,754
0,578
0,615
0,697
0,429
0,376
0,392
0,398
0,430
0,599
0,720
0,511
0,603
0,595
0,743
0,636
0,586
0,464
0,348
0,507
0,456
0,529
0,662
0,495
0,392
0,536
0,410
0,495
0,498
0,278
0,245
0,353
0,204
0,444
0,497
0,320
0,405
0,430

0,885
0,703
1,066
0,649
0,895
0,848
0,692
0,904
0,994
0,998
0,978
0,854
0,672
0,575
0,779
0,658
0,682
0,540
0,620
0,641
0,767
0,916
0,719
0,727
0,668
0,574
0,649
0,785
0,647
0,766
0,670
0,683
0,957
0,969
0,820
0,874
0,692
0,624
0,808
0,705
0,671




78| 1,879 2,044 1,168 1,320 1,345 1,499 0,404 0,696
791,809 2,001 1,195 1,295 1,359 1,456 0,453 0,636
80| 1,852 1,956 1,135 1,241 1,370 1,470 0,454 0,643
81|1,748 2,019 1,036 1,316 1,302 1,563 0,312 0,804
821,780 2,035 1,081 1,338 1,296 1,539 0,318 0,781
83 11,869 1,973 1,162 1,266 1,360 1,459 0,450 0,638
84 11,789 1,941 1,103 1,261 1,313 1,462 0,399 0,684
85 1,909 1,832 1,202 1,122 1,448 1,374 0,619 0,478
86 | 1,802 1,796 1,157 1,053 1,497 1,404 0,656 0,485
87 | 1,678 1,940 00938 1,226 1,332 1,588 0,363 0,821
88| 1,761 1,875 1,007 1,134 1,409 1,520 0,485 0,686
89 | 1,761 1,895 1,022 1,168 1,382 1,512 0,455 0,694
90 | 1,767 1,884 1,034 1,162 1,382 1,497 0,466 0,676
91 | 1,786 1,873 1,063 1,157 1,385 1470 0,485 0,643
92 | 1,702 1,889 0,990 1,195 1,329 1,513 0,405 0,742
93| 1,585 1,934 0,889 1,277 1,253 1,599 0,296 0,907
94 | 1,585 1,924 00901 1,278 1243 1,581 0,293 0,896
95 | 1,572 1,898 0,881 1,249 1254 1,580 0,322 0,891
96 | 1,512 1,930 0,870 1,334 1,176 1,597 0,245 0,977

Tablica A.9: Wartosci katow ¢;; pomiedzy wektorami utworzonymi przez
punkty p; i generatory $cian hiperosmiodcianu G; (z Tabeli A.7) cz. I1. Zrédto:
opracowanie wlasne.

¥i9 ¥i10 Pil1 Pi12 Pi13 Pi14 Pils Pil6
2,291 1,442 2,139 1,318 1,652 0,785 1,530 0,593
2,278 1,312 1,850 0,889 2,093 1,152 1,696 0,675
1,215 1,193 0,874 0,848 2,221 2,197 1,889 1,868
2,417 2,039 1,920 1,615 1,458 1,148 1,025 0,615
2,400 1,583 2,128 1,373 1,660 0,882 1,451 0,566
2,460 1,755 1,731 1,122 1,857 1,254 1,230 0,381
2,601 1,610 1,825 1,034 2,056 1,270 1,487 0,560
2,359 1,338 2,066 1,088 2,049 1,070 1,799 0,776
9 | 2415 1,619 2493 1,669 1,620 0,864 1,670 0,927
10 | 2,094 2,094 2,094 2,094 1,047 1,047 1,047 1,047
11 12,435 1,479 2,194 1,299 1,841 0,947 1,662 0,706
12 | 2,806 2,384 1,889 1,666 1,919 1,695 1,277 1,039
13 2,647 1,673 1,744 0,984 2266 1,485 1,556 0,736
14 1 2,394 1,419 1,854 0,920 2,254 1,314 1,749 0,785
1512271 1,898 1,264 0,896 2,285 1,910 1,276 0,910
16 | 2,199 1,529 1,411 0,662 2,500 1,743 1,625 0,958
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17
18
19
20
21
22
23
24
25
26
27
28
29
30
31
32
33
34
35
36
37
38
39
40
41
42
43
44
45
46
47
48
49
20
51
52
93
o4
25
26
57

2,157
2,114
2,389
2,540
2,473
2,447
2,445
2,366
2,403
2,397
2,025
2,314
2,209
2,107
2,120
1,876
1,623
1,531
1,509
1,589
1,612
1,603
1,337
1,583
1,401
1,430
1,576
1,540
1,520
1,496
1,507
1,596
1,692
1,736
1,613
1,692
1,679
1,771
1,703
1,701
1,656

1,568
1,873
1,516
1,752
2,136
2,149
2,300
2,524
1,708
1,754
2,256
1,895
1,806
1,883
1,674
2,019
2,100
1,748
1,853
2,081
1,832
1,573
1,748
1,515
1,614
1,585
1,573
1,834
1,911
1,883
1,875
1,852
1,736
1,648
1,776
1,724
1,731
1,649
1,694
1,733
1,833

1,324
1,106
1,683
1,654
1,447
1,411
1,450
1,416
1,515
1,475
1,001
1,312
1,238
1,112
1,249
0,912
0,755
0,717
0,652
0,740
0,760
0,871
0,661
0,943
0,757
0,787
0,899
0,792
0,760
0,742
0,752
0,841
0,941
1,006
0,867
0,954
0,931
1,038
0,981
0,980
0,911

0,643
0,840
0,832
0,974
1,189
1,181
1,348
1,518
0,853
0,866
1,218
0,910
0,810
0,869
0,745
1,071
1,292
1,003
1,100
1,299
1,038
0,832
1,180
0,857
1,030
0,987
0,895
1,147
1,224
1,208
1,195
1,143
0,994
0,898
1,063
0,993
0,994
0,891
0,970
1,018
1,117
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2,477
2,293
2,367
2,342
2,050
2,075
1,906
1,865
2,207
2,317
1,997
2,301
2,375
2,377
2,591
2,275
2,035
2,241
2,121
2,026
2,256
2,439
2,076
2,493
2,246
2,294
2,450
2,237
2,148
2,143
2,163
2,288
2,470
2,567
2,362
2,484
2,460
2,601
2,521
2,500
2,374

1,804
2,028
1,500
1,623
1,784
1,835
1,801
1,973
1,632
1,697
2,223
1,885
1,936
2,116
2,019
2,466
2,602
2,563
2,613
2,713
2,586
2,394
2,672
2,388
2,564
2,527
2,445
2,713
2,766
2,750
2,744
2,712
2,543
2,421
2,631
2,539
2,546
2,399
2,506
2,556
2,678

1,561
1,262
1,668
1,526
1,107
1,111
0,979
0,954
1,440
1,419
0,971
1,303
1,367
1,337
1,585
1,302
1,233
1,478
1,359
1,249
1,437
1,657
1,497
1,770
1,638
1,667
1,714
1,518
1,442
1,450
1,463
1,536
1,643
1,710
1,592
1,663
1,642
1,723
1,697
1,686
1,592

0,969
1,020
0,811
0,810
0,800
0,843
0,852
1,074
0,748
0,789
1,190
0,898
0,970
1,121
1,155
1,438
1,692
1,695
1,702
1,724
1,654
1,628
1,912
1,701
1,854
1,824
1,711
1,811
1,830
1,836
1,829
1,789
1,687
1,622
1,755
1,696
1,694
1,601
1,688
1,718
1,768




o8
29
60
61
62
63
64
65
66
67
68
69
70
71
72
73
74
5
76
7
78
79
80
81
82
33
84
85
86
87
38
89
90
91
92
93
94
95
96

1,568
1,669
1,687
1,735
1,794
1,790
1,728
1,819
1,765
1,877
1,917
1,743
1,715
1,826
1,794
1,887
1,879
1,729
1,776
1,797
1,812
1,847
1,901
1,826
1,804
1,876
1,880
2,020
2,089
1,915
2,008
1,974
1,980
1,984
1,946
1,865
1,864
1,893
1,807

1,905
1,793
1,840
1,815
1,742
1,876
1,953
1,883
1,971
1,979
2,029
2,162
2,150
2,103
2,138
2,031
1,951
1,999
1,941
1,928
1,973
1,947
2,007
2,106
2,061
1,979
2,038
1,939
1,985
2,203
2,134
2,120
2,107
2,079
2,151
2,252
2,241
2,261
2,271

0,840
0,935
0,963
0,988
1,032
1,050
0,970
1,038
0,996
1,090
1,117
0,993
0,987
1,063
1,060
1,129
1,132
1,011
1,063
1,088
1,097
1,141
1,186
1,122
1,107
1,169
1,200
1,310
1,346
1,201
1,266
1,247
1,258
1,268
1,252
1,208
1,217
1,244
1,212

1,228
1,079
1,137
1,079
0,972
1,144
1,215
1,109
1,216
1,195
1,229
1,410
1,423
1,338
1,397
1,272
1,205
1,295
1,236
1,225
1,262
1,243
1,290
1,394
1,361
1,272
1,353
1,233
1,249
1,463
1,381
1,381
1,375
1,356
1,439
1,556
1,557
1,570
1,630

2,226
2,422
2,415
2,473
2,568
2,492
2,357
2,494
2,376
2,472
2,458
2,185
2,173
2,322
2,267
2,450
2,518
2,334
2,437
2,470
2,445
2,506
2,499
2,337
2,361
2,503
2,458
2,664
2,657
2,320
2,455
2,448
2,466
2,499
2,400
2,235
2,246
2,250
2,165

2,794
2,634
2,685
2,613
2,480
2,647
2,749
2,606
2,732
2,646
2,644
2,864
2,897
2,788
2,848
2,608
2,645
2,821
2,737
2,711
2,737
2,689
2,688
2,829
2,824
2,602
2,742
2,522
2,485
2,779
2,657
2,687
2,676
2,657
2,737
2,846
2,848
2,820
2,896

1,515
1,631
1,631
1,642
1,677
1,652
1,556
1,615
1,554
1,590
1,568
1,429
1,442
1,515
1,502
1,602
1,654
1,573
1,642
1,665
1,643
1,686
1,672
1,579
1,602
1,683
1,680
1,768
1,738
1,553
1,621
1,629
1,645
1,672
1,628
1,542
1,561
1,562
1,545

1,850
1,754
1,783
1,721
1,626
1,736
1,774
1,678
1,752
1,686
1,672
1,818
1,850
1,772
1,820
1,736
1,722
1,835
1,801
1,793
1,797
1,782
1,771
1,840
1,845
1,781
1,828
1,693
1,645
1,809
1,733
1,760
1,759
1,757
1,813
1,888
1,899
1,887
1,966
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Tablica A.10: Informacja o zawieraniu (+) lub wykluczaniu (—) punktu p;

ol

F; (z Tabeli A.7) w obszar hipero§mioScianu cz. I. Zrddlo: opra-

cowanie wlasne.

’

przez Sciane

El+ 0+ + e i S S R S S S S i S S N SR SR
Sl++ 0+ + tH++ A
El++ 0+ + t+++++++ A+
Sl++ 0+ + tH+++t++ A+
S+ 0+ 0 e e T e R R R T SRR S I ol
El+++++ e it e S B R R e T
Sl+++++ t+++++t++ A+
Sl+H++++ tH+++t++ A+
s lm e <o v S DR IREEXNSRSNRIREREIIRIBIRR
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78
79
80
81
82
83
84
85
86
87
38
89
90
91
92
93
94
95
96

+ 4+ 4+t

+ o+

t+++++tFF A+
t++++++ A+t

++ 4+t

Tablica A.11: Informacja o zawieraniu (+) lub wykluczaniu (—) punktu p;
przez Sciane F; (z Tabeli A.7) w obszar hipero$mioscianu cz. II. Zrddto: opra-
cowanie wtasne.

U Yo Wilo pa1 a2 iz Pid Pis Pie
|+ + + + + + + +
2 | + + - + + + -
3 - - - - + + +

4 | + + + + + + + -
5 | + + + + + - + -
6 | + + + + + + + -
7T+ + + + + + + +
8| + + + + + + + +
91 + + + + + + + +
10 | + + + + + + + +
1] + + + + + + + +
12 | + + + + + + + +
3]+ + + + + + + -
4| + + + - + + + -
5|+  + + + + + + +
16 | + + + - + + + +
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+
+

+
+

17
18
19
20
21

22
23
24
25
26
27
28
29
30

31

32

33

34
35

36

37
38

41

42

43

44
45

46

47

20
51

52
53
54
5}
26
57
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+
+

o8
29
60

61

62

63

64
65

66

67
68

69

70

71

72

7

78

79

80

81

82

33

84
85

86

87
88

91

92

93

94
95

96
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