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Abstract 

This paper is a report on research performed with the proposed Hybrid Optimization 

Algorithm in an effort to assess whether it can be successfully used to solve complex (and 

NP class) problems without a priori knowledge of a problem mathematical structure. The 

optimization process is subject to several constraints on function domain and resources 

available for performing computations. 

The paper begins with a presentation of various optimization methods. Attention is 

given especially to Metaoptimization, which is a specific subset of these. Its various as-

pects are being described in detail, while a proposed Hybrid Optimization Algorithm is be-

ing constructed and depicted.  

The Hybrid Optimization Algorithm is a part of an innovative system called Hybrid 

Optimization Designer. The system aids with creation and configuration of serial and 

parallel (and a combination of both) Hybrid Optimization Algorithms, which in turn form 

a basis of presented research and computational experiments concerning optimization 

efficiency. Several linear and non-linear problems, as well as benchmark functions are be-

ing subject to the proposed Hybrid Optimization Algorithm. 

One of the application examples is solving the traveling salesman problem (TSP), 

which is a classic combinatorial optimization problem. Though widespread and simple in 

definition, it has remains hard to solve. The aim of incorporation of TSP in this paper is to 

compare selected heuristic and approximation algorithms for this problem.  

The research then utilizes a sample of GPW stocks consisting of over 50.000 histori-

cal observations, as well as recent data collected during 3-years’ time. This data is pro-

cessed by especially written software which utilizes algorithms developed during this re-

search. 
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The results indicate that the Hybrid Optimization Method produces more accurate 

results faster that other studied approaches and needs no prior knowledge of problems’ 

structure in order to be efficient. 
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WPROWADZENIE 

Podstawowym zadaniem stojącym przed autorem prezentowanej dysertacji było 

opracowanie konceptualnego modelu i algorytmów systemu optymalizującego, wspoma-

gającego dobór i konfigurację hybryd optymalizacyjnych: szeregowej, równoległej i ich 

kombinacji, a także zbadanie technologii eksploatacji tak opracowanych hybrydowych 

procedur optymalizacji złożonych funkcji. Przedmiotem dysertacji było też przetestowa-

nie realnych właściwości zaproponowanych hybryd optymalizacyjnych poprzez prze-

prowadzenie wyczerpujących badań doświadczalnych. Badania te obejmowały swym za-

kresem eksperymenty prowadzone na różnego rodzaju funkcjach wzorcowych (ben-

chmarkowych) oraz w warunkach rzeczywistego, wielowymiarowego problemu optyma-

lizacyjnego, gdzie wskaźnik wydajności optymalizacji jest wynikiem działania modelu op-

tymalizowanego problemu. 

Nowoczesne algorytmy obliczeniowe powinny integrować modele i problemy (syste-

my) z mechanizmami obliczeniowymi, które generują cyfrową reprezentację rzeczywi-

stości. Wydajność urządzeń obliczeniowych jest często prezentowana jako zaleta realizo-

wanej symulacji czy optymalizacji, ale wpływ złożoności obliczeniowej algorytmów na 

redukcję ich złożoności czasowej (rozumianej normalnie jako liczba operacji) i złożono-

ści przestrzennej (rozumianej z kolei jako wymagania, co do rozmiaru pamięci) nie jest 

zwykle szacowany. Przez ostatnie dekady postęp w możliwościach procesorów opisywa-

ny był najczęściej przez spostrzeżenie Moore’a, zgodnie z którym liczba mikroproceso-

rów na jednostkę powierzchni w procesorach podwaja się co kolejnych 18 - 24 miesięcy. 

Zauważmy także, że możliwości obliczeniowe indywidualnych mikroprocesorów są 

dzisiaj tylko jednym z merytorycznych czynników. Podstawę rozwoju stanowić muszą – 

oprócz oczywistego postępu technologicznego i wzrostu możliwości hardware – także 

nowe podejścia, lepiej, prościej i szybciej modelujące i optymalizujące systemy i problemy 

(najczęściej problemy decyzyjne). Jeśli czas otrzymania rozwiązania ma być krótki, a ja-

kość i dokładność będzie przez to niska, to poprawa algorytmów powinna iść w kierunku 

zmniejszenia ich złożoności obliczeniowej1. 

                                                        
1 Sonda marsjańska Curiosity zapewnia bardzo dobrą jakość i tempo, z jakim zdjęcia trafiają na Ziemię. 

Odpowiedź kryje się w modyfikacji algorytmu kompresji grafiki JPG-2000, który otrzymał roboczą nazwę 
ICER. Nowość polega na tym, że ICER jest znacznie mniej złożonym algorytmem niż wspomniany JPG-2000 
i tym samym działa szybciej (Hephaestus Books, 2011). 
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Do największych wyzwań w stosunku do nowych algorytmów należą z całą pewno-

ścią zagadnienia optymalizacji, bowiem podejmowanie racjonalnych decyzji we wszyst-

kich sferach życia, nauki, czy techniki możliwe jest tylko w oparciu, o co najmniej subop-

tymalizację coraz bardziej złożonych problemów, opisywanych symulacjami komputero-

wymi o wielkiej skali złożoności czasowej i przestrzennej. Takie problemy optymalizacji 

pojawiają się np. w projektowaniu inżynierskim (gdzie zmienne decyzyjne reprezentują 

konfigurację i strukturę systemu), w produkcji czy zarządzaniu (gdzie zmienne decyzyjne 

reprezentują parametry sterujące), a także w szeregu problemów finansowych. 
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0.1 Tematyka rozprawy 

Tematyka niniejszej rozprawy dotyczy szeroko pojętej problematyki meta  optymaliza-

cji, czyli produktywizacji samej istoty procesu optymalizacyjnego, jego struktury, parame-

trów roboczych i samego procesu obliczeń. Stworzyło to podstawę do przeprowadzenia 

badań weryfikacyjnych i eksperymentów obliczeniowych, dotyczących w szczególności 

badania efektywności algorytmów optymalizacji wykorzystujących metody szeregowej 

i równoległej pracy algorytmów optymalizujących dla zadań liniowych i nieliniowych, 

przy wykorzystaniu różnego rodzaju funkcji benchmarkowych. 

Zaproponowane i przebadane w pracy hybrydowe rozwiązanie procesu optymalizacji 

pozwala na uzyskanie zwiększonej efektywności rozwiązywania zadań optymalizacji 

o dużej skali wymiarowości i wymiaru dziedziny, przy czym uzyskana poprawa wydajno-

ści i efektywności obliczeń (zdefiniowanych w pracy) jest właśnie wynikiem zastosowa-

nia hybrydyzacji, uzupełnionej wymienialnością modułów obliczeniowych, zamiast uży-

cia specjalizowanych i bardzo złożonych obliczeniowo algorytmów optymalizacji. 

W dysertacji przedstawiono podstawy teoretyczne, jak również opracowano i szcze-

gółowo przebadano algorytm postępowania. Zostały podane warunki konieczne i dosta-

teczne budowy systemu optymalizującego ze szczególnym uwzględnieniem zadań stero-

wania procesem optymalizacji (zadanie to realizuje część algorytmu zwana menedżerem 

optymalizacji – optimization manager). Całość wywodów poparta została interdyscy-

plinarnymi eksperymentami praktycznymi z wykorzystaniem oryginalnego oprogramo-

wania, opracowanego przez autora rozprawy. 
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0.2 Cel i hipoteza pracy 

Hipotezę naukową rozprawy sformułowano następująco: 

MMoożżlliiwwee  jjeesstt  zzaassttąąppiieenniiee  ((ssuupplleemmeennttaaccjjaa))  zzłłoożżoonnyycchh  mmeettoodd  ooppttyymmaalliizzaaccyyjjnnyycchh  zzaa  ppoommooccąą  hhyybbrryyddyy  

ooppttyymmaalliizzaaccyyjjnneejj,,  pprrzzyy  ppoorróówwnnyywwaallnneejj  lluubb  lleeppsszzeejj  eeffeekkttyywwnnoośśccii  ooppttyymmaalliizzaaccjjii  ((zzddeeffiinniioowwaanneejj  

ii  ookkrreeśślloonneejj  ppoopprrzzeezz  ooddppoowwiieeddnniiee  kkrryytteerriiaa,,  rroozzuummiiaanneejj  ttaakkżżee  jjaakkoo  zzmmnniieejjsszzeenniiee  eekkssppllooaattoowwaannyycchh  

mmooccyy  oobblliicczzeenniioowwyycchh))  ww  ssttoossuunnkkuu  ddoo  oobbeeccnniiee  wwyykkoorrzzyyssttyywwaannyycchh  ppooddeejjśśćć  ii  mmeettoodd..  

W badaniach zajęto się także wykazaniem istnienia i określeniem zależności pomię-

dzy zastosowanym algorytmem sterowania hybrydą optymalizacji (optimization mana-

ger), a osiągniętą efektywnością procesu dojścia do optimum. 

Na podstawie przeprowadzonych badań wykazano także, że wykorzystanie hybryd 

optymalizacyjnych pozwala na polepszenie procesu optymalizacji w sensie przyspiesze-

nia zbieżności procesu generowania rozwiązań w stosunku do metod powszechnie sto-

sowanych. 

Naukowym i poznawczym celem rozprawy jest więc propozycja, opracowanie 

i przebadanie wielowymiarowej, uniwersalnej metody optymalizacji, jako narzędzia ulep-

szenia samego procesu optymalizacji, jak i poszerzenia zakresu klas optymalizowanych 

funkcji. 

Aby dowieść słuszności postawionej wyżej hipotezy pracy, konieczne okazało się zde-

finiowanie (i zrealizowanie) następujących celów cząstkowych: 

 W oparciu o znane metody optymalizacji, wywodzące się z różnych grup metod op-

tymalizacyjnych, opracowanie algorytmu hybrydowej optymalizacji globalnej, dedy-

kowanego w szczególności problemom wielowymiarowych, 

 Przetestowanie zaproponowanego algorytmu przy użyciu funkcji testowych (ben-

chmarkowych); w szczególności przebadanie możliwości integracji różnych metod 

optymalizacji w strukturze hybrydy szeregowej i równoległej na wybranych funk-

cjach testowych, 

 Implementacja środowiska badawczego – silnik algorytmu optymalizacji globalnej 

z użyciem odpowiednio dobranego optimization managera, 
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 Przeprowadzenie badań z wykorzystaniem dostępnych zbiorów danych testowych, 

celem porównania skuteczności zaproponowanego rozwiązania z rozwiązaniami 

znanymi z literatury, 

 Przebadanie wartości parametrów procesu optymalizacji w zależności od zastoso-

wanych algorytmów sterowania procesem optymalizacyjnym (szeregowym i rów-

noległym). 

Elementy nowości (oraz innowacyjności) w prezentowanej dysertacji wynikają  

z tego, że: 

 Zaproponowane podejście wykorzystuje wiele (dowolnie konfigurowalnych struk-

turalnie) grup algorytmów optymalizacji, zwanych algorytmami składowymi, po-

prawiając w ten sposób przede wszystkim efektywność hybrydy w stosunku do 

metod składowych, a także w stosunku do innych, realizowanych pojedynczo me-

tod, także bardzo złożonych, 

 Proponowane rozwiązanie wykorzystuje podejście wielowarstwowe w poszcze-

gólnych warstwach (etapach przeszukiwania szczegółowego), 

 Metoda wykazuje poprawne działanie dla wielu klas funkcji benchmarkowych, 

w tym także sprawdziła się w organizowanych na bieżąco konkursach optymaliza-

cyjnych w skali światowej, 

 Istnieje możliwość obiektywnego badania skuteczności, efektywności i dokładno-

ści (przy ograniczonych zasobach), 

 Nie występuje konieczność wykonywania skomplikowanych analiz funkcji ani do-

boru składowych metod przed rozpoczęciem procesu optymalizacji. 
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0.3 Geneza problemu 

Optymalizacja funkcji wielu zmiennych wykorzystywana jest nie tylko do wyznacza-

nia ekstremum funkcji, które dane są w sposób jawny, ale także jako wynik obliczeń na 

konkretnym modelu zjawisk. Procedury optymalizacyjne służą w tym ostatnim przypadku 

do znajdowania rozwiązań suboptymalnych, spełniających pewne kryteria jakości (np. 

VtR). Jest to podejście bardzo przydatne w sytuacjach, w których poszukiwane jest przy-

bliżone rozwiązanie problemów klasy NP, lub też w sytuacji konieczności uzyskania do-

brego (np. w sensie szybkości podejmowania decyzji) rozwiązania. 

Patrząc na ostatnie dekady gwałtownego rozwoju komputerów, można odnieść wra-

żenie, że teoria i praktyka optymalizacji nie wykorzystują, w stopniu podobnym do mode-

lowania, rozwoju mocy obliczeniowych. Wzrost mocy obliczeniowej procesorów – przy-

najmniej dla klasy problemów rozważanych w pracy – zwykle wykorzystywany był dla po-

trzeb zwiększenia dokładności modelowania, a dopiero później do procedur optymalizacji. 

Rozwój metod modelowania, takich, jak symulacja Monte Carlo czy metoda elementów 

skończonych, doskonale wykorzystały dostępne zasoby obliczeniowe. Rozwój zadań nauki 

wymaga jednak dzisiaj rozwoju samych procedur optymalizacji, obsługujących szczegól-

nie skomplikowane, a więc najczęściej wielkowymiarowe procesy decyzyjne, znane z na-

uk ekonomicznych, biologicznych, fizyki czy medycyny. 

W praktycznych zadaniach optymalizacji skomplikowanych i złożonych problemów 

często stosowane są algorytmy aproksymacyjne lub heurystyczne, które mają tę właści-

wość, że choć nie gwarantują znalezienia rozwiązania optymalnego, to można dowieść, że 

rozwiązanie przez nie uzyskane spełnia pewien warunek (normę), np. nie jest gorsze od 

optymalnego o więcej niż 10% i istnienie tej normy da się jednoznacznie udowodnić. 

Za przykład takiego problemu posłużyć może tzw. problem plecakowy, który w wersji 

decyzyjnej jest jednym z problemów NP-zupełnych (Garey & Johnson, 1979). 
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Mianem problemu plecakowego określa się klasę problemów optymalizacyjnych, 

w której (w podstawowym wariancie problemu) przeprowadzana jest maksymalizacja n-

argumentowej funkcji dyskretnej przy zadanych ograniczeniach: 

 

∑𝑣𝑖

𝑛

𝑖=1

𝑥𝑖 → 𝑚𝑎𝑥, 𝑥𝑖 ∈ {0, 1} 

∑𝑤𝑖

𝑛

𝑖=1

𝑥𝑖 ≤ 𝑊 

(0.1)  

 

Do typowych odmian problemu plecakowego należą: 

 Dyskretny problem plecakowy, 

 Decyzyjny problem plecakowy, w którym należy określić, czy dla pewnego 

wektora X zachodzi równość ∑ 𝑤𝑖
𝑛
𝑖=1 𝑥𝑖 = 𝑊  

 Ciągły problem plecakowy, 

 Problem plecakowy o poszerzonej dziedzinie argumentów funkcji celu. 

Wśród algorytmów rozwiązujących dyskretny problem plecakowy można wyróżnić: 

 Przegląd zupełny (złożoność wykładnicza), 

 Rozwiązanie dynamiczne (złożoność pseudowielomianowa), 

 Zachłanny algorytm aproksymacyjny. 

W wersji zachłannej algorytm aproksymacyjny sortuje elementy w kolejności maleją-

cej według stosunku wartości do wagi elementu, a następnie wstawia je kolejno do pleca-

ka. Jeśli element nie mieści się w plecaku to jest pomijany, a algorytm przechodzi do na-

stępnego. Jeśli k jest maksymalną liczbą przedmiotów w optymalnie upakowanym pleca-

ku, algorytm zachłanny osiąga wyniki nie gorsze niż k/2. Dowód w (Souza, 2006). 

Omawiając problem plecakowy należy wspomnieć, że istnieją pewne szczególne od-

miany problemu, które nie należą do klasy problemów NP. Fakt ten został wykorzystany do 

złamania niektórych algorytmów kryptograficznych, takich jak Merkle-Hellman. Szersze 

informacje na ten temat można odnaleźć w literaturze kryptograficznej (Shamir, 1982, 

pp. 145-152). 
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Podkreślić należy, że choć do stosowania procedur optymalizacyjnych wymagany jest 

matematyczny (choć niekoniecznie jawny) opis badanego problemu, to dzięki zastosowa-

niu modelowania można do takiej postaci sprowadzić w gruncie rzeczy wszystkie standar-

dowe problemy decyzyjne. Co istotne, taki model matematyczny nie musi opisywać uni-

modalnej, ciągłej i różniczkowalnej w swojej dziedzinie funkcji. Znacznie szerszą klasę 

problemów stanowią te, których optymalizacja metodami analitycznymi nie jest możliwa 

(według dzisiejszego stanu wiedzy). Przykładowo, ich wartości dla danych wejściowych 

dają się wyznaczyć jedynie przy zastosowaniu wielu iteracji algorytmu symulującego ba-

dane zjawisko, bądź też zależności są podane niejawnie. 

Zagadnienie optymalizacji funkcji ma zastosowanie także w problemach gospodar-

czych (ale i biologicznych czy finansowych), które z reguły są wielowymiarowe i niezwy-

kle skomplikowane w obszarze opisu matematycznego (np. wybór portfela inwestycyjne-

go na rynku finansowym składającego się z zadanej liczby walorów, model rozmyty zja-

wisk finansowych w przedsiębiorstwie etc.), czy w systemach wspomagania decyzji 

(SWD) (Twardochleb, 2005). 

Podstawowa, klasyczna definicja optymalizacji sprowadza się do określenia procedury 

(zadania) znalezienia minimum bądź maksimum funkcji przy zadanych ograniczeniach 

dla z góry określonego kryterium (zwanego też funkcją celu lub kryterium jakości). I choć 

definicja ta wydaje się być prosta, to w praktyce wyznaczenie ekstremum dowolnej funkcji 

nie jest zadaniem trywialnym. Dzięki działowi badań naukowych zwanemu badaniami 

operacyjnymi, na przestrzeni lat powstało bardzo wiele algorytmów optymalizacji, najczę-

ściej jako wynik konieczności znalezienia optimum dla konkretnego problemu, dla które-

go nie sprawdzały się znane metody, czy realizujące je algorytmy. 

Najprostszym rodzajem zadań optymalizacyjnych jest oczywiście optymalizacja funk-

cji jednej zmiennej, ale tego typu zadania zajmują ważne miejsce w teorii badań optymali-

zacyjnych, nie tylko ze względu na ich częste zastosowanie w praktyce inżynierskiej, ale 

również ze względu na to, że zagadnienie to pojawia się często jako element optymalizacji 

funkcji opisanych w przestrzeniach wielowymiarowych. 

Prezentowana poniżej rozprawa przedstawia rozwiązanie problemu optymalizacji 

przy użyciu opracowanego w ramach prac nad dysertacją, algorytmu optymalizacji glo-

balnej.  
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Przyczyną podjęcia tematu był fakt, że coraz bardziej skomplikowane problemy, ja-

kimi zajmuje się współczesna informatyka przyspieszają rozwój złożonych algorytmów 

matematycznych pozwalających na ich rozwiązywanie. Z drugiej strony, rozwój wspo-

mnianych algorytmów umożliwia rozwiązywanie kolejnych problemów, których jawne 

rozwiązanie (model obliczeniowy) jest coraz trudniejsze do uzyskania. 

Ten swoisty „wyścig” skutkuje powstawaniem wielu specjalizowanych metod, które 

z jednej strony dają bardzo dobre rezultaty w tych klasach problemów, do których są dopa-

sowane – a z drugiej strony wymagają często dodatkowej wiedzy o problemie, która po-

zwala dopiero skutecznie dobrać taką metodę. Dlatego podjęto próbę zastosowania inne-

go podejścia – konstrukcji samo-dopasowującego się algorytmu, który autonomicznie za-

rządza własnym procesem optymalizacji. 

Mówiąc inaczej, w pracy zajęto się możliwością przeniesienia problemów oblicze-

niowych ze złożonych metod optymalizacyjnych na menedżera procesu optymalizacji, 

dysponującego wieloma modułowymi algorytmami optymalizującymi o indywidualnie 

mniejszej złożoności obliczeniowej, przez co doprowadzono do powstania uniwersalnego 

i skutecznego narzędzia optymalizacyjnego o znacznie mniejszym łącznym zapotrzebo-

waniu na całkowitą moc obliczeniową. To zagadnienie znajduje odbicie w hipotezie nau-

kowej niniejszej rozprawy prowadzącej przecież do opisu swoiście dynamicznego doboru 

narzędzia optymalizującego.. 

Z tak postawionej hipotezy badawczej jawi się cel rozprawy, jakim jest propozycja, 

opracowanie i przebadanie algorytmu optymalizacji jako narzędzia ulepszenia samego 

procesu optymalizacji, jak i poszerzenia zakresu klas optymalizowanych funkcji. 

Algorytm ten, w odróżnieniu od podejść stosowanych obecnie, realizuje wielofazowy 

algorytm przy bezpośrednim wykorzystaniu „obiektywnego” kryterium, zaś wektor pa-

rametrów, w odróżnieniu od większości rozpowszechnionych metod, zawiera jednocze-

śnie wszystkie szukane parametry optymalizowanego problemu. Skutkuje to, co prawda,  

zaistnieniem „kombinatorycznej eksplozji” przestrzeni przeszukiwań z powodu wielo-

wymiarowości problemu, jednak, jak się okazało, w połączeniu z zaproponowanym algo-

rytmem optymalizacji, pozwala na uzyskanie wyników przekraczających swoją jakością 

dotychczas osiągane przez proponowane w literaturze rozwiązania, przy jednoczesnej 

redukcji liczby kłopotliwych do ustalenia parametrów metody optymalizacji. 
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0.4 Zarządzanie przebiegiem procesu optymalizacji 

Kiedy zostaje określona klasa optymalizowanych problemów, wtedy możliwe jest do-

branie dedykowanej do tej klasy problemów wyspecjalizowanej metody. Taka metoda mo-

że jednak znacznie gorzej sprawdzać się, gdy zostanie zastosowana do problemów spoza 

sprecyzowanej wcześniej klasy. Metody uważane za „uniwersalne”, czyli takie jak np. błą-

dzenie przypadkowe, zapewniają wyrównany poziom efektywności (zdefiniowanej w dal-

szej części dysertacji) – zależny głównie od liczby wykonanych iteracji, a nie od charakte-

rystyki problemu (Buslenko & Golenko, 1966). W wyniku połączenia różnych metod 

można uzyskać metodę odporną, charakteryzującą się wysoką efektywnością działania. 

W tym sensie dochodzi więc do powiększenia zbioru klas optymalizowanych (efektywnie) 

funkcji. 

Pokazuje to Rysunek 0:1 poniżej. 

 

Rysunek 0:1 Porównanie działania poszczególnych rodzajów metod optymalizacji w zastosowaniu do proble-
mów różnych typów 
Źródło: Opracowanie własne 
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W pracy podane zostały również fundamentalne (konstytutywne) założenia budowy 

systemu optymalizującego ze szczególnym uwzględnieniem zadań sterowania (zarządza-

nia) procesem optymalizacji (optimization management). 

 

Rysunek 0:2 Schemat działania optimization managera 
Źródło: Opracowanie własne 

Zarządzanie przebiegiem procesu optymalizacji, kolejnymi iteracjami, następstwem 

algorytmów składowych oraz równoległym wykonywaniem obliczeń to najważniejsza 

funkcjonalność optimization managera. Dzięki zastosowaniu tej składowej algorytmu 

można w sposób zorganizowany badać różnego rodzaju połączenia (hybrydy) algoryt-

mów optymalizacji oraz parametry powstałej w ten sposób określonej metody hybrydo-

wej. 

Optimization Manager pozwala również na dokonywanie meta  optymalizacji, czyli 

dostrajania parametrów poszczególnych metod optymalizacji. W podstawowej formie do-

tyczy to regulacji nastaw algorytmów składowych. W postaci bardziej rozbudowanej 

zmianom mogą ulegać także zasady sterowania przepływem obliczeń pomiędzy algoryt-

mami składowymi. W tym sensie zmianom (a więc w pewnym znaczeniu optymalizacji) 

ulega sama struktura hybrydowej metody optymalizującej. 

Więcej informacji na temat działania OM zawiera podrozdział 3.1.1 („Sterowanie 

procesem optymalizacji w warunkach niepewności”). 
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0.5 Struktura pracy 

Prezentowana dysertacja składa się z dwóch zasadniczych części: literaturowo-

teoretycznej oraz eksperymentalnej. W części pierwszej dokonano przeglądu istniejącego 

stanu wiedzy (state-of-the-art) w dziedzinie szeroko pojętej teorii i praktyki optymaliza-

cji, przy czym szczególny nacisk położony został na hybrydowe procedury optymalizacji. 

Opisano tu rozwój dziedziny oraz metod wykorzystywanych w optymalizacji trudnych ob-

liczeniowo problemów życia codziennego, które stały się przedmiotem zainteresowania 

badaczy zajmujących się integrowaniem algorytmów optymalizacji. 

 

W drugiej – eksperymentalnej – części pracy opisano technologię otrzymywania 

i konstrukcji hybrydowych procedur optymalizacji, a także ich właściwości i zależności 

pomiędzy poszczególnymi elementami strukturalnymi. W tej części nacisk położony zo-

stał na zarządzanie procesem optymalizacji (optimization manager), znaczenie tego za-

rządzania na przebieg obliczeń i jego wpływ na właściwości powstałej hybrydowej pro-

cedury optymalizacji. 

 

Przeprowadzone zostały również badania porównawcze, obiektywizujące korzyści 

związane z zastosowaniem opisanego podejścia do optymalizacji, w stosunku do metod 

obecnie stosowanych. 

Treść prezentowanej rozprawy zawarta została w pięciu częściach: we wprowadze-

niu i w czterech rozdziałach. We wprowadzeniu podano wstęp do tematyki rozprawy, jak 

też przedstawiono hipotezę pracy oraz jej cele szczegółowe. Rozdział czwarty stanowi 

końcowe podsumowanie badań i zamierzenia na przyszłość. 
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Rozdział pierwszy definiuje przedmiot, obszar i metodykę badań oraz opisuje wyko-

rzystywany model eksperymentów. Wskazany w nim został również dobór danych do-

świadczalnych (danych benchmarkowych), na bazie doświadczeń przeprowadzanych 

przez innych badaczy. 

W rozdziale drugim pracy przedstawione zostały wyniki badań nad hybrydową proce-

durą optymalizacji w wariancie szeregowym. Opracowano metodę i narzędzie wspoma-

gania optymalizacji dla różnych klas funkcji. 

Wnioski płynące z badań nad wariantem szeregowym zostały rozwinięte w rozdziale 

trzecim, podczas badania konkretnych problemów optymalizacyjnych. 

Wykorzystując prawidłowo przemyślany dobór funkcji testowych i problemów, wy-

kazano wyższość rozwiązania będącego przedmiotem rozprawy i przedstawiono skon-

centrowany zestaw doświadczeń (badań praktycznych) własnej konstrukcji. 

Zawartość rozdziału czwartego stanowią wyniki badań nad problemem praktycznym 

przy zastosowaniu opracowanej metody optymalizacji. 

Wykazano, że możliwa jest realizacja skomplikowanej, hybrydowej metody optymali-

zacji wielu różnych funkcji testowych i problemów praktycznych, co w porównaniu ze 

stosowanymi dzisiaj metodami daje pewne możliwości rozwoju nauki. 
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Rozdział 1 METODY OPTYMALIZACJI 

1.1 Przedmiot i metodyka badań – charakterystyka pracy 

W pracy przedstawiono koncepcję systemu optymalizującego, wykorzystującego hy-

brydy optymalizacyjne: szeregową, równoległą i ich kombinacje, wspomagającego jedno-

cześnie dobór i konfigurację metod składowych, stanowiącego podstawę do przeprowa-

dzenia badań i eksperymentów obliczeniowych. Zadaniem przeprowadzonych ekspery-

mentów było, w szczególności, zbadanie i określenie efektywności algorytmów optymali-

zacji wykorzystujących metody szeregowej i równoległej pracy algorytmów optymalizu-

jących do liniowych i nieliniowych problemów optymalizacji, przy wykorzystaniu różnego 

rodzaju funkcji benchmarkowych. Funkcje te opisano szerzej w niniejszym rozdziale na 

stronie 43. 

Jak już wspomniano, powstały dzięki modelowaniu model matematyczny nie musi 

opisywać unimodalnej, ciągłej i różniczkowalnej w swojej dziedzinie funkcji – znacznie 

większą klasę funkcji stanowią te, których optymalizacja metodami analitycznymi nie jest 

obecnie możliwa. Przykładowo może być koniecznych wiele iteracji algorytmu symulują-

cego badane zjawisko, aby wyznaczyć ich wartości  (Rozenberg, 2014). 
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1.2 Stan wiedzy w świetle literatury przedmiotu 

Optymalizacja (matematyczna) odnosi się do problemu znalezienia ekstremum (mi-

nimum lub maksimum) zadanej funkcji. Stanowi ona istotne pole badań w informatyce, 

bowiem ma zastosowanie w bardzo wielu dziedzinach także poza nią. 

Z tego względu, w przeglądzie literatury wymagane było przeanalizowanie publikacji 

obejmujących kilka dyscyplin wiedzy. W miarę kompletną monografię opisującą metody 

optymalizacji, o których mowa w niniejszej rozprawie jest (Findeisen, et al., 1977). Za-

wiera ona oprócz samych opisów również wiele przykładów zastosowań ich w sferze na-

uk technicznych. Opisuje także zasady konstrukcji algorytmów poszukiwania ekstremum 

funkcji. Wartą polecenia pozycją poświęconą nieliniowej optymalizacji wielokryterialnej 

jest również (Miettinen, 1999). 

W badaniach zawartych w niniejszej rozprawie omawiane są kwestie związane 

z różnymi typami algorytmów optymalizacji, traktowanych jako „metody składowe”, któ-

rymi zarządza optimization manager. Jedną z nich jest metoda Monte Carlo, której 

szczegółowy opis znaleźć można w publikacji pod takim właśnie tytułem (Buslenko & 

Golenko, 1966). Mimo, że wiele przykładów jest już nieaktualnych (ze względu na ogrom-

ny wzrost mocy obliczeniowych współczesnych komputerów), to część z nich nadal może 

stanowić dobry przykład wykorzystania metody. Podstawą jej działania jest zapewnienie 

odpowiedniej „losowości” próbek. Zagadnienie generowania (np. poprzez generatory 

pseudolosowe) lub wręcz wyznaczania próbek w odpowiedni sposób znajduje także sze-

rokie odbicie w literaturze (Lemieux, 2009). Celem ich stosowania jest zapewnienie 

równomiernego pokrycia badanej przestrzeni siatką próbkowania. Stosuje się tu m.in. 

punkty Sobola, Faure’go czy różnokolorowy szum. Użycie wspomnianych technik wykra-

cza poza ramy tej rozprawy, natomiast ich szczegółowe omówienie i porównanie można 

znaleźć choćby w (Edwards, 2008) przy okazji omówienia technik stosowanych w two-

rzeniu realistycznej grafiki komputerowej. 

Kolejną ważną grupą omawianych metod optymalizacji są algorytmy genetyczne 

(Smith, 1980). Metodzie tej poświęcona jest m.in. książka (Goldberg, 1989), która opisuje 

założenia algorytmów opartych o mechanizm doboru naturalnego oraz dziedziczności. 

Wspomina także o metodach ich konstrukcji wraz z implementacjami komputerowymi, 

a także zastosowania w zadaniach poszukiwania rozwiązań i optymalizacji. Podaje rów-

nież przykłady zastosowań w systemach sztucznej inteligencji.  
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Pozycją poświęconą współczesnym zagadnieniom bezgradientowych metod optyma-

lizacji jest, dla przykładu (Sharif, 2007), a zaawansowane zagadnienia związane z gra-

dientowymi metodami optymalizacji opisuje (Pytlak, 2009). Zagadnienia dotyczące opty-

malizacji rojem cząstek opisuje (Selvi, 1989) oraz (Zhang & Ishikawa, 2010), a przykład 

praktyczny omawia (Foryś, 2008). 

Przedstawione powyżej publikacje dotyczą w dużej mierze matematycznych aspek-

tów optymalizacji. O ile jednak sama definicja matematyczna optymalizacji jest prosta, to 

w wielu rzeczywistych problemach mamy do czynienia ze skomplikowaną funkcją celu, 

dla której znalezienie optimum globalnego (lub przynajmniej optimum w zadanym zakre-

sie zmiennych niezależnych) nie jest łatwe. Na przestrzeni lat rozwinął się dział badań 

operacyjnych, a także stworzono wiele algorytmów wyszukiwania optimum (algorytmy 

optymalizacji). Dlatego równie ważnym aspektem jest poznanie zasad strukturyzacji za-

gadnień decyzyjnych (w warunkach niepewności), co opisuje (Ogryczak, 2006) oraz inne 

publikacje tego autora, które zawierają również opis metod optymalizacji, w których 

„klasyczna“ optymalizacja uzupełniona jest rachunkiem prawdopodobieństwa. 

Jednym z analizowanych podczas badań przykładów jest problem doboru wag 

w portfelu inwestycyjnym (Markowitz, et al., 2000). Ze względu na tę tematykę, godną po-

lecenia pozycją literatury jest (Jajuga & Jajuga, 1996) oraz inne publikacje tych autorów. 

Istnieje wiele podobnych pozycji literatury, natomiast jej wyróżnikiem jest próba odnie-

sienia się do specyfikacji polskiego rynku, zasady tworzenia portfeli inwestycyjnych cha-

rakteryzujących się minimalnym ryzykiem oraz sposoby określania ryzyka związanego 

z inwestowaniem. 
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1.3 Przegląd algorytmów i metod optymalizacji 

Wśród algorytmów optymalizacji wyróżnia się:  

 algorytmy stochastyczne,  

 algorytmy genetyczne/ewolucyjne,  

 metody bezgradientowe,  

 metody gradientowe  

 rożnego rodzaju modyfikacje powyższych metod. 

Połączenie różnych rodzajów algorytmów określa się mianem hybrydowych procedur 

optymalizacji (Witsenhausen, 1962), a ich zastosowanie jest zasadne wtedy, gdy odpo-

wiednie połączenie składowych algorytmów doprowadza do wykorzystania ich mocnych 

stron, przy jednoczesnej eliminacji słabych. 

1.3.1 Metody gradientowe i bezgradientowe 

Działanie zorganizowanych metod optymalizacji można porównać do „wspinania się” 

po powierzchni badanej funkcji od punktu początkowego, do osiągnięcia ekstremum (lo-

kalnego bądź globalnego). 

Zależnie od rodzaju metody kierunek poszukiwań wybierany jest na podstawie róż-

nych kryteriów. I tak: 

 Gradientowe metody optymalizacji do określania kierunku poszukiwań wykorzy-

stują wartość gradientu w badanym punkcie, np.: metoda gradientu prostego, me-

toda gradientów sprzężonych lub metoda największego spadku. 

 Bezgradientowe metody optymalizacji wykorzystują zamiast wartości gradientu 

określone wskaźniki jakości funkcji oraz historię poszukiwań. Przykładem może 

tu być metoda Gaussa-Seidle’a lub metoda Powella. 

 Metody poszukiwań prostych wymagają jedynie spełnienia założenia o wypukło-

ści optymalizowanej funkcji celu. Poszukiwania odbywają się tu w kierunkach wy-

znaczonych przez bazę wektorów ortogonalnych, a reprezentantami tej grupy me-

tod są znane i często stosowane metoda Hooke’a-Jeeves’a czy metoda Rosenbroc-

ka; ta ostatnia metoda jest czasem zaliczana do metod pośrednich (łączących 

w sobie niektóre cechy metod bezgradientowych i gradientowych) i powszechnie 

uznawana jest za metodą stosunkowo nieczułą na punkt startowy, co znalazło po-

twierdzenie w innych pracach (Rozenberg, 2014), 

 Metody newtonowskie i quasi-newtonowskie to takie, w których proces optymali-

zacji dokonywany jest przy wyznaczaniu w kolejnych punktach zarówno określo-
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nego wskaźnika jakości jak i gradientu (lub hesjanu). 

Podnoszoną powszechnie, podstawową wadą metod zorganizowanych (McCabe & 

Trevathan, 2007) jest ich czułość (podatność) na punkt startowy i na ekstrema lokalne. 

Nie ma bowiem możliwości – z perspektywy wykonywanego algorytmu – uzyskania cał-

kowitej pewności, że końcowy wynik jest globalnym ekstremum badanej funkcji, czy je-

dynie ekstremum lokalnym, położonym najbliżej punktu startowego. W przypadku funk-

cji wielu zmiennych, o znacznym pofałdowaniu powierzchni może to znacznie ograniczać 

użyteczność tych metod optymalizacji. W celu przeciwdziałania tej wadzie powtarza się 

zazwyczaj wielokrotnie proces optymalizacji, startując z różnych punktów początkowych, 

ale nadal nie można gwarantować znalezienia właściwego rozwiązania, jakim jest eks-

tremum globalne. 
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1.3.2 Metoda Rosenbrocka 

Metoda Rosenbrocka polega na poszukiwaniu ekstremum funkcji w n wzajemnie or-

togonalnych kierunkach, podobnie jak w metodzie Hooka-Jeevesa (Hooke & Jeeves, 

1961). 

Baza wyjściowa S1 .. Sn tworzona jest z wektorów jednostkowych (wersorów) układu 

współrzędnych kartezjańskich. Różnica między powyższymi metodami polega na tym, że 

w metodzie Rosenbrocka kierunki te nie pozostają stałe, lecz ulegają zmianom w wyniku 

działania specyficznego algorytmu ich obrotu. 

 
Rysunek 1:1 Diagram dla algorytmu Rosenbrocka 
Źródło: Opracowanie własne 
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Na etapie wstępnym metody wykonuje się po jednym kroku o długości e w każdym 

z przyjętych ortogonalnych kierunków poszukiwań. Jeśli w danym kierunku uzyskujemy 

sukces (polepszenie wartości funkcji celu), to zwiększamy długość kroku w tym kierunku, 

natomiast w przeciwnym wypadku, długość kroku mnożymy przez współczynnik -

b z przedziału (−1…0), a więc wykonujemy krótszy krok w przeciwnym do danego kie-

runku. Procedura taka jest powtarzana aż do momentu, gdy wykonanie kroku we wszyst-

kich n kierunkach daje efekt niepomyślny, czyli 𝑓(𝑥𝑗)  >  𝑓(𝑥𝑗 − 1) dla wszystkich j. W tej 

sytuacji, jeżeli jest spełnione kryterium ekstremum, to procedurę można uznać za zakoń-

czoną, w przeciwnym razie wykonujemy algorytm obrotu współrzędnych (na stronie 26) 

i rozpoczynamy działanie od początku (Shampine, 1982). 

 

Rysunek 1:2 Ilustracja działania algorytmu realizującego metodę Rosenbrocka 
Źródło: Obliczenia własne 
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Kryterium zbieżności tej metody zaproponowane przez Rosenbrocka2 opiera się na 

założeniu, że bieżący punkt można uznać za minimum, jeśli dla pięciu kolejnych obrotów 

współrzędnych (a więc po wykonaniu kroków we wszystkich ortogonalnych kierunkach 

po każdym obrocie) nie wystąpi żaden pomyślny krok zmieniający wartość funkcji celu. 

W praktyce narzuca się zazwyczaj z góry liczbę iteracji, a oryginalne kryterium Rosen-

brocka staje się wtedy jedynie kryterium pomocniczym. Po wykonaniu tej ilości iteracji 

porównuje się uzyskany wynik z oczekiwaniami (i w niektórych implementacjach przyj-

muje nową wartość liczby iteracji, startując z ostatnio wyliczonego punktu, jako punktu 

startowego).  

Współczynniki a, b należy dobrać eksperymentalnie; w przypadkach rozpatrywanych 

przez Rosenbrocka jako wartości tych parametrów przyjęto a = 3 i b = 0,5. 

Algorytm można zapisać następująco:  

1) Obliczenie wartości funkcji w punkcie startowym i obliczenie wartości funkcji 

𝑓(𝑥𝑗−1 + 𝑒𝑗𝑆𝑗) dla wszystkich kierunków bazy (𝑗 =  1 . . 𝑛).  

Gdy 𝑓(𝑥𝑗−1 + 𝑒𝑗𝑆𝑗) < 𝑓(𝑥𝑗−1), to obliczamy sumę pomyślnych kroków 𝑑𝑗 = 𝑑𝑗−1 + 𝑒𝑗, 

przy czym d0 = 0, przesunięcie punktu 𝑥𝑗 = 𝑥𝑗−1 + 𝑒𝑗𝑆𝑗   

oraz zwiększamy krok 𝑒𝑗 = 𝑎 𝑒𝑗.  

W przeciwnym przypadku zmniejszamy krok 𝑒𝑗 = −𝑏 𝑒𝑗   

oraz podstawiamy 𝑥𝑗 = 𝑥𝑗−1.  

Krok ten jest powtarzany aż do momentu gdy ∀𝑗=1..𝑛 𝑑𝑗 = 0. Jeżeli nastąpiło to po jego 

jednokrotnym wykonaniu, to przechodzimy do punktu 2).  

2) Zmiana punktu startowego x0 i powtórzenie kroku 1). W przeciwnym wypadku, jeśli 

minimum nie zostało osiągnięte przechodzimy do punktu 3).  

3) Wykonanie algorytmu ortogonalnego obrotu układu współrzędnych S i powrót do wy-

konywania kroku 1).  

 

                                                        
2 Więcej informacji w (Shampine, 1982), (Pošik, 2009) i (Gawrylczyk, 2008) 
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Użyte oznaczenia: 

 x0 - punkt startowy  

 S1 .. Sn - baza wektorów ortogonalnych (dla dwóch zmiennych n = 2)  

 e - początkowa długość kroku (wektor n-wymiarowy)  

 a - współczynnik korekcyjny zwiększający wartość kroku (𝑎 >  1)  

 b - współczynnik korekcyjny zmniejszający wartość kroku (0 < 𝑏 <  1) 

Algorytm używany do obrotu układu współrzędnych: 

Algorytm obrotu współrzędnych służy wyznaczeniu nowego kierunku (nowej bazy 

kierunków) dla dalszych poszukiwań. Ważnym etapem tego algorytmu jest ortogonaliza-

cja tego układu wektorów (Palmer, 1969). 

Istnieją różne procedury ortogonalizacji, m.in.: 

 Powella, 

 Gramma-Schmidta, 

 Palmera. 

W omawianym przykładzie wykorzystano procedurę Gramma-Schmidta. 

 

1) Wyznaczenie układu wektorów: 

 

[
 
 
 
 
𝑞1

𝑞2

…

𝑞𝑛]
 
 
 
 

=

[
 
 
 
 
 
𝑑1𝑆1 +𝑑2𝑆2 +…+𝑑𝑛𝑆𝑛

 𝑑2𝑆2 +…+𝑑𝑛𝑆𝑛

   …

   𝑑𝑛𝑆𝑛]
 
 
 
 
 

 (1.1)  

 

2) Ortogonalizacja tego układu przy zastosowaniu procedury Gramma-Schmidta 

 

𝑣1 = 𝑞1 𝑆1 =
𝑣1
‖𝑣1‖

𝑣2 = 𝑞2 − (𝑞2, 𝑆1)𝑆1 𝑆2 =
𝑣2
‖𝑣2‖… …

𝑣𝑛 = 𝑞𝑛 −∑(𝑞𝑛, 𝑆𝑗)𝑆𝑗

𝑛−1

𝑗=1

𝑆𝑛 =
𝑣𝑛
‖𝑣𝑛‖

 (1.2)  
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3) Podstawienie znalezionego układu wektorów bazy S w miejsce poprzedniego. Warun-

kiem jednoznaczności przejścia jest, aby nie zachodziło dj = 0 dla 𝑗 =  1…𝑛, gdzie 

dj jest sumą pomyślnych kroków wykonanych w j-tym kierunku. Spełnia się go po-

przez odpowiedni sposób doboru długości kroku oraz stosowane kryterium oceny, czy 

osiągnięto minimum.  

 

Rysunek 1:3 Ilustracja działania algorytmu obrotu współrzędnych 
Źródło: opracowanie własne 
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1.3.3 Algorytmy genetyczne 

Algorytmy genetyczne są przykładem innego podejścia do zagadnień optymalizacji, 

a podstawy ich działania wzorowane są na doborze naturalnym i ewolucji, przebiegają-

cych w naturze. Dobór naturalny bazuje na losowych przypadkach krzyżowania się osob-

ników i mutacjach ich genów. Osobniki wyposażone w lepsze cechy powielają się sku-

teczniej niż gorzej przystosowane. Ewolucja jest więc jakby procesem optymalizacji 

przeprowadzanym na osobnikach (De Jong, 1993). 

Algorytmy genetyczne operują na zakodowanej postaci parametrów zadania optyma-

lizacji (zmiennych wejściowych funkcji). Wymagają zatem przekształcenia tych parame-

trów do pewnego skończonego ciągu znaków, najczęściej alfabetu binarnego (w przypad-

ku innych alfabetów używana jest zwyczajowo nazwa algorytmów ewolucyjnych). Algo-

rytm genetyczny nie operuje na pojedynczym stanie, lecz na pewnej populacji – skończo-

nej liczbie osobników, dla których obliczane są wartości funkcji przystosowania.  

W kolejnych krokach poszukiwań wykorzystuje się elementarne prawa doboru natu-

ralnego (Rysunek 1:4):  

- osobnik lepiej przystosowany (charakteryzujący się wyższą wartością funk-

cji przystosowania – adjustment function) ma większe prawdopodobieństwo 

przeżycia i powielenia, 

- w kolejnym pokoleniu osobniki krzyżują się między sobą wymieniając się 

częścią „kodu genetycznego” – zapisanego w postaci przyjętego alfabetu sta-

nu zmiennych wejściowych,  

- sporadycznie dokonuje się mutacja u losowych osobników polegająca na 

przypadkowej zamianie elementów kodu genetycznego – ma to zapobiec 

ustabilizowaniu się procesu poszukiwań. 

Ocena 

dopasowania 

(funkcja 

celu)

jednostki

Usuwanie 

jednostek

niesatysfakcjonujące

dopasowanie
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Rysunek 1:4 Schemat procesu doboru naturalnego 
Źródło: (Rozenberg, 2014) 
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Algorytmy genetyczne okazują się być skuteczne w przypadkach, gdy inne metody 

optymalizacji zawodzą (Goldberg, 1989): 

 Metody zorganizowane nie radzą sobie najlepiej z funkcjami o wielu minimach lo-

kalnych,  

 Algorytmy wyżarzania (simulated annealing) z kolei operują na niewielkim ob-

szarze w okolicy ostatnio wyznaczonych wartości.  

Według założeń, algorytmy genetyczne są w stanie łączyć zalety poszukiwań lokalnych 

z losowym przeszukiwaniem stosunkowo odległych obszarów przestrzeni stanów proce-

su, poprzez wykorzystanie operacji mutacji i krzyżowania, ale na skutek operacji selekcji 

skupić się potrafią na obszarach najlepiej rokujących. Algorytmy genetyczne charaktery-

zują się dużą odpornością w sytuacjach, w których zawodzą klasyczne metody zorgani-

zowane. Można je w prosty sposób zrównoleglić (działanie równoległe na wielu jednost-

kach centralnych), dzięki swojej równoległej strukturze. 

Ich atutem jest, podobnie jak w przypadku metod losowych, brak konieczności wyli-

czeń gradientów, czy hesjanów badanych funkcji, co w przypadku wielu funkcji może być 

kłopotliwe lub niemożliwe.  

Algorytmy te operują wyłącznie na funkcjach przystosowania dających się zakodować 

w postaci ciągu kodu genetycznego (Bialynicka-Birula, 2002), więc podstawowym pro-

blemem w stosowaniu algorytmów genetycznych jest znalezienie właściwego sposobu 

przekształcenia wartości zmiennych do postaci kodu genetycznego. Praktycznie do każde-

go problemu należy dobierać indywidualnie parametry takie jak długość „chromosomu” 

(fragment kodu odpowiadający pojedynczej zmiennej), wielkość populacji, współczynniki 

prawdopodobieństwa reprodukcji, krzyżowania i mutacji, metody krzyżowania osobni-

ków itd. 

Utrudnieniem jest też konieczność uwzględnienia ograniczeń dziedziny badanej funk-

cji (zarówno typu równościowego, jak i nierównościowego).  

W związku z niejednolitą skutecznością podejścia genetycznego systemy wspomaga-

nia decyzji wykorzystujące te właśnie algorytmy są zazwyczaj dedykowane, tzn. rozwiązu-

ją konkretny typ zadania optymalizacji. Wysoki stopień specjalizacji nie jest mankamen-

tem wyłącznie metod genetycznych i dotyczy również innych nowoczesnych metod op-

tymalizacji. Przykładowo, algorytmy mrówkowe, symulowane wyżarzanie, czy inne meto-

dy o wysokim stopniu złożoności (Pinter, 2002), wymagają przed podjęciem prób znale-
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zienia rozwiązania, dokładnego wykalibrowania, czyli dopasowania parametrów pod ką-

tem właściwości badanego problemu. 

1.3.4 Metody losowe i pseudolosowe 

Metody enumeratywne i losowe gwarantują przeszukanie całej dziedziny optymali-

zowanej funkcji. Należą do klasycznych metod poszukiwania ekstremum i polegają na 

przeszukaniu obszaru poszukiwań z pewnym zadanym krokiem w ustalonej kolejności.  

Metoda prób statystycznych (inaczej zwana metodą Monte Carlo), zgodnie z definicją 

(Buslenko & Golenko, 1966), polega na poszukiwaniu rozwiązania różnych zagadnień 

numerycznej matematyki poprzez konstrukcję procesu losowego z parametrami równy-

mi szukanym wartościom tego zadania. Przybliżone wartości otrzymuje się przez obser-

wacje procesu losowego i obliczenie jego charakterystyk statystycznych równych w przy-

bliżeniu szukanym parametrom. 

Mimo, że idea metod Monte Carlo podana została już kilkadziesiąt lat temu, to ich 

praktyczne wykorzystanie stało się możliwe dopiero wraz z rozwojem technologii kom-

puterowych o mocy obliczeniowej pozwalającej na wykonywanie dużej liczby (rzędu mi-

lionów bądź miliardów) iteracji. Każda iteracja polega na w miarę dokładnym modelowa-

niu statystycznym złożonych procesów, czyli na odwoływaniu się do pewnego (na ogół 

stałego) cyklu obliczeń matematycznych. Co więcej, stosowanie generatorów liczb 

pseudolosowych daje gwarancję otrzymania identycznego rezultatu przy ponownym 

uruchomieniu algorytmu i całkowitej porównywalności eksperymentów (Rust, 1997). 

Pozwala również na równoległe wykonywanie operacji na wielu maszynach. 

 



Hybrydyzacja metod optymalizacyjnych jako narzędzie poprawy procesu optymalizacji i poszerzenia zbioru klas optymalizowanych funkcji 

Robert Rychcicki  Strona | 31  

1.4 Hybrydowe procedury optymalizacji 

Tak jak wspomniano wyżej (podrozdział 1.3), połączenie algorytmów różnych rodza-

jów określa się mianem hybrydowych procedur optymalizacji (dalej HPO), a ich zastoso-

wanie jest zasadne wtedy, gdy odpowiednie połączenie algorytmów składowych dopro-

wadza do wykorzystania ich mocnych stron i eliminacji słabych (Twardochleb, 2003). 

1.4.1 Historia badań HPO 

Pierwsze udokumentowane aplikacje hybrydowych procedur optymalizacji pochodzą 

z lat 60-tych XX wieku. Choć teoretyczne analizy możliwości zastosowania procedur hy-

brydowych dotyczą rozwiązywania klasycznych problemów algorytmicznych 

(Witsenhausen, 1962), to jednym z pierwszych zastosowań tych aplikacji była optymali-

zacja układów elektrycznych i elektronicznych (Fleischer, 1968). 

Z tego samego okresu pochodzą rozważania na temat możliwości wykonywania obli-

czeń hybrydowych (na maszynach cyfrowo-analogowych, zwanych czasami maszynami 

hybrydowymi) do rozwiązywania wielowymiarowych problemów optymalizacyjnych i de-

cyzyjnych (Vichnevetsky & Waha, 1964). Badania tego typu nie są jednak przedmiotem 

niniejszej rozprawy. 

Lata 70-te XX wieku przyniosły rozkwit badań nad zastosowaniem hybrydowych 

procedur optymalizacji w zarządzaniu ruchem miejskim (Gershwin & Tan, 1978). Zasto-

sowanie procedur hybrydowych pozwoliło na uzyskanie lepszych wyników (dotyczących 

przepustowości sieci ulic miejskich), przy uwzględnieniu rozbudowanych ograniczeń do-

tyczących dopuszczalnych manewrów kierowców, sytuacji alarmowych oraz zależności 

pomiędzy uczestnikami ruchu. Tego typu ograniczenia skutecznie utrudniały wcześniej-

sze próby optymalizacji sieci ulic (i działania sygnalizacji) bez zastosowania hybrydo-

wych procedur optymalizacji (Tan, et al., 1979).  

Na początku lat 80-tych badania te zostały rozszerzone o analizę efektywności wyko-

rzystania zasobów, wpływu na środowisko naturalne oraz maksymalizację efektywności 

ekonomicznej inwestycji na rozbudowę sieci miejskich (Gartner, et al., 1980). Wskazane 

materiały opisują zróżnicowane zalety procedur hybrydowych i skupiają się między in-

nymi na korzyściach płynących z ich zastosowania do rozwiązywania skomplikowanych 

algorytmicznie problemów życia codziennego. 

Z jednej strony problemy takie mogą nie mieć (znanego dzisiaj) rozwiązania algoryt-

micznego w klasie P i uznaje się wtedy, iż należą do klasy NP (więcej w podrozdziale 0.2). 

Z drugiej strony, niejednokrotnie „dążeniem” nie jest uzyskanie analitycznego optimum 
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funkcji, a jedynie dotarcie do rozwiązania suboptymalnego. W niektórych przypadkach da 

się analitycznie udowodnić, że zastosowanie heurystyki (także takiej, jak hybrydowa pro-

cedura optymalizacji) pozwala dotrzeć do ściśle określonego otoczenia punktu optimum 

(Souza, 2006). Korzyścią z zastosowania takiego podejścia jest znaczące ograniczenie 

niezbędnych nakładów obliczeniowych, co w konsekwencji oznacza, że zbiór klas opty-

malizowanych (w akceptowalnym czasie) funkcji istotnie się powiększa.  

W latach 80-tych nastąpił dalszy rozwój tego obszaru optymalizacji. Zyskuje ona za-

stosowanie w programach typu CAD przy optymalizacji zagadnień projektowania 

(Thanedar, et al., 1986) oraz interaktywnym jego wspomaganiu (Arora & Tseng, 1988). 

Jako zastosowanie praktyczne można wskazać dla tego okresu rozwiązanie wielopo-

ziomowego nieliniowego problemu równoważenia ruchu w sieci dróg i autostrad (Suh & 

Kim, 1989). Natomiast w rozważaniach na temat metod optymalizacji pojawiają się pró-

by łączenia ze sobą metod optymalizacji typu PSO (metody roju cząstek) wraz ze wska-

zaniem dalszych kierunków badań (Selvi, 1989). 

W pierwszej połowie lat 90-tych, pojawia się znacznie więcej prac na temat hybry-

dowych procedur optymalizacji. „Hybrydy” w pewnym sensie wypierają klasyczne algo-

rytmy z dziedzin takich jak generowanie trajektorii ruchu robotów w otoczeniu z prze-

szkodami (Zhang & Knoll, 1995), co wspiera również tę dziedzinę nauki. Generowane tra-

jektorie są bardziej gładkie, a ich wykonanie przez roboty jest możliwe przy zastosowa-

niu prostszych mechanizmów ruchu niż stosowane uprzednio. Hybrydy pozwalają na 

skuteczniejsze uwzględnienie ograniczeń wynikających z pojawienia się w otoczeniu ro-

bota nowych przeszkód. Do nowych zastosowań w biologii należy także wykrywanie mo-

deli metabolicznych (Yen, et al., 1995). Ten wątek nie jest jednak przedmiotem badań 

w niniejszej pracy. 

Badania naukowe z tego okresu wskazują, że zastosowanie hybrydowych procedur 

optymalizacji może przynieść wzrost zbieżności metod optymalizacji dla pewnych klas 

problemów (Ouenes & Bhagavan, 1994). Otworzyło to pole do dalszych badań algorytmów 

optymalizacji pod kątem identyfikacji ich właściwości matematycznych (Raidl, 1998). 

Pod koniec lat 90-tych pojawiają się opracowania nowych hybrydowych procedur op-

tymalizacji – m.in. połączenie algorytmów genetycznych z metodą zagnieżdżania partycji 

(nested partitions) (Shi, et al., 1999) oraz obszerne opracowanie na temat zastosowania 
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algorytmów genetycznych w problemach inżynieryjnych (Gen & Cheng, 1999) oraz takich 

jak harmonogramowanie, logistyka czy projektowanie komórek produkcyjnych. 

Na przestrzeni lat 2000-2012 badania postępują wielotorowo. Można tu wyróżnić: 

 Analizy zastosowania hybrydowych procedur optymalizacji do przybliżonego roz-

wiązywania znanych problemów algorytmicznych (zazwyczaj klasy NP), także 

przy narzuceniu dodatkowych ograniczeń na dziedzinę, 

 Identyfikacja ogólnych właściwości konkretnych propozycji procedur hybrydo-

wych, będących połączeniem wskazanych przez autora badań metod składowych, 

 Próby zastosowania hybrydowych procedur optymalizacji do rozwiązywania pro-

blemów życia codziennego. 

Do najciekawszych, zdaniem autora niniejszej dysertacji, wyników badań należały 

w latach 2000-2012 wymienione poniżej osiągnięcia. 

Podejście hybrydowe do poszukiwania rozwiązań przybliżonych w problemach NP-

trudnych, takich, jak E2AUG (edge-biconnectivity augmentation) i V2AUG (vertex-

biconnectivity augmentation) zostało zastosowane z sukcesem (Ljubić, et al., 2000) 

oraz (Raidl & Ljubić, 2002).  

Zastosowanie procedury hybrydowej na bazie algorytmu genetycznego do rozwiąza-

nia uogólnionego problemu przyporządkowania zadań (Feltl & Raidl, 2004) przy zada-

nych ograniczeniach zasobów oraz w celu minimalizacji kosztu takiego przypisania 

(GAP) pozwoliło na wyszukanie rozwiązań suboptymalnych przy znaczącej redukcji zło-

żoności obliczeniowej. 

Dzięki kolejnym badaniom rozważania na temat problemu plecakowego pozwoliły na 

szczegółową analizę przypadku wielowymiarowego (MKP), którego rozwiązanie za po-

mocą hybrydowych procedur optymalizacji doprowadziło do zmniejszenia nakładów obli-

czeniowych potrzebnych do uzyskania zadowalających wyników (Puchinger, et al., 2010). 

Dodatkowe praktyczne zastosowania procedur hybrydowych powstały także dzięki 

badaniom prowadzonym na Uniwersytecie Technicznym we Wiedniu (Pirkwieser, 2012). 

1.4.2 Integrowanie metod optymalizacji 

Integrowanie ze sobą różnych metod optymalizacji jest korzystne wtedy, gdy dopro-

wadza do uwypuklenia ich mocnych stron, przy jednoczesnej eliminacji słabych 
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(Twardochleb & Rychcicki, 2009). Przy takim podejściu kryteria integrowania metod 

składowych w metodę hybrydową można opisać jako: 

 Odmienny sposób działania algorytmów składowych (inny sposób przeszukiwania 

dziedziny), 

 Niska wrażliwość na wybór punktu startowego metody początkowej, 

 Wysoka dokładność i zbieżność końcowej metody. 

 

Tabela 1-1 Opis metod składowych 

Metoda Zalety Wady 

Poszukiwanie zorganizo-

wane (gradientowe, bez-

gradientowe) 

Wysoka skuteczność przy 

funkcjach unimodalnych, 

dobra zbieżność, możli-

wość znalezienia optimum 

z zadaną dokładnością 

Brak odporności na znale-

zienie i zatrzymanie się al-

gorytmu w ekstremum lo-

kalnym 

Metody stochastyczne Łatwość implementacji, 

brak założeń co do klas 

i sposobu opisu optymali-

zowanej funkcji. 

Brak zbieżności metody, 

realizacja przeszukania ca-

łej dziedziny, co może po-

wodować spadek efektyw-

ności przy wzroście liczby 

zmiennych 

Metody genetyczne 

/ewolucyjne 

Nowoczesne metody opty-

malizacji, skutecznie prze-

szukują duże przestrzenie 

rozwiązań 

Wąski stopień specjalizacji, 

brak gwarancji zbieżności 

Źródło: Opracowanie własne 
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Rozdział 2 BADANIA HYBRYDY SZEREGOWEJ 

2.1 Podstawowe rodzaje HPO 

Na podstawie ich budowy (struktury), Hybrydowe Procedury Optymalizacji można 

podzielić na grupy o zróżnicowanych zastosowaniach i właściwościach. 

Punktem wyjścia do dokonania podziału jest Model procedury hybrydowej, który 

określa początkowe nastawy algorytmu sterowania procesem optymalizacji, jak to poka-

zuje Rysunek 0:2 Schemat działania optimization managera (na stronie 15). 

W szczególności, niniejszy podrozdział skupia się na opisie właściwości Modelu pro-

cedury hybrydowej (Rysunek 2:1), w zależności od struktury HPO. 

 

Rysunek 2:1 Model procedury hybrydowej jako źródło początkowych nastaw algorytmu sterowania procesem optyma-
lizacji (Optimization Management) 
Źródło: opracowanie własne 

 

W dalszej części podrozdziału przedstawione zostały modele: 

 Szeregowy (2.1.1), 

 Równoległy (2.1.2), 

 Szeregowo-równoległy (2.1.3), stanowiący rozbudowane połączenia dwóch 

powyższych wariantów. 
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2.1.1 Wariant szeregowy 

Najprostszym (z perspektywy opisowej) wariantem HPO jest wariant szeregowy. 

Przykładowy schemat takiego wariantu przedstawia Rysunek 2:2. 

 

Rysunek 2:2 Schemat szeregowego wariantu HPO 
Źródło: opracowanie własne. 

 

W wariancie tym, kluczowym zadaniem dla menedżera procesu optymalizacji jest po-

dejmowanie decyzji o przełączeniu „stopnia” hybrydy. Dokonuje się tego, bazując na ze-

stawie kryteriów należących do trzech grup: 

  LLookkaallnnee  kkrryytteerriiaa  pprrzzeełłąącczzaanniiaa,,  ww  ttyymm::  

o Liczba iteracji aktualnie wykonywanej metody, 

o Zbieżność procesu optymalizacji, liczona jako różnice między wynika-

mi obliczeń kolejnych iteracji metody, 

  GGlloobbaallnnee  kkrryytteerriiaa  pprrzzeełłąącczzaanniiaa,,  ww  ttyymm::  

o Zadana łączna liczba iteracji, 

o Baza wiedzy na temat oczekiwanej skuteczności poszczególnych metod 

składowych. 

  WWaarruunnkkoowwee  kkrryytteerriiaa  pprrzzeełłąącczzaanniiaa,,  ww  ttyymm::  

o Zbieżność procesu optymalizacji poprzednio wykonanych metod skła-

dowych. 

W celu właściwego modelowania wariantu szeregowego (o którym szerzej traktuje  

podrozdział 2.4.1) podczas budowy modelu procedury hybrydowej należy uwzględnić 

elementy, które pokazuje Rysunek 2:3. 
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Rysunek 2:3 Konstrukcja Modelu HPO w wariancie szeregowym 
Źródło: opracowanie własne 

 

2.1.2 Wariant równoległy 

Równoległe wykonywanie tych samych (lub, co ciekawsze, różnych) metod optymali-

zacji jest przydatne, gdy zrównoleglenie obliczeń wpływa korzystnie na łączny czas wy-

konania HPO i osiągnięcie celu. Szerzej na ten temat traktuje podrozdział 3.1.6. 

Równoległe wykonywanie różnych metod składowych pozwala Menedżerowi Proce-

su Optymalizacji na uzyskanie efektu synergii wynikającego nie tylko ze współbieżnej re-

alizacji obliczeń numerycznych, ale przede wszystkim z możliwości kierunkowania 

(wpływu na dalsze obliczenia) poszczególnych metod składowych na podstawie obiecują-

cych wyników uzyskiwanych przez pozostałe równolegle wykonywane metody. Schema-

tycznie przedstawia to Rysunek 2:4. 

 

Rysunek 2:4 Schemat równoległego wariantu HPO 
Źródło: opracowanie własne. 
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Poziome bloki pokazane na rysunku wyżej oznaczają odpowiednio: 

 Inicjalizację obliczeń dla poszczególnych metod składowych, 

 Synchronizację wyników obliczeń – ustalenie wyniku i wybór populacji wyj-

ściowej HPO. 

W implementacji rzeczywistej kolejne iteracje metod składowych mogą zostać zasze-

regowane kolejno, bez konieczności wykonania na odrębnych rdzeniach procesora. Dla 

pełnego wykorzystania potencjału równoległego szablonu HPO istotne jest jednak to, aby 

OM poza czynnościami jak w wariancie szeregowym: 

 Nadzorował realizację poszczególnych metod składowych, 

 Decydował o alokacji zasobów dla potrzeb realizacji metod składowych, 

 Kierunkował wykonywanie kolejnych iteracji metod składowych, wpływając 

na ich nastawy tak, aby wykorzystać wnioski płynące z realizacji wszystkich 

równolegle wykonywanych metod. 

Kierunkowanie obliczeń wykonywanych w metodach składowych może odbywać się 

m.in. poprzez: 

 Wpływanie na populację poddawaną optymalizacji – usuwanie i dodawanie do 

niej kandydatów, 

 Modyfikację wewnętrznych parametrów metody (standardowo przyjmowa-

nych za wartości stałe), 

 Ograniczenie dziedziny (lub wyłączenie z niej pewnych obszarów), na której 

operują metody składowe. 

Przykładowo, równoległe wykonywanie metody Rosenbrocka i algorytmu genetycz-

nego może wywrzeć wyższą presję selekcyjną (zwiększenie nieliniowych współczynni-

ków funkcji kary i uzupełnienie populacji o osobniki odpowiadające punktom wyznaczo-

nym przez metodę Rosenbrocka) na populację. Założeniem leżącym u podstaw takiego 

działania jest konstatacja, iż metoda Rosenbrocka (podrozdział 1.3.2) „podąża” w kierun-

ku spadku wartości funkcji w sposób zorganizowany. Jeśli prowadzi to do uzyskania lep-

szych (według kryterium optymalizacji) wyników niż w przypadku algorytmu genetycz-

nego, to zwiększenie presji selekcyjnej doprowadzi do szybszej zbieżności procesu opty-

malizacji tego algorytmu. 
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Zasady kierunkowania obliczeń zaimplementowane zostały w modułach realizują-

cych poszczególne metody optymalizacji. Dzięki temu Optimization Manager na podsta-

wie porównania postępów procesu optymalizacji podczas działania poszczególnych me-

tod składowych, dysponuje niezależnym (od konkretnej metody) interfejsem służącym do 

wsparcia przebiegu HPO. 

W celu wykorzystania korzyści, jakie daje równoległa HPO, Model procedury hybry-

dowej został rozszerzony o „preferencje dotyczące reguł przełączania metod składo-

wych modelu”, co obrazuje Rysunek 2:5. 

 

Rysunek 2:5 Konstrukcja Modelu HPO w wariancie równoległym 
Źródło: opracowanie własne 

 

2.1.3 Wariant szeregowo-równoległy 

Szeregowo-równoległy wariant HPO, dzięki zaawansowanym funkcjonalnościom OM 

pozwala na skonstruowanie dowolnych zależności pomiędzy składowymi metodami op-

tymalizacji.  

Umożliwia m.in. wykonanie „kroków wstępnych” (takich jak randomizacja populacji 

startowej) przed przystąpieniem do etapu „rozpoznawczego” (równoległego wykonania 

zestawu metod składowych), po których następuje „etap końcowy”, mający na celu po-

prawienie dotychczas osiągniętych wyników (przykładowo, poprzez zastosowanie zorga-

nizowanych metod optymalizacji, jeśli wcześniejsze etapy wykryły ciągłą powierzchnię 

funkcji celu lub metod losowych w przeciwnym wypadku). Szczegółowa analiza tego za-

gadnienia wykracza jednak poza ramy niniejszej dysertacji.  
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Przykładową strukturę szeregowo-równoległego wariantu HPO przedstawia  

Rysunek 2:6. 

 

Rysunek 2:6 Schemat szeregowo-równoległego wariantu HPO 
Źródło: opracowanie własne. 

 

Finalna postać Modelu procedury hybrydowej składa się więc z następujących elemen-

tów (Rysunek 2:7): 

 Biblioteka metod optymalizacji, 

 Schemat (graf) powiązań między metodami składowymi modelu, 

 Konfiguracja metod składowych modelu, 

 Preferencje dotyczące przełączania metod składowych modelu. 
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Rysunek 2:7 Konstrukcja Modelu HPO w wariancie szeregowo-równoległym 
Źródło: opracowanie własne 
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2.2 Schemat badań 

Przedmiotem badań jest zaproponowana hybrydowa metoda optymalizacji. 

W pierwszej kolejności przeprowadzone zostały badania dotyczące poprawności kon-

strukcji metody hybrydowej pod kątem skuteczności osiągania założonego celu optymali-

zacji. 

Schemat badań kształtował się następująco: 

 Potwierdzenie skuteczności metody na wariancie szeregowym, 

 Budowa modelu symulacyjnego, 

 Określenie postaci ogólnej hybrydowej procedury optymalizacji, 

 Określenie cech metaoptymalizacyjnych metody hybrydowej, 

 Wyniki i wnioski. 

Funkcje benchmarkowe użyte w badaniach definiuje podrozdział 2.3, natomiast opis 

modelu rzeczywistego zawiera Rozdział 2 i Rozdział 3. Więcej informacji na temat sposób 

przeprowadzania doświadczeń można znaleźć w literaturze przedmiotu, m.in. w publika-

cji (Twardochleb, 2003). 
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2.3 Dobór danych doświadczalnych 

Dla sprawdzenia skuteczności proponowanej metody poddano ją szeregu testom 

z wykorzystaniem wielu funkcji benchmarkowych. Głównym źródłem pochodzenia tych 

funkcji były międzynarodowe turnieje optymalizacyjne ICEO (Bersini, et al., 1996). Miały 

one na celu wykazanie efektywności stosowania proponowanej metody hybrydowej przy 

rozwiązywaniu zadań optymalizacji o bardzo różnej charakterystyce. Badania te miały 

również na celu ocenę skuteczności proponowanej metody w porównaniu do innych me-

tod optymalizacji). 

Choć ICEO samo w sobie jest znakomitym źródłem zadań optymalizacji, to baza funk-

cji benchmarkowych wykorzystywana w niniejszych badaniach została dodatkowo roz-

budowana o funkcje opisujące praktyczne problemy optymalizacyjne stawiane w (Bäck, 

1995). Część funkcji bazuje również na pracy poświęconej praktycznym zastosowaniom 

algorytmów genetycznych (Haupt & Haupt, 2004). 

Założenia niezbędne do obiektywnego zbadania skuteczności proponowanej metody 

hybrydowej opierają się m.in. na pracy (Hellstrom & Holmstrom, 1998), która wyjaśnia 

pewne najważniejsze cechy, które powinny charakteryzować skuteczne metody predyk-

cji i optymalizacji. Specjalne funkcje testowe zaprezentowane poniżej (tzw. funkcje De 

Jonga) używane są powszechnie do weryfikacji skuteczności i efektywności metod opty-

malizacji (Yuret, 1994) – zostały one włączone do oceny proponowanej metody hybry-

dowej. 
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2.3.1 Funkcja siodłowa – funkcja Rosenbrocka 

 

𝑓(𝑥) = ∑100(𝑥𝑖+1 − 𝑥𝑖
2)2 + (1 − 𝑥𝑖)

2

𝑛−1

𝑖=1

 

−2,048 ≤ 𝑥𝑖 ≤ 2,048 

(2.1)  

n – liczba zmiennych 

 

Rysunek 2:8 Przykładowy wykres funkcji Rosenbrocka 
Źródło: Opracowanie własne 
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2.3.2 Funkcja Shekela – „lisie jamy” 

 

𝑓([ 

𝑥1
⋮
𝑥𝑛
]) =∑(∑(𝑥𝑗 − 𝑎𝑖𝑗)

2
𝑛

𝑗=1

+ 𝑐𝑖)

−1
𝑑

𝑖=1

 

(dla określonych wartości 𝑎𝑖,𝑗 , 𝑐𝑖) 

−60 ≤ 𝑥𝑖 ≤ 60 

(2.2)  

n – liczba zmiennych, m – liczba wymiarów 

 

 

Rysunek 2:9 Przykładowy wykres funkcji Shekela 
Źródło: Opracowanie własne 
 
 

Minima funkcji określone są przez wartości 𝑎𝑖,𝑗, 𝑐𝑖  w następujący sposób: 

∀𝑖=1..𝑛 𝑓(𝑎𝑖) = 𝑐𝑖 
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2.3.3 Funkcja Rastrigina 

 

𝑓(𝑥) = 10𝑛 +∑(𝑥𝑖
2 − 10 cos(2𝜋 𝑥𝑖))

𝑛

𝑖=1

 

−5,12 ≤ 𝑥𝑖 ≤ 5,12 

(2.3)  

n – liczba zmiennych 

 

 

Rysunek 2:10 Przykładowy wykres funkcji Rastrigina 
Źródło: Opracowanie własne 
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2.3.4 Funkcja Schwefela 

 

𝑓(𝑥) = −∑𝑥𝑖 sin(√|𝑥𝑖|)

𝑛

𝑖=1

 

−500 ≤ 𝑥𝑖 ≤ 500 

(2.4)  

n – liczba zmiennych 

 

 

 

Rysunek 2:11 Przykładowy wykres funkcji Schwefela 
Źródło: Opracowanie własne 
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2.3.5 Funkcja Ackley’a 

 

𝑓(𝑥) = −𝑎𝑒
−𝑏 √

∑ 𝑥𝑖
2𝑛

𝑖=1
𝑛 − 𝑒

∑ cos(𝑐 𝑥𝑖)
𝑛
𝑖=1

𝑛 + 𝑎 + 𝑒 

(dla określonych wartości a, b, c) 

−5 ≤ 𝑥𝑖 ≤ 5 

(2.5)  

n – liczba zmiennych 

 

 

 

Rysunek 2:12 Przykładowy wykres funkcji Ackley’a 
Źródło: Opracowanie własne 
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2.3.6 Pozostałe funkcje benchmarkowe 

Informacje o pozostałych użytych funkcjach zawiera Obliczone wartości funkcji dla 

hybrydy szeregowej. 

Funkcje unimodalne posłużyły do zbadania, czy procedura hybrydowa nie jest wyraź-

nie wolniejsza niż pozostałe metody dla nieskomplikowanych funkcji o jednym minimum. 
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2.4 Weryfikacja skuteczności metody 

2.4.1 Definicja wariantu szeregowego 

Szeregowa hybrydowa metoda optymalizacji jest (jak pokazano w podrozdziale 2.1.1) 

stosunkowo prostą konstrukcją, w oparciu o którą można omówić najważniejsze wła-

sności tej klasy metod. Obrazowo, wyniki obliczeń kolejnych „składowych” procedury hy-

brydowej przekazywane są jako start obliczeń (punkt startowy lub populacja początko-

wa) dla następnych „składowych”. 

 

Rysunek 2:13 obrazujący osiąganie minimum globalnego funkcji przez metodę hybrydową (kolor czarny) na tle 
metod składowych 
Źródło: Opracowanie własne 

 

W tym wariancie optimization manager zarządza „przełączaniem” poszczególnych 

stopni hybrydy szeregowej, nie wpływa jednak na przebieg samego procesu obliczenio-

wego dla poszczególnych stopni optymalizacji. 

 

Osiągnięcie ekstremum 

(100% oznacza osiągnięcie 

ekstremum badanej funkcji)  

Numer iteracji 

Metoda Rosenbrocka 

Metoda Monte-Carlo 

Metoda genetyczna 

Metoda hybrydowa 

Przełączenie metod składowych 
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2.4.2 Wariant szeregowy oparty o klasyczne metody optymalizacji 

Wariant szeregowy, będący podstawą badań w tym rozdziale został skonstruowany 

z trzech członów, które ilustruje Rysunek 2:14: 

 

Rysunek 2:14 Schemat ideowy hybrydy szeregowej 
Źródło: Opracowanie własne. 

 

Odzwierciedlenie takiego podziału widoczne jest również graficznie na wykresie 

przebiegu procesu optymalizacji (Rysunek 2:13). Na rysunku zaznaczone są trzy stopnie 

hybrydy szeregowej. Charakterystyka pierwszego z nich (dla zadanej funkcji celu) jest 

zbliżona (kształtem) do charakterystyki metody stochastycznej, drugiego – do algorytmu 

genetycznego, a trzeciego – do metody Rosenbrocka. Dzieje się tak dlatego, że po osią-

gnięciu określonego kryterium meta  optymalizacji, optimization manager przełącza 

proces obliczeniowy pomiędzy kolejnymi stopniami hybrydy. Jest to zaznaczone piono-

wymi szarymi odcinkami. 

W przypadku opisywanej hybrydy szeregowej zastosowano kryterium stałej liczby 

iteracji. Więcej informacji na temat meta optymalizacji i jej kryteriów zawiera podrozdział 

3.1.1. 

Badania zostały przeprowadzone przy wykorzystaniu funkcji benchmarkowych 

z międzynarodowej bazy ICEO opisanej w podrozdziale 2.3. 
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Proponowana hybrydowa metoda optymalizacji składa się z następujących kroków: 

a) Metoda stochastyczna - Monte Carlo 

 Wybór najlepszych losowań spośród N próbek – Monte Carlo, 

 Losowane punkty mają jednorodny rozkład prawdopodobieństwa w zakresie 

dziedziny funkcji, 

b) Metoda genetyczna - z użyciem selekcji turniejowej 

 Wykorzystanie najlepszych próbek jako populacji startowej (wypełnienie 

chromosomów) i wygenerowanie N pokoleń, 

 Chromosom osobnika odpowiada zapisowi poszczególnych współrzędnych 

(wymiarów) punktów, 

c) Metoda Rosenbrocka 

 Dla najlepszego z końcowych osobników uruchomienie optymalizacji metodą 

Rosenbrocka 

 Obrót współrzędnych realizowany był wg algorytmu Gramma-Schmidta, 

Poszczególne etapy obliczeń ograniczone są do z góry określonej liczby iteracji, zde-

finiowanych tu jako liczba odwołań do funkcji optymalizowanej (ok. 1/3 założonej liczby 

odwołań przypada na każdą z metod składowych). Opis zastosowanych metod składo-

wych zawiera (Findeisen, et al., 1977). 

W przeprowadzonych w tym rozdziale badaniach podział ten został dobrany arbi-

tralnie, aby umożliwić analizę porównawczą metody hybrydowej z jej poszczególnymi 

metodami składowymi.  

Z tego powodu,  Rysunek 2:13 ukazuje silne wizualne podobieństwo przebiegu tra-

jektorii HPO i poszczególnych metod składowych: 

 Stopień I – iteracje od 1 do 333, podobieństwo między trajektorią metody 

stochastycznej i metody hybrydowej, 

 Stopień II – iteracje od 334 do 667, podobieństwo między trajektorią metody 

genetycznej i metody hybrydowej, 

 Stopień III – iteracje od 668 do 1000, podobieństwo między trajektorią me-

tody Rosenbrocka i metody hybrydowej. 

Porównania dokonywano na następujących płaszczyznach: 
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 Jaką odległość euklidesową od optimum globalnego uzyskała dana metoda optyma-

lizacji po z góry zadanej liczbie iteracji (odwołań do funkcji celu), 

 Po ilu iteracjach metoda optymalizacji osiągnęła zadane otoczenie ekstremum glo-

balnego (wyznaczonego analitycznie), 

 Na ile powtarzalne są wyniki działania metody optymalizacji (m.in. wrażliwość na 

punkt startowy). 

Liczba odwołań do funkcji celu jest o tyle istotna, iż w problemach praktycznych 

możemy mieć w tym momencie do czynienia z przeprowadzeniem symulacji lub innym 

procesem wymagającym większych nakładów obliczeniowych. 

Tym samym, jest to założenie zgodne z przedstawionym w podrozdziale 0.2 – same 

iteracje składowych metod optymalizacji są relatywnie mało złożone obliczeniowo 

w stosunku do obliczania wartości funkcji celu. Z tego powodu, porównanie poszczegól-

nych algorytmów optymalizacji bazuje w niniejszej pracy na zliczaniu odwołań do funkcji 

celu. Jest to istotne w przypadku, w którym zwyczajowa definicja danej metody określa, iż 

w pojedynczej „iteracji” należy wykorzystać wartości funkcji celu obliczone dla kilku 

punktów. 

Co także istotne, menedżer procesu optymalizacji może aktywnie zmniejszać ilość 

wykonywanych obliczeń poprzez zastosowanie mechanizmu cache. Polega on na zapa-

miętywaniu wartości funkcji celu w danym punkcie na potrzeby ewentualnych przyszłych 

odwołań do wartości w tym samym punkcie. Taka pamięć podręczna może być ograni-

czona, co do pojemności, natomiast odwołania się do niej nie traktujemy jako kolejnego 

obliczenia wartości funkcji celu. 
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2.4.3 Potwierdzenie skuteczności metody na wariancie szeregowym 

Szczegółowe tabelaryczne zestawienia zawiera Obliczone wartości funkcji dla hybrydy 

szeregowej. Pozwalają one obserwować i zweryfikować działanie hybrydy szeregowej, 

działającej według określonych wcześniej w tym rozdziale założeniach. 

 

Wykres 2-1 przedstawia skuteczność osiągnięcia przez metodę hybrydową zadanego 

otoczenia (oznacza euklidesową miarę odległości od ekstremum globalnego, nie większą 

niż 0,0025) ekstremum globalnego wybranych funkcji benchmarkowych. Dane źródłowe 

do wykresu zawiera Załącznik B. 

Dla kryterium dokładności (0,0025) zostaje 20-krotnie przeprowadzone badanie – 

uruchomienie danej metody optymalizacji. W każdym badaniu określa się odległość od 

(znanego) minimum globalnego, jaką uzyskała dana metoda. Obliczany jest odsetek ba-

dań, w których osiągnięto zadaną dokładność. 

 

Wykres 2-1 Skuteczność  uzyskania przez metodę hybrydową zadanej dokładności 
Źródło: Opracowanie własne 
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Wyniki działania metod optymalizacji po 500 iteracjach wskazują (Tabela 2-1), iż me-

toda hybrydowa dla każdej z funkcji benchmarkowych dotarła do ekstremum globalnego. 

 

Tabela 2-1 Wynik działania metody po 500 iteracjach 

 Metoda  

Monte Carlo 

Algorytm  

Genetyczny 

Metoda  

Rosenbrocka 

Metoda  

hybrydowa 

Funkcja  

Rosenbrocka 

(2 zmienne) 

f(0.78, 0.60)  

= 0.062297 

f(0.90, 0.82)  

= 0.009311 

f(1.00, 1.00)  

= 0.000000 

f(1.00, 1.00)  

= 0.000000 

Funkcja  

Rosenbrocka 

(3 zmienne) 

f(0.55, 0.32, 0.14)  

= 0.849092 

f(0.49, 0.41, 0.17)  

= 0.474972 

f(1.00, 1.00, 1.00)  

= 0.000000 

f(1.00, 1.00, 1.00)  

= 0.000000 

Funkcja  

Rosenbrocka 

(5 zmiennych) 

f(0.66, 0.59, 0.38, 

0.08, 0.18)  

= 7.693878 

f(0.53, 0.29, 0.41, 

0.02, 0.00)  

= 2.538220 

f(1.00, 1.00, 1.00, 

1.00, 1.00)  

= 0.000000 

f(1.00, 1.00, 1.00, 

1.00, 1.00)  

= 0.000000 

Funkcja  

De Jonga 1 

(2 zmienne) 

f(0.02, 0.02)  

= 0.000754 

f(-0.00, 0.00)  

= 0.000000 

f(0.00, -0.00)  

= 0.000000 

f(0.00, 0.00)  

= 0.000000 

Funkcja  

De Jonga 1 

(5 zmiennych) 

f(-0.25, 0.09, 0.12, -

0.21, -0.20)  

= 0.170737 

f(-0.00, 0.00, 0.32, -

0.00, -0.00)  

= 0.000001 

f(-0.00, -0.00, 0.00, 

0.00, -0.00)  

= 0.000000 

f(0.00, 0.00, 0.00, -

0.00, 0.00)  

= 0.000000 

Funkcja  

De Jonga 1 

(9 zmiennych) 

f(0.06, 0.66, 0.19, -

0.33, -0.40, -0.09, -

0.15, -0.28, 0.12)  

= 0.878894 

f(-0.00, -0.00, -0.00, 

-0.00, 0.00, -0.00, -

0.00, -0.00, -0.00)  

= 0.000007 

f(-0.00, 0.00, -0.00, 

0.00, -0.00, 0.00, -

0.00, 0.00, -0.00)  

= 0.000000 

f(-0.00, -0.00, 0.00, 

-0.00, -0.00, -0.00, -

0.00, 0.00, 0.00)  

= 0.000000 

Funkcja 

Martin-Goody 

(2 zmienne) 

f(0.96, 0.95)  

= 7.276148 

f(4.99, 4.98)  

= 0.000116 

f(5.00, 5.00)  

= 0.000000 

f(5.00, 5.00)  

= 0.000000 

Funkcja 

Shekela 

(2 zmienne) 

f(15.76, -31.34)  

= 4.050901 

f(-31.98, -31.98)  

= 0.998004 

f(0.03, 0.03)  

= 12.670506 

f(-31.98, -31.98)  

= 0.998004 

Funkcja  

Rastrigina 

(2 zmienne) 

f(0.04, 0.06)  

= 0.971624 

f(-0.00, -0.00)  

= 0.000046 

f(0.99, -0.00)  

= 0.994959 

f(-0.00, -0.00)  

= 0.000000 

Funkcja  

Rastrigina 

(3 zmienne) 

f(-0.99, 0.04, 0.06)  

= 1.968968 

f(-0.39, -0.01, -

0.00)  

= 0.00644 

f(0.99, -0.99, -0.99)  

= 2.98488 

f(-0.00, 0.00, 0.00)  

= 0.000000 
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 Metoda  

Monte Carlo 

Algorytm  

Genetyczny 

Metoda  

Rosenbrocka 

Metoda  

hybrydowa 

Funkcja  

Schwefela 

(2 zmienne) 

f(205.10, 204.55)  

= -403.407527 

f(420.97, -459.15)  

= -173,7819096 

f(203.81, -124.83)  

= -324.719391 

f(420.97, 420.97)  

= -837.965775 

Funkcja  

SumPower 

(2 zmienne) 

f(0.00, -0.02)  

= 0.000008 

f(-0.00, -0.00)  

= 0.000000 

f(-0.00, 0.00)  

= 0.000000 

f(0.00, -0.00)  

= 0.000000 

Funkcja  

SumPower 

(4 zmienne) 

f(-0.01, -0.06, -0.05, 

-0.19)  

= 0.000719 

f(-0.00, 0.00, 0.00, -

0.00)  

= 0.000000 

f(-0.00, 0.00, 0.00, 

0.00)  

= 0.000000 

f(-0.00, 0.00, -0.00, 

-0.00)  

= 0.000000 

Funkcja  

Ackley’a 

(2 zmienne) 

f(0.04, 0.05)  

= 0.315690 

f(0.00, -0.00)  

= 0.000506 

f(0.00, 0.00)  

= 0.000000 

f(-0.00, -0.00)  

= 0.000000 

Funkcja  

Ackley’a 

(4 zmienne) 

f(0.91, 0.03, 0.26, 

0.05)  

= 2.543907 

f(0.00, -0.00, -0.00, 

0.00)  

= 0.009251 

f(-0.00, 0.00, 0.00, 

0.00)  

= 0.000000 

f(-0.00, 0.00, -0.00, 

0.00)  

= 0.000000 

Funkcja  

Ackley’a 

(6 zmiennych) 

f(0.91, 0.03, 0.26, 

0.05, 0.96, 0.05)  

= 2.634273 

f(0.00, -0.00, 0.00, 

0.00, 0.00, -1.82)  

= 0.006666 

f(0.00, 0.00, -0.00, -

0.00, -0.00, -0.00)  

= 0.000000 

f(0.00, 0.00, -0.00, 

0.00, -0.00, -0.91)  

= 0.007001 

 

Źródło: Opracowanie własne 

 
Badania na funkcjach benchmarkowych dla wyższych wymiarowości (6-wymiarowa 

funkcja Ackley’a) również wykazują przewagę hybrydy optymalizacyjnej, co pokazuje 

Rysunek 2:15.  
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Rysunek 2:15 Porównanie przebiegu optymalizacji – osiąganie minimum globalnego funkcji Ackley'a 
(6 zmiennych) przez metodę hybrydową (kolor czarny) na tle pozostałych badanych metod 
Źródło: Opracowanie własne 

 

Dane numeryczne z dodatkowymi informacjami na temat weryfikacji skuteczności 

metody hybrydowej zawiera Załącznik A. 

Osiągnięcie ekstremum 

(100% oznacza osiągnięcie 

ekstremum badanej funkcji)  

Numer iteracji 

Metoda Rosenbrocka 

Metoda Monte Carlo 

Metoda genetyczna 

Metoda hybrydowa 
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Rozdział 3 BADANIA PROBLEMÓW OPTYMALIZACYJNYCH 

3.1 Zarządzanie procesem optymalizacji (Optimization Management) 

Badania przeprowadzone w poprzednim rozdziale z pewnością potwierdzają celo-

wość zastosowania procedury hybrydowej do zagadnień optymalizacyjnych w wariancie 

szeregowym. Niniejszy rozdział precyzuje odmienny problem badawczy, skupiając się na 

zarządzaniu procesem optymalizacji i konstrukcji Menedżera procesu optymalizacji. 

Prezentuje przede wszystkim badania własne przy wykorzystaniu wielu funkcji ben-

chmarkowych należących do różnych klas i dotyczących różnych problemów optymalizacji. 

Kluczowym elementem tej prezentacji jest specjalnie przygotowana dla potrzeb tego roz-

działu, dedykowana aplikacja służąca do projektowania Hybrydowych Procedur Optyma-

lizacji (Konstruktor Hybryd - Rysunek 3:1). 

 

Rysunek 3:1 Fragment schematu Optimization Managera z zaznaczeniem Konstruktora Hybryd 
Źródło: Opracowanie własne 

 



Hybrydyzacja metod optymalizacyjnych jako narzędzie poprawy procesu optymalizacji i poszerzenia zbioru klas optymalizowanych funkcji 

Robert Rychcicki  Strona | 59  

3.1.1 Sterowanie procesem optymalizacji w warunkach niepewności 

Model procedury hybrydowej (Rozdział 2) stanowi statyczny opis planowanego prze-

biegu procesu optymalizacji wraz z definicją warunków początkowych. 

W procesie optymalizacji ten statyczny opis przekłada się na realizację konkretnych 

procedur numerycznych –składowych metod HPO. 

Istotną rolę w tym przypadku odgrywa menedżer procesu optymalizacji (Optimiza-

tion Manager - OM), który realizować można przy użyciu różnych podejść. Niniejszy 

podrozdział opisuje zagadnienie efektywnej budowy OM. 

Rysunek 0:2 (na stronie 15) obrazuje poglądowo ideę działania HPO, jest jednak nie-

wystarczający da celów implementacyjnych. Algorytm sterowania procesem optymalizacji 

musi bowiem operować zarówno na Modelu procedury hybrydowej, jak i dokonywać me-

ta optymalizacji (patrz podrozdział 3.1.2) trwającego procesu obliczeniowego. 

Oprócz tego, Optimization Manager odpowiada za: 

 Ustalenie warunków początkowych poszczególnych metod składowych, 

 Pobieranie aktualnego stanu działania metod składowych, co zadaną liczbę ite-

racji (lub czas), 

 Ocenę postępów prac metod składowych, 

 Synchronizację pracy (w przypadku metod, które można kierunkować). 

Konstrukcja z wykorzystaniem OM należy do klasy Systemów Zintegrowanych, 

co pozwala na: 

 Szybką komunikację między modułami, 

 Tworzenie modułów składowych według jednolitego interfejsu, 

 Zdefiniowanie przepływu obliczeń między modułami. 

Szczegóły budowy Optimization Managera użytego w metodzie proponowanej w ni-

niejszej dysertacji przedstawia Rysunek 3:2. 
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Rysunek 3:2 Budowa Optimization Managera 
Źródło: Opracowanie własne 

 

Algorytm sterowania procesem optymalizacji realizuje swoje cele poprzez wykorzy-

stanie modułów oznaczonych na diagramie Scheduler, Ewaluator i Profiler. Przed przeka-

zaniem sterowania do tych modułów, przygotowuje on bazę reguł decyzyjnych me-

ta optymalizacji. Ten zespół reguł tworzony jest na podstawie Modelu procedury hybry-

dowej i pozwala na precyzyjne określenie, kiedy w toku działania HPO zostaną podjęte 

działania metaoptymalizacyjne. Działanie to obrazowo przedstawia Rysunek 3:3. 
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Rysunek 3:3 Obrazowe przedstawienie działań przygotowawczych wykonywanych przez OM 
Źródło: opracowanie własne 

 

3.1.2 Scheduler 

Blok oznaczony jako Scheduler zajmuje się alokacją zasobów (przede wszystkim mocy 

obliczeniowej, zezwoleniem na wykonanie określonej liczby iteracji) dla poszczególnych 

metod składowych. Początkowo tworzy on wątki obliczeniowe na podstawie parametrów 

konfiguracyjnych określonych w Modelu procedury hybrydowej. Ładuje do pamięci opera-

cyjnej moduły odpowiadające poszczególnym metodom składowym. Na podstawie infor-

macji zwrotnych z Profilera oraz bazy reguł decyzyjnych modyfikuje on wewnętrzne 

wskaźniki odpowiadające za alokację zasobów tak, aby zwiększyć prawdopodobieństwo 

szybkiego i skutecznego uzyskania wyniku optymalizacji. W uproszczeniu, Scheduler 

premiuje te składowe metody optymalizacji, które uzyskują lepsze rezultaty lub generują 

efekt synergii (co z kolei jest określane na podstawie metadanych zbieranych przez Profi-

ler). Działanie to obrazowo przedstawia Rysunek 3:4. 

Scheduler decyduje również o synchronizacji odrębnych wątków obliczeniowych 

zgodnie z regułami opisanymi w niniejszej rozprawie. Realizuje także powiązania pomię-

dzy metodami składowymi – np. w wariancie szeregowym wykonuje „II stopień” optyma-

lizacji dopiero po przetworzeniu wyników zakończonego „I stopnia”. 



Hybrydyzacja metod optymalizacyjnych jako narzędzie poprawy procesu optymalizacji i poszerzenia zbioru klas optymalizowanych funkcji 

Robert Rychcicki  Strona | 62  

 

Rysunek 3:4 Obrazowe przedstawienie działania Schedulera 
Źródło: opracowanie własne 

 

3.1.3 Ewaluator 

Ewaluator jest modułem odpowiadającym za niemal wszystkie obliczenia numerycz-

ne w systemie. Jego efektywna implementacja jest szczególnie istotna dla minimalizacji 

czasu wykonywania HPO. Ewaluator nie tylko oblicza wartości funkcji celu w zadanych 

punktach dziedziny, ale również wykonuje kierunkowanie obliczeń wynikające z bazy re-

guł decyzyjnych. Działanie to obrazowo przedstawia Rysunek 3:5. 

Surowe wyniki obliczeń wykonanych przez Ewaluatora zostają zapisane i przekazane 

do kolejnego modułu Optimization Managera, jakim jest Profiler. W praktycznej realizacji 

OM, Ewaluator pełni również rolę debuggera dla przebiegu procesu optymalizacji 

i obsługuje sytuacje wyjątkowe (np. błędy obliczeń, utrata synchronizacji pomiędzy roz-

proszonymi jednostkami obliczeniowymi). 
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Rysunek 3:5 Obrazowe przedstawienie działania Ewaluatora 
Źródło: opracowanie własne 

 

3.1.4 Profiler 

Podstawowym zadaniem Profilera jest uzupełnienie surowych danych liczbowych do-

starczonych przez Ewaluator o wszelkie dodatkowe dane potrzebne OM do przetworzenia 

bazy reguł decyzyjnych. Profiler zbiera je głównie na podstawie porównania działania po-

szczególnych metod składowych wykonanych w ramach HPO. Są to przede wszystkim 

metadane takie jak: 

 informacje o korzyściach generowanych przez kolejne iteracje każdej z metod 

składowych, skontrastowane z dotychczas poniesionymi na ich wykonanie na-

kładami obliczeniowymi, 

 zdarzenia odnotowane podczas realizacji HPO, np. zakończenie wątku oblicze-

niowego przez Scheduler (zmiana stopnia hybrydy), kierunkowanie obliczeń 

przez Ewaluator, aktywacja danej reguły z bazy reguł. 

Dodatkowym zadaniem Profilera jest dokumentowanie przebiegu procesu optymali-

zacji (np. dla celów generowania wykresów użytych w niniejszej dysertacji) poprzez zapi-

sywanie i klasyfikowanie wszystkich zgromadzonych danych i metadanych. Ich wykorzy-

stanie opisuje podrozdział 3.2.4, natomiast działanie Schedulera obrazuje Rysunek 3:6. 
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Rysunek 3:6 Obrazowe przedstawienie działania Schedulera 
Źródło: opracowanie własne 

 

3.1.5 Określenie cech meta optymalizacyjnych metody hybrydowej 

Wykonywanie kolejnych iteracji niektórych metod optymalizacji (np. metod ewolu-

cyjnych) zależy od bieżącej wartości pewnych współczynników i parametrów. W przy-

padku metody genetycznej może być to współczynnik częstotliwości występowania mu-

tacji, rodzaj operatora krzyżowania czy zastosowana metoda selekcji. W standardowym 

podejściu parametry te pozostają stałe przez wszystkie iteracje działania algorytmu i do-

bierane arbitralnie przed rozpoczęciem jego działania. Stanowią one stałe elementy skła-

dowe definicji danego algorytmu optymalizacji. 

Jednak sama struktura algorytmu optymalizacji również może podlegać procesom op-

tymalizacyjnym, co prowadzi do zmiany wymienionych współczynników na podstawie 

analizy bieżącej skuteczności działania metody optymalizacji w kolejnych iteracjach 

(Zhang & Ishikawa, 2010).  

W tym kontekście możemy mówić o kryterium metaoptymalizacji – czyli narzuconym 

warunkom, które pozwalają porównać ze sobą dwie struktury algorytmów optymalizacji 

– jednak nie po wykonaniu wszystkich obliczeń wskazywanych przez metodę, a w trakcie 

ich wykonywania; z iteracji na iterację. 
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Na potrzeby badań prowadzonych w niniejszej rozprawie, przyjęto kilka możliwych 

kryteriów metaoptymalizacji: 

 KKrryytteerriiuumm  ssttaałłeejj  lliicczzbbyy  iitteerraaccjjii  

Stosowane np. w wariancie szeregowym (podrozdział 2.4.2) „przełączanie 

stopnia” HPO po z góry określonej liczbie iteracji, 

 KKrryytteerriiuumm  nnaajjlleeppsszzeejj  wwaarrttoośśccii  ffuunnkkccjjii  cceelluu  ((kkrryytteerriiuumm  zzaacchhłłaannnnee))  

Dające się zastosować np. w wariancie równoległym (podrozdział 2.1.2), 

w którym metoda składowa generująca najlepsze rezultaty otrzymuje dodat-

kowy przydział zasobów obliczeniowych, 

 KKrryytteerriiuumm  uuzzyysskkiiwwaanneejj  kkoorrzzyyśśccii  

Polegające na sprawdzaniu przez OM, czy kolejne iteracje danej metody powo-

dują poprawę wyniku adekwatną do poniesionych nakładów (liczby dotychcza-

sowych iteracji), 

 KKrryytteerriiuumm  eewwoolluuccyyjjnnee  

Przy tym kryterium każda z metod składowych traktowana jest jako indywi-

dualny osobnik w populacji poddawanej optymalizacji algorytmem genetycz-

nym. Więcej informacji na ten temat zawiera (Yuret, 1994). 

Zadane kryteria metaoptymalizacyjne znajdują swoje odzwierciedlenie w bazie reguł 

decyzyjnych używanych przez Optimization Managera. 

Dla przykładu: metoda Rosenbrocka (Pošik, 2009), choć nie ma własności metaopty-

malizacyjnych, to dostosowuje długość „kroku” kolejnych iteracji na podstawie oceny 

swojego działania na podstawie efektywności poprzednich iteracji, co ilustruje Rysunek 

3:7. 
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Rysunek 3:7 Przebieg procesu optymalizacji - Metoda Rosenbrocka 
Źródło: Opracowanie własne 

 

Jedną z bardziej zaawansowanych metaoptymalizacji jest ECPSO (Zhang & Ishikawa, 

2010) – ewolucyjna odmiana kanonicznego PSO (Particle Swarm Optimization). Po-

wszechnie wiadomo, że kanoniczna wersja PSO, uzyskuje dobrą zbieżność w porównaniu 

z PSO. Dla dalszej poprawy wydajności CPSO, twórcy tej metody proponują nową metodę 

o nazwie (ECPSO), która wykorzystuje met-optymalizację zaproponowaną wcześniej 

w EPSO. Metaoptymalizacji podlegają wartości parametrów używanych w CPSO. W prze-

prowadzonych badaniach ustalono, że zmniejszeniu uległy wahania stochastyczne warto-

ści funkcji dopasowania, a same wartości parametrów pod koniec działania algorytmu 

okazują się inne niż te używane w tradycyjnych CPSO. 

Podstawowym pojęciem używanym w PSO jest rój cząstek. Jest to zbiór („rój”) pró-

bek („cząstek”) należących do przeszukiwanej dziedziny (Selvi, 1989). 

Zasada działania podstawowego algorytmu PSO jest następująca: 

 obliczamy przyspieszenie dla każdej cząsteczki z osobna, 

 zmieniamy jej pozycję zgodnie z wyliczonym przyśpieszeniem.  

 wyliczamy wartość funkcji celu dla jej aktualnej pozycji  
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 aktualizujemy wartości „najlepsza dotychczasowa pozycja cząsteczki” i „naj-

lepsza dotychczasowa pozycja w roju”. 

Szczegółowe informacje na temat optymalizacji rojem cząstek zawiera (Selvi, 1989) 

oraz (Zhang & Ishikawa, 2010). 

Przykładową trajektorię cząsteczki „przemieszczającej się” w poszukiwaniu optimum 

funkcji obrazuje Rysunek 3:8. 

 

Rysunek 3:8 Przykładowa trajektoria cząstek (PSO) na tle trajektorii algorytmu Rosenbrocka 
Źródło: Opracowanie własne 
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3.1.6 Badanie hybrydy rozproszonej 

Prezentowany algorytm hybrydowej metody optymalizacji, z uwagi na swoją prostotę 

implementacyjną, jest bardzo prosty do zrównoleglenia. Dzięki temu zabiegowi proces po-

szukiwania rozwiązania może przebiegać niezależnie na kilku jednostkach. Proces opty-

malizacji może zostać łatwo zaimplementowany w systemach rozproszonych. Ze względu 

na bardzo niewielkie użycie zasobów pamięciowych oraz możliwość dowolnego prze-

rwania procesu poszukiwań i kontynuacji po upływie dowolnego okresu czasu, zadanie 

optymalizacji mogłoby być wykonywane np. na wielu jednostkach roboczych w trakcie 

„idle time” maszyn (wykorzystywany jest on powszechnie przez programy antywiruso-

we i inne oprogramowanie serwisowe). Dla proponowanego rozwiązania tj. rozproszonej 

hybrydowej metody optymalizacji zaproponowano termin „Hybrydy rozproszonej”. 

 

Rysunek 3:9 Przykładowa architektura hybrydy rozproszonej 
Źródło: Opracowanie własne 

 

Obliczenia w formie równoległej są potencjalnie możliwe do przeprowadzenia w śro-

dowisku obliczeniowym procesorów graficznych. W porównaniu z nimi nawet najnow-

sze wielordzeniowe procesory wydają się wolne. Karty graficzne wykorzystujące proceso-

ry graficzne o ponad 400 rdzeniach nie należą do wyjątków. Przykładem może być (nie 

najnowsza już w momencie pisania niniejszego rozdziału) karta graficzna nVidia GeForce 

GTX 580 wyposażona w 512 rdzeni GPU. 
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Jednak wykorzystanie procesorów graficznych do zwykłych obliczeń numerycznych 

nie jest proste i wymaga odpowiednich narzędzi, które umożliwią pisanie programów 

z wykorzystaniem procesora graficznego. Jednym z takich narzędzi jest architektura CU-

DA (Hrazdil, 2010). 

Architektura ta pozwala na wykonywanie obliczeń równoległych przy wykorzystaniu 

procesorów GPU. Innymi słowy CUDA umożliwia tworzenia oprogramowania na proce-

sory GPU. CUDA została opracowana przez firmę nVidia, tak więc może być wykorzystana 

wyłącznie w produktach wykorzystujących procesory GPU tej firmy, natomiast pozostali 

producenci GPU dysponują jej odpowiednikami dedykowanymi dla swoich produktów. 

Z perspektywy stworzonego systemu uzasadnione jest więc założenie, że o ile GPU 

wspiera tego typu technologię, może zostać ona wykorzystana przez Ewaluator (podroz-

dział 3.1.3) na równi z dostępnymi dla obliczeń rdzeniami CPU. Rysunek 3:9 sygnalizuje 

ten poziom abstrakcji. 

Dla przykładu, równoległy wariant HPO (opisany w podrozdziale 2.1.2) może zostać 

zrealizowany przez maszynę o charakterystyce równoległej, składającą się z dwóch ty-

pów jednostek: 

  JJeeddnnoossttkkaa  cceennttrraallnnaa,,  ww  kkttóórreejj  

o Realizowany jest moduł Schedulera i Profilera, 

o Uruchomiony jest generator pseudolosowy, który „produkuje” wektory 

zmiennych wejściowych, dla których badana analizowanej funkcja celu 

przyjmuje możliwie jak najlepsze wartości.  

o Otrzymane wyniki (wektor wraz z odpowiadającą mu wartością funkcji) 

zapisywane zostają w posortowanej „tabeli kandydatów” według najlepszej 

otrzymanej wartości funkcji celu. 

  JJeeddnnoossttkkii  rroobboocczzee,,  ww  kkttóórryycchh::  

o dokonuje się optymalizacji za pomocą Ewaluatora (ze względu na wnioski 

z podrozdziału 1.4.2 wskazane jest zastosowanie metody zorganizowanej).  

o Po pobraniu wektora zmiennych z „tabeli kandydatów” poszukuje się do-

kładnego punktu ekstremum lokalnego.  

o Wynik (wartość funkcji dla wektora zmiennych w punkcie ekstremum) za-

pisany zostaje w „tabeli rankingowej” na jednostce centralnej, przy jedno-

czesnym oznaczeniu odpowiedniej pozycji w „tabeli kandydatów” flagą 

„opracowany”.  
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3.2 Określenie postaci ogólnej hybrydowej procedury optymalizacji 

Potrzeba przeprowadzenia efektywnych badań problemów optymalizacyjnych do-

prowadziła do utworzenia elastycznej aplikacji (Konstruktor Hybryd), która bez trudu 

realizuje dowolne struktury hybrydy optymalizującej. Pozwala ona na modelowanie pro-

cedur hybrydowych zgodnie z wytycznymi zawartymi w podrozdziale 2.1, poprzez gra-

ficzną konstrukcję schematu blokowego. Podstawowe elementy tego schematu (bloki kon-

strukcyjne) odpowiadają składowym metodom optymalizacji. W celach porównawczych, 

Konstruktor Hybryd pozwala na umieszczenie na schemacie blokowym także dodatko-

wych elementów odpowiadających dyrektywom (rozszerzonym funkcjom) modułów me-

nedżera procesu optymalizacji – m.in.: 

  PPrreepprroocceessoorr  ii  SScchheedduulleerr  

o Seryjne wykonanie badań na wskazanym zbiorze funkcji benchmar-

kowych, 

o Uruchomienie konkurencyjnych wątków obliczeniowych, w celu po-

równania skuteczności modelowanej HPO z inną zadaną metodą 

 EEwwaalluuaattoorr 

o Warunkowe wstrzymanie wykonania obliczeń, 

o Wizualizacja powierzchni obliczanej funkcji celu (2D, 3D), 

 PPrrooffiilleerr 

o Zrzut metadanych do plików roboczych, 

o Eksport metadanych do programu Matlab. 

Diagram wskazuje również rozgałęzienia szeregowe oraz równoległe i pozwala na 

określenie roli optimization managera. Takie ujęcie pozwala nie tylko na zdefiniowane 

w przejrzysty sposób struktury procedury hybrydowej, ale również na pokazanie prze-

pływu obliczeń.  

Kolejne rysunki (Rysunek 3:12, Rysunek 3:13 i Rysunek 3:14) przedstawiają schema-

tyczne opisy procedur hybrydowych przyjętych dla celów badawczych jako podstawowe.  
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3.2.1 Narzędzie badawcze 

Dzięki podejściu obiektowemu i procesowemu, diagramy (schematy blokowe) 

w Konstruktorze Hybryd nie są jedynie ilustracją graficzną, a stanowią alternatywę do 

matematycznego opisu całościowego algorytmu sterowania przepływem obliczeń dla za-

danej procedury hybrydowej (czyli bazy reguł decyzyjnych, którymi posługuje się mene-

dżer procesu optymalizacji). Stanowią one dzięki temu podstawę do realizacji oryginalne-

go systemu obliczeniowego. 

W uproszczeniu – optimization manager dysponując (matematycznym i regułowym) 

opisem bloków i powiązań między nimi może sterować przepływem obliczeń i efektyw-

nie realizować opisaną diagramem HPO. 

Wizualizację narzędzia badawczego w tym kształcie przedstawia Rysunek 3:10. 

 
Rysunek 3:10 Wizualizacja narzędzia badawczego 
Źródło: Opracowanie własne 
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Na szczególną uwagę zasługują na tym rysunku dwa obszary. Pierwszy z nich to ob-

szar wykresu 3D, który przedstawia działanie modułu Ewaluatora. Drugi to obszar ele-

mentów konstrukcyjnych hybrydy. Elementy te (Rysunek 3:11) odpowiadają opisom 

w poprzednich rozdziałach niniejszej pracy. 

 

Rysunek 3:11 podstawowe elementy składowe 
Źródło: Opracowanie własne 

 

Do najważniejszych bloków konstrukcyjnych dostępnych w obszarze elementów kon-

strukcyjnych należą: 

 Metoda Monte-Carlo (MC), 

Blok realizujący pseudolosowe przeszukiwanie dziedziny funkcji celu, opisany 

w podrozdziale 1.3.4. 

 Algorytm genetyczny (GEN), 

Blok realizujący działanie genetycznego algorytmu optymalizacji i pozwalający na 

konfigurację jego pierwotnych nastaw, zgodnie z opisem w podrozdziale 1.3.3. 
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 Metoda Rosenbrocka (RB), 

Blok realizujący optymalizację zgodnie z metodą Rosenbrocka opisaną w podroz-

dziale 1.3.2. 

 Metoda gradientowa (GRAD), 

Blok realizujący optymalizację jedną z metod gradientowych (wybór konkretnej 

metody realizowany jest przez odpowiednią konfigurację bloku) opisanych w pod-

rozdziale 1.3.1. 

 Multiplekser zbiorów funkcji (MUX), 

Blok stanowiący dyrektywę dla Schedulera i preprocesora, która powoduje wyko-

nanie całości badania kolejno dla zbiorów funkcji benchmarkowych podłączonych 

do tego bloku. 

 Synchronizator (SYNC), 

Blok realizujący równoległe odgałęzienia procesu obliczeniowego HPO,  

opisany szerzej w podrozdziale 3.2.3. 

 Blok końcowy (OUT) 

Blok służący zapisywaniu metadanych generowanych przez Profiler  

oraz 

 Funkcje benchmarkowe (przedstawione za pomocą różnorodnych kolorów i 

kształtów geometrycznych) 

Z wykorzystaniem tych elementów można utworzyć postać ogólną hybrydowej proce-

dury optymalizacji. Za przykład może posłużyć schemat hybrydy szeregowo-równoległej 

(Rysunek 3:14). 
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3.2.2 Modelowanie podstawowych wariantów HPO 

Hybryda szeregowa (opisywana w podrozdziale 2.4.2) może zostać zdefiniowana 

zgodnie z diagramem poniżej (Rysunek 3:12): 

 

Rysunek 3:12 Hybryda szeregowa 
Źródło: Opracowanie własne 

 

Uwidocznione są na niej składowe takie jak:  

 Metoda Monte-Carlo (MC), 

 Algorytm genetyczny (GEN), 

 Metoda Rosenbrocka (RB), 

 Punkt startowy definiujący funkcję celu, 

 Blok końcowy (OUT). 

Połączenia między poszczególnymi blokami wskazują na kolejność przepływu obli-

czeń, a parametry poszczególnych metod optymalizacji są „właściwościami” poszczegól-

nych bloków (obiektów). 
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Hybrydę równoległą 3-elementową (wariant na podstawie opisu w podrozdziale 

2.1.2) przedstawia Rysunek 3:13.  

 

Rysunek 3:13 Hybryda równoległa 
Źródło: Opracowanie własne 

 

Bloki określające poszczególne składowe algorytmy optymalizacji określone są jako: 

 Metoda Monte-Carlo (MC), 

 Metoda gradientowa (GRAD), 

 Metoda Rosenbrocka (RB). 
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3.2.3 Synchronizacja obliczeń w rozgałęzieniach równoległych 

Poza blokami zdefiniowanymi wcześniej omówienia wymaga blok SYNC - w warian-

cie równoległym istotny staje się mechanizm sterowania równoległymi metodami opty-

malizacji (algorytm sterowania procesem obliczeń równoległych zawarty w module 

Ewaluatora). 

Rolą bloku SYNC jest w tym wypadku ocena szacunkowa zbieżności i skuteczności 

działania poszczególnych metod składowych po określonej liczbie iteracji, a następnie ta-

ka zmiana podziału pracy równoległej, aby algorytm cechujący się największą dotychczas 

skutecznością miał większy wpływ na wynik obliczeń. 

W bloku SYNC jest to realizowane na dwa sposoby: 

 Wyniki działania najskuteczniejszej metody zostają potraktowane jako „atraktory” 

– punkt bieżący lub populacja bieżąca w pozostałych składowych metodach opty-

malizacji zostaje przesunięta w jego kierunku o zadany współczynnik, 

 Najskuteczniejsza metoda otrzymuje zwiększony przydział liczby  iteracji (w ra-

mach ustalonej puli), kosztem pozostałych metod. 

Zastosowanie bloku SYNC jest widoczne na schemacie hybrydy szeregowo-

równoległej (zbudowanej na bazie opisu w podrozdziale 2.1.3), który zawiera Rysunek 

3:14. 
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Rysunek 3:14 Hybryda szeregowo-równoległa 
Źródło: Opracowanie własne 
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3.2.4 Analiza metadanych 

Metadane zbierane przez Profiler zawierają (jak wspomniano w podrozdziale 3.1.4): 

 „informacje o korzyściach generowanych przez kolejne iteracje każdej z metod 

składowych, skontrastowane z dotychczas poniesionymi na ich wykonanie na-

kładami obliczeniowymi, 

 zdarzenia odnotowane podczas realizacji HPO, np. zakończenie wątku oblicze-

niowego przez Scheduler (zmiana stopnia hybrydy), kierunkowanie obliczeń 

przez Ewaluator, aktywacja danej reguły z bazy reguł.” 

Są one wykorzystywane następnie w celu wizualizacji (np. wykresy, które zawiera 

Rozdział 2) oraz wykonywania porównań i analiz, które znajdują się w niniejszej dyserta-

cji. Na schemacie blokowym działanie to obrazuje blok OUT, który odpowiada za: zrzut 

metadanych do plików roboczych i eksport metadanych do programu Matlab. Obrazuje to 

Rysunek 3:15. 

 

 

Rysunek 3:15 Schemat przetwarzania metadanych 
Źródło: Opracowanie własne 
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Konstruktor Hybryd pozwala również na przeprowadzenie wizualizacji powierzchni 

funkcji (2D, 3D) realizowanej w bloku OUT jeszcze przed przeprowadzeniem zaprojek-

towanego badania. Przykładowo, Rysunek 3:10 i Rysunek 3:16 ukazują powierzchnię 

przygotowanej do optymalizacji funkcji danej wzorem: 

 
𝑓 ( [

𝑥1
𝑥2
]) =

sin(𝑥1) ∗ cos (𝑥2)

10√√(𝑥1)2 + (𝑥2)2 + 1

+
(𝑥1)

2

80
+
(𝑥2)

2

80
 

(3.1)  

 

 
Rysunek 3:16 Wykres powierzchni funkcji poddawanej optymalizacji 
Źródło: Opracowanie własne 

 



Hybrydyzacja metod optymalizacyjnych jako narzędzie poprawy procesu optymalizacji i poszerzenia zbioru klas optymalizowanych funkcji 

Robert Rychcicki  Strona | 80  

3.3 Budowa modelu symulacyjnego – teoria portfelowa Markowitza 

Jako przykład systemu rzeczywistego pokazany zostanie poniżej model portfela inwe-

stycyjnego – na bazie teorii Markowitza (Markowitz, et al., 2000). Następnie zaprezento-

wane zostaną obliczenia wykonane w oparciu o metodę mnożników Lagrange’a oraz wy-

niki uzyskane przy zastosowaniu hybrydowej metody optymalizacji. 

Konstrukcję zastosowanej metody hybrydowej omawia podrozdział Rozdział 2, 

a uzyskane rezultaty podrozdział 3.4.1. 

Na portfel inwestycyjny składa się K różnych walorów (Wi), określonych przez: 

 µi – oczekiwana stopa zwrotu z waloru, 

 σi – odchylenie standardowe waloru. 

Dla każdego waloru określamy też: 

xi – względny udział danego waloru w całym portfelu. 

Strukturę portfela opisują więc wagi xi, spełniające warunek: 

 ∑𝑥𝑖

𝐾

𝑖=1

= 1 (3.2)  

 

Dla każdej pary walorów określamy: 

ρij – współczynnik korelacji walorów i, j, 

σij – kowariancja walorów i, j= ρij σi σj  

Macierz kowariancji:  

 Σ(K×K) = [
σ1

2 ⋯ σ1K
⋮ ⋱ ⋮
σK1 ⋯ σK

2
] (3.3)  

 

 

 



Hybrydyzacja metod optymalizacyjnych jako narzędzie poprawy procesu optymalizacji i poszerzenia zbioru klas optymalizowanych funkcji 

Robert Rychcicki  Strona | 81  

Ocena portfela – dla każdego portfela możemy określić oczekiwaną stopę zwrotu:  

 𝜇𝑝 =∑𝑥𝑖𝜇𝑖

𝐾

𝑖=1

 (3.4)  

oraz wariancję:  

 𝜎2𝑝 =∑𝑥𝑖
2𝜎𝑖

2

𝐾

𝑖=1

+ 2∑∑𝑥𝑖𝑥𝑗  𝜎𝑖𝑗

𝐾

𝑗>𝑖

𝐾

𝑖=1

 (3.5)  

Zadanie optymalizacji zapisujemy więc następująco: 

 

{
 
 
 
 

 
 
 
 𝜎2𝑝 =∑𝑥𝑖

2𝜎𝑖
2

𝐾

𝑖=1

+ 2∑∑𝑥𝑖𝑥𝑗  𝜎𝑖𝑗

𝐾

𝑗>𝑖

𝐾

𝑖=1
𝑥𝑖
→min 

𝜇𝑝 =∑𝑥𝑖𝜇𝑖

𝐾

𝑖=1

∑𝑥𝑖

𝐾

𝑖=1

= 1

 (3.6)  

Powyższe jest dobrze zdefiniowanym zdaniem optymalizacji, przy założeniu, że µi 

jest stałą, narzuconą przez nas wartością – oczekiwaną stopą zwrotu, dla której poszuku-

jemy portfela o minimalnej wariancji. 

W zapisie macierzowym: 

 {

𝜎2𝑝 = 𝑿𝑇 Σ(K×K) 𝑿
𝑿
→min 

𝜇𝑝 = 𝑿𝑇𝝁

𝑿𝑇𝟏(1×𝐾) = 1

 (3.7)  

gdzie: 

𝑿 = [𝑥1 … 𝑥𝐾]𝑇

𝝁 = [𝜇1 … 𝜇𝐾]𝑇

𝟏 = [1 … 1]𝑇
 



Hybrydyzacja metod optymalizacyjnych jako narzędzie poprawy procesu optymalizacji i poszerzenia zbioru klas optymalizowanych funkcji 

Robert Rychcicki  Strona | 82  

 
Zadania optymalizacji wymagają zazwyczaj opisania ograniczeń w postaci „𝐺(𝑥) = 0”, 

a te możemy zapisać: 

 {

𝜎2𝑝 = 𝑿
𝑇 Σ 𝑿

𝑿
→min 

𝜇𝑝 − 𝑿
𝑇𝝁 = 0

1 − 𝑿𝑇𝟏(1×𝐾) = 0

 (3.8)  

 

3.3.1 Rozwiązanie rzeczywistego zadania optymalizacji 

W teorii złożoności obliczeniowej za kryterium praktycznej „obliczalności” algoryt-

mów przyjęto odpowiedź na pytanie, czy liczba operacji, jakie wykonują, da się ograni-

czyć wielomianem zależnym od rozmiaru danych. 

Algorytmy takie nazywane są wielomianowymi, a klasa problemów, dla których algo-

rytmy takie istnieją, jest oznaczana symbolem P. Niestety, dla dużej liczby ważnych pro-

blemów nie udało się dotychczas skonstruować algorytmów wielomianowych. 

Co gorsza, znaleziono wiele przesłanek wskazujących, że problemy te nie należą do 

klasy P, czyli, że algorytmy wielomianowe dla nich nie istnieją. Takie problemy nazywa się 

NP-trudnymi. 

Niektóre zagadnienia (np. problem plecakowy) mają rozwiązania w postaci algoryt-

mów klasy P jedynie, gdy przyjmie się pewne dodatkowe założenia. Założenia te wpływa-

ją zazwyczaj na kształt funkcji celu lub ograniczeń i zakładają, że optymalizowane zadanie 

da się wprost opisać analitycznie. 

W praktyce, z optymalizacyjnym problemem NP-trudnym można spotkać się stosun-

kowo często – np. z problemem komiwojażera (TSP - ang. Traveling Salesman Problem) 

opisanym w podrozdziale 3.5 mamy do czynienia nie tylko w zadaniach logistycznych (op-

tymalizacja transportu), ale również w produkcji układów VLSI. Również układy 

o mniejszym stopniu złożoności mogą zostać poddane optymalizacji struktury (Rychcicki, 

2010). 

Typowym rozwiązaniem w takim wypadku jest zastosowanie metod heurystycznych, 

często o gwarantowanej jakości, czyli takich, w stosunku do których udowodniono mate-

matycznie, że osiągnięty wynik nie jest gorszy o więcej niż konkretny czynnik (normę) od 

rozwiązania optymalnego. Istnieje również grupa algorytmów, których wyniki poprawia-

ne są wraz z każdą kolejną iteracją. Niewątpliwą zaletą takich algorytmów jest akcepto-

walny czas działania. 
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Dla pewnych algorytmów wadą jest brak jakichkolwiek gwarancji jakości znalezione-

go rozwiązania. Jakość algorytmu szacuje się zwykle na podstawie porównania wyników, 

jakie on produkuje z pewnym "wzorcowym" zestawem danych benchmarku lub z wyni-

kami innych algorytmów. Bywa jednak tak, że wzorcowy zestaw nie jest reprezentatywny 

i wyciąganie na tej podstawie wniosków, co do zachowania się badanego algorytmu na in-

nych zestawach niekoniecznie jest uzasadnione. 

 

3.3.2 Rozwiązania suboptymalne 

W podejściu formalnym, oczekiwanym efektem optymalizacji jest punkt globalnego 

ekstremum badanej funkcji. W przypadku metod genetycznych zadowalającym rozwiąza-

niem są już tzw. rozwiązania suboptymalne (DeJong, 1991). Wynika to z faktu, że w przy-

padku rozwiązywania wielu rzeczywistych zadań i podejmowania rzeczywistych decyzji 

pod ocenę nie jest brany fakt osiągnięcia ściśle najlepszego z możliwych efektów, a pozy-

cja proponowanego rozwiązania na tle rozwiązań konkurencyjnych. Należy też wziąć pod 

uwagę fakt, że rozwiązanie suboptymalne (a więc zadowalające) może zostać znalezione 

w znacznie krótszym czasie i przy użyciu niejednokrotnie znacznie prostszych metod 

i narzędzi. Zatem celem optymalizacji nie musi być ścisłe dążenie do perfekcji, lecz dąże-

nie do poprawy pozycji bieżącej na pozycję lepszą. 

3.3.3 Benchmark – rozwiązanie analityczne 

Dla zadań minimalizacji funkcji danych w powyższej postaci (kwadratowa funkcja ce-

lu i liniowe ograniczenia w postaci równości) można zastosować analityczną metodę ob-

liczania rozwiązań zwaną metodą Karush–Kuhn–Tucker. 

W pierwszym kroku tej metody należy określić funkcję Lagrange dla układu równań. 

Dla tak postawionego zadania ma ona postać: 

 𝐿(𝜆, 𝑿) = 𝑿𝑻 Σ 𝑿 + 𝜆1(1 − 𝑿
𝑻𝟏) + 𝜆2(𝜇𝑝 − 𝑿

𝑻𝝁) (3.9)  

 

Jak widać, jest to funkcja celu (wariancja portfela) z dodanymi do niej warunkami 

brzegowymi (które są zdefiniowane jako równe zero). Dlatego, szukając ekstremum 

funkcji Lagrange’a znajdziemy jednocześnie ekstremum funkcji celu. 
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Zgodnie z procedurą optymalizacji, obliczamy gradient funkcji Lagrange’a (grad L - 

wektor pierwszych pochodnych funkcji), czyli funkcję Lagrange'a różniczkujemy wzglę-

dem każdej ze zmiennych. 

Warunkiem koniecznym (niewystarczającym) istnienia ekstremum w x0 jest: 

 równość grad L w punkcie x0 z wektorem zerowym, 

 zerowa wartość funkcji warunków brzegowych w punkcie x0 

Z powyższych otrzymujemy układ macierzy: 

 Γ = [𝜆1 𝜆2 𝑿𝟎]

[
 
 
 
 
0 0 1 ⋯ 1
0 0 𝜇1 ⋯ 𝜇𝐾
1 𝜇1 2 σ1

2 ⋯ 2 σ1K
⋮ ⋮ ⋮ ⋱ ⋮
1 𝜇𝐾 2 σK1 ⋯ 2 σK

2]
 
 
 
 

=

[
 
 
 
 
1
𝜇𝑝
0
⋮
0 ]
 
 
 
 

 (3.10)  

Z powyższej równości wyznaczamy wprost wagi portfela (i współczynniki Lagran-

ge’a), czyli rozwiązanie danego problemu optymalizacji, pod warunkiem, że macierz jest 

dobrze określona. 

 Γ = [𝜆1 𝜆2 𝑿𝟎] =

[
 
 
 
 
1
𝜇𝑝
0
⋮
0 ]
 
 
 
 

[
 
 
 
 
0 0 1 ⋯ 1
0 0 𝜇1 ⋯ 𝜇𝐾
1 𝜇1 2 σ1

2 ⋯ 2 σ1K
⋮ ⋮ ⋮ ⋱ ⋮
1 𝜇𝐾 2 σK1 ⋯ 2 σK

2]
 
 
 
 
−1

 (3.11)  

 

Otrzymany punkt może nie być jednak punktem ekstremum, a tzw. punktem siodło-

wym. 

Rozwiązując zadanie znaleźliśmy jedynie wagi portfela, dla których gradient funkcji 

Lagrange’a jest zerowy. Wykorzystując tzw. hesjan obrzeżony badamy następnie waru-

nek wystarczający istnienia ekstremum w wyznaczonym punkcie. Dopiero to pozwoli 

nam ustalić, czy znaleziony punkt to minimum, maksimum czy punkt siodłowy. 
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Gradient (macierz pierwszych pochodnych L), ma (po wyłączeniu λ1  λ2  x1…xK  )  

następującą postać: 

 𝛾 = [𝜆1 𝜆2 𝑿𝟎]

[
 
 
 
 
0 0 1 ⋯ 1
0 0 𝜇1 ⋯ 𝜇𝐾
1 𝜇1 σ1

2 ⋯ σ1K
⋮ ⋮ ⋮ ⋱ ⋮
1 𝜇𝐾 σK1 ⋯ σK

2]
 
 
 
 

 (3.12)  

 

Macierz Hessego (drugich pochodnych L) ma więc bardzo podobną postać: 

 𝐻 =

[
 
 
 
 
0 0 1 ⋯ 1
0 0 𝜇1 ⋯ 𝜇𝐾
1 𝜇1 σ1

2 ⋯ σ1K
⋮ ⋮ ⋮ ⋱ ⋮
1 𝜇𝐾 σK1 ⋯ σK

2]
 
 
 
 

 (3.13)  

 

Oznaczamy następnie przez Hk odpowiedni minor główny tej macierzy, czyli wy-

znacznik macierzy złożonej z k pierwszych wierszy i k pierwszych kolumn macierzy 

Hessego. 

Zgodnie z twierdzeniem, jeśli w punkcie P(x0, λ0): 

 jest spełniony warunek konieczny 

 oraz dla każdego k=(m+1) … K zachodzi (−1)𝑚𝐻𝑘(𝑃) > 0 , 

gdzie m to liczba warunków brzegowych (tu: 2), to w punkcie P(x0, λ0) funkcja ce-

lu osiąga minimum warunkowe. 
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3.4 Testowanie skuteczności wybranego podejścia na problemie praktycznym 

Jako źródło danych benchmarkowych do doświadczeń wykorzystano pełną bazę no-

towań ciągłych z Giełdy Papierów Wartościowych w Warszawie (wszystkie spółki noto-

wane w podanych poniżej okresach). Dane giełdowe były przetwarzane przy wykorzy-

staniu metod opracowanych przez autora niniejszej rozprawy w (Twardochleb, et al., 

2009). 

Notowania zostały zebrane z następujących okresów: 

 Styczeń-grudzień 2007, 

 Styczeń-grudzień 2008,  

 Styczeń-grudzień 2009. 

Badanie zostało przeprowadzone na przykładzie systemu wspomagania decyzji inwe-

stora i polegało na: 

 Wyborze 5 walorów spośród dostępnych na giełdzie  

(wybór przez inwestora lub losowy), 

 Wyznaczanie współczynników portfela minimalnowariancyjnego  

według teorii Markowitza metodą Lagrange’a 

 Wyznaczenie współczynników portfela  

za pomocą proponowanego hybrydowego algorytmu optymalizacji, 

 Porównaniu otrzymanych wyników i wyciągnięciu wniosków. 
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3.4.1 Szablon wyników 

Procedura testowa została wykonana 450 razy,  po 150 dla każdej z grup danych te-

stowych (lata 2007, 2008, 2009). 

Wyniki każdej procedury testowej były prezentowane w formie tabeli: 

Tabela 3-1 Tabela z przykładowymi wynikami procedury testowej 

 mi σi cov     XL XH 

TPSA -0,009 1,3783 1,91 -22,37 -0,86 7,99 -5,64 0,484 0,446 

EMPERIA 0,3153 28,4574 -22,37 810,54 18,98 -165,67 180,56 0,006 0 

TALEX 0,0017 1,2527 -0,86 18,98 1,57 -5,18 6,56 0,556 0,553 

RAFAKO -0,116 9,2109 7,99 -165,67 -5,18 85,22 -42,28 -0,012 0,001 

MCI 0,0416 7,8512 -5,64 180,56 6,56 -42,28 62,05 -0,033 0 

    y= 2007   µP= -0,0015 -0,0031 

    z= 2   σP= 0,6400 0,6613 

Źródło: Opracowanie własne 

 

Wyjaśnienia: 

 Pierwsza kolumna zawiera wybrane walory, 

 Kolumna mi – średnia oczekiwana stopa zwrotu na podstawie populacji, 

 Kolumna σi – odchylenie standardowe populacji, 

 Cov – macierz kowariancji, na przekątnej znajdują się kwadraty odchyleń standar-

dowych poszczególnych walorów, 

 XL – udział poszczególnych walorów w portfelu, wyliczony metodą standardową, 

 XH – udział poszczególnych walorów w portfelu, wyliczony proponowaną metodą, 

 µP – oczekiwana wartość zwrotu portfela, 

 σP – oczekiwane odchylenie standardowe portfela, 

 na czerwono oznaczone zostały „ujemne wagi portfela”, czyli wymóg krótkiej 

sprzedaży, 

 y – oznaczenie populacji, z której pochodzą próbki (rok), 

 z – liczba walorów usuniętych z portfela przez proponowaną metodę. 
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3.4.2 Przypadki charakterystyczne 

Poniższe zestawienia (skonstruowane według opisanego powyżej szablonu) przed-

stawiają charakterystyczne przypadki, w których efekt działania porównywanych metod 

(tj. metody standardowej i metody proponowanej) różni się. 

Tabela 3-2 Przypadek charakterystyczny 

 mi σi cov     XL XH 

MONNARI -0,1028 7,3263 35,28 35,55 16,72 3,09 3,80 -0,049 0 

KOPEX -0,1565 9,3687 35,55 49,02 19,48 3,27 4,63 -0,045 0 

ATLASEST -0,0683 3,2044 16,72 19,48 10,27 1,46 2,10 -0,042 0 

GASTELZUR -0,0101 0,8593 3,09 3,27 1,46 0,33 0,36 0,319 0,999 

MIT -0,0126 0,8272 3,80 4,63 2,10 0,36 0,50 0,817 0,001 

    y= 2008   µP= 0,0015 -0,0101 

    z= 3   σP= 0,2038 0,5760 

Źródło: Opracowanie własne 

 

Tabela 3-3 Przypadek charakterystyczny 

 mi σi cov     XL XH 

KOLASTYNA -0,0009 0,1236 0,02 6,46 0,01 0,50 0,04 0,773 0,677 

WIG-INFO 1,3072 140,1501 6,46 19586,68 22,02 1551,90 71,84 -0,001 0 

PONAR -0,0010 0,2399 0,01 22,02 0,06 1,63 0,14 0,256 0,323 

DEBICA 0,1135 11,7332 0,50 1551,90 1,63 137,42 4,95 0,002 0 

MMPPL -0,0012 0,7826 0,04 71,84 0,14 4,95 0,61 -0,03 0 

    y= 2009   µP= -0,0015 -0,0009 

    z= 3   σP= 0,1067 0,1382 

Źródło: Opracowanie własne 
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Tabela 3-4 Przypadek charakterystyczny 

 mi σi cov     XL XH 

COMARCH -0,0526 27,2189 741,61 5,36 40,03 59,71 -35,78 -0,008 0 

NOWAGALA 0,0018 0,8609 5,36 0,74 2,78 0,56 5,55 1,065 0,978 

VARIANT -0,0157 4,3157 40,03 2,78 18,54 7,17 37,52 -0,122 0 

EFEKT -0,0142 4,0104 59,71 0,56 7,17 16,08 11,54 0,081 0,022 

PAGED 0,0181 11,7379 -35,78 5,55 37,52 11,54 138,18 -0,016 0 

    y= 2007   µP= 0,0028 0,0014 

    z= 3   σP= 0,6043 0,8605 

Źródło: Opracowanie własne 

 

W demonstrowanych przypadkach metoda proponowana wyeliminowała „krótką 

sprzedaż”, a w konsekwencji zapewniła spełnienie ograniczeń – udział żadnego waloru 

w portfelu inwestycyjnym nie spadł poniżej 0.0 i nie przekroczył wartości 1.0. 

 

Wyniki zbiorcze: 

Tabela 3-5 Wyniki zbiorcze 

z Liczba  

przypadków 

Procent  

przypadków 

0 3 0,7% 

1 172 38,2% 

2 182 40,4% 

3 87 19,3% 

4 6 1,3% 

Źródło: Opracowanie własne 

 

z – liczba walorów usuniętych z portfela przez proponowaną metodę. 
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3.5 Problem komiwojażera (TSP) 

Choć do stosowania procedur optymalizacyjnych wymagany jest matematyczny (nie-

koniecznie jawny) opis badanego problemu, to dzięki zastosowaniu modelowania można 

do takiej postaci sprowadzić właściwie wszystkie standardowe problemy decyzyjne. Co 

istotne, taki model matematyczny nie musi opisywać unimodalnej, ciągłej i różniczkowal-

nej w swojej dziedzinie funkcji. Znacznie szerszą klasę problemów stanowią te, których 

optymalizacja metodami analitycznymi nie jest możliwa (według dzisiejszego stanu wie-

dzy). Przykładowo, ich wartości dla danych wejściowych dają się wyznaczyć jedynie przy 

zastosowaniu wielu iteracji algorytmu symulującego badane zjawisko, bądź też zależności 

są podane niejawnie. W niniejszym podrozdziale omówione zostanie zastosowanie HPO 

do aproksymacyjnego rozwiązania problemu TSP. 

 

3.5.1 Definicja problemu TSP 

„Ogólny problem komiwojażera sformułowany jest następująco: dane jest n miejsc, 

a każde dwa z nich połączone są drogą o określonej długości. W jednym z miejsc znajduje 

się komiwojażer, który chce odwiedzić wszystkie miejsca w taki sposób, aby w każdym 

znaleźć się dokładnie jeden raz, a na koniec wędrówki powrócić do miejsca startowego. 

Optymalnym rozwiązaniem jest trasa, dla której koszt objazdu jest najmniejszy.  

Na podstawie teorii grafów problem komiwojażera można przedstawić jako zadanie 

polegające na znalezieniu minimalnego cyklu Hamiltona w pełnym grafie ważonym. 

Poszczególne miejsca są wierzchołkami grafu, trasy pomiędzy nimi to krawędzie z waga-

mi. Waga krawędzi może odpowiadać odległości pomiędzy miejscami połączonymi tą 

krawędzią, czasowi podróży lub koszcie przejazdu.  

Zadanie sprowadza się do znalezienia permutacji miejsc (𝑖1, 𝑖2, … , 𝑖𝑛), dla której koszt 

jest minimalny. Dla problemu komiwojażera nie jest znany algorytm efektywny, tzn. roz-

wiązujący ten problem w czasie wielomianowym. Należy on do klasy problemów NP, 

w związku z tym praktycznie niemożliwy jest przegląd zupełny przestrzeni rozwiązań. 

Dlatego jest często wybierany do weryfikacji nowych pomysłów w dziedzinie algorytmów 

genetycznych.” (Hrazdil, 2010) 

„Decyzyjna wersja problemu TSP („Czy w danym grafie pełnym istnieje cykl Hamil-

tona o długości nie większej niż x?”) jest dodatkowo problemem NP-zupełnym, czyli pro-

blemem NP-trudnym, który należy jednocześnie do klasy NP. Należy przy tym zwrócić 
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uwagę, że przynależność problemu do klasy NP nie oznacza możliwości zweryfikowania 

rozwiązania (czyli słowa „TAK”/„NIE”) w czasie wielomianowym, lecz możliwość zwery-

fikowania świadectwa (dowodu) poprawności rozwiązania (w tym przypadku takim 

świadectwem jest ciąg wierzchołków; w czasie wielomianowym jesteśmy w stanie 

sprawdzić zarówno, czy ciąg wierzchołków tworzy cykl Hamiltona, jak i czy długość trasy 

nie przekracza x)” (Rychcicki, 2012). 

 

3.5.2 Konwersja problemów klasy NP 

W najbardziej ogólnej postaci TSP nie jest aproksymowalny, przez co nie stanowi do-

brej podstawy do prowadzenia badań porównawczych dla algorytmów hybrydowych. Ni-

niejszy podrozdział prezentuje ogólne podejście pozwalające na konwersję problemów 

klasy NP do postaci aproksymowalnej – ilustruje to Rysunek 3:17. 

 

Rysunek 3:17 Zastosowanie algorytmów optymalizacyjnych do rozwiązywania problemów klasy NP 
Źródło: opracowanie własne 

  

W wielu rzeczywistych zastosowaniach problemu komiwojażera spełniona jest nie-

równość trójkąta: 

 

∀𝑥,𝑦,𝑧 ⅇ 𝐺 𝑐(𝑥, 𝑦) ≤ 𝑐(𝑦, 𝑧) + 𝑐(𝑧, 𝑥) 

gdzie G to zbiór wierzchołków, 

a ∀𝑥,𝑦 ⅇ 𝐺 𝑐(𝑥, 𝑦) to waga krawędzi  

między wierzchołkami x i y 

(3.14)  

 

Problem  
klasy NP 

Rozwiązanie dokładne 
problemu  

(np. wyznaczone 
analitycznie) 

Konwersja  
problemu 

Ustalenie kryterium 
optymalizacyjnego  

Algorytm 
aproksy-
macyjny 

Rozwiązanie przybliżone  
(np. wyznaczone 

iteracyjnie) 
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„W praktyce oznacza to, że dla każdej pary miast zawsze bardziej (a przynajmniej „co 

najmniej tak samo”) opłaca się podróżować bezpośrednio niż przez jakiekolwiek miasto 

pośrednie. Z sytuacją taką mamy do czynienia między innymi wtedy, gdy miasta umiesz-

czone są na płaszczyźnie, a miarą kosztu podróży z miasta do miasta jest odległość eukli-

desowa między nimi” (Rychcicki, 2012). 

Kolejnym zawężeniem problemu komiwojażera jest wyodrębnienie szczególnego 

przypadku metrycznego problemu komiwojażera, gdy waga krawędzi odpowiada euklide-

sowa odległości między punktami przestrzeni reprezentowanymi przez wierzchołki łą-

czone daną krawędzią3. Tę wersję problemu nazywa się euklidesowym problemem komi-

wojażera (ang. Euclidean Traveling Salesman Problem - ETSP). 

Mimo kolejnych zawężeń problemu, nadal pozostaje on problemem NP-trudnym. 

Umożliwiona zostaje jednak efektywniejsza implementacja niektórych algorytmów, roz-

wiązujących TSP oraz zaczynają obowiązywać następujące własności: 

 Każda para przecinających się ze sobą krawędzi zawsze może zostać zamieniona 

na parę nieprzecinających się (przy zachowaniu spójności trasy), których łączna 

długość będzie mniejsza. 

 W optymalnej trasie nie występują przecinające się ze sobą krawędzie. 

 Z danych w zadaniu punktów, te, które definiują otoczkę wypukłą, pojawiają się 

w optymalnej trasie w takiej samej kolejności, w jakiej pojawiają się one na otocz-

ce wypukłej. (Rychcicki, 2014) 

W dalszej części niniejszego podrozdziału omówione zostaną w skrócie algorytmy 

rozwiązujące ETSP w sposób heurystyczny oraz aproksymacyjny. 

 

3.5.3 Algorytmy heurystyczne i aproksymacyjne 

Wyniki działania algorytmów heurystycznych mogą teoretycznie w dowolnym stopniu 

odbiegać od wyników optymalnych. W praktyce jednak często zwracają całkiem dobre4 

rozwiązania i to w dużo krótszym czasie, niż algorytmy dokładne. 

                                                        
3 Nie musi to być 2-wymiarowa płaszczyzna. Równie dobrze punkty mogą być rozmieszczone w prze-

strzeni 3 lub więcej wymiarowej. W niniejszych badaniach zakres problemu zostanie zawężony do przy-
padku 2-wymiarowego. 

4 Tj. spełniające zadane kryterium optymalizacyjne 



Hybrydyzacja metod optymalizacyjnych jako narzędzie poprawy procesu optymalizacji i poszerzenia zbioru klas optymalizowanych funkcji 

Robert Rychcicki  Strona | 93  

Spośród całej gamy algorytmów heurystycznych wybrano 3, które dodatkowo należą 

do algorytmów sztucznej inteligencji: 

 Algorytm genetyczny, 

 Algorytm immunologiczny, 

 Algorytm mrówkowy. 

Niektóre algorytmy, takie jak algorytm najbliższego sąsiada, czy algorytm najbliższego 

wstawienia są często uważane za heurystyki, jednakże dla metrycznego problemu komi-

wojażera (a więc tym bardziej dla euklidesowego) są to algorytmy aproksymacyjne 

i dlatego zostały wymienione osobno. 

Ważną właściwością algorytmów aproksymacyjnych (dla zadania minimalizacji, jakim 

jest TSP) jest istnienie ograniczenia 𝜌, takiego, że: 

 

𝐶𝑎𝑝𝑟𝑜𝑘𝑠𝑦𝑚𝑎𝑐𝑦𝑗𝑛ⅇ𝑔𝑜
𝑎𝑙𝑔𝑜𝑟𝑦𝑡𝑚𝑢

≤ 𝜌 𝐶𝑜𝑝𝑡𝑦𝑚𝑎𝑙𝑛ⅇ𝑔𝑜
𝑟𝑜𝑧𝑤𝑖ą𝑧𝑎𝑛𝑖𝑎

 

dla dowolnego rozmiaru problemu, 

gdzie C oznacza badane rozwiązanie 

(3.15)  

 

„Udowodnione zostało, że – jeśli P!=NP – dla ogólnego problemu komiwojażera nie 

mogą istnieć żadne algorytmy aproksymacyjne o stałym ograniczeniu względnym, działa-

jące w czasie wielomianowym. Inaczej sytuacja przedstawia się jednak w przypadku pro-

blemu komiwojażera z nierównością trójkąta” (Rychcicki, 2014).  

 

Do przebadanych algorytmów aproksymacyjnych należą: 

 Algorytm MST oparty o budowę minimalnego drzewa rozpinającego, 

 Algorytm najbliższego sąsiada, 

 Algorytm najbliższego wstawienia. 

Więcej informacji na temat wymienionych algorytmów oraz ich implementacji i kon-

figuracji dla zadania TSP zawiera (Rychcicki, 2014). Badaniu został również algorytm hy-

brydowy (równoległa HPO), bez dodatkowych modyfikacji na potrzeby zadania. 
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3.5.4 Eliminacja przecięć 

Żaden z przedstawionych algorytmów nie daje gwarancji, iż krawędzie wyznaczo-

nej trasy nie będą się ze sobą przecinać. Euklidesowy charakter problemu gwarantuje na-

tomiast, że taką cechę będzie posiadać trasa optymalna (Rychcicki, 2012). Wyniki badań 

potwierdzają, że zastosowanie eliminacji przecięć skutkuje wyraźnym skróceniem dłu-

gości trasy. Jest tak, ponieważ każde przecięcie możemy wyeliminować, poprzez zamianę 

przecinających się krawędzi na takie, które się nie przecinają, co zmniejsza całkowitą 

długość trasy.  

 

3.5.5 Analiza porównawcza 

W celu porównania wybranych algorytmów, przygotowano specjalny zestaw 

20 testów, o liczbie wierzchołków zmieniającej się od 29 (miasta Sahary Zachodniej) 

do 10 639 (miasta Finlandii). 

Rysunek 3:18 zawierający wykres wyznaczonych długości tras w TSP pozwala 

wyeliminować z dalszych rozważań algorytm immunologiczny oraz algorytm genetyczny, 

których wyniki drastycznie odbiegają5 od pozostałych testowanych algorytmów. Wykres 

powstały przez odrzucenie dwóch wspomnianych algorytmów zawiera Rysunek 3:19. 

Wykresy wygenerowane dla poszczególnych metod optymalizacji zawiera Załącz-

nik D. 

 

                                                        
5 Obliczone przez te algorytmy długości tras są nawet do 100 razy dłuższe od optymalnej, podczas gdy 

wyniki wyznaczone przez pozostałe algorytmy  nie przekraczają 1,5-krotności długości trasy optymalnej. 
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Rysunek 3:18 Porównanie wyników działania algorytmów rozwiązujących TSP 
Źródło: (Rychcicki, 2014) 

 

 

Rysunek 3:19 Porównanie wyników działania algorytmów rozwiązujących TSP, z wyłączeniem algorytmu genetyczne-
go i immunologicznego 
Źródło: (Rychcicki, 2014) 
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3.5.6 Ranking 

Metadane wygenerowane podczas badania pozwalają na zbudowanie rankingu metod 

optymalizacji rozwiązujących ETSP. Bazuje on na „jakości” rozwiązania wygenerowanego 

przy zadanych ograniczeniach na liczbę iteracji. 

 

Tabela 3-6 Ranking algorytmów optymalizacji dla TSP 
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Hybrydowy 𝑂(𝑛2 log 𝑛) 1.2 / ∞ 1 

Mrówkowy 𝑂(𝑛2) 1.3 / ∞ 2 

Najbliższego wstawienia 𝑂(𝑛2) 1.3 / 2.0 3 

Najbliższego sąsiada 𝑂(𝑛2) 1.5 / 7.5 4 

MST 𝑂(𝑛2 log 𝑛) 1.6 / 2.0 5 

Genetyczny 𝑂(𝑛 log 𝑛) 150 / ∞ 6 

Immunologiczny 𝑂(𝑛) 150 / ∞ 7 

Źródło: Opracowanie własne na podstawie (Rychcicki, 2014) 
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Rozdział 4 WYNIKI I WNIOSKI 

4.1 Wyniki w oparciu o funkcje benchmarkowe 

Liczba iteracji dla metody hybrydowej jest, co prawda większa niż dla metod składo-

wych stosowanych pojedynczo, ale wyższa skuteczność w osiąganiu punktu ekstremum 

globalnego pozwala na zaakceptowanie tego zjawiska, jako kosztu zasadnego, tym bar-

dziej, że obserwuje się znaczą przewagę metody hybrydowej wraz ze wzrostem liczby 

zmiennych. Drastyczny spadek wydajności metod stochastycznych przy rosnącej liczbie 

zmiennych (nawet dla prostej funkcji unimodalnej) pokazuje, że metoda hybrydowa jest 

mniej czuła na ten ograniczający stosowanie prostych metod optymalizacyjnych problem. 

Zastosowanie wstępnej fazy poszukiwań losowych zmniejsza także ryzyko „utknięcia” 

(„zagnieżdżenia się”) w otoczeniu ekstremum lokalnego, co jest istotnym mankamentem 

metod zorganizowanych (także dla bardzo popularnej i uznawanej za bardzo dobrą meto-

dy Rosenbrocka). 

Mając na uwadze zwiększony koszt obliczeniowy hybrydy (liczba iteracji) dalsze ba-

dania nad hybrydowym podejściem do zadań optymalizacji powinny prowadzić w kierun-

ku lepszego podziału czasu pomiędzy składowe metody. W zaprezentowanym w niniej-

szej pracy podejściu każda składowa wykorzystywała 1/3 zasobów. 

Próba wdrożenia zmienności (czyli „dynamizacji”) przydziału zasobów dla poszcze-

gólnych składowych może doprowadzić do poprawy efektywności hybrydy, przy zacho-

waniu osiągniętej dotychczas skuteczności. Jest to niewątpliwie kierunek dalszych badań, 

ale prowadzący do wyposażenia systemu optymalizacji w kolejny segment racjonalizacji 

przydziału czasu i mocy obliczeniowych dla różnych klas funkcji i optymalizowanych 

problemów. 
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4.2 Wnioski z rozwiązania problemu praktycznego 

Połączenie metod optymalizacyjnych o odmiennej charakterystyce w hybrydę skutku-

je otrzymaniem bardzo uniwersalnego narzędzia optymalizacyjnego. Tak określona meto-

da hybrydowa pozwalała na skuteczną optymalizację zarówno funkcji unimodalnych, jak 

i wielomodalnych. Odróżnia ją to od metod stosowanych pojedynczo, nawet tych bardziej 

skomplikowanych. 

Ta cecha ma szczególne znaczenie, gdy nieznana jest charakterystyka zadania opty-

malizacji, w związku z czym nie można z góry określić jaki typ metody optymalizacyjnej 

byłby dla tego rozwiązania odpowiedni. 

W przypadku zadań o znanej charakterystyce, metoda hybrydowa pozwala na wpro-

wadzenie do zadania warunków liniowych i nieliniowych, określonych równościami i nie-

równościami, których narzucenie w inny sposób byłoby trudne i znacznie bardziej czaso-

chłonne. 

Wyższa skuteczność w osiąganiu punktu ekstremum globalnego pozwala nawet na 

akceptację faktu, że liczba iteracji dla metody hybrydowej jest większa niż dla metod skła-

dowych. 

W zadaniu optymalizacji portfela inwestycyjnego łączny czas obliczeń był porówny-

walny do metody standardowej (mnożników Lagrange’a). Osiągnięte wyniki wskazują, iż 

cel (uzyskanie portfela o nieujemnych wagach) został zrealizowany i to zrealizowany 

w prostszy sposób niż miałoby to miejsce przy zastosowaniu bardziej skomplikowanych 

pojedynczych metod, czy też zastosowania metod opierających się na przekształceniach 

matematycznych, które dodatkowo wymagają poświęcenia ogromnego czasu. 
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4.3 Podsumowanie  

Na podstawie przeprowadzonych w dysertacji badań stało się oczywiste, że zapropo-

nowana metoda optymalizacji przewyższa stosowane dzisiaj metody pojedyncze, przede 

wszystkim w zakresie dokładności uzyskiwanych wyników. Algorytm hybrydowy jest 

więc rozwiązaniem lepszym i to niezależnie od obszaru badań. Dodatkowa właściwość 

pozwalająca dowolnie dobierać składowe hybrydy uniezależnia od konieczności pracy 

specjalisty, który zadbałby o proces optymalizacji. Nawet jeśli większość całościowo uzy-

skanych rozwiązać daje wynik suboptymalny, to jest to dopuszczalne w praktycznej inży-

nierii optymalizacji. 

Analizowany w rozprawie algorytm może być łatwo zrównoleglony, przy czym wziąć 

trzeba wtedy pod uwagę koszty synchronizacji czy ogólne koszty łączności. Zakładając 

jednak przejście od n do N (N>n) procesorów dać powinno praktycznie liniowe przyśpie-

szenie obliczeń. 

Kolejną ważną cechą rozwiązania prezentowanego w pracy jest poprawne działanie 

algorytmu w miarę zwiększania się wymiarowości problemów. Pozwoliło to również po-

kazać hybrydę optymalizacyjną jako prosty konwerter uzyskiwania wyników aproksy-

mujących w rozwiązywaniu zadań NP. Ten aspekt został jednak jedynie zasygnalizowany 

i wymaga dalszych badań. 

Naturalnie proponowana metoda ma również wady. Jej dobra skuteczność okupiona 

jest znacznym zwiększenie zapotrzebowania na moc obliczeniową. Zwiększenie zapo-

trzebowania na moc obliczeniową jest rozsądne tylko wtedy, gdy za pomocą procedur 

hybrydowych można rozwiązać przypadki, które rzeczywiście tego wymagają. Problemy 

takie wystąpić mogą dla przykładu w naukach biologicznych, chemicznych, ekonomicz-

nych czy też w problematyce szeroko pojętego zarządzania. 

Kolejna wadą i problemem, który nadal oczekuje rozwiązania jest analiza możliwości 

kontroli doboru punktu startowego procedury, co w istotny sposób może przyspieszyć 

osiągnięcie żądanego rozwiązania, czyli – pośrednio – zmniejszyć zapotrzebowania na 

moc. Ten ciekawy problem pozostaje nadal do rozwiązania, jak też do rozwiązania pozo-

staje problem odfiltrowywania „klinów” czy „kanionów” w przebiegu optymalizowanych 

funkcji. 

Praca dowiodła, że stosowanie hybrydy znacznie polepsza rozwiązanie dużej klasy 

problemów optymalizacji, przy dopuszczalnym tempie optymalizowania, zaś badania 

przeprowadzone w poprzednich rozdziałach pracy pozwoliły stwierdzić, że: 
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 W przeciwieństwie do znanych i stosowanych powszechnie metod, hybryda po-

zwalała na skuteczne przeprowadzenie optymalizacji zarówno funkcji unimodal-

nych, jak i wielomodalnych, 

 Liczba iteracji w metodzie hybrydowej jest co prawda większa niż przy pozosta-

łych metodach, ale za to rozszerzeniu ulega zakres klas optymalizowanych proble-

mów, jak też uzyskuje się lepsze (w sensie bardziej zbliżone do optymalnego) roz-

wiązania, 

 Przewaga metody hybrydowej rośnie wraz ze wzrostem liczby zmiennych, co jest 

niezwykle ważną cechą, zważywszy, że stosowanie obecnie metody właśnie ze 

wzrostem wymiarowości problemu stają się nawet bezużyteczne, 

 Metoda Rosenbrocka (uznawana za jedną z lepszych metod optymalizacji zorgani-

zowanej sprawdza się jako etap końcowy, jednak rozpoczęcie optymalizacji od niej 

powoduje szybkie utknięcie procesu w minimum lokalnym); to spostrzeżenie 

uświadamia doniosłość właściwego doboru nie tylko metod składowych hybrydy, 

ale także ich następników i poprzedników, 

 Przykład prostej funkcji unimodalnej pokazuje drastyczny spadek wydajności me-

tod stochastycznych przy rosnącej liczbie zmiennych. Metoda hybrydowa jest zde-

cydowanie mniej czuła na ten czynnik. 

Jak to zostało wykazane w pracy hybryda optymalizacyjna może być użyta w wielu 

dziedzinach teorii i praktyki inżynierskiej, wszędzie tam, gdzie wskazane są badania wła-

ściwości alokacji zasobów, problemy rynku, czy typowe problemy w badaniach teoretycz-

nych, dotąd traktowane jak nie  wielomianowe. 

Postęp w teorii i praktyce optymalizacji wiąże się z koniecznością rozwoju istotnych 

metod i narzędzi, które pozwalają przetworzyć duże ilości danych, wykonać skompliko-

wane obliczenia, czy wspomóc badania zależności między parametrami i procesami. 

Przedstawiona w pracy metoda wskazuje na możliwość stworzenia na jej podstawie zin-

tegrowanego systemu komputerowego dotyczącego metod optymalizacji. 
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ZAŁĄCZNIKI 

Załącznik A. Obliczone wartości funkcji dla hybrydy szeregowej 

Na potrzeby przeprowadzenia badań utworzona została aplikacja testująca realizują-

ca działanie optimization managera opisanego w niniejszej dysertacji. 

Poza konstrukcją i symulacją, aplikacja pozowała również na zebranie danych staty-

stycznych z przebiegu procesu optymalizacji – w formie tekstowej i graficznej. 

 

Przykładowy rezultat działania aplikacji testującej (faza indywidualna) – dla funkcji 

Rosenbrocka, przy 50, 200, 500 iteracjach. 

MonteCarlo 

 - po 50 iteracjach osiągnięto 0.113380 dla x = {0.96, 0.95} 

 - po 200 iteracjach osiągnięto 0.070782 dla x = {0.90, 0.84} 

 - po 500 iteracjach osiągnięto 0.062297 dla x = {0.78, 0.60} 

 - nie osiągnięto wartości 0.050000 (minimum+.05) 

Genetic 

 - po 50 iteracjach osiągnięto 0.013952 dla x = {0.90, 0.58} 

 - po 200 iteracjach osiągnięto 0.009311 dla x = {0.90, 1.52} 

 - po 500 iteracjach osiągnięto 0.009311 dla x = {0.90, 0.82} 

 - wartość 0.050000 (minimum+.05) osiągnięto po 3 iteracjach 

Rosenbrock 

 - po 50 iteracjach osiągnięto 0.000182 dla x = {1.01, 1.03} 

 - po 200 iteracjach osiągnięto 0.000000 dla x = {1.00, 1.00} 

 - po 500 iteracjach osiągnięto 0.000000 dla x = {1.00, 1.00} 

 - wartość 0.050000 (minimum+.05) osiągnięto po 13 iteracjach 

Hybryda 

 - po 50 iteracjach osiągnięto 0.023465 dla x = {0.85, 0.72} 

 - po 200 iteracjach osiągnięto 0.000001 dla x = {1.00, 1.00} 

 - po 500 iteracjach osiągnięto 0.000000 dla x = {1.00, 1.00} 

 - wartość 0.050000 (minimum+.05) osiągnięto po 21 iteracjach 
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Poniższa tabela przedstawia punkt obliczony przez badaną metodę optymalizacji po 

500 iteracjach.  

Nazwa 

Monte  

Carlo 

Algorytm  

Genetyczny 

Metoda  

Rosenbrocka 

Metoda  

hybrydowa 

Funkcja  

Rosenbrocka 

(5 zmiennych) 

f(0.66, 0.59, 0.38, 0.08, 

0.18) = 7.693878 

f(0.53, 0.29, 0.41, 0.02, 

0.00) = 2.538220 

f(1.00, 1.00, 1.00, 1.00, 

1.00) = 0.000000 

f(1.00, 1.00, 1.00, 1.00, 

1.00) = 0.000000 

Funkcja  

De Jonga 1 

(2 zmienne) 

f(0.02, 0.02) = 

0.000754 

f(-0.00, 0.00) = 

0.000000 

f(0.00, -0.00) = 

0.000000 

f(0.00, 0.00) = 

0.000000 

Funkcja  

De Jonga 1 

(5 zmiennych) 

f(-0.25, 0.09, 0.12, -

0.21, -0.20) = 

0.170737 

f(-0.00, 0.00, 0.32, -

0.00, -0.00) = 

0.000001 

f(-0.00, -0.00, 0.00, 

0.00, -0.00) = 

0.000000 

f(0.00, 0.00, 0.00, -

0.00, 0.00) = 0.000000 

Funkcja  

De Jonga 1 

(9 zmiennych) 

f(0.06, 0.66, 0.19, -

0.33, -0.40, -0.09, -

0.15, -0.28, 0.12)  

= 0.878894 

f(-0.00, -0.00, -0.00, -

0.00, 0.00, -0.00, -0.00, 

-0.00, -0.00) = 

0.000007 

f(-0.00, 0.00, -0.00, 

0.00, -0.00, 0.00, -0.00, 

0.00, -0.00)  

= 0.000000 

f(-0.00, -0.00, 0.00, -

0.00, -0.00, -0.00, -

0.00, 0.00, 0.00)  

= 0.000000 

Funkcja 

Martin-Goody 

(2 zmienne) 

f(0.96, 0.95) = 

7.276148 

f(4.99, 4.98) = 

0.000116 

f(5.00, 5.00) = 

0.000000 

f(5.00, 5.00) = 

0.000000 

Funkcja  

Shekela 

(2 zmienne) 

f(15.76, -31.34) = 

4.050901 

f(-31.98, -31.98) = 

0.998004 

f(0.03, 0.03) = 

12.670506 

f(-31.98, -31.98) = 

0.998004 

Funkcja  

Rastrigina 

(2 zmienne) 

f(0.04, 0.06) = 

0.971624 

f(-0.00, -0.00) = 

0.000046 

f(0.99, -0.00) = 

0.994959 

f(-0.00, -0.00) = 

0.000000 

Funkcja  

Rastrigina 

(3 zmienne) 

f(-0.99, 0.04, 0.06) = 

1.968968 

f(-0.39, -0.01, -0.00) = 

0.00644 

f(0.99, -0.99, -0.99) = 

2.98488 

f(-0.00, 0.00, 0.00) = 

0.000000 

Funkcja  

Schwefela 

(2 zmienne) 

f(x = {205.10, 204.55})  

= -403.407527 

f(x={420.97, -459.15})  

= -173,7819096 

f(x = {203.81, -

124.83})  

= -324.719391 

f(x = {420.97, 420.97})  

= -837.965775 

Funkcja  

Ackley’a 

(2 zmienne) 

f(0.04, 0.05) = 

0.315690 

f(0.00, -0.00) = 

0.000506 

f(0.00, 0.00) = 

0.000000 

f(-0.00, -0.00) = 

0.000000 

Funkcja  

Ackley’a 

(4 zmienne) 

f(0.91, 0.03, 0.26, 

0.05)  

= 2.543907 

f(0.00, -0.00, -0.00, 

0.00)  

= 0.009251 

f(-0.00, 0.00, 0.00, 

0.00)  

= 0.000000 

f(-0.00, 0.00, -0.00, 

0.00)  

= 0.000000 
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Załącznik B. Skuteczność osiągnięcia ekstremum 

Kolejne strony zawierają tabelę obrazującą skuteczność osiągania ekstremum 

w przypadku poszczególnych algorytmów optymalizacji. Poniższy schemat obrazuje zna-

czenie wartości znajdujących się w tej tabeli. 

 

Dla zadanego kryterium dokładności (oznaczonego na schemacie okręgiem) zostaje 

20-krotnie przeprowadzone badanie – uruchomienie danej metody optymalizacji (przy-

kład na schemacie – metoda Monte Carlo). W każdym badaniu określa się odległość od 

(znanego) minimum globalnego, jaką uzyskała dana metoda (tabela 20 pozycji na sche-

macie). Obliczany jest odsetek badań, w których osiągnięto zadaną dokładność (na przy-

kładzie 9 z 20, tj. 45%) i zapisywany w odpowiednim miejscu tabeli. Operację powtarza 

się dla każdej komórki tabeli, dla zadanych dokładności. 
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Nazwa Monte Carlo Algorytm  

Genetyczny 

Metoda  

Rosenbrocka 

Metoda  

hybrydowa 

Kryterium dokładności: 
0.01, 0.007, 0.0025,  

0.0001, 0.00007 

0.01, 0.007, 0.0025,  

0.0001, 0.00007 

0.01, 0.007, 0.0025,  

0.0001, 0.00007 

0.01, 0.007, 0.0025,  

0.0001, 0.00007 

Funkcja  

Rosenbrocka 

(2 zmienne) 

{45, 406, 30, 0, 0} {30, 25, 25, 5, 5} {100, 100, 100, 100, 100} {100, 100, 100, 100, 100} 

Funkcja  

Rosenbrocka 

(3 zmienne) 

{0, 0, 0, 0, 0} {5, 5, 0, 0, 0} {100, 100, 100, 100, 100} {90, 90, 90, 90, 90} 

Funkcja  

Rosenbrocka 

(5 zmiennych) 

{100, 100, 80, 10, 10} {100, 100, 100, 85, 70} {100, 100, 100, 100, 100} {100, 100, 100, 100, 100} 

Funkcja  

De Jonga 1 

(2 zmienne) 

{0, 0, 0, 0, 0} {100, 100, 100, 100, 100} {100, 100, 100, 100, 100} {100, 100, 100, 100, 100} 

Funkcja  

De Jonga 1 

(5 zmiennych) 

{5, 0, 0, 0, 0} {65, 60, 50, 15, 15} {100, 100, 100, 100, 100} {100, 100, 100, 100, 100} 

Funkcja  

De Jonga 1 

(9 zmiennych) 

{0, 0, 0, 0, 0} {100, 100, 100, 5, 5} {0, 0, 0, 0, 0} {100, 100, 100, 5, 5} 

Funkcja 

Martin-Goody 

(2 zmienne) 

{100, 100, 90, 10, 10} {100, 100, 100, 100, 100} {10, 10, 10, 10, 10} {100, 100, 100, 100, 100} 

Funkcja Shekela 

(2 zmienne) 
{45, 30, 5, 0, 0} {100, 100, 100, 100, 100} {0, 0, 0, 0, 0} {100, 100, 100, 100, 100} 

Funkcja  

Rastrigina 

(2 zmienne) 

{0, 0, 0, 0, 0} {50, 50, 35, 15, 15} {60, 60, 60, 60, 60} {100, 100, 100, 100, 100} 

Funkcja  

Rastrigina 

(3 zmienne) 

{100, 100, 95, 30, 25} {100, 100, 100, 100, 95} {100, 100, 100, 100, 100} {100, 100, 100, 100, 100} 

                                                        
6 W tabeli wartość 40. Jej interpretacja jest następująca: Przeprowadzone badania wskazują, iż metoda 

Monte Carlo w 40% przypadków osiągnęła otoczenie (ekstremum globalnego) o promieniu 0.007, gdy 
funkcją celu była funkcja Rosenbrocka (tutaj – funkcja 2 zmiennych). 
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Nazwa Monte Carlo Algorytm  

Genetyczny 

Metoda  

Rosenbrocka 

Metoda  

hybrydowa 

Kryterium dokładności: 
0.01, 0.007, 0.0025,  

0.0001, 0.00007 

0.01, 0.007, 0.0025,  

0.0001, 0.00007 

0.01, 0.007, 0.0025,  

0.0001, 0.00007 

0.01, 0.007, 0.0025,  

0.0001, 0.00007 

Funkcja  

Schwefela 

(2 zmienne) 

{40, 30, 5, 0, 0} {100, 100, 100, 30, 20} {100, 100, 100, 90, 85} {100, 100, 100, 95, 95} 

Funkcja  

SumPower 

(2 zmienne) 

{5, 0, 0, 0, 0} {90, 80, 50, 0, 0} {95, 90, 45, 5, 5} {100, 100, 100, 85, 85} 

Funkcja  

SumPower 

(4 zmienne) 

{75, 60, 35, 0, 0} {100, 100, 95, 50, 50} {45, 45, 45, 45, 45} {100, 100, 100, 100, 100} 

Funkcja  

SumPower 

(9 zmiennych) 

{0, 0, 0, 0, 0} {90, 90, 70, 10, 5} {0, 0, 0, 0, 0} {100, 100, 100, 100, 100} 

Funkcja  

Ackley’a 

(2 zmienne) 

{0, 0, 0, 0, 0} {55, 35, 25, 0, 0} {0, 0, 0, 0, 0} {100, 100, 100, 100, 100} 
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Załącznik C. Liczba kroków wymagana do osiągnięcia otoczenia minimum  

globalnego  

Nazwa Monte Carlo Algorytm  

Genetyczny 

Metoda  

Rosenbrocka 

Metoda  

hybrydowa 

Rozmiar  
otoczenia: 

0.01, 0.007, 0.0025,  

0.0001, 0.00007 

0.01, 0.007, 0.0025,  

0.0001, 0.00007 

0.01, 0.007, 0.0025,  

0.0001, 0.00007 

0.01, 0.007, 0.0025,  

0.0001, 0.00007 

Funkcja  

Rosenbrocka 

(2 zmienne) 

{1, 1, ∞, ∞, ∞} {1, 1, 1, ∞, ∞} {1, 1, 1, 54, 57} {1, 1, 703, 709, 740} 

Funkcja  

Rosenbrocka 

(3 zmienne) 

{∞, ∞, ∞, ∞, ∞} {∞, ∞, ∞, ∞, ∞} {77, 77, 80, 92, 92} 
{717, 718, 718,  

718, 718} 

Funkcja  

Rosenbrocka 

(5 zmiennych) 

{∞, ∞, ∞, ∞, ∞} {∞, ∞, ∞, ∞, ∞} 
{104, 107, 114, 125, 

125} 

{3429, 3432, 3436, 

3441, 3441} 

Funkcja  

De Jonga 1 

(2 zmienne) 

{48, 48, 48, ∞, ∞} {2, 3, 3, 13, 13} {4, 5, 5, 10, 10} {48, 48, 48, 336, 336} 

Funkcja  

De Jonga 1 

(5 zmiennych) 

{∞, ∞, ∞, ∞, ∞} {13, 13, 15, ∞, ∞} {9, 10, 11, 15, 15} 
{342, 344, 669,  

673, 673} 

Funkcja  

De Jonga 1 

(9 zmiennych) 

{∞, ∞, ∞, ∞, ∞} {25, 25, 37, 75, 90} {11, 13, 14, 19, 19} 
{3352, 3356, 3367, 

3422, 3442} 

Funkcja 

Martin-Goody 

(2 zmienne) 

{∞, ∞, ∞, ∞, ∞} {∞, ∞, ∞, ∞, ∞} {26, 26, 26, 33, 33} 
{683, 683, 683,  

685, 685} 

Funkcja Sheke-

la 

(2 zmienne) 

{∞, ∞, ∞, ∞, ∞} 
{136, 1377, 138,  

176, ∞} 
{∞, ∞, ∞, ∞, ∞} 

{3357, 3357, 3374,  

∞, ∞} 

Funkcja  

Rastrigina 

(2 zmienne) 

{48, 48, ∞, ∞, ∞} {22, 22, 22, 30, 30} {∞, ∞, ∞, ∞, ∞} 
{48, 48, 1668,  

1687, 1689} 

Funkcja Rastri-

gina 

(3 zmienne) 

{904, 904, ∞, ∞, ∞} {13, 13, 36, 36, 36} {∞, ∞, ∞, ∞, ∞} 
{904, 904, 3346, 

3366, 3367} 

Funkcja  

Schwefela 

(2 zmienne) 

{∞, ∞, ∞, ∞, ∞} {∞, ∞, ∞, ∞, ∞} {∞, ∞, ∞, ∞, ∞} 
{3413, 3413, 3413, 

6669, 6669} 

                                                        
7 Zaznaczona wartość (137) oznacza, iż algorytm genetyczny średnio (w 20 badaniach) po 137 krokach 

osiągał otoczenie ekstremum globalnego o promieniu 0,007. 
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Nazwa Monte Carlo Algorytm  

Genetyczny 

Metoda  

Rosenbrocka 

Metoda  

hybrydowa 

Rozmiar  
otoczenia: 

0.01, 0.007, 0.0025,  

0.0001, 0.00007 

0.01, 0.007, 0.0025,  

0.0001, 0.00007 

0.01, 0.007, 0.0025,  

0.0001, 0.00007 

0.01, 0.007, 0.0025,  

0.0001, 0.00007 

Funkcja  

SumPower 

(2 zmienne) 

{12, 19, 48, ∞, ∞} {1, 2, 6, 12, 12} {1, 2, 4, 18, 18} {12, 19, 48, 339, 339} 

Funkcja  

SumPower 

(4 zmienne) 

{∞, ∞, ∞, ∞, ∞} {7, 8, 9, 17, 17} {14, 20, 24, 224, 226} 
{339, 340, 342,  

346, 346} 

Funkcja  

SumPower 

(9 zmiennych) 

{∞, ∞, ∞, ∞, ∞} {14, 14, 24, ∞, ∞} {9, 9, 9, 22, 22} 
{346, 346, 669,  

675, 678} 

Funkcja  

Ackley’a 

(2 zmienne) 

{48, 48, ∞, ∞, ∞} {4, 5, 6, 14, ∞} {9, 9, 10, 14, 14} 
{48, 48, 335,  

339, 339} 

Funkcja  

Ackley’a 

(4 zmienne) 

{∞, ∞, ∞, ∞, ∞} {15, 15, 21, ∞, ∞} {∞, ∞, ∞, ∞, ∞} 
{344, 345, 669,  

672, 675} 

Funkcja  

Ackley’a 

(6 zmiennych) 

{∞, ∞, ∞, ∞, ∞} {20, 20, ∞, ∞, ∞} {∞, ∞, ∞, ∞, ∞} 
{671, 671, 671,  

680, 680} 

 

Oznaczenie „∞” oznacza, że metoda nie osiągnęła żądanej dokładności. 
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Załącznik D. Porównanie wyników działania algorytmów rozwiązujących TSP 

Wykresy w załączniku D pochodzą z (Rychcicki, 2014). 
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Źródło wykresów w załączniku D to (Rychcicki, 2014). 
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Załącznik E. Słowniczek pojęć 

Pojęcie Opis 

Algorytm zachłanny Algorytm, dokonujący najlepszego (zachłannego) w da-

nym momencie wyboru rozwiązania częściowego 

Hesjan Macierz kwadratowa drugich pochodnych cząstkowych 

funkcji, dwukrotnie różniczkowalnej w pewnym punkcie 

swojej dziedziny (inaczej: macierz Hessego) 

ICEO International Contest on Evolutionary Computation – 

międzynarodowy konkurs algorytmów optymalizacyj-

nych 

Metaoptymalizacja Abstrakcyjnie: optymalizacja (strojenie) procedur (isto-

ty) strategii optymalizacyjnej – jej struktury, parametrów 

roboczych i przebiegu obliczeń 

Mnożniki Lagrange’a Wykorzystywana w teorii optymalizacji metoda oblicza-

nia ekstremum warunkowego funkcji różniczkowalnej 

Optimization Manager - OM menedżer procesu optymalizacji, sterujący wykonaniem 

poszczególnych etapów procedury hybrydowej. 

Problem NP Problem niedeterministycznie wielomianowy (ang. non-

deterministic polynomial), to problem decyzyjny, dla któ-

rego rozwiązanie można zweryfikować w czasie wielo-

mianowym. 

Problem NP-trudny problem obliczeniowy, którego rozwiązanie jest co naj-

mniej tak trudne jak rozwiązanie każdego problemu 

z klasy NP. 

Problem NP-zupełny problem, który należy do klasy NP oraz dowolny problem 

należący do NP może być do niego zredukowany w czasie 

wielomianowym 

Randomizacja Przeprowadzenie operacji (pseudo-)losowych na danych 

wejściowych, w celu uniezależnienia się od ich cech cha-

rakterystycznych 

Rozwiązanie  

suboptymalne 

Rozwiązanie zadania optymalizacji spełniające określo-

ne, zdefiniowane kryterium jakości, inne niż kryterium 

podstawowe 
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Pojęcie Opis 

SWD System Wspomagania Decyzji – system informacyjny 

pozwalający na przeprowadzanie wnioskowania na ba-

zie znanych mu faktów 

TSP Ang. Travelling Salesman Problem – problem komiwoja-

żera polegający na znalezieniu optymalnej kolejności 

odwiedzania wierzchołków w grafie (tak, by przebyta 

łącznie droga była jak najkrótsza) 

VLSI Układy scalone o bardzo wysokim stopniu integracji 

(scalenia) 

VtR Ang. Value-to-reach – podejście optymalizacyjne polega-

jące na wyszukiwaniu rozwiązania suboptymalnego, 

niegorszego od zadanego (według określonego kryte-

rium) 
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Załącznik F. Indeks, wykaz skrótów i oznaczeń 

Algorytm zachłanny ................................................................................................................................... 112 
cache 

pamięć podręczna .................................................................................................................................... 53 
CAD ..................................................................................................................................................................... 32 
CPSO ............................................................................................................................................. 66, Patrz PSO 
Decyzyjny problem 

problem decyzyjny.................................................................................................................................... 11 
E2AUG ................................................................................................................................................................ 33 
ECPSO ................................................................................................................................................. Patrz PSO 
funkcja celu ...................................................................................................................................................... 19 
GAP ..................................................................................................................................................................... 33 
Hesjan ............................................................................................................................................................. 112 
hybrydowa procedura optymalizacji ...................................................................................................... 31 
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kryterium metaoptymalizacji ........................................................................................................... 51, 64 
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MKP .................................................................................................................................................................... 33 
Mnożnik Lagrange’a .................................................................................................................................. 112 
NP ..............................................................................3, 10, 11, 31, 33, 82, 90, 91, 92, 93, 99, 112, 115 
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Rozwiązanie ................................................................................................................................................. 112 
SWD .......................................................................................................................................................... 12, 113 
System Wspomagania Decyzji 

SWD ............................................................................................................................................................ 113 
Travelling Salesman Problem 

TSP .............................................................................................................................................................. 113 
TSP ............................................................................................................................................................ 82, 113 
V2AUG................................................................................................................................................................ 33 
Value-to-reach 
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VLSI .......................................................................................................................................................... 82, 113 
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